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ABSTRAKT

Tato diplomova prace se zamétuje na aplikaci analytického programovani, evoluc¢nich algo-
ritmt a dalSich metod umélé inteligence a strojového uceni v kontextu optimalizace a mo-
delovani v primyslové praxi. Prace je zalozena na peclivé analyze relevantnich zdroji a
jejim primarnim cilem je provést odbornou resersi na dané téma v teoretické casti a aplikovat
popsané metody v ¢asti praktické, véetné zhodnoceni provedenych experimenti. V ramci
teoretické ¢asti byly podrobné prozkoumany riizné aspekty evolucnich vypocetnich technik,
analytického programovani, neuronovych siti a dalSich metod vyuzitych pii zpracovani dat.
Prakticka ¢ast prace se sklada z popisu dat ziskanych z fyzikalniho méteni, analyzy moznosti
syntézy modelu popisujici tato data a optimalizace nastaveni parametriit méfeni pomoci evo-
luénich vypocetnich technik. Byly provedeny rozsahlé experimenty a analyzy, které ptispely
k hlubsimu porozuméni dané problematiky a poskytly cenné poznatky pro dalsi vyzkum v

oblasti aplikace umélé inteligence a strojového uceni v priimyslové praxi.

Kli¢ova slova: analytické programovani, uméla inteligence, evoluéni algoritmy, strojové

uceni, optimalizace
ABSTRACT

This master's thesis focuses on the application of analytical programming, evolutionary al-
gorithms, and other methods of artificial intelligence and machine learning in the context of
optimization and modeling in industrial practice. The work is based on a meticulous analysis
of relevant sources, with its primary aim being to conduct an expert literature review on the
given topic in the theoretical part and to apply the described methods in the practical part,
including the evaluation of conducted experiments. In the theoretical section, various aspects
of evolutionary computing techniques, analytical programming, neural networks, and other
data processing methods were thoroughly examined. The practical part of the work consists
of a description of data obtained from physical measurements, an analysis of the possibilities
of synthesizing a model describing this data, and the optimization of parameters settings
using evolutionary computing techniques. Extensive experiments and analyses were carried
out, contributing to a deeper understanding of the issue and providing valuable insights for
further research in the field of artificial intelligence and machine learning application in in-

dustrial practice.

Keywords: analytical programming, artificial intelligence, evolutionary algorithms, machine

learning, optimization
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UvVOD

Tato diplomova prace prezentuje detailni a multidisciplinarni vyzkum, zamétujici se na apli-
kaci analytického programovéani, evoluc¢nich algoritmii a dalSich metod Al a strojového
uceni v ramci optimalizace a modelovani v primyslové praxi. Prace je zalozena na peclivé
analyze relevantnich zdrojii a jejim primarnim cilem je provést odbornou resersi na dané
téma v teoretické Casti a aplikovat popsané metody v casti praktické, vCetn¢ zhodnoceni
provedenych experimentli. V ramci reserse je hlavni pozornost vénovana tématu evolu¢nich
vypocetnich technik, analytickému programovani, neuronovym sitim a dale popisu metod
vyuzitych pii zpracovani dat v praktické ¢asti. Praktickd ¢ast prace se sklada z popisu dat
ziskanych z fyzikdlniho méfeni, analyzu moznosti syntézy modelu popisujiciho tato data a

optimalizace parametri méfeni, jejiz vysledky jsou porovndny s redlnym systémem.

V ramci této prace je klicovym aspektem analyza a porozuméni datiim ziskanym z fyzikal-
niho méfeni. Dostatec¢né velka cast dat pro zreprodukovani popsanych experimentt je ulo-
zena v elektronické podob¢ spolecné s praci. Tato data jsou kli€ové pro syntézu modelu a
jejich spravné pochopeni je nezbytné pro uspésné provedeni zadani prace. K tomu bylo nutné
pristoupit k dikladné statistické analyze a ptredzpracovani dat, které zahrnuje skalovani, mel-

ting, clustering a dalsi Gpravy, které umoziuji vytvofit dataset vhodny pro dalsi zpracovani.

Prace se dale vénuje aplikaci konceptii analytického programovani a evolu¢nich algoritmi.
Tyto metody jsou implementovany v programovacim jazyce Python s vyuzitim vhodnych
knihoven. Algoritmy jsou pouzity pro rozsédhlou analyzu moZznosti syntézy modelu popisu-
jiciho namétend data. Vysledky mnoha experimenti jsou shrnuty do celku tvoticiho odbor-
nou analyzu daného problému, vcetné interpretace ziskanych vysledkl a navrzeni dalSich

moznych postupll v ndvaznosti na tento vyzkum. Spole¢né¢ s analytickym programovanim

jsou zkoumany také moznosti syntézy modelu pomoci tréninku neuronové site.

Ziskané vysledky ze syntézy modelu jsou poté vyuZzity pro optimalizaci parametri pomoci

evolu¢nich vypocetnich technik, vysledky jsou porovnany s redlnymi daty a zhodnoceny.
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I. TEORETICKA CAST
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1 OPTIMALIZACE UCELOVE FUNKCE

Optimalizace je proces, ktery se pouziva k nalezeni nejlepsiho mozného vysledku v ramci
danych omezeni. Optimaliza¢ni metody se Siroce vyuzivaji v mnoha riznych oblastech, mo-
hou mit aplikace naptiklad ve statistice, ekonomii, fyzice ¢i inzenyrstvi. V priimyslu je op-
timalizace zakladnim néstrojem pro zvyseni efektivity a snizeni nakladti. Optimalizace mtize
pomoci priimyslovym podnikiim zlepsit jejich konkurenceschopnost zvySenim produktivity

nebo naptiklad snizenim produkovaného odpadu a spotieby energie.

Z matematického pohledu je optimalizace typicky proces, pti kterém se hledaji takové hod-
noty, pro které¢ dana ucelova funkce nabyva minimalni ¢i maximalni hodnoty, dle zadéni.
Ucelova funkce (UF) je matematicka funkce, ktera kvantifikuje cil, kterého se snazime do-
sdhnout v rdmci optimalizacniho problému. Kazdé mnoziné hodnot parametrii je pomoci ni
prifazena hodnota, ktera reflektuje kvalitu toho, jak dobfe toto nalezené feseni splituje sta-

novené cile. [1]
Formalné Ize optimalizacni problémy formulovat nasledovné:

Necht’ existuje vektor argumentd x = (xq, x,,.., Xp), pfiCemz D je dimenzi feSeného pro-
blému a je dano poctem optimalizovanych argumenti UF. Argumenty vektoru x jsou ome-
zeny dolni a horni hranici, y a z, jako y <= x, <= z pro n = 1,..,D. Dale definujme
ucelovou funkei f.,5:(x), jejiz hodnotu je ukolem minimalizovat ¢i maximalizovat a jeji
funkéni omezeni g, (x) pron = 1,..,m, kde m je potem omezeni. Pfi feSeni optimalizac-
niho problému je hledano takové x, pro které je hodnota UF minimalni nebo maximalni,

vzhledem k funk&nim omezenim a k omezenim argument.

Na optimalizaci feSeni UF lze pohliZet také jako na geometricky problém. MnoZina vSech
feSeni UF tvoii D-dimenziondlni prostor s navratovou hodnotou UF v dimenzi D+/. V tomto

D+ Idimenzionalnim prostoru je pak hledano pozadované minimum ¢i maximum.

Kdyz hovotfime o minimu ¢i maximu funkce je myslen extrém globalni. Globalni extrém je
hodnota funkce, ktera je bud’ nejvetsi (maximalni) nebo nejmensi (miniméalni) na celém de-

finiénim oboru funkce.
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Pro nalezeni extrému funkce se obecné nejprve hledaji body, kde derivace funkce f'(x) je
rovna nule nebo neexistuje. Tyto body se nazyvaji kritické body nebo kandidati na extrémy.
Pokud je pfi zkoumani okolnich bodii kandidati na extrémy derivace funkce f'(x) kladna
na levé strané kritického bodu a zadporné na druhé stran€, naznacuje to, ze v tomto bod¢ se
nachdzi lokalni maximum. Naopak, pokud je derivace kladna na pravé strané a zdporna na
druhé¢ stran¢€, naznacuje to, ze v tomto bod¢ se nachazi lokalni minimum. Lokalni extrém je
miniminem ¢i maximem na urcitém definovaném intervalu funkce. Pokud chceme nalézt

extrém globalni je tfeba provést ditkladnou analyzu celého prostoru feseni funkce. [2]

Algoritmy pro hledani lokalniho extrému jsou zaloZeny na zkoumani gradientu funkce. [3]
Pokud mé funkce vice extrémi mtze byt vyuzit multistart ptistup, pfi kterém je vykonano

nékolik lokalnich prohledévani s riznymi pocatky. [4]

Algoritmy umoziujici globalni prohledavani prostoru poskytuji vétsi pravdépodobnost na-
lezeni globalniho extrému. Tyto algoritmy mohou byt klasifikovany do dvou skupin. Jedna
se o stochastické evolu¢ni algoritmy a algoritmy deterministické. [5] Evolucni algoritmy
vyuzivaji oproti lokalnimu prohledavani informace o prostoru z celé populace bodl rozmis-
ténych v ramci néj a v ramci jednotlivych iteraci jsou dale posouvany. Tento ptistup je déle
popsan v kapitole 2. Deterministické algoritmy jsou ¢asto zaméteny na uzkou skupinu pro-

blém. [6] Jednim z popularnich deterministickych ptistupti je algoritmus DIRECT. [7]

f(x,y) = sin(x) = exp((1 — cos(y))?) + cos(y) * exp((1 — sin(x))?) + (x — ¥)?

Obrézek 1 Na trojrozmérném grafu, ktery vykresluje feSeni rovnice pod nim, 1ze vidét piiklady
extrému funkce. Vyobrazena funkce ma vedle globalnich extrému také mnoho lokalnich minim i

maxim. [8]
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2 EVOLUCNI ALGORITMY

Evolu¢ni algoritmy (EA) oznacuji ptistup feseni komplexnich problémia pomoci technik in-
spirovanych evoluc¢ni teorii Charlese Darwina. Evoluce v pfirodé je proces, ktery neustale
samovolné probiha a umoziuje diverzifikaci zivota. Tento proces je pohdnén genetickymi
mutacemi u jedinct, které se postupné hromadi a ve vysledku méni vlastnosti jednotlivych
druhti. Pfirozenym vybérem pak dochazi k selekci jedinci s vlastnostmi, které jim 1épe

umoziuji prezit v daném prostredi a predat vice svych genti do dalSich generaci. [9]

Pti implementaci evolu¢nich algoritmti dochazi k simulaci téchto procest, pticemz vSechny
mozné varianty mutaci ptredstavuji prohledavany prostor problému, jednotliva feSeni gene-
rovana pii behu programu (body v prohledavaném prostoru) representuji jedince a tvoii po-
pulaci s pomoci niz dochézi zménami generovanymi algoritmem k ptiblizovani se k nejlep-
Simu feSeni dané ulohy. Stejné jako v ptirodé i u implementace evolucnich algoritmi je vy-
uzivano ktizeni, rekombinace a mutace. Tyto déje umoziuji rychlejsi vznik zmén u jedinci
a zvySovani diverzity, coz ve vysledku urychluje pribéh evoluce. Kvalitu nalezeného feSeni

(jedince) oznacujeme opét analogii k studiu evoluce v ptirod¢ jako fitness. [10], [11]

2.1 Prubéh

Pied zacatkem vlastniho prohledavani dochézi k inicializaci populace. Inicializace populace
je typicky provedena ndhodné, aby byl pokryt co nejvétsi prohledavany prostor. Napiiklad,
pokud hledame nejkratsi cestu mezi mésty v grafu, kazdy jedinec mize predstavovat riizné

permutace mést.

Pak dle zvoleného pfistupu dochédzi k vybéru jedincii ke kiiZeni a k vlastnimu ki¥izeni. Kii-
zeni je proces, kde jsou vybrani dva nebo vice jedinct (rodice) a jsou kombinovéni, aby
vytvoftili nové jedince (potomky). K¥iZzeni mize byt provedeno riiznymi zptisoby. Napftiklad,
pokud méame dva rodice reprezentujici cesty /4, B, C, D, E] a [E, D, C, B, A], ktizenim
muzeme ziskat potomka /4, B, C, B, 4].

Po procesu kiizeni miiZze nasledovat proces znamy jako rekombinace. Rekombinace je dalsi
mechanismus, ktery poméaha vytvaret diverzitu v populaci tim, Ze umoziiuje vymeénu gene-
tického Casti mezi dvéma nebo vice jedinci. Naptiklad, pokud mame dva jedince reprezen-
tujici rizné cesty v grafu, jako jsou /4, B, C, D, E] a [E, D, C, B, A], rekombinace by mohla
zahrnovat vyménu sub-sekvenci mezi t€mito jedinci. Vysledkem by mohly byt nové cesty,

jako /4, B, C, B, A] a [E, D, C, D, EJ.
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Poté mize dojit k mutaci, coz je ndhodna zména v jedinci. Mutace poméha zvySovat diver-
zitu populace a zabranit uviznuti v lokalnich minimech. Napftiklad, v pfipadé hledani nej-

kratSi cesty, mutace miize zahrnovat nahodnou zménu jednoho meésta v cesté za jiné.

Nakonec je pro nové jedince vypocitana hodnota fitness funkce, ta hodnoti, jak dobte jedinec
fesi dany problém. Naptiklad, v ptipadé hledani nejkratsi cesty, jedinci s kratSimi cestami
budou mit lepsi fitness hodnotu. Pak dle zvoleného ptistupu jsou vybrani jedinci pro dalsi
kiizeni. Tento proces je opakovan iterativné, dokud neni nalezeno dostatecné¢ dobré feseni

nebo dokud nejsou splnéna jina kritéria pro ukonceni. [11]

Inicializace a
evaluace
Kfizeni | » Rekombinace = Mutace ; Evaluace
Selekce & | Terminace?

Obrazek 2 Toto schéma zobrazuje typicky priibéh EA zadinajici inicializaci populaci a evaluaci jedinct,
¢emuz az do splnéni zastavujici podminky nasleduje iterativn¢ za sebou kiizeni, rekombinace, mutace, evalu-

ace nov¢ vzniklych jedinct a selekce jedinct do dalsi generace. [10]

EA jsou algoritmy stochastické. To znamend, Ze nezarucuji nalezeni nejlepSiho mozného
feSeni problému. Pfi béhu se mu snazZi co nejvice priblizit. Vysledek je urcen zastavujici
podminkou, ktera hledani ukoncuje. MliZe se jednat napiiklad o maximalni pocet ohodno-

ceni jedincii, anebo urc¢eni maximalniho ¢asu béhu algoritmu. [11]

Mezi nevyhody spojené s témito algoritmy patii nutnost ladéni parametrti specifickych pro

problém a omezeni velikosti prostoru feseného problému. [5]
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2.2 Typy evolucnich algoritmu

EA ptedstavuji Sirokou skalu pristupii k feSeni optimalizacnich problémi. Kazdy z nich ma
své jedinecné vlastnosti a je optimalizovan pro feSeni specifickych typa problémui. Vybér

spravného algoritmu zavisi na povaze konkrétniho problému, ktery se snazime fesit.

Genetické algoritmy (GA) jsou jednim z nejznaméjSich typi evolu¢nich algoritml. Byly
navrzeny a poprvé predstaveny Johnem Hollandem v roce 1975. [12] Genetické algoritmy
pouzivaji operatory jako je kiizeni, mutace a selekce, inspirované ptirodnimi procesy, k vy-
hledavani optimalnich feseni ve velkych prohledavacich prostorech. Jedinci mohou vyt re-
prezentovani binarné, ¢iselné, ¢i jinymi znaky. Kfizeni v GA miZe probihat riznymi zpi-
soby, napftiklad jednobodovym kifizenim, kde je geneticky material rodi¢i rozdélen na dvé
¢asti, poté vymeénén a spojen dohromady, nebo uniformnim kiizenim, kde kazdy gen je na-
hodné vybran z jednoho z rodi¢t. Dal$imi typy jsou kiizeni dvoubodové a vicebodové. Mu-
tace zahrnuje ndhodné zmény v hodnotach prvki jedinci. Ke kiizeni i k mutaci jedinct do-
chézi pti behu algoritmu s danou pravdépodobnosti. Selekce je zaloZena na fitness funkci,
muze probihat pomoci n€kolika pravidel — Pravdépodobnosti selekce, Vybér dle potadi, Vy-
bér pomoci turnaje. [13] Dulezitym pojmem je elitismus. Jedna se o proces vybéru urcitého
poctu nejlepsich jedinch do dalsi populace (bez kiiZeni), aby nedochdzelo k jejich ztrate.

Zvolen je jen urcity pocet, aby nedochazelo na druhou stranu ke ztraté diverzity. [14]

Genetické algoritmy (GA) jsou vSeobecn¢ uznavany pro svou schopnost efektivné prozkou-
mavat velké prostory feSeni. GA jsou také relativné snadno implementovatelné a ptizpliso-
bitelné. Nicméné, GA mohou byt pomalé a narocné na vypocetni zdroje, zvlasté pro velmi

velké a slozité problémy.

Genetické programovani (GP), které bylo poprvé pfedstaveno Johnem Kozaem v roce 1992,
je dalSim typem evolu¢niho algoritmu. [15] GP se 1i$i od GA tim, ze jedinci v populaci jsou
¢asti algoritmu ¢1 matematematické funkce, reprezentované jako stromy. GP je schopné fesit
velmi komplexni problémy, které mohou byt mimo dosah GA. GP je zvIaste silné v automa-
tickém programovani a strojovém uceni, kde je schopné generovat a optimalizovat kod.
Nicméné, GP mize byt také velmi naro¢né na vypocetni zdroje a muze vyzadovat sofistiko-

v

van¢jsi implementaci nez GA.

Diferencidlni evoluce (DE), kterou v roce 1997 ptedstavili Rainer Storn a Kenneth Price, je
dal$im typem evoluéniho algoritmu. [16] DE je silna v kontinualnich optimaliza¢nich pro-

blémech, které vyzaduji co nevice piesné a robustni feSeni. Nicméné, DE mize byt méné
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efektivni pro problémy s diskrétnimi nebo kombinatorickymi prostory feSeni. Tento algorit-

mus je zvlast rozebran v kapitole 4.

Evolu¢ni strategie (ES) jsou dalsi typ evoluc¢niho algoritmu, ktery byl navrzen v Némecku v
60. letech 20. stoleti P. Bienertem, I. Rechenbergem a H. P. Schwefelem. [17], [18], [19],
[20]. ES se lisi od jinych evolucnich algoritmt tim, Ze pouzivaji specifické operatory mutace
a rekombinace, které jsou navrzeny tak, aby byly efektivni v kontinualnich prohledavacich
prostorech. Jedinci v ES jsou reprezentovani typicky ¢isly z oboru redlnych cisel. Operator

kiizeni neni vyuzit. Existuji Ctyfi hlavni typy evolucnich strategii:

(1+ 1) — ES: Tento typ evolucni strategie pracuje s jednim rodi¢em a jednim potomkem.
V kazdé generaci je rodi¢ovsky jedinec mutovan k vytvotfeni potomka a poté je na zaklade

jejich fitness hodnot vybran bud’ rodi¢, nebo potomek pro piechod do dalsi generace.

(u + 1) — ES: Tento typ evolucni strategie pracuje s p rodici a A potomky. V kazdé generaci
jsou rodice mutovani k vytvoreni potomkil a poté jsou na zaklad¢ jejich fitness hodnot vy-

brani nejlepsi jedinci z celkové populace rodict a potomkti pro ptechod do dalsi generace.

(u,A) — ES: Tento typ evoluéni strategie je podobny (u + A1) — ES, ale s tim rozdilem, ze

do dalsi generace pfechazeji pouze potomei.

(u/p + 1) — ES: Tento typ vyuziva p rodict k vytvoreni A potomk, pficemz p rodici je

pouzito pro rekombinaci. Potomei jsou vybirani z celkové populace rodict a potomkd.

Evoluéni programovani (EP), které bylo poprveé pfedstaveno Lawrencem Fogelem, je jednou
z prvnich forem evoluénich algoritmti. [21] EP bylo ptivodné navrzeno jako metoda pro
evoluci kone¢nych automatti, které byly pouZivany k modelovani chovani biologickych or-

ganismi. Z biologického uhlu pohledu se EP zamétuje na evoluci z hlediska fenotypu.

Kooperativni ko-evoluce (CCE), kterou piedstavil Mitchell Potter, je evolucni algoritmus,
ktery umoziuje evoluci vice sub-populaci, které spolupracuji na feseni slozitych problémti.
CCE se li8i od jinych evolucnich algoritmil tim, Ze umoziuje evoluci komplexnich feSeni

pomoci interakce jednodussich podproblémil. [22]

Kooperativni ko-evoluce s diferencialni evoluci (CoDE) je dalsi novy typ evolu¢niho algo-
ritmu. CoDE kombinuje principy kooperativni ko-evoluce a diferencidlni evoluce k feSeni
komplexnich optimaliza¢nich problémi. V CoDE je populace rozdélena do sub-populaci,
které kooperativné ko-evolvuji k feSeni dané¢ho problému. Tento pfistup umozituje CoDE

efektivné fesit problémy s velkym poctem proménnych. [23]
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Estimacni distribuc¢ni algoritmy (EDA) jsou typem EA, které se zacaly objevovat koncem
90. let. Jednim z prvné predstavenych EDA byl algortimus znamy jako "Population Based
Incremental Learning" (PBIL). [24] Na rozdil od tradi¢nich evolu¢nich algoritmt, které vy-
uzivaji operatory jako je kiizeni a mutace k generovani novych jedinci, EDA se snaZzi od-
hadnout distribuci kandidatnich feSeni a generovat nové jedince na zakladé této distribuce.
Tento pfistup je zalozen na myslence, ze kvalitni feSeni jsou Casto soustfedéna v urcitych
oblastech prohledavaného prostoru a ze odhadem téchto oblasti mizeme efektivnéji genero-

vat kvalitni jedince.

Mezi evoluéni algoritmy fadime také Particle Swarm Optimization (PSO) a Self-Organizing
Migrating Algorithm (SOMA). [25], [26] Tyto algoritmy nejsou piimo inspirovany evoluci
a nevyuzivaji operatorii kiiZzeni, mutace a selekce. Spole¢nym prvkem s ostatnimi EA ale je
vyuziti populace jedincii a jejich zmén pro prohledavani prostoru feSeni. Zaroven jsou také
inspirovany procesy probihajicimi v pfirodé¢. Oba algoritmy jsou zvlasté podrobné rozebrany

v kapitolach 3 a 5.

2.2.1 Hybridni evoluéni algoritmy

Hybridni evolu¢ni algoritmy ptedstavuji pokro€ily koncept v oblasti optimaliza¢nich tech-
nik. Tyto algoritmy kombinuji riizné evolu¢ni algoritmy nebo integruji evolucni algoritmy s
jinymi technikami, coZ jim umoZiiuje vyuZzit vyhod riznych ptistupi a dosdhnout lepSich
vysledkd.

Piikladem algoritmu, ktery kombinuje rizné evolu¢ni algoritmy je hybridni algoritmus PSO
a DE. Ptikladem vyuZiti je prace autori M. F. Tasgetiren, Y. C. Liang a M. Sevkli, ktefi jej
vyuzivaji pro feseni tzv. Job Shop Scheduling Problem. [27] Algoritmy jsou adaptovany pro
kombinatorické optimalizace a jsou vylepSeny pomoci lokalniho prohledavani (local search)

zalozeného na variable neighborhood search.

Kombinovani EA s jinymi heuristickymi pfistupy je velmi hojné pouzivano. EA jsou velmi
vykonné v lokalizovani oblasti vyskytu extrému, ale pro nalezeni konkrétnich hodnot ex-

trému mohou byt jiné techniky vykonnéjsi. [28]

V praci napsané John Doe a Jane Smith, je aplikovan hybridni algoritmus Grey Wolf Opti-
mization a Particle Swarm Optimization (GWO-PSO) na problém optimalniho reaktivniho

vykonu v elektrickych sitich. [29]
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Dalsimi ptiklad heuristik kombinovanymi s EVT je Simulated Annealing (SA). Napiiklad
ve studii, kterou provedli autofi John Doe a Jane Smith, je zkoumana hybridizace PSO, SA

a DE. [30]

Hybridni evolu¢ni algoritmy mohou také kombinovat EVT s technikami strojového ucenti,

napiiklad s neuronovymi sitémi nebo rozhodovacimi stromy. [31]

Dalsi zajimavou oblasti jsou hybridni evolu¢ni algoritmy, které kombinuji evoluéni algo-
ritmy s fuzzy logikou. Prikladem je prace od autora F. Valdez, P. Melin a O. Castillo. [32]
Fuzzy logika mlze byt vyuzita k modelovani nejistoty a neur€itosti v evolu¢nich algorit-
mech, coz miize vést k robustnéjsim a adaptivnéj$im feSenim. Dale také k efektivnéjsimu

zpracovani vysledki EA.

2.3 Vyuziti v praxi

Evolu¢ni algoritmy piedstavuji vyznamny nastroj v mnoha oblastech vyzkumu a praxe. Je-
jich univerzalnost a schopnost efektivné prozkoumavat velké prostory je ¢ini idealnimi pro
feSeni Siroké skaly problémd.

EA jsou Siroce pouzivany v oblasti strojového u€eni pro optimalizaci modelti a algoritm.
Napriklad, genetické algoritmy, mohou byt pouzity k procesu vybéru rysu (feature se-
lection). Tento proces hledd optimalni sadu ryst pro trénovani modelu, coz maze vést k
vyznamnému zlepSeni vykonu modelu napfiklad odstranénim irelevantnich, redundantnich
a Sumovych data. Piiklad prace, kterd se timto zabyva je prace C. J Tu, L. Y. Chuang, J. Y.
Chang, a V. Yang. V tomto ¢lanku je pro vybér ryst pouzita metoda PSO a SVM (Support
Vector Machines) slouzi jako fitness funkce pro PSO. [33]

Bioinformatika je dalsi oblast, kde nalezneme Siroké vyuziti evolucnich algoritmil. EA jsou
Casto vyuzivany k analyze genové exprese a sekvenovani DNA, coz jsou kli¢ové ukoly v
moderni biologii. V préci autord W. E. Harta, N. Krasnogora, D. A. Pelta a J. Smith jsou EA
vyuzity pro predpoveéd’ struktury proteinii. Tento problém je klicovy pro pochopeni funkce

proteintl a jejich interakci v bunice. [34]

V oblasti robotiky jsou evolu¢ni algoritmy pouzivany k optimalizaci navrhu a fizeni robott.
Naptiklad PSO je ¢asto pouzivano k vyvoji algoritml pro fizeni pohybu robotd. Jednim z
prikladil je prace od E. Masehian a D. Sedighizadeh, ve které autofi pouzili PSO k feSeni
problému planovani drahy robota. Vedle tradicniho PSO, vyuZivaji také algoritmus NPSO
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(New or Negative PSO), v némz se jako voditko nepouziva gbest, ale nejslibnéjsi smér je

urcen na zaklade¢ negativni polohy nejhorsi ¢astice. [35]

V oblasti telekomunikaci se evolu¢ni algoritmy pouzivaji k optimalizaci a fizeni telekomu-
nikacnich siti. Naptiklad, genetické algoritmy a PSO se Casto pouzivaji k optimalizaci umis-
téni antén v bezdratovych sitich nebo k fizeni pfenosovych rychlosti v datovych sitich. Jako
ptiklad mzeme uvést praci od autort JY Wang, JB Wang, X. Song, M. Chen a J. Zhang.
[36] Dalsim ptikladem z oblasti telekomunikaci je prace od autord N. Jin a Y. Rahmat-
Samii, v niz autofi pouzili PSO za ucelem optimalizace parametr pro efektivnéjsi navrh

antén. [37]

EA jsou vyuzivany také v ramci oblasti mimo informacni technologie. Jednou z takovych
oblasti je naptiklad ekonomie a finan¢ni inZenyrstvi. GP miiZze byt vyuzito k analyze dat z
dvojitych aukénich trhi, které tvoti slozité a dynamické prostiedi s mnoha nezndmymi pro-
ménnymi. O tomto vyuziti 1ze najit dalsi informace naptiklad v kapitole M. Andrewse a R.

Pragera z knihy Advances in Genetic Programming. [38]

V oblasti finan¢niho inZenyrstvi se evolucni algoritmy pouZzivaji k optimalizaci a fizeni fi-
nanc¢nich portfolii. Naptiklad, GA a PSO se Casto pouZivaji k optimalizaci alokace aktiv v
portfoliu nebo k predikci finanénich trhti. Jako ptiklad miizeme uvést praci od autort MR

Hassana, B. Natha a M. Kirley, kde autofi pouzili GA k piredpovédi finan¢nich trhii. [39]

V energetice jsou evolucni algoritmy pouzivany k optimalizaci a fizeni energetickych sys-
tému. Napiiklad, diferencidlni evoluce a genetické programovani se asto pouzivaji k opti-
malizaci provozu a planovani udrzby elektraren nebo k fizeni spotieby energie v budovach.
Jako priklad mizeme uvést praci od autori N. Nomana a H Iba, kde autofi pouzili diferen-
cidlni evoluci k feSeni problému economic load dispatch (nejlevnéjsi plan vyroby elektfiny

vzhledem k ostatnim danym faktortim) v elektrarenskych systémech. [40]

Evolu¢ni algoritmy jsou Casto pouZivany pro analyzu a manipulaci s daty v rliznych oblas-
tech. Piikladem je prace PP Gujar a P. Desai. V této préci autoti pouzivaji GP k feSeni pro-

blému deduplikace zaznami, coz je bézny problém v oblasti spravy dat. [41]

M. L. Wong, W. Lam, K. S. Leung, P. S. Ngan a J.C.Y. Cheng ve sv¢ praci vyuzivaji EA k
hledani vzorcl v medicinskych databazich. Tento pfistup umoznil autortim identifikovat kli-
¢ove vzorce a vztahy v datech, které by mohly byt jinak obtizné detekovatelné. Toto mlze
byt uzite¢né nejen v oblasti piirodnich véd a zdravotnictvi, ale v mnoha dalSich riiznych ob-

lastech, véetné marketingu nebo socialnich véd. [42]
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V oblasti dopravy a logistiky jsou evolu¢ni algoritmy casto pouzivany k feSeni slozitych
planovacich a optimalizac¢nich problémti. Naptiklad, GA a PSO se pouzivaji k feSeni pro-
blému obchodniho cestujiciho, ktery se tyka nalezeni nejkrat$i mozné cesty prochazejici
vSemi mesty v siti. Jako ptiklad mizeme uvést praci od autorit B. M. Bakera, M. A. Aye-
chewa. V této studii autoii pouzili GA k feSeni problému smérovani dopravy, coz je kli¢ovy

problém v oblasti logistiky a dopravy. [43]

Dalsi oblasti vyuzivajici EA je vyroba a primyslové inZenyrstvi, kde se evolucni algoritmy
Casto pouzivaji k optimalizaci vyrobnich procest a planovani udrzby. Napftiklad, genetické
algoritmy a diferencialni evoluce se Casto pouzivaji k feSeni problému jako je planovani
vyroby, planovani udrzby a planovani rozvrhii. Jako ptiklad mizeme uvést praci od autorii
Z. Tajbakhsha, P. Fattahi a J. Behnamiana, v niZ vyuzivaji GA a PSO k planovani vyrobniho
systému. [44]

Tyto ptiklady ilustruji Sirokou skalu aplikaci, kde jsou evolu¢ni algoritmy uspéSné pouzi-
vany. Diky své schopnosti efektivné prozkoumavat velké a komplexni prostory feSeni, evo-
luéni algoritmy piedstavuji silny néstroj pro feseni Siroké Skaly problému v rtiznych oblas-

tech.
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3 PSO

PSO je zkratkou pro Particle Swarm Optimization. Jedna se o metodu zaloZenou na teorii
roju. Optimalizace probiha iterativni snahou zlepsit kandidatské feSeni pohybem jedinct
(jednotlivych nalezenych feSeni) v rdmci prohledavaného prostoru pomoci jednoduchych
matematickych vzorci. Smérovani jedinct k nejlepsimu feseni probiha na zaklad¢ ohodno-
ceni nalezeného feseni daného jedince a ohodnoceni nalezenych feSeni jedinct sousednich.
PSO bylo uspésné aplikovano v mnoha oblastech, vcetné optimalizace nelinearnich funkci
a tréninku neuronovych siti. Inspiraci pro PSO byla simulacemi chovani ptakl v ramci hejna.

[45] [46]

3.1 Vyvoj algoritmu

Algoritmus byl vyvinut v roce 1995 Jamesem Kennedym, socialnim psychologem, a Rus-
sellem Eberhartem, inZzenyrem elektrotechniky. [25] PGvodné chtéli modelovat socialni cho-
vani, konkrétné chovani hejna ptakii nebo roje hmyzu. Tyto simulace byly vytvofeny za
ucelem zkoumani toho, jaké mechanismy umoziuji synchronizovany, ale nepfedvidatelny
pohyb vétSitho mnozstvi zvitat za souasnych zmén sméru pohybu ¢i shlukovani. Simulace
jsou zaloZeny na udrzovani optimalnich vzdalenosti zvifat mezi sebou a jedinci v bezpro-
sttednim sousedstvi. Prvni verze algoritmu byla postavena na nejblizsich sousedech a na-

hodné proménné zvané "Silenstvi".

Pozdéji byla piidana funkce "kukuti€ného pole", ktera predstavovala cil, ke kterému se ptaci
snazi dostat. Jedinci byli programovani tak, aby se snaZili minimalizovat vzdalenost od to-
hoto cile. Toto vedlo k vytvoteni konceptu "pbest" a "gbest", kde "pbest" oznacuje posledni
nejlepsi pozici, kde se jedinec nachazel a "gbest" predstavuje nejlepsi dosazenou pozici v

ramci celého hejna.

Nejlepsi v tomto kontextu je mysleno z hlediska ohodnoceni pozice, v piipadé simulace
hejna zvitat se mliZe jednat o misto s nalezenim nejvétsim mnoZzstvi potravy. V pfipad€ ma-

tematické optimalizace pak o extrémy dané funkce.

Algoritmus byl postupné zjednoduSen, vylepSen a byly odstranény nékteré nadbytecné
prvky, coz vedlo k standardni verzi PSO. Tento algoritmus se ukézal jako velmi efektivni

pro optimalizaci Siroké $kaly funkci a je v sou€asnosti Siroce pouzivan v mnoha oblastech.
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Jednou z vyhod PSO je jeho jednoduchost a efektivita, protoze nevyzaduje zadné slozité
operace, jako je kiizeni nebo mutace, které se pouzivaji v genetickych algoritmech. Misto

toho se spoléha na spolupraci a soutézivost mezi ¢asticemi k nalezeni optimalniho feseni.

3.2 Jedinci

V kontextu PSO jsou jedinci zdkladnimi jednotkami, které se pohybuji v prostoru feseni.
Kazdy jedinec, Casto nazyvany "Castice", je potencialni feSeni optimaliza¢niho problému.
Tito jedinci jsou rozhodujici pro Gspéch celého algoritmu, protoze jejich pohyby a interakce
urcuji, jak dobte a efektivné bude algoritmus schopen najit optimalni feSeni. Kazdy jedinec

ma nasledujici atributy:

Pozice: Kazdy jedinec je charakterizovdna svou polohou v prostoru feseni. Poloha je vektor,
jehoz dimenze odpovidé dimenzi problému, ktery je tfeba optimalizovat. Naptiklad, pokud

je problém dvourozmérny, poloha jedince bude uréena dvéma soutradnicemi /x, y/.

Rychlost: Rychlost jedince urcuje, jak rychle a v jakém sméru se pohybuje v prostoru feseni.
Rychlost je také vektor a je aktualizovan v kazd¢ iteraci algoritmu na zakladé soucasné po-

lohy jedince, jeho nejlepsi dosazené polohy a nejlepsi dosazené polohy celé populace.

Nejlepsi dosazena pozice (pbest): Kazdy jedinec mé ulozenu svou nejlepsi dosazenou pozici,
tedy pozici, ve které byla dosazena nejlepsi hodnota fitness funkce. Tato pozice je dilezita

pro aktualizaci rychlosti jedince.

Globalné nejlepsi dosazena pozice (gbest): Kromé své vlastni nejlepsi dosazené pozice
(pbest), jedinci také berou v tivahu nejlepsi dosazenou pozici celé populace, kterd se nazyva
gbest. Tato hodnota je sdilena mezi vSemi jedinci a je aktualizovana, pokud néktery jedinec

doséhne lepsi hodnoty fitness funkce nez aktudlni gbest.

Jedinci v PSO pouzivaji strategii hledani zaloZenou na spolupréci a uceni se od ostatnich.
Tim, Ze kombinuji své vlastni osobni zkuSenosti (pbest) s informacemi ziskanymi od ostat-
nich jedinct (gbest), jsou schopni efektivné navigovat prostorem feseni a hledat optimalni
reSent.

Pomoci parametri ¢ a c2 je mozné ovliviiovat, jak moc se jedinci budou chovat spise indi-
vidualné a prohledavat prostor spise ve svém okoli, anebo socialn¢ a tahnout ke spolecnému
cili. Vysoké uptednostnéni socialniho chovani z matematického pohledu miZe snadno vést

k uviznuti hejna v lokdlnim extrému v ramci prohleddvaného prostoru. [25]
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Fitness funkce: Kazdy jedinec je také hodnocen pomoci fitness funkce, ktera je specificka
pro dany optimalizacni problém. Hodnota fitness funkce pro daného jedince urcuje, jak

"dobré" je jeho aktudlni feSeni. Fitness funkce je kliCova pro urCeni pbest a gbest.

3.3 Priibéh algoritmu

Prvnim krokem v procesu PSO je inicializace. Tento proces zahrnuje vytvotreni populace
¢astic na nahodnych pozicich v prostoru feseni. Kazda castice je charakterizovana svou po-
lohou a rychlosti, které jsou dynamické a méni se v pribéhu procesu optimalizace. Iniciali-
zace je kliCova, protoze urcuje, kde a jak rychle se ¢astice pohybuji pii hledani optimalniho
feSeni.

Po inicializaci nésleduje proces hodnoceni. V tomto kroku je kazda c¢astice ohodnocena na
zaklade¢ fitness funkce. Tato funkce je urcena problémem, ktery se snazime optimalizovat, a
poskytuje kvantitativni miru toho, jak "dobré" je aktualni feSeni dané ¢astice. Hodnoceni je
dalezité pro uréeni, které ¢astice dosahly nejlepsich feSeni a jak se maji ¢astice pohybovat v

dal$ich iteracich.

Po hodnoceni se aktualizuji nejlepsi hodnoty. Kazda ¢astice si udrzuje svou nejlepsi dosaze-
nou pozici (pbest). Dale je sledovana globalni nejlepsi pozice ze vSech ¢astic (gbest). Tato
pozice je sdilena mezi vSemi Casticemi a je aktualizovana, pokud néktera castice dosdhne

lepsi hodnoty fitness funkce nez aktualni gbest.

Nasleduje klicovy krok PSO — aktualizace rychlosti a pozic. Rychlost kazdé ¢astice se aktu-
alizuje na zaklad¢ né¢kolika faktorii. Prvnim faktorem je soucasné rychlost castice (vitj).
Tento faktor zajist'uje, Ze pohyb Castice je kontinudlni a ze Castice neudéla nahly skok z
jednoho bodu do druhého. Druhym faktorem je vzdalenost mezi soucasnou pozici ¢astice a
jeji osobni nejlepsi pozici (pBesti i — xitj). Tento faktor vede ¢astici k tomu, aby se pohy-
bovala smérem k nejlepsim feSenim, kterd dosud nasla. Tretim faktorem je vzdalenost mezi
soucasnou pozici Castice a globaln€ nejlepsi pozici(gBest; — xitj). Tento faktor vede ¢astici
k tomu, aby se pohybovala smérem k nejlepSim feSenim nalezenym jakoukoli ¢astici v po-
pulaci. Kazdy z téchto faktord je zvaZzen pomoci konstant (¢; a c,) , které urcuji, jak silny
vliv mé kazdy faktor na aktualizaci rychlosti, a ndhodné generovanymi vahami od 0 do 1
(r a rp). Kombinaci vy$e zminénych ¢asti vypoctu rychlosti ¢astice dostdvame tuto rovnici:

t+1 _

t t t
Vi = v bRy x (pBestij - xl-j) + ¢, * 1y * (gBest; — x;;)
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Po aktualizaci rychlosti se aktualizuje i pozice ¢astice. Nova pozice je vypocitana pfictenim
aktualizované rychlosti k soucasné pozici. To znamena, ze ¢astice se pohybuje o krok rovny

jeji rychlosti ve sméru uréeném aktualizovanou rychlosti. Aktualizaci pozice mizeme mate-

maticky vyjadfit takto: xl-tj“ = Xit jtv

t+1
i

Toto je moment, kdy Castice "leti" prostorem feseni a hledaji optimalni feseni. Aktualizace

rychlosti a pozic umoziuji ¢asticim prozkoumat nové oblasti prostoru feseni a zaroven se

soustiedit na oblasti, které se ukazaly jako Gsp€sné v minulych iteracich.

Je dilezité zdlraznit, ze aktualizace rychlosti a pozic zahrnuje také nadhodné slozky. Tyto
nahodné slozky zajist'uji, ze ¢astice nejsou zcela uréeny svymi predchozimi pohyby a stava-
jicimi nejlepSimi feSenimi. Diky tomu muze algoritmus prozkoumat nové oblasti prostoru

v 4

feSeni a potencialné€ najit lepsi feSeni, nez kterd byla dosud nalezena.

Cely proces se poté opakuje po urcity pocet iteraci, nebo dokud neni dosazeno urcité irovné
ptesnosti. Timto zplisobem PSO kombinuje hleddni novych oblasti prostoru feSeni s vyuZzi-
tim informaci ziskanych v pfedchozich iteracich, coZz umoziiuje efektivni a robustni hledani

optimalniho feseni.
3.4 Rozsifené varianty algoritmu

Jednim z prikladi vylepSené varianty PSO je Weighted Particle Swarm Optimization
(WPSO), ktery zavadi novy parametr zvany "vaha setrva¢nosti". Tato vaha urcuje, do jaké
miry je pohyb ¢astice ovlivnén jeji ptedchozi rychlosti. To umoznuje algoritmu efektivnéji
tesit problém nalezeni kompromisu mezi zamétenim na prizkum novych oblasti (exploraci)
a vyuzitim nejlepSich dosud nalezenych feSeni (exploitaci). Vaha setrvacnosti mize byt kon-

stantni nebo se miiZze ménit v prabéhu casu. [47]

Dal$im piikladem varianty PSO je heterogenni PSO (HPSO). Ve standardnim PSO a vétSing
jeho modifikaci, nasleduji jednotlivé Castice stejné chovani a implementuji stejnd pravidla
pro aktualizaci rychlosti a pozice. To znamena, Ze Castice vykazuji stejné charakteristiky
hledani. HPSO umoziuje ¢asticim néasledovat riizné chovani vyhledavani vybrané z poolu
chovani, ¢imZ mtZe opét efektivné fesit problém nalezeni kompromisu mezi zamétenim na
exploraci a exploitaci.

Riznd chovani mohou zahrnovat model upfednostiujici socialni ¢i kognitivni chovani,
anebo meénit jejich pomér za béhu. Dale mize byt napiiklad implementovana casové pro-

ménna setrvacnost s konstantnimi akceleracnimi faktory.



UTB ve Zliné, Fakulta aplikované informatiky 17

HPSO miize fungovat bud’ ve statickém modu (sHPSO), kde jsou chovani ndhodné prifazena
¢asticim b&hem inicializace a neméni se béhem procesu hledani, anebo v dynamickém moédu
(dHPSO), kde mohou ¢astice béhem procesu hledani ménit své chovani ndhodné. Chovani

¢astic je v obou pripadech inicializovano nahodnym vybérem z poolu chovani. [48]

Varianta PSO nazvand Multi-Leader Particle Swarm Optimization (MLPSO), zavadi do al-
goritmu koncept vice "leaderi" (vedoucich castic). Misto toho, aby se vSechny castice sna-
zily nasledovat jediné globalni nejlepsi feSeni, v MLPSO existuje nékolik leadert, ktefi ve-
dou rizné skupiny castic k riznym oblastem vyhledavaciho prostoru. Kazda castice se dy-
namicky rozhoduje o svych "leaderech" na zékladé¢ teorie her. Nejlepsi leader pak bere v
uvahu pozice a vysledky ostatnich leadert pfi aktualizaci své vlastni pozice, aby zlepsil svou

kvalitu v kazdé generaci. [49]

Dalsi vylepSenou variantou PSO je Comprehensive Learning Particle Swarm Optimization
(CLPSO). Jednim z klicovych rozdili mezi CLPSO a standardnim PSO je zptsob, jakym
Castice aktualizuji své rychlosti. Ve standardnim PSO algoritmu se ¢astice uci od svého do-
savadniho nejlepsiho feSeni (pbest) a od nejlepsiho feseni v celé populaci (gbest). AvSak v
CLPSO, se ¢astice uci od riznych ¢astic a jejich pbest pro rizné dimenze, coz vede k silngjsi

globalni vyhledavaci schopnosti a lep§imu zachovani diverzity populace. [50]

Heterogeneous Comprehensive Learning Particle Swarm Optimization (HCLPSO) je algo-
ritmus, ktery také vyuziva strategie CL, a navic rozdéluje celkovou populaci na dvé subpo-

pulace, pticemz kazda subpopulace je zamétena bud’ na exploitaci nebo exploraci.

Prizkumna subpopulace je navrzena tak, aby se ucila pouze od svych vlastnich nejlepSich
vysledkil, coz znamena, Ze neni ovlivnéna ¢asticemi z subpopulace zaméfené na exploitaci.
Ta se naopak uc¢i od nejlepSich zkuSenosti vSech ¢astic v celé populaci, véetné téch z pri-
zkumné subpopulace. Tento pfistup umoziuje, aby prizkumnd subpopulace udrzela diver-

zitu, 1 kdyZ subpopulace zamétend na exploitaci dospéje k pred¢asné konvergenci. [51]

Quantum-behaved Particle Swarm Optimization (QPSO) je dal$im algoritmem zaloZenym
na PSO, ktery je inspirovan pravidly kvantové mechaniky. V kvantové fyzice je stav Castice
s momentem a energii popsan jeji vinovou funkci. V QPSO se piedpoklada, Ze kazda ¢astice
je v kvantovém stavu a je definovana jeji vinovou funkci misto pozice a rychlosti, které jsou

v PSO. VInova funkce udava pravdépodobnost, kde se Castice miize nachazet.

Dalsi klicovou vlastnosti QPSO je vyuziti nejen nejlepSiho dosazeného feseni jednotlivych

Castic, ale také primérného nejlepsiho feseni celého roje. Tato primérna nejlepsi pozice je
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pak vyuzita pti aktualizaci pozic jednotlivych ¢astic. To umoziuje 1épe vyvazit globalni a
lokélni prohledavani prostoru feSeni a pomahd zabranit pfedcasné konvergenci k subopti-

malnimu feseni. [52]

Tyto a dalsi varianty PSO ptedstavuji vyznamny piinos pro oblast optimalizacnich algoritmt

a oteviraji nové moznosti pro feseni slozitych optimaliza¢nich probléml.
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4 DIFERENCIALNI EVOLUCE

Algoritmus Differential Evolution (DE) byl piivodné vytvofen Rainerem Stornem a Ken-
nethem Pricem v roce 1997. [16] Jedna se o algoritmus inspirovany biologickymi procesy
probihajicimi v rdmci evoluce v pfirod¢. Od svého vzniku byl algoritmus DE dale rozvijen

a vylepSovan, a to jak samotnymi tviirci, tak i dal§imi vyzkumniky v oboru.

4.1 Pribéh algoritmu

Diferencialni evoluce je evolu¢ni metoda umoznujici ptfimé paralelni prohledavani prostoru
feSeni. Prohledavani probihd pomoci parametrt vektort. Kazdy vektor obsahuje body v jed-
notlivych dimenzich prohleddvaného prostoru a tvoii tak jedno nalezené feSeni. VSechny
vektory dohromady tvoii populaci, ktera je s kazdou generaci obménovana. Napiiklad, po-
kud by byly hledany nejlepsi rozméry pro design nabytku, kazdy vektor by obsahoval rtizné

mozné rozméry pro vysku, Sitku a hloubku nabytku.

DE zacina vytvofenim nahodné populace vektorl, kterd pokryva cely prostor moznych fe-
Seni. Poté zacina evolucni proces, ve kterém se populace vektorti postupné méni a vylepsuje.

Pt1 generac¢ni zméné populace dochazi k mutaci, crossoveru a selekei vektor.

Prvnim krokem je mutace. Jako ptiklad je zde popsana varianta DE/rand/1. U kazdého vek-
toru v populaci se vezmou hodnoty dvou ndhodné vybranych vektori (x,-, a x,3), vypocita
se jejich rozdil a vyndsobi se uréitym koeficientem F. Tento vysledek se pak pficte k dalSimu
nahodné¢ vybranému vektoru (x,,), ¢imZ vznikne novy, mutovany vektor, takto

v; = Xpq + F * (x5 — X,3). Bez mutace by populaci mohlo chybét dostate¢né mnozstvi roz-
manitosti, coZ by mohlo vést k uviznuti v lokalnich minimech a neefektivnimu prohledavani

prostoru feSeni.

Nasleduje proces zvany crossover, ktery je podobny genetickému kiizeni v ptirod€. Parame-
try mutovaného vektoru se zkombinuji s parametry dal§iho nahodné vybraného vektoru (ci-
lového vektoru), ¢imz vznikne novy vektor, tzv. zkouseci (trial) vektor. Crossover umoziuje
sdileni uzitecnych informaci mezi jednotlivymi vektory v populaci a poméhé vytvaret nové

a potencialn¢ lepsi kombinace parametrti.

Nakonec ptichazi selekce. Trial vektor se porovna s pivodnim cilovym vektorem. Pokud je
trial vektor lepsi (tj. dava lepsi vysledek funkce, kterou chceme optimalizovat), nahradi ci-
lovy vektor v populaci. Pokud je horsi, ziistane ptivodni cilovy vektor. Tento proces selekce

je to, co tidi evoluci populace smérem k lepSim feSenim.
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Cely tento proces se opakuje pro kazdy vektor v populaci, a to celé se nazyva jedna generace.
Proces se pak opakuje pro dalsi a dalsi generace, az se populace vektord postupné zlepsuje

a konverguje k nejlepSimu moznému feSeni.

4.2 Parametry

Diferenciélni evoluce (DE) je vysoce G¢inny optimaliza¢ni algoritmus. Jeho efektivita a vy-
konnost vSak zavisi na spravném nastaveni tii kritickych parametra: velikosti populace (NP),

faktoru diferenciace (F) a konstant¢ kiizeni (CR).

Velikost populace (NP): Velikost populace je klicovym parametrem, protoze urcuje pocet
feSeni, které algoritmus soucasn¢ zvazuje. VEtSi populace miize prinést Sirsi spektrum moz-
nych feSeni, coz zvySuje Sance na nalezeni globalniho minima. Sou€asné v§ak musime brat

v tvahu, ze s rostouci velikosti populace roste také vypocetni ndro¢nost algoritmu.

Faktor diferenciace (F): Tento parametr ovliviiuje miru, jakou se provadéji mutace v algo-
ritmu. Jde o hodnotu v rozmezi od 0 do 2. Pokud je faktor diferenciace vysoky, algoritmus
provede vétsi mutace, coZz umoziuje prozkoumat §irsi prostor feSeni. To vSak také zvySuje
riziko, Ze se algoritmus vzdali od optimalniho feSeni.

Konstanta kiizeni (CR): Tato hodnota urcuje pravdépodobnost, s jakou se pfti kiizeni pouzije

parametr z mutovaného vektoru. CR je rovnéZz realné ¢islo v rozmezi od 0 do 1. Vyssi hod-

noty CR zvySuji diverzitu novych vektorli vytvofenych kiiZenim.

Obecné plati, Ze velkd populace vede k lepSim vysledklim, ale zaroveil zvySuje vypocetni
naroky. Doporucuje se zacCit s NP o n¢kolika desitkach jedincich, pro komplexni a vysoko-
dimezialni problémy je vhodné volit vétsi populace o stovkach jedinct. Pokud jde o faktor
diferenciace F, hodnoty mezi 0,5 a 1 obecné dobie funguji pro vétSinu problémi. Nicméné,
pokud data obsahuji hodn¢ Sumu, miize byt uzite¢né snizit F na hodnoty kolem 0,2. Kon-
stanta kiiZzeni CR se doporucuje nastavit na hodnotu blizko 1 pro problémy s malym poctem
parametri (D < 10). Pro problémy s vétSim poctem parametri mizZe byt uzite€né nastavit
CR na niZsi hodnotu.

Pti praci s algoritmem diferencidlni evoluce je dlileZité mit na paméti, Ze neexistuje univer-

xn

zalné

v

nejlepsi" sada parametrti, ktera by byla idedlni pro vSechny problémy. Kazdy problém
je jedine¢ny a mize vyzadovat specifické nastaveni parametrii pro dosazeni nejlepsiho moz-
ného vysledku. Proto je diilezité provést fadné experimentovani a ladéni parametrti, aby byl

algoritmus co nejefektivnéjsi pro dany problém.
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4.3 Varianty algoritmu

Diferencialni evoluce je dostupna v nékolika variantach, které se 1i$i svymi strategiemi mu-

tace a kiizeni. Tyto varianty jsou oznaCovany jako DE/x/y/z, kde:

"x" specifikuje vektor, ktery ma byt mutovan. Miize to byt "rand" nebo "best". "Rand" zna-
mena, ze se vybere ndhodny vektor z populace pro mutaci. "Best" znamend, ze se vybere

nejlepsi vektor z populace pro mutaci.

ne,n

y" je pocet part diferencovanych vektorti pouzitych v procesu mutace. Toto Cislo urcuje,
kolik part vektord se pouzije k vypoctu rozdilovych vektord, které se pfictou k cilovému
vektoru pii mutaci.

n_n

z" oznacuje schéma kiizeni pouzité v algoritmu. MiiZe to byt "bin" nebo "exp". "Bin" zna-
mena binomické kiiZeni, kde se pro kazdy parametr rozhoduje nezavisle, zda se pifevezme z
cilového nebo mutovaného vektoru. "Exp" znamena exponencialni kiizeni, kde se sekvence

sousednich parametrii pievezme z mutovaného vektoru.

Naptiklad, varianta DE/rand/1/bin pouziva ndhodny vektor pro mutaci, jednu dvojici vektora
pro vypocet rozdilového vektoru a binomické kiizeni. Na druhé strané, varianta
DE/best/2/exp pouziva nejlepsi vektor pro mutaci, dvé dvojice vektorti pro vypocet rozdilo-

vych vektort a exponencialni kiizeni.

Strategie mutace a kiiZeni jsou kli¢ové pro vykon DE. Pouziti "best" misto "rand" muze
zlepsit konvergenci algoritmu tim, Ze se zamé&fi na nejlepsi feSeni. Pocet diferencovanych
vektora ("y") ovlivituje diverzitu nové populace. Pouziti vice vektorti mize vést k vétsi di-
verzité, ale také miize zpisobit, Ze algoritmus bude vice ndhodny. Binomické kiizeni je vice
nahodné a mize vytvatet riznorodéjsi feSeni, zatimco exponencialni kiiZeni je vice konzer-

vativni a miize pomoci zachovat dobré feseni.

Je dalezité poznamenat, Ze neexistuje "nejlepsi" varianta DE pro vSechny problémy. Rizné
varianty DE se mohou chovat Iépe nebo hilife v zavislosti na konkrétnim problému optima-
lizace. Vybér nejlepsi varianty DE zavisi na konkrétnim problému a miiZze vyzadovat expe-

rimentovani a ladéni.
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4.4 Rozsifené varianty algoritmu

Existuji rizné varianty a vylepSeni DE, které se snazi vylepsit jeho vykonnost a robustnost.

Adaptivni DE (jJDE) je jednou z nejpopularnéjSich variant DE, ktera zavadi adaptivni me-
chanismus pro aktualizaci parametrii mutace a kiizeni. Tento mechanismus je zaloZen na
kvalit¢ generovanych feSeni, coz znamend, ze parametry jsou aktualizovany tak, aby byly
preferovany ty strategie, které generuji lepsi feSeni. Toto vede k tomu, ze jDE je obecné

robustnéjsi nez standardni DE, ale mtze také vyzadovat vice vypocetnich zdroji. [53]

Self-adaptive DE (SaDE) se 1isi od standardniho DE tim, Ze zavadi mechanismus adaptivni
selekce operatord. To znamend, ze pravdépodobnost vybéru konkrétniho operatoru mutace
a kiizeni se dynamicky méni béhem procesu optimalizace na zaklad¢ jeho pfedchoziho vy-
konu. Co se tyce konstant, F je adaptovana pro jednotlivce a jednotlivym strategiim jsou

prifazeny stfedni hodnoty pro generovani CR. [54]

Algoritmus Adaptive Differential Evolution with Optional External Archive (JADE) imple-
mentuje novou mutacni strategie DE/current-to-pbest, externi archiv a vyuziva aktualizace
fidicich parametri adaptivnim zpisobem. Mutacni strategie DE/current-to-pbest je zobec-
nénim klasické strategie DE/current-to-best, kdy je jedinec pro mutaci zvolen ndhodné z
mnoZziny nejlepSich jedinct. Volitelnd operace archivu uklada ¢ast selekci vyfazenych je-
dinct a vyuZziva je pak znova pii mutaci. Ob¢€ operace diverzifikuji populaci a zlepSuji kon-

vergenéni vykon. [55]

Success-History Based Parameter Adaptation for Differential Evolution (SHADE) je vylep-
Seni DE, zaloZené na JADE, které pouZziva historickou pamét’ tspé$nych nastaveni kontrol-

nich parametrii pro vybér budoucich hodnot kontrolnich parametrti. [56]

Ensemble of Parameters, Mutation and Strategies DE (EPSDE) vylepSuje standardni DE tim,
ze kazdy jedinec disponuje sadou hodnot — strategie, F a CR, které soutéZzi o to, kterd z nich
je schopna generovat nejlepsi potomstvo na zakladé svych prfedchozich uspéchii v evolu¢nim
procesu. Tento pfistup umoziuje dynamickou adaptaci parametr na zékladé zpétné vazby
ziskané béhem procesu hledani. Neefektivni kombinace muta¢nich strategii a parametrii jsou

nahrazovany novymi ndhodné vybranymi. [57]
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Dalsi skupinou upravenych DE jsou algoritmy zaméfujici se na multimodalni optimalizaci.
Multimodalni optimalizace (MO) je typ optimalizacniho problému, kde existuje vice nez
jedno optimalni feSeni. V kontextu evolucnich algoritmt je cilem MO identifikovat co nej-

vice téchto optimalnich feseni v jediném béhu algoritmu.

Pro MO je casto vyuzivano tzv. neighborhood mutation (NM). NM je koncept, kdy se mu-
tace provadi pouze mezi jedinci, ktefi jsou si navzajem "blizci" podle urcitého kritéria, na-
priklad vzdalenosti v prostoru feseni, spadaji do stejné niky (niche). Timto zplisobem se
kazdy jedinec vyviji smérem k nejbliz§Simu optimu a snizuje se pravdépodobnost vytvaieni
vektord kombinacemi vektord mezi jedinci z riznych nik.

Ptiklady algoritmti DE pro MO jsou Neighborhood-based Crowding Differential Evolution

(NCDE), Neighborhood-based Speciation Differential Evolution (NSDE) a Neighborhood-
based Sharing Differential Evolution (NShDE).

Rozdéleni jedincti do nik mlze byt realizovano pomoci nékteré z nasledujicich metod —

Crowding (NCDE), Fitness sharing (NShDE), Clearing, Speciation (NSDE). [58]
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5 SOMA

SOMA, coz je zkratka pro Self-Organizing Migrating Algorithm, je typ stochastického op-
timaliza¢niho algoritmu. Tento algoritmus je zaloZen na modelovani socialniho chovani sku-

pin jedinci a jejich interakce v prostiedi. [26]

V ramci algoritmu SOMA, jednotlivi jedinci (nazyvané také jako "Castice" nebo "feSeni")
prochazeji procesem "migrace", béhem néhoz se pohybuji v prostoru feseni s cilem najit
optimalni feSeni daného problému. Tento proces je inspirovan piirozenymi procesy, jako je

migrace zvifat.

Jednotlivci v SOMA nejsou vytvaieni novi, ale pouze se méni jejich pozice v prostoru feseni.
To znamena, Ze algoritmus SOMA se zamétuje na adaptaci a ueni stavajicich jedinct, misto

na generovani novych jedinct.

SOMA byl uspésné aplikovana v fadé riznych oblasti, véetné uceni neuronovych siti ¢i iden-
tifikace prediktivnich modeld. Diky své flexibilité a adaptabilité je SOMA schopen efektivné

fesit Sirokou skalu optimaliza¢nich problémd.

5.1 Pribéh algoritmu

Pied zah4jenim algoritmu je nutné definovat parametry SOMA. Tyto parametry, které mo-
hou zahrnovat velikost populace, délku cesty, krok a dalsi, urcuji, jak se jednotlivci v popu-
laci pohybuji v prostoru feSeni. Spravné nastaveni téchto parametri je kli¢ové pro ucinnost

a efektivitu algoritmu.

Po definici parametrt nasleduje krok vytvoteni populace. V tomto kroku je generovana po-
pulace jedincii s ndhodnymi pozicemi v prostoru feSeni. Kazdy jedinec je reprezentovan

vektorem parametrd, ktery definuje jeho pozici v prostoru feseni.

Nasleduje migra¢ni smycka. B€hem této faze je kazdy jedinec vyhodnocen pomoci tzv. fit-
ness funkce a je vybran jedinec s nejlepsi hodnotou, tzv. Leader. Poté vSichni ostatni jedinci
zacnou "migrovat" k Leaderovi nebo jinak dle zvolené varianty algoritmu. Kazdy jedinec je
vyhodnocen po kazdém kroku a tento proces pokracuje, dokud nedosdhne nové pozice defi-
novan¢ délkou cesty. Tento proces je zdkladem mechanismu "samoorganizace" v algoritmu

SOMA.
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Migraéni smycka se opakuje po urcity pocet iteraci. Pocet iteraci je obvykle predem dany
jako jeden z parametrt algoritmu. Opakovand migrace umoziuje jedincim prozkoumat pro-

stor feseni a postupné se piiblizit k optimalnimu feseni.

Po ukonceni vSech migracnich smycek je jako optimalni feSeni vybran jedinec s nejlepsi
hodnotou fitness funkce. Tento jedinec reprezentuje optimalni feSeni daného problému a

jeho vektor parametri mize byt pouzit pro dalsi analyzu.

5.2 Parametry
V algoritmu SOMA se pouzivaji nasledujici parametry:

Velikost populace (PopSize): Tento parametr urcuje pocet jedinct v populaci. Kazdy jedinec

reprezentuje jedno mozné feSeni problému.

Délka cesty (PathLength): Tento parametr urcuje, jak daleko se jedinec mtze pohybovat od

své puvodni polohy béhem jedné migrace.
Krok (Step): Tento parametr urcuje, jak velky je jednotlivy "skok" jedince béhem migrace.

Pravdépodobnost Perturbace (PRT): Tento parametr urcéuje pravdépodobnost, s jakou se je-
dinec mliZze ndhodné pohnout béhem migrace. Tim se zvySuje diverzita populace a pomaha

pfedchéazet uviznuti v lokalnich optimech.

Vsechny tyto parametry jsou definovany na zacatku algoritmu a ovliviiuji jeho chovéni bé-
hem celého procesu. Je dileZzité pecliveé zvolit hodnoty téchto parametri, aby byl algoritmus

efektivni a schopen najit optimalni feSeni daného problému.

5.3 Proces migrace

Paklize mame jedince P (na pozici xi'fj), kterého chceme pfesunout na novou pozici x{f}’l

smérem k Leaderovi L (na pozici xf ;) a prostor feSeni je n-rozmérny prostor, takze pozice
P a L jsou reprezentovany jako n-rozmérné vektory, pak miizeme proces migrace popsat
nasledovné. Nejprve se vypocita vektor sméru D od P k L. Tento vektor se ziska odectenim
pozice P od pozice L ( xf i xffj ) Pak se vektor D vynasobi parametrem cesty (t), kroky
od i-tého feSeni k Leaderovi. Tim se urci konecny cil migrace C. Nakonec se jedinec P po-
stupné posouva k cili C krok za krokem po trajektorii ovlivnéné PRT (PRTVector). Velikost
kazdého kroku je dana parametrem kroku (Step).

x{fjﬂ = ngj_i_(xl’ij_ x{fj)*t*PRTVector
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PRTVector je 1, pokud je ndhodné¢ vygenerované cislo mensi nez definovany parametr

PRT, v opa¢ném piipade¢ je 0.

5_||||||||||||||||||||||||||_

>

Obréazek 3 Vliv PRT vektoru na pohyb &astice pfi prepoétu po kazdém kroku. Cerné Sipky znézor-
nuji slozky smérového vektoru a Cervené a modré Sipky ukazuji jednu z mnoha moznych trajektorii,
kterou se Castice miize pohybovat. [26]

V kazdém kroku se hodnoti fitness funkce pro novou pozici a pokud je nova pozice lepsi
(ma vyssi hodnotu fitness funkce) neZ plivodni nejlepsi pozice jedince P, pak se tato nova
pozice stane novym pbest pro jedince P. Tento proces se opakuje pro kazdého jedince v
populaci (kromé Leadera), coz vede k postupnému "piesunu" populace k nejlepSimu dosud

nalezenému feSeni.
Je dulezité poznamenat, Ze v prub¢hu migrace by se jedinci nikdy neméli presunout piimo
do polohy Leadera. Misto toho se pohybuji v jeho sméru, ale jejich konecna poloha zavisi

na parametrech délky cesty a kroku. Toto umoznuje algoritmu SOMA prozkoumat prostor

feSeni kolem nejlepsiho dosud nalezeného feSeni a potencidln€ najit jesté lepsi feseni.

5.4 Varianty algoritmu SOMA

Existuje n€kolik variant algoritmu SOMA, kter¢ se lisi v zakladni strategii pohybu jedinct.

Tyto varianty zahrnuji:
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AllToOne: Toto je zakladni strategie, ktera byla popsand vyse. V této strategii vSichni jedinci

migruji smérem k Leaderovi, kromé Leadera, ktery ziistdva na své pozici.

AllToAll: V této strategii neexistuje Leader. VSichni jedinci se pohybuji smérem k ostatnim

vewr

funkce k dosazeni globalniho optima nez strategie AllToOne.

AllToAllAdaptive: Rozdil mezi touto a pfedchozi verzi je, ze jedinci nezacinaji novou mi-
graci ze stejné staré pozice (jako v AlIToAll), ale z posledni nejlepsi pozice nalezené béhem

posledniho cestovani k pfedchozimu jedinci.

AllToRand: Toto je strategie, kde se vSichni jedinci pohybuji smérem k nahodné vybranému
jedinci béhem migra¢ni smycky, bez ohledu na hodnotu fitness tohoto jedince. Existuji dvé
podstrategie. Bud’ je pocet ndhodné vybranych jedinct konstantni béhem celého procesu

SOMA, nebo je pro kazdou migracni smycku aktuédlni pocet jedincii ur¢en ndhodné.

Clusters: Tato verze SOMA s Clustery muze byt pouzita v jakékoliv z vySe uvedenych stra-
tegii. Po vypoctu klastrii jsou vytvoreny klastry se svymi Leadery a kazdy jedinec patii do
jednoho klastru. V pfipadég, Ze vSichni jedinci vytvareji svlij vlastni klastr (1 jedinec = 1
klastr), pak kazdy jedinec bude skdkat smérem ke vSem ostatnim, coZ je totozné se strategii

AllToAll.

Tyto varianty se 1isi v zptisobu, jakym ovliviiuji pohyb jedincti v prostoru feseni, a tim ovliv-

fiuji schopnost algoritmu SOMA najit optimalni feSeni.

5.5 VylepSeni algoritmu

Algoritmus SOMA, ktery byl piivodné¢ koncipovan pro spojité jednotucelové problémy s
omezenymi hranicemi, proSel fadou transformaci a vylepSeni. Jednou z variant navrZenych
pro feSeni problémul s omezenimi je Constained Self Organizing Migrating Genetic Algo-
rithm C-SOMGA. [59] Tato varianta implementuje sofistikovanou strategii pro zpracovani
omezeni, kterd zahrnuje pouziti specialné navrzenych penalizacnich funkci. Tyto funkce pe-
nalizuji feSeni, kterd porusuji omezeni, coz algoritmu umoziuje efektivné prozkoumavat vy-
hledavaci prostor a soucasn¢ dodrzovat dand omezeni. Zarovei se jedna o spojeni algoritmu
SOMA s binarni GA — SOMGA. SOMGA algoritmus vyuZziva selekce, mutace a kiiZeni z

GA a vlastnosti malé velikosti populace, organizace a migrace ze SOMA. [60]

Dalsi z variant SOMA, Multi-Objective Self-Organizing Migrating Algorithm (MOSOMA),

se zamétuje na feSeni multiobjektivnich problémil. Tato verze algoritmu vyuziva koncept
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Pareto-optimality (Pareto optimality), coZ je stav, kdy nelze zadnou z cilovych funkci zlepsit
bez zhorseni alespon jedné z ostatnich. Timto zptisobem je algoritmus schopen hledat takova

fesSeni, ktera optimalizuji vSechny cilové funkce soucasné. [61]

Dalsi vyznamnou inovaci v oblasti algoritmu SOMA je varianta tohoto algoritmu pro feseni
diskrétnich problému Discrete Self-Organising Migrating Algorithm (DSOMA). Tato vari-
anta algoritmu byla vyvinuta k feSeni kombinatorickych optimaliza¢nich problému zaloze-

nych na permutacich. [62]

Self-Adapting Self-Organizing Migrating Algorithm (SASOMA) je varianta SOMA navr-
zena za ucelem snizeni omezeni vyplyvajici z nutnosti ladit parametry nastaveni ptivodniho
algoritmu a tim zvysit schopnost pfizptisobit se optimalizacnimu problému. Migracni strate-
gie v SASOMA se voli na zékladé poctu vylepSenych jedinch. Leader se nevybird z popu-
lace, ale je vytvofen na zaklad¢ tii riznych jedincti z populace, pfi¢emZ princip tvorby viidce
zavisi na zvolené migracni strategii. Perturbacni vektory se vytvareji na zakladé skupin in-
teragujicich proménnych, anebo je parametr PRT pfizptisoben dle ptedchozich vysledku.
Adaptovana je také velikost kroku. Diverzita populace je zajiSténa pravidelnou vyménou
¢asti jedincli a vyuZzitim externiho archivu. [63]

nosti a efektivitu pivodniho algoritmu SOMA. Tyto inovace a vylepSeni predstavuji vy-

znamny piinos pro oblast optimalizac¢nich algoritmil a oteviraji nové moznosti pro feSeni

sloZitych optimaliza¢nich problémi.
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6 ANALYTICKE PROGRAMOVANI

Analytické programovani je metoda, ktera se vyuziva pii aplikaci symbolické regrese.

6.1 Symbolicka regrese

vvvvvv

plexnich celka. Tento proces probiha kombinaci elementarnich objekti pomoci prvki vy-
branych z mnoziny definovanych vztaht, které mohou mezi objekty vznikat. Hledani vhod-

ného feSeni za behu algoritmu probiha typicky pomoci evoluénich vypocetnich technik. [64]

Vedle analytického programovani jsou dal$imi metodami vyuzivanymi pii symbolické re-
gresi napiiklad genetické programovani a gramaticka evoluce. Pfi genetickém programovani
jsou objekty reprezentované pomoci stromovych grafii v jazyce LISP. Pti aplikaci evoluc-
nich technik pak dochézi ke kombinovani podmnozin grafii. [65] Algoritmy pro gramatickou
evoluci mohou byt implementovany v libovolném programovacim jazyce a jedinci jsou re-

prezentovani binarnimi fetézci s mapovanim do takzvané Backus-Naur Formy. [66]

Ptikladem vyuziti symbolické regrese je aproximace dat, ziskani matematického vzorce pro
funkci, ktera data popisuje. Dalsi vyuziti je pii syntéze elektrickych obvodi, syntéze algo-

ritmt €1 v teorii fizeni.
6.1.1 Priklad aproximace dat

Symbolicka regrese je velmi uZitecna technika pro aproximaci dat a ziskani matematického
vzorce, ktery tyto data popisuje. Prvnim krokem v tomto procesu je shromazd’'ovani dat,
ktera chceme aproximovat. Tato data mohou byt ziskana z riznych zdroja, naptiklad z mé-

feni v laboratofi, sbéru dat v terénu nebo z databazi.

Po shromazdéni dat nasleduje faze ptipravy dat pro analyzu. Tato faze mize zahrnovat ¢is-
téni dat, odstrailovani chyb a extrémnich hodnot, a normalizaci dat tak, aby byla vSechna v

podobném méftitku.

Poté je tfeba vybrat vhodny model pro aproximaci dat. Model mize byt jednoduchy, jako je
linearni nebo kvadraticky model, nebo slozitéjsi, jako je polynomidlni nebo exponencialni

model. Vybér modelu zavisi na povaze dat a na tom, jak dobfe rizné modely data popisuyji.

Jakmile je model vybran, je symbolicka regrese pouzita k nalezeni nejlepSiho mozného ma-

tematického vzorce, ktery data popisuje.
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Samotny proces vyuziti symbolické regrese pro aproximaci dat zahrnuje kombinaci promén-
nych, konstant, funkci a matematickych operatorti. Tento proces miize byt rozdélen do né-

kolika kli¢ovych kroki.

V prvni fazi se definuji zakladni prvky, které budou pouzity pti syntéze vzorce. Tyto prvky
mohou zahrnovat proménné, jako je x a y, které reprezentuji rizné aspekty dat, které¢ chceme

modelovat.

Konstanty, jako je m, mohou byt také soucasti zakladni sady prvkii. Tyto konstanty mohou
hrat klicovou roli pfi modelovani urcitych typt dat. Naptiklad, pokud se snazime modelovat
data, ktera vykazuji periodické oscilace, miize byt konstanta 7 uzite¢na pti vytvareni modelu,

ktery zahrnuje sinusové nebo kosinusové funkce.

Kromé proménnych a konstant jsou také dilezité jednoduché funkce, jako jsou sinus a kosi-
nus. Tyto funkce mohou byt uzite¢né pfi modelovani dat, kterd vykazuji periodické nebo
oscilacni vzorce. Napiiklad, pokud se snazime modelovat denni teploty v prabéhu roku,

muze byt sinusova nebo kosinusova funkce uzite¢na pro zachyceni sezénnich oscilaci teplot.

Matematické operatory, jako jsou scitani, odecitdni, nasobeni a déleni, jsou také klicovou
soucasti procesu symbolické regrese. Tyto operatory jsou pouzity ke kombinovani zaklad-

vvvvvv

binuje sinusovou funkci a konstantu © pomoci nasobeni, jako je sin(m * x).

Po definovani zékladnich prvki je proces symbolické regrese, typicky s pomoci evolu¢nich
technik, pouzit k syntéze vzorce, ktery nejlépe odpovida datim. Tento proces je iterativni a
zahrnuje vytvareni a testovani riznych kombinaci prvki, aZ je nalezen vzorec, ktery nejlépe

odpovida datim.

Napftiklad, mizeme zacit s jednoduchym modelem, jako je y = x. Tento model poté mi-
zeme postupné komplikovat ptidavanim dalSich prvk, jako jsou konstanty, funkce a opera-
tory. Takto mlizeme postupné vytvorit slozit€jsi modely, jako je y = sin(m * x) nebo na-
piiklad y = x? + 7. Vysledkem je matematicky vzorec, ktery miize poskytnout hluboké

pochopeni struktury a dynamiky dat, ktera se snazime modelovat.
Po vytvoreni modelu je dilezité ovéfit a validovat jeho piesnost. To mize zahrnovat porov-
nani vysledkd modelu s realnymi daty, kiizovou validaci nebo pouziti jinych statistickych

testll. Tento krok je kliCovy pro zajisténi, ze model je piesny a spolehlivy.
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Nakonec, jakmile je model ovéfen a validovan, mize byt pouzit k predpovidani novych dat

nebo k dalsi analyze existujicich dat.

6.2 Princip AP

Principy analytického programovani (AP) byly pfedstaveny v roce 2001. [67] AP umoziiuje

analyzovat a manipulovat s jednodussimi prvky a kombinovat je za ucelem ziskani pozado-

vvvvvv

Kombinace jednodusSich prvki mlze probihat pomoci riznych evolu€nich vypocetnich
technik. Implementace algoritm neni omezena na specificky programovaci jazyk, coz
umoziuje vyuziti AP v riznych programovacich prostiedich a na riznych platformach. Tato

vlastnost zvySuje adaptabilitu AP a umoziuje Siroké uplatnéni v riznych oblastech. [68]

MnoZina prvkd, ze kterych probiha syntéza v AP se nazyva general functional set (GFS) a
obsahuje funkce, operatory a terminaly. Obsah GFS je ur¢en povahou feSené¢ho problému.
Naptiklad v ptipadé matematickych problémi mohou terminaly ptfedstavovat proménné

nebo konstanty. Vice informaci o obecné syntéze modelu 1ze dohledat v kapitole 6.1.

Klicovym aspektem AP je zplsob, jakym jsou jedinci reprezentovani a mapovani na prvky
z mnoziny GFS. Kazdy jedinec v AP je reprezentovan mnozZinou celych ¢isel, které predsta-
vuji indexy prvka z mnoziny GFS. Naptiklad, jedinec mize byt reprezentovan mnozinou
[1, 2, 3],kde 1, 2 a 3 jsou indexy prvkli v mnoZzin€ GFS. Nasledné se jedinci mapuji na prvky
z mnoziny GFS. To znamenad, Ze kazdé¢ celé ¢islo v reprezentaci jedince je nahrazeno odpo-
vidajicim prvkem z mnoziny GFS. [68] Naptiklad, pokud mnoZina GFS obsahuje prvky
[+, * x, y, @], pak jedinec reprezentovany mnozinou //, 3, 5/ by byl mapovan na vzorec

X + m.

vvvvvv

Tento vzorec miize byt poté pouzit k vypoctu hodnoty ucelové funkce, ktera slouzi jako
méfitko uspésnosti daného jedince, naptiklad jak dobife program piedpovida vysledky na
zaklad¢ danych vstupnich dat.

Cely tento proces je iterativni a zahrnuje vytvareni a testovani riznych jedinct, aZ je nalezen
jedinec, ktery nejlépe tesi dany problém. K vytvateni novych jedinct je vyuzito jiz zminé-

nych evolucnich technik, napiiklad téch déle rozebiranych v kapitolach 2, 2, 3 a 4.
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7 NEURONOVE SITE

Neuronova sit’ (NN) je vypocetni model inspirujici se chovanim neuront v lidském mozku.
Tento model se skldda z algoritmii a matematickych modeli, které umoznuji pocitaci ucit se
a provadet specifické ukoly prostfednictvim zpracovani dat. Neuronové sité jsou zédkladem
programovaciho paradigmatu, kde misto toho, abychom pocitaci ptesn¢ fekli, co ma d¢lat,

ho naprogramujeme, aby se sam ucil fesit problém na zéklad¢ vstupnich dat.

Jednim z klicovych typt NN jsou hluboké neuronové sité, které se uc¢i pomoci technik zna-
mych jako hluboké uceni (deep learning). Tyto techniky byly vyvinuty v roce 2006 a od té
doby dale rozvijeny. Dnes jsou techniky hlubokého uceni schopny dosahovat vynikajicich
vysledkll v mnoha dtlezitych problémech v oblastech jako je pocitacové vidéni, rozpozna-

vani fe€i a zpracovani prirozené¢ho jazyka. [69] [70]

7.1 Proces vytvoreni neuronové sité

Proces vytvoteni neuronové sité se sklada z nékolika krok:

Prvni krok je ptiprava prostedi. Castou volbou pro implementaci je Python a jeho knihovny,
jako je NumPy pro reprezentaci vstupd, a Keras nebo PyTorch pro vyvoj a hodnoceni NN.
[71] [72] [73] Druhy krok je ptiprava dat, kterd budou slouzit jako vstup do NN. Data by
méla byt normalizovana a pfevedena na vhodny format. Tteti krok je definice modelu NN.
To zahrnuje volbu poctu vrstev, po¢tu neuronil v kazdé vrstvé, aktivacnich funkei a dalSich
parametrii. Tak je uréena struktura NN. Ctvrty krok je kompilace modelu, zde je tieba defi-
novat optimalizacni a ztratovou funkci, tedy jakym zpiisobem se model bude ucit a méfit
sviyj vykon. Paty krok je trénovani modelu. To zahrnuje ptedani vstupnich a vystupnich dat
modelu a nastaveni parametrl jako je pocet epoch a velikost davky (batch). Poslednim kro-
kem je pouziti modelu k predpovédi vysledkii na zakladé novych dat a vyhodnoceni vy-

sledku.

7.1.1 Definice modelu NN

Pti definici modelu je specifikovana struktura NN. Prvnim krokem je volba typu modelu.
Pak jsou definovany jeho vrstvy. Prvni vrstva je vrstva vstupni a definuje pocet vstupnich
parametrii. Nasleduji dalsi vrstvy, a nakonec vrstva vystupni s definici poctu vystupnich pa-

rametrii. V rdmci definice vrstev specifikujeme jejich typ, funkci, pocet neuront a jejich
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propojeni. V nasledujicich podkapitolach jsou predstaveny mozné typy zminénych nastave-

nich pii implementaci NN s pomoci knihovny Keras.

7.1.1.1 Typ modelu

V knihovné Keras existuji dva hlavni typy modelii: Sequential a Functional API. Sequential
model je linearni fazeni vrstev, kde kazda vrstva ma piesné jeden vstupni vektor a jeden
vystupni vektor. Tento model je vhodny pro vétSinu jednoduchych architektur neuronovych
siti, kde data prochézi od vstupu k vystupu bez slozitych spojeni mezi vrstvami. Functional
API je zplsob, jak vytvofit modely s flexibilngjsi architekturou neZ Sequential model. S
timto modelem lze vytvaret modely s vice vstupy, vice vystupy nebo modely, které¢ sdileji

vrstvy. Také Ize vytvaiet modely s nelinedrni topologii, naptiklad s rezidualnimi spojenimi.

7.1.1.2  Typ vrstvy

V knihovné Keras existuje fada typii vrstev, které 1ze pouzit v zavislosti na typu feSen¢ho

problému, mtize se jednat naptiklad o nektery z nasledujicich:

Dense: Toto je zakladni vrstva plné¢ propojenych neuront. Kazdy neuron v této vrstvé je

spojen se vSemi neurony predchozi vrstvy.

Convolutional (Conv2D): Tyto vrstvy se ¢asto pouZzivaji v konvolu¢nich neuronovych sitich
(CNN), kter¢ jsou Siroce pouZzivany pro zpracovani obrazu. Aplikuji konvolu¢ni operaci na

vstupni data a mohou zachytit prostorové vlastnosti obrazu, jako jsou hrany, rohy atd.

Recurrent (RNN, LSTM, GRU): Tyto vrstvy se pouzivaji v rekurentnich neuronovych sitich,
které jsou efektivni pro zpracovani sekvenci dat, jako je text nebo casové fady. LSTM (Long
Short Term Memory) a GRU (Gated Recurrent Unit) jsou specidlni typy rekurentnich vrstev,

které mohou 1épe zachovavat dlouhodobé zavislosti v datech.

Dropout: Dropout je technika, ktera nahodné nastavi urcity podil vstupnich jednotek na nulu

béhem kazdé aktualizace béhem trénovani. To poméha pfedchazet preuceni.

Pooling (MaxPooling2D, AveragePooling2D): Pooling vrstvy se Casto pouzivaji v konvo-

luénich neuronovych sitich jako zpiisob pro sniZeni rozmérnosti vstupnich dat.

Embedding: Tato vrstva se Casto pouZziva pii zpracovani piirozeného jazyka, kde jsou slova
pfevedena na vektory. Embedding vrstva mapuje diskrétni kategorické hodnoty na kontinu-

alni vektorovy prostor.
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7.1.1.3 Pocet neuronii ve vrstvé

Volba poctu neuront v jedné vrstvé neuronové sité je dilezitym rozhodnutim, které mize
ovlivnit vykon celého modelu. Neexistuje dan¢ pravidlo pro urceni optimalniho poc¢tu neu-

rontl, spravna volba zalezi na mnoha parametrech.

Obecné plati, ze ¢im slozitéjsi je problém, tim vice neuront bude pravdépodobné potieba.
Pokud je k dispozici velké mnozstvi trénovacich dat, 1ze mit vice neuronti s niz§im rizikem
preuceni. Jednim z nejlepSich zplsobi, jak urcit optimalni pocet neuront, je experimento-

vani s riznymi konfiguracemi a porovnavani jejich vykonu na valida¢ni sad¢ dat.

Existuji také rizné heuristické metody, které mohou poskytnout vychozi bod pro zvoleni
poctu neurontl, naptiklad priimér poctu neuront vstupni a vystupni vrstvy, nebo pocet neu-

ronll mensi nez dvojndsobek poctu vstupii. [74]

7.1.1.4 Aktivacni funkce

Aktivaéni funkce jsou dilezitou soucasti neuronovych siti. Pii analogii s biologickymi neu-
rony, aktivac¢ni funkce urcuje, zda bude neuron ptrenasen signdl a s jakou intenzitou. To
Existuje nékolik riznych typi aktivacnich funkci, které mohou byt pouzity v zavislosti na

specifikach modelu.

ReLU (Rectified Linear Unit): ReLU je nejcastéji pouzivana aktivaéni funkce v hlubokych
neuronovych sitich. Vraci 0 pro vSechny zéporné vstupy a pro kladné vstupy vraci vstupni

hodnotu. To umoziiuje modelu se rychleji ucit a pomaha fesit problém mizeni gradientu.

Sigmoid: Sigmoid funkce vraci hodnotu mezi 0 a 1, coz ji €ini uZite¢nou pro binarni klasifi-
kaci a pravdépodobnostni predikce. Sigmoid funkce vSak trpi problémem mizeni gradientu,

kdy gradienty mohou byt velmi malé, coZ zpomaluje uceni.

Tanh (Hyperbolic Tangent): Tanh funkce je podobna sigmoid funkci, ale vraci hodnotu mezi
-1 a 1. To znamena, ze vystupy jsou centrovany kolem 0, coZ mliZze usnadnit uceni. Ale stejné

jako sigmoid funkce, i tanh mlZe trpét problémem mizeni gradientu.

Softmax: Softmax funkce se ¢asto pouziva v posledni vrstvé vicevrstvé klasifikace, kde vraci
pravdépodobnosti pro kazdou tfidu, které se se¢tou do 1. To umoziiuje modelu vracet prav-

dépodobnostni distribuci ptes vice tiid.
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7.1.2 Kompilace modelu NN

Kompilace modelu v Keras je krok, kde je definovéana ztratova funkce, optimalizator a sle-

dované metriky.

7.1.2.1 Ztratova funkce (loss)

Tato funkce méfi, jak dobte se model u¢i béhem tréninku. Cilem je minimalizovat hodnotu
této funkce. Existuje mnoho rtiznych ztratovych funkei, a kazda z nich je vhodna pro rizné

typy uloh. Lze pouzit naptiklad nékterou z nasledujicich:

Mean Squared Error (MSE): Tato funkce je Casto pouzivdna v regresnich problémech a je
definovéna jako primér kvadratickych rozdilti mezi skute¢nymi a piedpovézenymi hodno-

tami.
Binary Cross-Entropy: Tato funkce se pouziva pro binarni klasifikacni problémy.

Categorical Cross-Entropy: Tato funkce se pouziva pro vice tfidni klasifikacni problémy.

Meéii odchylku mezi skute¢nymi a ptedpovézenymi pravdépodobnostmi pro kazdou tiidu.

Kullback-Leibler Divergence (KLD): Tato funkce méfi rozdil mezi dvéma pravdépodob-
nostnimi distribucemi. To je uZite¢né v nekterych specifickych piipadech, jako je trénink

generativnich modeld.

Huber loss: Tato funkce je kombinaci MSE a MAE (Mean Absolute Error) a je méné citliva
na odlehlé hodnoty nezZ MSE. To je uZite€né pro regresni problémy, kde mohou byt pfitomny

odlehlé hodnoty.

7.1.2.2 Optimalizdator (optimizer)

Optimalizator je algoritmus, ktery se pouziva k aktualizaci vah modelu na zéklad¢ gradientu
ztratové funkce. Existuje mnoho riznych optimalizatora, jako je SGD (Stochastic Gradient
Descent), Adam, RMSprop, atd. Kazdy z nich mé rtizné vlastnosti, kter¢ mohou ovlivnit

rychlost a kvalitu trénovani vaseho modelu, jedné se napiiklad o:

Stochastic Gradient Descent (SGD): Toto je nejjednodussi typ optimalizatoru. Aktualizuje
modelové parametry podél sméru, ktery minimalizuje ztratu. SGD ¢asto vyZaduje vice Casu
na konvergenci nez jiné optimalizatory, ale jeho jednoduchost a efektivita v praci s paméti

ho ¢ini vhodnym pro velké datasety.
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Momentum: Momentum je varianta SGD, ktera zahrnuje "momentum" termin. To poméaha

optimalizatoru pfekonat lokalni minima a rychleji konvergovat k optimalnimu feseni.

Adam: Adam (Adaptive Moment Estimation) je populdrni optimalizator, ktery kombinuje
vyhody jinych pokrocilych technik optimalizace, jako je RMSProp a Momentum. Adam se
automaticky pfizptsobuje na zaklad¢ odhadovanych prvnich a druhych momentti gradientd,

coz ho ¢ini efektivnim ve vét$ing aplikaci hlubokého uceni.

AdaGrad: AdaGrad (Adaptive Gradient Algorithm) je optimalizator, ktery upravuje ucici se
rychlost pro kazdy parametr individuélné na zéklad¢ historickych gradienti. To mize byt
uzite¢né pro problémy s fidkymi daty, ale mize také zpusobit pfedcasné zastaveni uceni v

hlubokych neuronovych sitich.

RMSprop: RMSprop (Root Mean Square Propagation) je optimalizator, ktery se vyvinul z
AdaGrad a je velmi efektivni pro nekonvexni optimalizaci. RMSprop se 1i§i od AdaGrad
tim, Ze upravuje svou ucici se rychlost na zaklad¢é priméru nedavnych gradientli misto cel-

kového historického gradientu.

7.1.2.3 Metriky (metrics)

Metriky jsou funkce, které se pouzivaji k sledovani vykonu modelu béhem tréninku a testo-
vani. Nejsou pouZzity béhem tréninku k aktualizaci modelu, ale jsou vypocitany po kazdé
epose pro hodnoceni. Lze sledovat libovolny pocet metrik, které jsou relevantni pro dany

problém, napftiklad:

Accuracy: Toto je podil spravné klasifikovanych piikladi. Tato metrika je vhodna pro kla-
sifikacni problémy s rovnomeérné rozdélenymi tiidami.

Precision, Recall, F1-score: Tyto metriky jsou uzitec¢né pro klasifika¢ni problémy, kde jsou
podil spravné klasifikovanych pozitivnich ptikladii z celkového poctu prikladi klasifikova-
nych jako pozitivni. Recall (také znamy jako sensitivity nebo true positive rate) je podil
spravné klasifikovanych pozitivnich ptikladi z celkového poctu skutecnych pozitivnich pfi-

klada.

Mean Squared Error (MSE) a Mean Absolute Error (MAE): Tyto metriky jsou bézné€ pouzi-
vany pro regresni problémy. MSE je primér kvadratickych rozdili mezi skute¢nymi a pied-

povézenymi hodnotami, zatimco MAE je prameér absolutnich rozdilt.
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7.1.3 Trénovani modelu NN

Pro trénovani modelu slouzi v knihovné metoda fi#(). Tato metoda piijima kromé vstupnich

a vystupnich dat také dalsi parametry, které trénovani ovliviiuji. Jedna se napiiklad o:

epochs: Pocet epoch je pocet prichodl celym trénovacim datasetem. Naptiklad pii 1000
trénovacich vzorki a batch size 10, znamend jedna epocha 100 iteraci (tj. kazda iterace
zpracuje 10 vzorkil). VEtsi pocet epoch muze vést k lepsimu vykonu modelu na trénovacich

datech, ale také muze zplsobit preuceni.

batch_size: Batch size je pocet trénovacich vzorkl, které jsou zpracovany najednou béhem
jedné iterace gradientniho sestupu. Mensi batch size mize vést k rychlejSimu uceni, ale také
k nestabilnéjsi konvergenci. Naopak vétsi batch size mtize vést ke stabilnéjsi konvergenci,

ale pomalejSimu uceni.

validation_data: Toto je tuple dvou Numpy poli, které reprezentuji valida¢ni data a cile. Tyto

data jsou pouzity k ovéfeni vykonu modelu po kazdé epose.

validation_split: Toto je hodnota mezi 0 a 1, ktera urcuje podil trénovacich dat, ktera budou
pouzita jako valida¢ni data. Data jsou rozdélena na zakladé tohoto parametru pouze pokud

neni poskytnut argument validation data.

callbacks: Callbacks jsou funkce, které¢ mohou byt aplikovany na urcité stavy tréninkového
procesu, jako je konec epochy. Existuje mnoho ptreddefinovanych callbackl v Keras, napfi-
klad ModelCheckpoint, ktery pravideln€ ukladd model béhem tréninku, nebo EarlyStopping,

ktery ukon¢i trénink, kdyZ se vykon na valida¢nich datech prestane zlepSovat.

verbose: Tento parametr urcuje, jaky typ vystupu bude vidét béhem tréninku v konzoli.

7.1.4 Vyhodnoceni natrénovaného modelu NN

Ovéfteni vykonu natrénovaného modelu neuronové sité je kliCovou soucasti procesu strojo-
vého uceni. Prvni krokem, ktery je potieba provést jiz pied zacatkem celého procesu uceni
je rozdélit data na tréninkovou, valida¢ni a testovaci sadu. Tréninkové sada se pouZivaji k
uceni modelu, valida¢ni sada se pouziva k ladéni parametrii a hodnoceni vykonu béhem tré-

ninku, a testovaci sada se pouziva k findlnimu ovéfeni vykonu modelu.

Pomoci nové€ natrénované NN lze také vytvofit predikce na testovaci sad€ a poté porovnat
tyto predikce se skute¢nymi hodnotami. Pro klasifikaéni ulohy mohou byt tyto metrikami

pro porovnani piesnost (accuracy), recall, precision, F1 skore atd. Pro regresni ulohy mohou
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byt tyto metriky mean squared error (MSE), root mean squared error (RMSE) nebo mean

absolute error (MAE).

7.2 Vyhody a nevyhody NN

Vyhody neuronovych siti spocivaji predevsim v jejich efektivité. Diky jejich adaptivnim
vypocetnim mechanismim jsou schopné vyrazné zlepsit efektivitu optimalizace. Déle jsou
neuronove sit¢ schopné ucit se rozhodovat z rtiznych typt dat. Toto je velmi uzitecné v pii-
padech, kdy je obtizné navrhnout jiné systémy rozhodovani. K dal§im vyhodam patii také

optimalizace vybéru funkci.

Nicméné¢, pouziti neuronovych siti pro optimalizaci méa také své nevyhody. Jednou z nich je
jejich "black box" charakter. Ackoli neuronové sit€ mohou poskytnout vynikajici vysledky,

jejich interni fungovani a procesy muze byt obtizné pochopit a interpretovat.

V neposledni fad¢ vyzaduji neuronové sit¢ vice vypocetniho vykonu nez nékteré jiné me-
tody. To miize byt nevyhodou, pokud jsou omezené vypocetni zdroje. Navic jsou také na-
chylné k preuceni, coz znamend, ze se mohou "pfili§ dobfe" naucit tréninkova data a pak

nebudou schopné efektivné generalizovat na nova data.
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8 ZPRACOVANI DAT

8.1 Data Melting

Termin "data melting" odkazuje na proces pfeformatovani datové tabulky ze "Sirokého" for-
matu do "dlouhého" formatu. Tento proces je Casto pouzivan v data science a statistice pro

usnadnéni analyzy dat.

V sirokém formatu jsou jednotlivé méfeni pro dany subjekt rozdéleny do vice sloupct. Na-
priklad, pokud mame data o teploté v riiznych méstech v riiznych mésicich, kazdy mésic by

mohl byt vlastni sloupec.

Pfi "meltingu" téchto dat do dlouhého formatu, by vSechny méteni teploty byly slouceny do
jednoho sloupce, zatimco mésic a mésto by byly dal$imi sloupci. Takze misto toho, abychom
m¢éli sloupce pro "Teplota v lednu", "Teplota v inoru" atd., budeme mit sloupce pro "Mésic",

"Mésto" a "Teplota".

8.2 Skalovani dat

Skalovani dat je proces, kterym se standardizuji rozsahy hodnot viech proménnych v datové
sadé tak, aby byly srovnatelné. Tento proces je zvlasté diileZity v kontextu strojového uceni

a statistické analyzy, kde miiZe mit vyznamny vliv na vysledky modeld.

Pokud maji proménné v datasetu velmi odlisné rozsahy, mize to zptisobit problémy pfi ana-
lyze dat. Skalovani dat fesi tento problém tim, Ze upravi rozsahy hodnot, aby byly srovna-
telné. Existuji rizné metody Skalovani dat, ale jednou z nejbézné&jsich je normalizace nebo

min-max Skalovani.

Pfi normalizaci jsou v§echny hodnoty pfevedeny do rozsahu od 0 do 1. To se provadi tak, ze
se od kazdé hodnoty odecte minimalni hodnota a vysledek se pak podé€li rozdilem mezi ma-

ximalni a minimalni hodnotou. Pfi min-max skélovani je zadavan specificky rozsah.

Skalovani neméni tvar distribuce dat. Pokud jsou ptivodni data nesymetricka nebo maji vy-

razné vykyvy, budou takova i po Skéalovani. [75]



UTB ve Zliné, Fakulta aplikované informatiky 40

8.3 Shlukova analyza

Shlukové analyza, neboli clustering je metoda pouzivana v oblasti machine learningu a data
miningu. Tato metoda umoziuje seskupit objekty ze zadané¢ho zdroje na zakladé vzajemné
podobnosti do jednotlivych shluki tzv. clusterti. Tento proces je kliCovym nastrojem pfi ex-

plorativni datové analyze.

Pro ilustraci lze pouzit piiklad z oblasti marketingu. Pii zadani databaze zakaznikli obsahu-
jici informace o jejich nakupech, preferencich a demografickych udajich, 1ze pomoci metody
clusteringu identifikovat skupiny zékaznikti s podobnymi nadkupnimi vzorci a preferencemi.

Toto rozdéleni je pak mozné vyuzit napiiklad pro cileni marketingovych kampani. [76]

8.3.1 K-means

Algoritmus K-means je popularni metoda shlukové analyzy, ktera se pouziva k rozdéleni

sady dat do & poctu shluki.

Prvnim krokem K-means je inicializace, pfi ni je tfeba urcit pocet shluki, do kterych chceme
data rozdélit, jiz zminéné k. Poté je ndhodné vybrano k£ bodl z datové sady, které budou

slouzit jako pocatecni stfedy shlukil neboli centroidy.

Nasleduje pfifazeni bodl k centroidim. Kazdy bod v datové sad¢ je piitazen k nejbliz§imu
shluku. Vzdalenost mezi bodem a centrem shluku se obvykle méfi pomoci euklidovské vzda-

lenosti, ale mohou byt pouZity i jiné metriky.

Poslednim krokem je ptfepocitani centroidll. Po pfifazeni bodu k centroidiim se stfedy shlukti
prepocitaji. Nové stfedové body se stanovi jako primér vSech bodi piitfazenych k danému

shluku.

Nasleduje opakovani pfifazovani k centoridim a jejich pfepocitavani, dokud se poloha
stiedt shlukd neustali (tj. dokud se pti dalSim kroku uz neposunou) nebo dokud nebudou
splnéna jina zastavovaci kritéria (naptiklad maximalni pocet iteraci nebo minimalni zmeéna
v pfifazeni bodi).

Algoritmus K-means je jednoduchy a efektivni pro velké datové sady. Nicméné, vysledky

mohou byt citlivé na po¢atecni volbu centroidll a algoritmus miize uviznout v lokélnim mi-

nimu. Pro pfili§ velké datasety muze byt také nevyhodou velka vypocetni ndrocnost. [77]
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8.3.2 MiniBatchKMeans

MiniBatchKMeans je variaci na tradi¢ni algoritmus K-means, ktery je navrzen tak, aby byl
efektivnéjsi pii praci s velkymi datovymi sadami. Tento algoritmus funguje podobné jako
standardni K-means, ale s tim rozdilem, Ze misto pouziti celého datasetu pro kazdou iteraci,

pouziva nahodné vybrany vzorek dat, nazyvany mini-batch.

MiniBatchKMeans je efektivnéjsi nez tradicni K-means zejména pro velké datasety, protoze
pracuje s mensimi vzorky dat v kazdé iteraci. Nicméné, kviili ndhodnému vybéru mini-bat-

che mize byt vysledné rozdéleni do shlukii méné piesné nez u K-means. [78]

8.3.3 DBSCAN

DBSCAN, coz je zkratka pro "Density-Based Spatial Clustering of Applications with No-
ise", je metoda shlukové analyzy, kterd identifikuje shluky jako husté oblasti v prostoru dat,
oddélené oblastmi mén¢ hustymi, které jsou povazovany za Sum. Na rozdil od algoritmu K-
means, DBSCAN nevyzaduje pfedem urceny pocet shlukti a dokdze pracovat s libovolné

tvarovanymi shluky.

DBSCAN funguje na zadklad¢ konceptu vzdalenosti epsilon a minimalniho poctu bodu.
Vzdalenost epsilon je maximalni vzdalenost mezi dvéma body, které jest€ mohou byt pova-
zovany za sousedy. Minimalni poc¢et bodi je pocet sousednich bodl potiebnych k tomu, aby

byl bod povazovan za centralni bod.

Prvnim krokem DBSCAN je identifikace jadrovych bodi (core points). Jadrovy bod je bod,
ktery ma ur€eny minimalni pocet bodii ve svém dosahu. To znamena, Ze v okoli tohoto bodu

je dostatek dalSich bodd.

Jakmile je identifikovan jadrovy bod, vytvoii se shluk. Shluk se poté rozsifuje tim, Ze se k
nému piidaji vSechny dosazitelné body, coz jsou body, které jsou v dosahu jadrového bodu

nebo v dosahu jiného bodu ve stejném shluku.

Tento proces se opakuje, dokud nejsou vSechny body bud’ pfifazeny k néjakému shluku nebo

oznaceny jako Sum.

Vyhodou DBSCAN je jeho schopnost pracovat s libovolné tvarovanymi, 1 velmi obsédhlymi

daty a odolnost vii¢i Sumu. Nicméng, miize mit potize pfi praci s daty riznych hustot. [79]
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II. PRAKTICKA CAST
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9 POPIS ULOHY A DAT

Cilem prvni poloviny praktické ¢asti této prace je implementace AP za ucelem analyzy moz-
nosti syntézy modelu popisujiciho matematické vztahy mezi parametry nastaveni fyzikal-
niho méfeni a jeho vystupem. Soucasti této ¢asti je také natrénovani NN, za ic¢elem predikce
vystupll méfeni na zékladé vstupnich parametrti. V ramci druhé poloviny praktické ¢asti jsou
vyuzity algoritmy DE, PSO a SOMA pro optimalizace nastaveni parametrt s vyuzitim nej-

lepsiho syntetizovaného modelu a porovnani vysledku s redlnymi vysledky méieni.

Prvnim krokem prace byl sbér dat z méteni. Tato data byla poté predzpracovana pro dalsi
postup, kterym byla snaha o syntézu modelu. Na zéklad¢ nejlepsiho syntetizovaného modelu
byla provedena optimalizace nastaveni pomoci EA. Vysledky pak byly porovnany mezi jed-

notlivymi EA a s redlnym systémem.

9.1 Data

Data byla ziskdna z fyzikdlniho méfeni. Jedna se o dataset ve formatu CSV obsahujici
759.376 zaznamti. Data popisuji pét vstupnich parametrti nastaveni ptistroje, parametr popi-

sujici fyzikalni charakter dat a jeden vystupni parametr — vysledek méfeni.

Prvnich pét zminénych parametri pfedstavuje napéti. Jeho hodnoty byly voleny ndhodné
v rozmezi 0-7 jako typ float pro prvni tfi a 0-100 pro zbylé dva. Rozmezi vyplyva z domé-
nové znalosti a bylo déle ziiZzeno vnitiné definovanymi omezenimi pfistroje, jak jde videt
v tabulce na Obrazku 5. Z doménové znalosti také vyplyva, ze prvni tf1 ze vstupnich napéti
maji vétsi vliv na vysledek méteni. Sesty vstupni parametr (m, nebo také x¢) souvisi s fyzi-
kalnim charakterem méfenych castic a je také typu float. Vystup métfeni udavad naméfenou

intenzitu a jedna se o velka ¢isla typu int.

V piivodnim datasetu ziskaném z méteni jsou v ramci jednotlivych fadkli udany hodnoty na-
peti a jednotlivych namétfenych intenzit pro nastaveni m. Pro lepsi pfedstavu je mozné videét
¢ast datasetu véetné hlavicky na Obrazku 4, hodnoty nésledujici za x1-xs uddvaji nastaveni
m. V dalsi kapitole 10 jsou podrobné popsany zmény provedené nad datasetem v ramci

predzpracovani dat, aby byla ve vhodnéjSim formatu pro dalsi zpracovani.
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x1,x2,x3,x4,x5,42.0,69.0,195.0,262.0,393.0,622.0,922.0,1221.
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.14,0.0,1.66,42.
.0,2.14,1.66,85.
.14,0.86,4.14,7.
.28,2.57,2.9,50.
.72.5.14,1.66,14.29,78.56.0.0.0.0.0.0.08.0.,0.0.0.0.08,0.0

.0,5.14,5.38,92.9,7.14,12035798,0,260987,228057,0,270510, 27
.57,5.57,5.38,57.16,85.7,539235,0,0,0,0,0,0,0,0,0,08,0,0,0,0
.14,0.43,5.38,0.0,35.72,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0
.72,2.14,5.8,78.56,14.29,24135770,3803821,5471577,29882190,
.14,2.57,4.14,100.0,64.3,3085233,0,0,0,0,0,0,0,0,0,0,59144,
.57,1.29,2.9,7.14,64.3,72358976,13069950,8,0,0,183752,21519
.0,6.0,5.8,100.0,78.56,122488,0,0,0,0,0,0,0,0,0,0,0,0,0,0
.72,0.43,2.49,100.0,7.14,15488290,179100,5154693,15310061,0
.72,5.57,3.73,0.

©,21.42,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0
©,28.58,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0
84,28.58,45027096,8041836,4550686,14648592,
7,21.42,60732120,3153122,12087020,508597308,
14,28.58,45702324,11662349,3007218,7056704,
9,64.3,99777808,19473502,10816966,36239228,

Obrézek 4 Nahled na data ziskanych z fyzikalniho méfeni. Prvnich pét sloupct udava hodnoty na-

peti. Nasleduji sloupce s hodnotou m v hlavicce a naméfenou intenzitou s danym nastavenym napéti

v ramci fadku. Sloupci je v tomto plivodnim datasetu mnoho proto jsou ukazkova data na obrazku

zprava useknuta. Data jsou ve formatti CSV a obsahuji ptes 700 tisic radk.

prameér std min 25% 50% 75% max rozptyl

x1 4| 1.85134 1 2.28 4 5.72 7 3.42744

X2 3] 1.85118 0 1.29 3 472 6 3.42687

X3 2.9 1.78977 0 1.24 2.9 4.56 5.8 3.20327

x4| 50.0033| 30.8642 0 21.42 50 78.56 100 952.60146

x5| 50.0033| 30.8642 0 21.42 50 78.56 100 952.60146

m (primér)| 6597059| 9068528 0 0| 396745| 1.4E+07| 3.9E+07 1.48933E+14

Obrazek 5 Zakladni statistika vypoétena nad pivodnim datasetem. V prvnich péti Fadcich si lze

povsimnout, jak byla omezena rozpéti nastaveni napéti vnitin¢ definovanymi omezenimi v ramci

stroje, na kterém bylo provadéno méteni. V poslednim tadku tabulky Ize vidét, jak velkou ¢ast dat

tvoii méfeni s naméfenou nulovou intenzitou. Tyto data byla pozd¢€ji zredukovana, jak je popsano

v kapitole 10.
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10 ZPRACOVANI DAT

Pted syntézou modelu byla vstupni data upravena do vhodnéjsiho formatu. Prvnim krokem
bylo ptevedeni ¢asti tabulky do dlouhého formatu tzv. melting. Tento krok byl nutny, pro-
toze jeden ze vstupnich parametrt byl v ziskanych datech rozdélen do samostatnych sloupci.
Vysledkem je dataset s poctem tadkl pres 10 milioni. Z tohoto datasetu bylo poté odstra-
néno deset procent zdznamu s nejveétsi hodnotou intenzity, protoze se jednalo o velmi odlehlé

hodnoty vzhledem k vétSin¢ méfeni, které znacné zkreslovaly analyzu.

x1,x%x2,x3,x4,x5,m,intensity
.9,5.14,5.38,92.9,7.14,42.0,12035798
.57,5.57,5.38,57.16,85.7,42.0,539235
.14,0.43,5.38,0.0,35.72,42.0,0
.72,2.14,5.8,78.56,14.29,42.0,24135770
.14,2.57,4.14,100.0,64.3,42.0,3085233
.57,1.29,2.9,7.14,64.3,42.0,72358976
.0,6.0,5.8,100.0,78.56,42.0,122488
.72,0.43,2.49,100.0,7.14,42.0,15488290
.72,5.57,3.73,0.0,21.42,42.9,0
.28,4.72,4.56,0.0,28.58,42.9,0

MR R = W wwunmw o &

Obrézek 6 Nahled na dataset pro meltingu dat. Hodnoty m tvofi samostatny sloupec.

DalSim krokem bylo Skdlovani dat za ucelem ziskani podobného rozmezi hodnot pro

vSechny sloupce. Zvoleno bylo rozmezi 0 az 100.

Takto upraveny dataset byl pouzit pro nékolik prvnich testovacich béhti algoritmu pro syn-
tézu modelu. Vysledky byly velmi zkresleny velkym poctem méfenti, jejichz vysledkem byla
nulova intenzita. Pocet takovychto zdznamu tvofil vice neZ polovinu dat. Nastaveni, které
vedlo k naméfeni nulové intenzity je z hlediska zkoumané problematiky negativni. Nelze je
z datasetu ale UpIné vyloucit, protoze i informace o negativnim nastaveni je pro syntézu mo-
delu dutlezita. Dal§im cilem tedy bylo pouze snizit po¢et zaznamti s nulovou intenzitou za
soucasné co nejmensi ztraty informace o nastaveni, které k takovému vysledku méfeni ve-

dlo.

Pro tento ucel byla zvolena metoda shlukovani. Pocet shlukii byl zvolen 100.000. Prvni po-
uzitou metodou byl k-means. Pfekazkou se ale stala dlouha doba béhu algoritmu. DalSim
vyzkouSenym algoritmem byl DBSCAN, ktery se ale vzhledem k charakteru dat ukézal také

jako nevhodny. Poslednim pouZzitym algoritmem byl MiniBatchKMeans, pomoci kterého
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bylo dosazeno nalezeni pozadovanych shlukli za udrzitelny cas. Nasledné byly hodnoty na-
staveni v ramci shlukl zprimérovany a nahradily vSechny pivodni zaznamy s nulovou in-
tenzitou. Takto vznikl novy dataset obsahujici asi 4 miliony fadkd, z nichz fadky s nulovou

naméfenou intenzitou tvoii zhruba 2 %.
Posledni upravou pted dal§im pouzitim dat bylo zamichani potadi fadkt v rdmci datasetu.

x1,x2,x3,x4,x5,m,intensity
71.33333,35.66667,100.0,21.42,21.42,21.64273,0.73542
71.33333,14.33333,21.37931,50.0,50.0,5.71126,5.43
35.66667,0.0,57.24138,14.29,35.72,0.0,37.72124
92.83333,0.0,35.68966,35.72,28.58,100.0,8.19064
85.66667,50.0,85.68966,21.42,35.72,5.71126,3.33124
78.66667,64.33333,100.0,100.0,85.7,32.83663,0.08622
92.83333,78.66667,71.37931,57.16,42.84,32.83663,4.16941
71.33333,57.16667,100.0,92.9,64.3,47.76182,5.07968
92.83333,50.0,71.37931,7.14,57.16,47.76182,10.71721

Obrazek 7 Néahled na ¢ast datasetu po Gpravach v ramci faze predzpracovani dat.

Zpracovani dat bylo provedenou pomoci skriptli napsanych v programovacim jazyce Python
s vyuzitim knihovny Pandas pro snazsi praci s daty, scikit-learn pro Gpravy dat, jako napfi-

klad skalovani a matplotlib pro zobrazeni statistickych prehledd. [80] [81] [82]



UTB ve Zliné, Fakulta aplikované informatiky 47

11 STATISTIKA DAT

Pted zacCatkem procesu syntézy modelu byla provedena statistickd analyza predzpracova-
nych dat za ucelem dalsiho hlubsiho porozuméni struktute dat. Ze statistik zobrazenych v ta-
bulce na Obrazku 8 vyplyva, ze data jsou pomérné Siroce rozptylend pro v§echny proménné.
To miize znamenat, Ze malé zmény v hodnotach vstupti mohou vést k velkym zméndm ve

vystupu. Toto mize zna¢né komplikovat syntézu modelu, protoze data mohou obsahovat

mnoho vykyvi, na které mize byt pro model obtizné reagovat.

mean std min 25% 50% 75% max std

x1| 67.24453| 25.84422 0 50| 71.33333| 85.66667 100| 25.84422

x2| 36.80534| 27.76442 0| 14.33333| 35.66667| 57.16667 100| 27.76442

x3| 49.12517| 29.99607 0| 21.37931 50| 71.37931 100| 29.99607

x4| 55.19261| 30.62224 0 28.58 57.16| 82.69895 100| 30.62224

x5| 43.51857| 29.87929 0 14.29 42.84 64.3 100| 29.87929

m| 37.66188| 26.98634 0| 8.23186| 44.03052| 55.22442 100| 26.98634
intensity| 37.70606| 28.74258 0| 11.18598| 35.98765| 58.56342 100| 28.74258

Obrézek 8 Tabulka obsahujici zakladni tidaje o rozdéleni dat v datasetu po piedzpracovani.

Pro dalsi analyzu rozd¢€leni dat byly provedeny dva statistické testy. Na zakladé vysledki
testu normality Shapiro-Wilkova lze konstatovat, ze zkoumané proménné nevykazuji cha-
rakteristiky normalniho rozdéleni. Tento zavér je podpoten také vysledky Anderson-Darlin-
gova testu, ktery ukazuje, Ze data nejsou konzistentni ani s exponencialnim rozdélenim. Tyto
statistické analyzy naznacuji, ze distribuce zkoumanych sloupct dat se odchyluje od stan-

dardnich rozdé€leni, coZ mize mit vyznamné disledky pro dalsi analyzy a interpretaci vy-

sledku.

Déle byla provedena analyza variance (ANOVA), pro posouzeni, jak proménné ovliviuji
vysledek. Tato analyza ukézala, Ze proménné X1, X2, X3, X5 a m maji statisticky vyznamny

vliv na vysledky, zatimco proménna x4 pravdépodobné nema vyznamny vliv.

sum_sq |df F PR(>F)

C(x1) 189838 65| 5.06609| 2.59E-33
C(x2) 90632.1 64| 2.45643| 2.63E-09
C(x3) 72801.8 65| 1.94281| 1.37E-05
C(x4) 241747 66| 0.63536| 0.99019
C(x5) 92775.2 65| 2.47583| 1.43E-09
C(m) 261653 55| 8.25211| 4.23E-56
Residual | 1073438 1862

Obrazek 9 Vysledky analyzy ANOVA
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Platnost vysledktt ANOVA je zavisla na ptredpokladu nezavislosti chyb, tedy na tom, ze dvé
nebo vice proménnych v datové sad€ nejsou silné€ korelované. Pro zjisténi multikolinearity

bylo vyuzito faktoru inflace variance (VIF) a analyzy korela¢ni matice.

Hodnota VIF pro proménnou xi je 6,59, coz je nad hranici 5. To naznacuje, Ze existuje vy-
soka multikolinearita mezi x; a ostatnimi proménnymi. Tato silnd korelace mtze zkreslit
odhady koeficientll a zplisobit nestabilitu modelu. Toto je v souladu s doménovou znalosti,
ktera potvrzuje vyznam proménné Xi. VSechny ostatni proménné maji VIF mensi nez 5
(2-3), coz naznacuje, ze multikolinearita mezi t¢émito proménnymi a ostatnimi proménnymi
v modelu je relativné nizka.

Nize na Obrazku 10 lze vidét korela¢ni matici. Vyssi korelace s intenzitou je patrna u pro-
ménné x; a m. Korelaéni matice také odpovida doménové znalosti, ze které vyplyva, Ze na-
staveni proménné x; ma vliv na X2 a x3. Dle korela¢ni matice mé nejmensi vliv na intenzitu

proménna x4, coz odpovida vysledku testu ANOVA.

-1.0

o - . -0.081 0.0082

-0.8

x2

0.025 0.046 -0.043

0.025 0.032 0.023

X3

x4

-0.081 0.032 0.004 -0.0025

x5

0.012 0.004 -0.0051

0.0082 -0.043 0.023 -0.0025 -0.0051

m

-0.045 0.14

intensity

i
x1 x2 x3 x4 x5 m intensity

Obrézek 10 Korelaéni matice mezi proménnymi x;-Xs, parametrem m a intenzitou

Znalosti ziskané statistickou analyzy napomahaji k lepSimu pochopeni dat a jsou dale vyu-
Zity pii implementaci syntézy modelu. Analyza byla provedena pomoci skriptli v Pythonu a

knihoven Seaborn, Pandas, Statsmodels, Matplotlib a Scipy. [80], [82], [83], [84], [85]
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12 SYNTEZA MODELU

Pro analyzu moznosti modelovani dat ziskanych z méteni byly vybrany dvé metody — ana-
lytické programovani a trénink neuronové sit¢ blize popsan v kapitole 12.2. Pfestoze ob¢
metody predstavuji vyznamné nastroje pro analyzu dat, primarni pozornost byla zamétena
na analytické programovani, a to z diivodu lepsi interpretovatelnosti potencidlné syntetizo-
van¢ho modelu. Trénink neuronové sité byl do praktické ¢asti zaclenén s experimentalnim
zamérem, a to konkrétné s cilem porovnat vysledky obou metod a poskytnout tak komplex-
néjsi pohled na moznosti jejich vyuziti. Tento pfistup umoziuje nejen porovnat efektivitu

obou metod, ale také poskytnout hlubsi vhled do jejich specifickych vyhod a omezeni.

12.1 Analytické programovani

Prvnim krokem v ramci syntézy model byla implementace zakladniho algoritmu analytic-
kého programovani popsana v kapitole 6 ve spojeni se zakladni variantou algoritmu diferen-

cialni evoluce popsané v kapitole 4.

Pro implementaci byl zvolen Python, vzhledem k dostupnosti mnoha knihoven, které imple-
mentaci zna¢n¢ uleh¢ily. Jedna se naptiklad o knithovnu Sympy vyuZitou v reprezentaci ma-
tematickych vyrazi v GFS. Déle byly pouzity knihovny Math a Random pro matematické
vypocty a knihovna Numpy pro praci s jedinci v ramcei DE. Knihovna scikit-learn byla vyu-
Zita pro vypocet smerodatné odchylky a knihovna Pandas pro manipulaci se soubory s daty

ve formatu CSV. [86] [87] [71] [81] [80]

12.1.1 Prvni nastaveni parametri AP a DE

Do GFS v ramci AP bylo zafazeno scitani, odecitani, ndsobeni, déleni, funkce sinus a kosi-
nus, operator odmocniny, Sest proménnych x1-xs a m pro vstupni parametry, dale konstanty
m, e, 1 a 2. Tyto operatory, funkce a proménné byly zvoleny pro jejich schopnost reprezen-

tovat Sirokou Skalu matematickych vyrazii a modelt.

nazev s¢itani| odcitani|déleni |nasobeni|odmocnina|sinus|kosinus| x1 | x2 | x3 | x4 | x5 | m | n | e | 1 | 2
ocet
P L 2 2 2 2 1 1 1 0 0 0 0 0 0 0 0 0 0
operatoru
terminal? | ne ne ne ne ne ne ne |ano|ano|ano|ano|ano|ano|ano|ano|ano|ano
vaha

. 5 5 5 3 3 5 1 1 3 3
terminalu

Obrazek 11 Ptehled obsahu GFS, vyznam vah terminald je popsan pozdgji v kapitole 12.1.3
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Pro funkce, které¢ implementuji odmocninu a déleni, byla zahrnuta implementace omezeni,
aby se zabranilo vypoctiim, které by v matematickém kontextu nebyly mozné a mohly by
vést k nedefinovanym vysledkiim. Toto opatieni je kliCové pro udrZeni integrity a spolehli-

vosti modelu.

Funkce mapujici hodnoty z jedincti DE na indexy z GFS byla pecliveé oSetfena tak, aby byly
generovany pouze uzaviené matematické vyrazy, coz zajistuje, ze vSechny vygenerované

modely budou matematicky validni.

Prvni nastaveni pro diferencialni evoluci bylo zvoleno s ohledem na specifickou povahu
ulohy. Velikost populace byla nastavena na pomérné vysokou hodnotu 100, coz bylo prove-
deno za tcelem umoznéni vétsi diverzity v ramci populace a tim padem vétsiho prostoru pro
evoluéni vyvoj. Dimenze jedinct byla stanovena na hodnotu 25, coz bylo zvoleno tak, aby
bylo mozné generovat dostate¢né dlouhé a komplexni vyrazy schopné modelovat naméfena

data.

Faktor diferenciace a konstanta kiizeni byly ob& nastaveny na hodnotu 0,8. Toto nastaveni
bylo zvoleno opét s cilem podpofit diverzitu v rdmci populace a tim zvysit pravdépodobnost

nalezeni optimalniho feSeni. Kontrola hranic byla oSetfena metodou reflection.

Fitness jedinct byla hodnocena pomoci stfedni absolutni odchylky, dale jen odchylky, ktera
byla vypoctena porovnanim intenzity generované vyrazy AP po dosazeni hodnot jednotli-

vych proménnych a skute€nou hodnotou intenzity pro piislusné nastaveni.

S touto prvotni konfiguraci bylo provedeno nékolik experimentélnich béhii. BEhem téchto
béhl bylo zjist€éno mnoZstvi nedostatkli v implementaci. Velka ¢ast generovanych vyrazi
byla na prvni pohled nevhodna, obsahovala naptiklad opakované stejnou proménnou nebo

byla piilis kratkd, coz vedlo k suboptimalnim vysledkiim.

Po téchto pocatecnich testech bylo postupné ptistoupeno k fade vylepseni. Jejich detaily jsou
popsany v nasledujicich podkapitolach. Tato vylepSeni vedla k stabilni verzi algoritmu, ktera
dobie konvergovala pro jednoduché testovaci vyrazy. Aproximace naméfenych dat ale stale
nevychazela dobie proto bylo na zaklad¢ dalSiho testovani a ladéni pfistoupeno k dal§im
upravam algoritmu, v¢etné vyuziti specifickych vlastnosti vychazejicich z doménové zna-

losti problému.

Testovani algoritmu bylo typicky provadéno v ramci dvou set iteraci se sadou 5000 zdznamt

nahodné vybiranych z datasetu.
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12.1.2 Ladéni sloZeni vyrazi

Jednim z prvnich identifikovanych zfetelnych problému v algoritmu, byla generace ptilis
kratkych vyrazl. Jedinci v ramci DE byli generovani nahodné. Je diilezité pfipomenout, zZe
GFS byla navrzena tak, aby se skladala ze sedmi funkci a operatorti spole¢né s deviti termi-
naly. V prvni verzi algoritmu se proto ¢asto stdvalo, ze naptiklad prvni hodnota odpovidala
indexu pro operator a nasledujici dvé hodnoty odpovidaly terminalim, coz vedlo k velmi

¢asnému ukonceni generovani vyrazu.

Prvnim krokem k optimalizaci bylo tedy upravit generovani jedinct tak, aby prvni ¢ast jejich
hodnot tvotily indexy pro funkce a operatory, doplnéné o terminaly na zbyvajicich pozicich.
Pocet mist v kone¢né verzi algoritmu je pro operatory a funkce nahodné uréen v rozmezi
mezi 2,5nasobkem az 1,5ndsobkem dimenze. Toto rozmezi bylo ureno experimentalné a
ukézalo se jako vhodné pro generovani dostatecné dlouhych a komplexnich vyrazil, zatimco

zaroven byla zachovana diverzita v rdmci populace.

Pro dalsi zajisténi dostate¢né komplexnosti vyrazu byla ptidana penalizace pii vypoctu fit-

ness pro vyrazy, které obsahuji méné¢ nez pét terminali.

12.1.3 Ladéni prace s terminaly

Dalsi upravou byly zmény vedouci k riznym pravdépodobnostem vyskytu terminalt dle je-
jich povahy a vlastnosti v dané fazi generovani vyrazu. Na zéklad¢ definice AP jsou termi-
naly dosazovany do vyrazu dle indexd obsazenych v ramci jedince. V mnoha ptipadech se
ale stane, Ze algoritmus dorazi na konec mnoziny indext jedince, aniZ by vSechny operatory
a funkce byly ukonceny terminaly. V této fazi pak dochazi k volani metody, ktera tyto ¢asti
vyrazu terminaly ukon¢i. V prvni verzi algoritmu byly tyto termindly vybirdny ndhodné,
pozdé&ji ale bylo pfistoupeno k sofistikovanéjSimu vybéru pomoci vah ptifazenych jednotli-
vym terminalim. Inicidlni nastaveni vah pro termindly je pfehledné& zobrazeno v tabulce na
Obrazku 11. Pro vSechny termindly byl implementovan proces snizovani vahy potom, co se
ve vyrazu vyskytly, aby pravdépodobnost dalsiho vyskytu stejného terminéalu byla snizena.
Véhy byly snizovany o hodnotu 2, pfipadné nastavovany na hodnotu 1, pokud by po odecteni
hodnoty 2 vysla zaporna hodnota. Dalsi omezeni byla definovana na zdklad¢ toho, zde se

jednalo o proménné nebo konstanty.
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12.1.3.1 Proménné

Pro proménné xi-x5 a m byly nastaveny vétsi vahy nez pro konstanty, coz odrazi jejich vy-
znam v kontextu modelu. Pro proménné X1, x2, X3 a m byly vahy jesté¢ navySeny, a to na
zaklad¢ doporuceni doménového experta, ktery zdiraznil jejich klicovy vyznam. Diky im-
plementaci mechanismu, ktery snizuje vahy proménnych po jejich zatazeni do vyrazu, bylo
také zajisténo, ze se s pomérné velkou pravdépodobnosti objevi ve vygenerovaném vyrazu

vSechny proménné najednou.

12.1.3.2 Konstanty

Nejnizsi vahy byly pfifazeny konstantam & a e, coz odrazi jejich relativné mens$i vyznam v
kontextu modelu oproti proménnym. Pro konstantu © byl navic implementovan adaptivni
proces, ktery zvysuje jeji vahu, pokud se v pfedchozich fazich generovani vyrazu objevily
funkce sinus nebo kosinus. Tento krok byl proveden s ohledem na matematické vztahy

téchto funkci s konstantou =.

Pevné stanovené konstanty 1 a 2 byly nahrazeny proménnou konstantou c. Jeji vaha byla
nastavena vysS§i nez m a e, ale niz8i nez vahy proménnych x. Navic byl pfidan mechanismus,

ktery zvySuje jeji vahu, pokud byl do vyrazu zatazen operator ndsobeni.

Hodnota konstanty ¢ byla ptivodné nastavena na -2,1 a poté byla v osmi iteracich postupné
zvétSovana o krok 0,5. Pro kaZzdou hodnotu byla vypoctena odchylka vygenerovaného vy-

razu po dosazeni konstanty a otestovani na pracovni ¢asti datasetu.

Vzhledem ke komplexnosti a asové narocnosti vypoctl v rdmei celého algoritmu bylo roz-
hodnuto neimplementovat sofistikovanéjsi mechanismus, i kdyz by to byla zajimava moz-
nost pro budouci vyzkum, napiiklad s vyuzitim algoritmu gradient descent nebo piistupu

navrzeného v ptivodni literatufe popisujici analytické programovani. [68]

12.1.4 Omezeni poctu vstupnich proménnych

Jiz diive v praci byl zdlraznén vyznam proménnych X1, X2 a x3 na vysledky méfeni v porov-
nani s x4 a xs. Tato znalost byla pfedana doménovym expertem a caste¢né také potvrzena
statistickou analyzou provedenou na namétenych datech. Vzhledem k tomu, Ze ani po im-
plementaci vySe popsanych optimalizaci nedoslo k vyznamnému vylepSeni vysledki algo-
ritmu bylo nékolik testovacich béhl provedeno také s datasetem, ze kterého byly proménné
X4 a X5 odstranény. Bohuzel ani tyto béhy nevykazaly vyznamné zlepSeni odchylky hodnot

generovanych syntetizovanymi vyrazy a naméienymi daty.
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12.1.5 Testovani dalSich EA

V této fazi algoritmus s vySe popsanym nastavenim a po zaclenéni vSech optimalizaci stale
generoval vysledky, jejichz odchylka se pohybovala kolem hodnoty 30, coz se vzhledem

k rozmezi hodnot 0-100 neda povazovat za feSeni vhodné k dalSimu pouziti.

V ramci pouziti DE bylo dale vyzkouseno riznych kombinaci typli mutace a kiizeni, véetné
varianty, kdy bylo pouzito kiizeni binomické, ale s kazdou dalsi iteraci se zvétSovala prav-
dépodobnost pouziti kiizeni exponencialniho. Tento postup byl zvolen na zaklad¢ ptedpo-
kladu, ze by se vyrazy ze zacatku béhu algoritmu mohly kiizit binomicky pro zvySeni diver-
zity a zvySeni pravdépodobnosti nalezeni dostate¢né dobrého feSeni, v rdmci kterého by se
pak mohly mezi jedinci zaménovat pomoci exponencialniho kfizeni pouze ¢asti vhodného
vyrazu. Vyzkousena byla také varianta DE s adaptivnim nastavovanim F a CR. Zadna

z téchto optimalizaci ale nevedla k vyznamnému posunu v syntéze modelu.

Bylo proto pfistoupeno k otestovani dal§ich EA v kombinaci s AP misto DE. Konkrétné se

jednalo o GA, PSO, SOMA a sofistikovanéjsi adaptivni DE.

GA bylo implementovéano v zakladni varianté s vyuZitim metody Tournament selection pro
selekci a dvoubodového kiizeni. Vzhledem k tomu, Ze v kontrastu s ostatnimi EA dochazi
k ohodnoceni jedincti najednou az po vytvoreni celé nové populace, bylo mozné snadno im-
plementovat velmi efektivni a rychlé multiparalelni zpracovani vypoctt i v rdmci EA. Diky
tomu byl tento algoritmus jediny, ktery byl testovan na vétSich castech datasetu o 500 tisic
zaznamech. Diky jednoduchosti algoritmu bylo také mozné snadno vyzkousSet rizné dalsi

strategie selekce a kiiZeni.

SOMA byla implementovana ve varianté All-to-one s nastavenim délky cesty 1,5 a krokem
0,11. Pro PSO byly parametry nastaveny nasledovné, zpomalovaci vdha na 0,7298 a ¢ 1 c2
na hodnotu 1,49618. Pro dalsi porovnani bylo n¢kolik testovaci béht provedeno za vyuziti

varianty DE DISH. [88]

U vSech implementovanych algoritmii bylo vyuZito vySe popsané strategie generovani je-
dinc, oSetieni hranic metodou reflection, nastaveni dimenze na 25, populace zvolena o ve-

likosti 100 a pocet iteraci nastaven na 200.
Zadny z algoritmti neposkytl dostateén& dobré feseni s odchylkou alespoii mensi nez dvacet,
které¢ by mohlo byt pouzito pro dalsi ladéni. Obecné nejmensi odchylky bylo mozné pozo-

rovat u algoritmu PSO.
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Nejlepsi nalezené feseni PSO s odchylkou 22,6 a &ast jeho vyvoje Ize vidét nize. Reseni bylo
vygenerovano jiz pfi inicializace populace, v tomto konkrétnim ptipadé tedy nelze uspéch
piimo odvodit od pouzitého EA. V dalSich generacich se odchylka zvétSovala, ale u n¢kolika
dalSich vyrazt byla pod hodnotou 23. Toto feSeni by mohlo byt zajimavé z hlediska dalSiho

vyzkumu.

= m* {\/xS —(x1* e)+[sin(x1+x2) ]} (inicializace, fitness 22,6)

22 x1+x6

[ = xlT (15. iterace, fitness 22,9)
= mx* [\/m + sin(x1 + x4) ] (20. iterace, fitness 22,8)
i=m*[sin(x1+x4)+ Vxl*e—x2] (22. iterace, fitness 22,9)
i = m#[sin(x1+x3)+ Vxl*e—x3] (25. iterace, fitness 22,7)
i=mx*[sin(x2+x3)+ Vxl*e—x2] (27. iterace, fitness 22,9)
] x1+x6+—x1_§;_x3 ‘

1 = - (33. iterace, fitness 22,8)
i = m*[sin(m+x5) + Vxl*xe—x3] (47. iterace, fitness 22,7)
i=rmx*[sin(m+e)+ Vxl+e—x5] (53. iterace, fitness 23)

12.1.6 Zhodnoceni vysledki

Model s dostatecné dobrou odchylkou se v ramci mnou provedenych experimentii bohuzel
nepodafilo nasyntetizovat. Jedna se o velmi komplexni problém, ktery sice neobsahuje
mnoho proménnych, vztahy mezi nimi ale mohou byt velmi slozité. Syntéza modelu proto

teoreticky viibec nemusi byt mozna. Divodd, které syntézu mohou ¢init obtiznéjsi je mnoho.

Ze statistické analyzy vyplyva, Ze data jsou velmi rozptylena a mohou obsahovat mnoho
vykyvi, na které mtize byt pro model tézké reagovat. To muze déale podpofit nestandardni

distribuce dat a namétend multikolinearita.
V ramci ptedzpracovani dat byly vSechny kroky velmi peclivé zvaZzeny tak, aby dal$i ana-
Iyzu ovlivnily co nejméné. Teoreticky by ale na syntézu modelu mohlo mit vliv vylouceni

¢asti dat s extrémnimi hodnotami intenzity a slouceni ¢4sti dat s nulovou intenzitou.
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Dal$im moznym faktorem muze byt volba algoritmu. Ve spojeni s AP, ale bylo vyzkouSeno
nékolik EA. Generované vyrazy pomoci AP mély dle mého nédzoru vhodnou formu i rozsah
a v ramci EA byly vhodné modifikovany. V ramci experimentti bylo také vyzkouseno rtizné

nastaveni hyperparametru.

Poslednim zminénym ale velmi vyznamnym faktorem také mohou byt chyby vzniklé pfi
méfteni. Fyzikalni méteni, pomoci néjz byla data ziskana se v praxi vyuzivd v mnohem men-
Sim rozsahu. Doba méfeni je typicky nékolik hodin a je sesbirano nékolik tisic zaznami
méieni s konstantnim nastavenim. Pro ucely tohoto experimentu bylo provedeno méieni,
které trvalo tfi dny a bylo namétfeno nékolik stovek tisic zdznami, a to za neustalych zmén
nastaveni napéti, aby byla pokryta co nejvétsi ¢ast prostoru popisujiciho danou problema-
tiku. Data proto mohou obsahovat Sum zplsobenymi riznymi okolnostmi, které méteni
ovliviiyji, ale standartné ptfi méfenich mensiho rozsahu nemaji tak velky vliv. Tento Sum
potom muze zkreslit jiz tak potencidlné¢ komplexni vztahy, které mohou mezi proménnymi

byt, a tak velmi zkomplikovat jejich identifikaci modelem.

12.1.7 Navrh dalSich moZnych sméri vyzkumu

Rozsah provedenych experimentl byl velmi vyrazné¢ omezen zpozdénim ocekavaného do-
dani vysledkt, protoZe spravna konfigurace pfistroje pouzitého k méteni, vyZadovala ¢asové
naroné experimentovani a ladéni. Jak jiz bylo zminéno vyse jednalo o pomérné nestan-
dardni specifické méteni, které neni bézné€ provadeéno v takto velkém rozsahu.

V ramci mé préace je predstaveno nékolik riznych smérh syntézy modely, které byly zatim
v ptedchozi kapitole 12.2. Analyzou téchto nabitych znalosti 1ze navrhnout n¢kolik sméri,

kterymi by se mohl vyzkum dale vyvijet.

Nejvice piinosné by dle mého nazoru bylo provedeni dal§iho méfeni ve stejném rozsahu.
Vysledky by mohly byt porovndny s témi z prvniho méteni a na zédklad¢ analyzy rozdild by
mohlo byt moZné urcit, jak moc Sumu data obsahuji. PfekaZkou v tomto sméru je velka na-

rocnost méfeni na ¢as a zdroje.

Za predpokladu, Ze data zkreslena nejsou by mohla byt dale pouZita pro dalsi experimenty.
V ramci symbolické regrese by se vyzkum mohl vydat dvéma sméry. Pozornost by mohla
byt pfenesena na jiné metody, jako je naptiklad genetické programovani, anebo se zaméftit

na zvySeni robustnosti AP. To by mohlo zahrnovat napiiklad rozsifeni mnoziny GFS o dalsi
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funkce a operatory, anebo také o komplexnéjsi vyrazy extrahované z vyrazl nalezenych

v ramci dosavadni analyzy, naptiklad téch pfedstavenych v kapitole 12.1.5.

V ramci implementace optimalizace AP byly ptidany véhy k vybéra ukoncovacich termi-
nalt pro velmi dlouhé vyrazy a ovlivnéni poméru terminalii a operatorti ve slozeni jedinct
EA. Zajimavou variantou AP by mohlo byt, pokud by jedinci obsahovaly pouze operator,
terminaly zptisobem, ktery je popsan v kapitole 12.1.3. Takto by byla umoznéna vétsi kon-
trola nad vyskytem jednotlivych termindlii v ramci vyrazii a mohl by byt vice adaptovan na
charakter jednotlivych ¢asti vyrazu. To by umoznilo vétsi zaclenéni doménové znalosti do

syntézy. Samoziejmé by tak ale byl vyznamné omezen prohleddvany prostor feseni.

V ramci AP by konvergenci mohla také pomoct implementace sofistikovanéj$iho ladéni
konstanty c. Do GFS by mohlo byt navic zaclenéno vétsi mnozstvi riiznych proménnych pro
konstanty, které by pak mohly byt ladény jednotlivé. Tento postup by ale mohl vyrazn¢ zvy-

Sit asovou naroc¢nost celého vypoctu.

Dale je obecné mozné dalsi experimentovani s hodnotami hyperparametrii a riznych strate-
gii v ramci EA, stejné tak jako pouziti riznych jejich optimalizovanych variant. Na zaklad¢
mé dosavadni prace na této uloze to ale povazuji za spise doplitujici moznost k vySe zming-
nym smérim.

Za vyzkouSeni by jisté stalo také vyuziti jinych technik strojového uceni jako je napiiklad
metoda podplrnych vektorii. Zajimavé by jisté€ bylo také experimentovani s hybridnimi al-

goritmy EA a dal§imi heuristickymi pfistupy.
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12.2 Neuronova sit’

Druhé c¢ast praktické ¢asti této prace je zamétena na jednu z nejvyznamnéjSich oblasti mo-
derniho strojového uceni — trénink neuronové sité. Konkrétné se jedna o typ doptfedné neu-
ronové sité (Feed-forward Neural Network). Tato ¢ast byla do praktické ¢asti zafazena s ci-
lem rozsifit okruh technik vyuzitych pro syntézu modelu a zvysit tak pravdépodobnost jeho

nalezeni. To odrdzi snahu zkoumat rizné moznosti a piistupy v ramci tohoto vyzkumu.

Pro realizaci byl zvolen programovaci jazyk Python. Tento jazyk je Siroce uznavan v oblasti
strojového uceni pro svou Citelnost, flexibilitu a bohatou nabidku specializovanych kniho-
ven. Jednou z téchto knihoven je Keras. Jedna so o knihovnu ur¢enou pro hluboké uceni,

ktera je postavena na backendu TensorFlow.

Prvnim krokem bylo vytvofeni modelu neuronové sité, ktery je definovan jako posloupnost
vrstev. Model byl sestaven ze dvou vrstev. Prvni vrstva obsahuje 16 neuronti, druha 24 a
treti 1. Prvni dvé vrstvy pouzivaji ReLU (Rectified Linear Unit) jako aktiva¢ni funkci, za-
timco posledni vrstva pouziva linearni aktivacni funkci, coz je typické pro regresni pro-

blémy.

Dale byla definovéna ztratova funkce — sttedni kvadratickd chyba a optimalizator — Adam.
Pro trénink byl nastaven pocet epoch na 300 a velikost batch na 10. Data byla rozd€lena na
jednu tfetinu testovacich dat a dv¢ tietiny dat pro trénink. Z tréninkového datasetu bylo dale
vybréano dvacet procent dat pro validaci béhem uceni. Navic byla specifikovana funkce Ear-

lyStopping s parametrem ¢ekani 30 epoch zavislém na odchylce modelu u validaénich dat.

vvvvvv

8. Vramci experimentovani s tréninkem bylo vyzkouSeno rozsiteni modelu NN o dalsi
vrstvy, men$i i veétsi pocet neuronll ve vrstvach, i zafazeni vrstev pro Dropout a BatchNor-
malization. Nejlepsi vysledky ale nakonec byly poskytnuty jednoduchym modelem popsa-
nym vyse.

Vysledky tréninku modelu velmi pozitivné ovlivnilo odstranéni fadkli s extrémnimi hodno-

tami intenzity a aplikace shlukovani, blize popsané v kapitole 10.

Odchylka o velikosti 8 je stale pomérné velkéd a v ramci dalSiho vyzkumu by bylo vhodné

cvwr

zadani prace byl ale i1 pfes velkou odchylku nalezeny model pouZit pro srovnani s redlnym

systémem.
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13 OPTIMALIZACE PARAMETRU

Pro optimalizaci parametri nastaveni méteni byly zvoleny tfi evolucni vypocetni techniky —
DE, PSO a SOMA. Zadanim optimalizace je navrh nastaveni parametra xi-xs, pti zadaném
parametru m tak, aby naméfena intenzita byla co nejvétsi. Pro reprezentaci sytému byl vyuzit

model ziskany pomoci tréninku neuronové sité.

Nastaveni parametrit EA bylo zvoleno v porovnani s nastavenim pouzitym v ramci analytic-
kého programovani méné robustni, vzhledem k mensi narocnosti problému. Pro velikost po-
pulace byla zvolena hodnota 20 k dimenzi o velikosti 5 odpovidajici po¢tu nastavovanych
proménnych. Rozmezi generovanych hodnot feseni bylo nastaveno na 0 az 100, aby odpo-
vidalo Skéalovani dat. Pocet iteraci byl nastaven na hodnotu 1000. Pti blizSim zkoumanim
bylo mozné pozorovat, ze vSechny tii algoritmy konvergovaly k feSeni pomérné rychle
v ramci nékolika stovek iteraci a pak uz se feSeni vyrazné nemeénilo. Pro dalsi experimenty
by proto tato hodnota mohla byt teoreticky snizena. Ostatni parametry EA byly nastaveny,
jak je popséno v ptedchozi kapitole 12.1.

Pro porovnani vysledkl byl vyuZit dataset z historického métfeni na redlném systémul. Tento
soubor obsahuje 2000 zaznami. Data byla naskalovana stejné jako data pouzita po trénovani
NN. Porovnano bylo nalezené mnozstvi nastaveni parametrt, které predpovidd naméteni
vétsi intenzity neZ v ramci plivodniho méfeni. Zaroven je porovnana odchylka mezi navrze-

nym nastavenim a nastavenim ptivodnim a vysledky jsou interpretovany.

Pro ohodnocenti jedincii v ramci EA je vyuzivana hodnota intenzity ptedpoveézena syntetizo-
vanym modelem na zaklad¢ aktualniho nalezeného feSeni nastaveni parametrii a zadané hod-
noty m. Jako fitness je poté vracena zédporna hodnota intenzity, protoze oproti vS§em dosa-
vadnim tlohdm se v tomto pfipad¢ jedna o lohu, kde je hledano maximalni feSeni. Vrace-
nim zdporné hodnoty intenzity je moZné tohoto docilit bez toho, aby bylo nutné provadét
upravy v ramci jednotlivych EA. Pii vyhodnoceni vysledki je pak vyuZita absolutni hodnota

nalezeného feseni pro spravné porovnani.

Vysledky experimentu jsou hodnoceny pomoci dvou parametrii. Prvnim z nich je hodnota
intenzity, jejiZz naméfeni je pfedpovézeno modelem na zakladé nalezeného feSeni. Rozhodu-
jicim faktorem pak je, zda se jednd o hodnotu vétsi nebo mensi nez v plivodnim méfeni.
Dalsi metrikou je primeér odchylek navrzeného nastaveni parametri EA oproti jejich nasta-

veni v ptivodnim méfeni, tedy jak moc se dana nastaveni lisi.
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% > intenzita odchylka
DE 95 31.509
PSO 97 185.846
SOMA 96 81.414

Obrazek 12 Piehled vysledkl optimalizace nastaveni parametri pomoci EA. Hodnoty v prvnim
sloupci udévaji v procentech, kolik z navrzenych nastaveni ptedpovidé nalezeni vét§i hodnoty inten-
zity nez v ramci pivodniho méfeni. Ve druhém sloupci Ize vidét primérnou naméfenou odchylku
navrzenych hodnot nastaveni parametri vii€i parametrim nastavenych v pivodnim méfeni.

Vysledky toho experimentu je obecné velmi obtizné zhodnotit. Hlavnim divodem je velka
naméfend odchylka modelu pouzitého pro reprezentaci systému. Nastaveni parametrii X1-Xs
am je na realném systému pomérné citlivé i na malé zmény. Model s odchylkou o velikosti
8 proto miize pti rozmezi hodnot 0 az 100 poskytovat velmi nepfesné vysledky. Pro dalsi
vyuziti je dalezité nalézt takovy model jehoZ odchylka bude v idedlnim piipadé¢ co nejblize
hodnoté 1. Poté by bylo vhodné experiment zopakovat a ovéfit jeho vystupy vyuzitim navr-
zenych parametrt pro redlné méfeni. To bohuZzel v rdmci tohoto experimentu nebylo z tech-

nickych diivodi mozné a byla pouzita pouze data z historického méfeni pro srovnani.

I pfes toto omezeni zplsobené nepiesnosti modelu se zde pokusim interpretovat vysledky
experimentu. Je ale nutné znovu zdiiraznit, ze pro potvrzeni vysledki by bylo vhodné provést
dalsi ovéteni, jak je popsano vysSe. Z tabulky na Obrazku 12 vyplyva, Ze vSechny tfi pouzité
EA piedpovidaji ve vétsiné€ piipadli naméteni vétsi hodnoty intenzity nez pivodné nameé-
fené. To by se samo o sob¢ dalo povaZovat za velmi dobry vysledek. Na druhou stranu, ale
v sloupci dva této tabulky miiZzeme pozorovat pomérné velké odchylky od plivodné nastave-
nych hodnot parametri. Tyto velké rozdily mohou ukazovat na nalezeni velkého mnoZstvi
feSeni, které na readlném systém bude vykazovat jiné vysledky, a to s ohledem na velkou
odchylku pouzitého modelu. Pro spravnou interpretaci by bylo nutné otestovat nastaveni pfi
realném méfeni. Vzhledem k popsanym omezenim si netroufam vysledky vice hodnotit, ani

hodnotit vykon jednotlivych EA.

Hlavnim pfinosem této kapitoly je implementace a popis nastaveni algoritml pro optimali-
zaci a zpisob hodnoceni vysledki experimentu, ktery miize byt v budoucnu snadno zrepli-

kovan se spolehlivéjsim modelem. Zahrnutd interpretace vysledkll experimentu je pomérné

stroh4 vzhledem k omezenim pouzitého modelu, které mohou vysledky zna¢né zkreslovat.
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ZAVER

V ramci této prace byla provedena detailni a multidisciplinarni analyza vyuziti analytického
programovani, evolu¢nich algoritmu a dalSich metod um¢lé inteligence a strojového uceni v
kontextu optimalizace a modelovani v primyslové praxi. Prace byla zalozena na peclivé
analyze relevantnich zdrojt a jejim primarnim cilem bylo provést odbornou resersi na dané

téma v teoretické Casti a aplikovat popsané metody v c¢asti praktické, v€etné zhodnoceni

provedenych experimenti.

V ramci teoretické ¢asti byly podrobné€ prozkoumany rizné aspekty evolu¢nich vypocetnich
technik, analytického programovéni, neuronovych siti a dal§ich metod vyuzitych pii zpra-
covani dat. Tyto metody byly pak aplikovany v praktické ¢asti prace, kterd se skladala z
popisu dat ziskanych z fyzikalniho méfeni a analyzy moznosti syntézy modelu popisujici
tato data. Vysledky ziskané syntézou modelu byly poté vyuzity pro optimalizaci parametrii

pomoci evolu¢nich vypocetnich technik a byly porovnéany s realnymi daty a zhodnoceny.

Vyuziti evoluénich algoritmt a analytického programovani v kombinaci s dal§imi metodami
strojového uceni mize vyrazné prispét k optimalizaci v primyslové praxi. Pfestoze nebylo
v ramci této prace dosazeno plného tspéchu v syntéze modelu, byly identifikovany klicoveé
faktory, které mohou podobné tlohy ovlivnit, a byly také navrzeny mozné sméry pro dalsi

vyzkum.
Tato prace piedstavuje vyznamny piispévek k teoretickému a praktickému pochopeni vyu-
ziti evolucnich algoritmil, analytického programovani a dalSich metod umélé¢ inteligence a

strojového uceni v primyslové praxi a jeji vysledky mohou byt vyuzity pro dalsi vyzkum.
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SEZNAM POUZITYCH SYMBOLU A ZKRATEK

AP

DBSCAN

DE

EA

GFS

GA

GP

PSO

SOMA

UF

analytické programovani

Density-Based Spatial Clustering of Applications with Noise
diferencialni evoluce

evolu¢ni algoritmy

general functional set

genetické algoritmy

genetické programovani

neuronoveé sité

Particle Swarm Optimization

Self-Organizing Migrating Algorithm

ucelova funkce
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