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ABSTRAKT

Tato prace se zabyva uvodni fazi vyvoje systému, ktery ziskava informace o osobéch, které
se nachazeji v blizkosti reklamnich panelii. Prace se zaméiuje tvorbou a vyhodnocenim mo-
delti umé¢lé inteligence pro detekci osob a segmentaci lidského oblic¢eje. Dale obsahuje ana-
lyzu metod v oblasti pocitacového vidéni. V ramci prace byly vytvoreny modely, které jsou
zakladem pro samostatny open-source systém vyuzitelny v oblasti marketingu pro tvorbu

statistiky o pohybu osob ve vybranych prostorech.

Klicova slova: uméla inteligence, umélé neuronové sité, detekce objektii, segmentace lid-

ského obliceje, YOLOVS.

ABSTRACT

This paper deals with the initial phase of the development of a system that obtains informa-
tion about people who are in the vicinity of advertising panels. The work focuses on the
creation and evaluation of artificial intelligence models for person detection and human face
segmentation. It also includes an analysis of methods in the field of computer vision. Within
the framework of the thesis, models have been created, which are the basis for a stand-alone
open-source system usable in the field of marketing for the creation of statistics on the mo-

vement of people in selected spaces.

Keywords: artificial intelligence, artificial neural networks, object detection, human face

segmentation, YOLOVS.
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UvVOD

Diivodem pro zvoleni tohoto tématu byla spoluprace s firmou, kterd instaluje reklamni pa-
nely do prostoril jako je ¢ekarna u lékate, posta nebo dalsi vefejné prostory. Hlavni mysSlen-
kou bylo vytvofit open-source projekt, ktery zpracovava obraz z kamery nachéazejici se po-
bliz reklamniho panelu a dokaze vyhodnotit pocet lidi, kteti se v téchto prostorech nachazeji.
Dale se taky zohlednovala moznost, aby systém dokazal vytvofit takovy vystup, aby ho bylo
v budoucnu mozné pouzit pro dal$i modely, které budou dle konkrétniho ptipadu pouziti

vyhodnocovat specifické charakteristiky jednotlivych osob.

Tato prace by méla piispet ve vyvoji tohoto systému tvorbou modeli pro detekci jednotli-
vych osob a segmentaci oblic¢eje téchto osob, ¢imz bude ziskavat informace, které¢ budou
uréeny k dalSimu zpracovani. Mezi dalsi zpracovani miZe patfit vyhodnoceni pdzy hlavy,
vyrazu v obliceji, ptipadné urceni véku ¢i pohlavi. Tato prace by méla analyzovat existujici
metody v oblasti zpracovani lidského obliceje tak, aby mohla nabidnout zptsob, ktery bude
slouzit jako odrazovy mustek pro ziskdvani nejriznéjSich charakteristik, tedy bude dosta-

te¢né multifunkéni.

Préace musi brat v potaz, ze feSeni by méelo byt v rdmci moznosti nenaro¢né na vykon, jelikoz
by mélo byt pouzitelné i na zafizenich, které nejsou urcené Cisté pro praci s velkymi modely
umélé inteligence. Zaroven by mély byt modely ve formatu, ktery umozituje budouci kon-
vertovani pro vyuziti ve specialnich zafizenich jako je TPU (Tensor Processing Unit). Dal-
$im pozadavkem je, aby systém pracoval i bez pfipojeni k internetu kvili tomu, aby ho bylo

snadné nasadit.
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I. TEORETICKA CAST
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1 UMELA INTELIGENCE

Umeéld inteligence je v dne$ni dobé& ¢asto zminovany pojem. V posledni dobé miiZou za roz-
Siteni povédomi o tomto fenoménu generativni modely jako naptiklad ChatGPT spadajici
pod velké jazykové modely vyuzivany pro generovani textu, nebo modely pro generovani
obrazki jako je DALL-E nebo Midjourney. Samotny pojem Al (artificial intelligence, uméla
inteligence) byl poprvé pouzit uz v padesatych letech minulého stoleti.

Toto odvétvi cili na tvorbu pocitacovych programil feSicich tkony, které jsou pro ¢lovéka
velmi bézné a zvlada je intuitivné, ovSem jako program jsou velmi obtizné feSitelné pii vy-
uziti standartnich metod programovani. Skvélymi piiklady takovych tkonil jsou mimo jiné:
pocitacové vidéni (computer vision) zabyvajici se rozeznavanim objekti na obrazku, poro-
zuméni kontextu obrazki ¢i textu nebo jiz zminéné generativni programy. Konkrétnéji Al
definoval John McCarthy jako: ,,Konstrukce pocitacovych programi, které se zabyvaji

duji mentalni procesy na vysoké urovni.*

Jako Al mizou byt povazovany jak relativné jednoduché struktury na zpracovani ruéné vy-
branych charakteristik, tak 1 velmi komplexni architektury inspirovany principem lidského

mozku.

1.1 Strojové uceni

Strojové uceni je velmi rozsifena podoblast Al zabyvajici se feSenim aplikaci s komplexnimi
problémy. Piesnéji se zabyva zplsoby pro automatizovani hledani spravného tfeseni pro-
blém1, u kterych je obtizné definovat jednoznacny postup. Obvykle se systémy vyuzivajici
strojové uceni snazi piiblizit optimalnimu vysledku vyuzitim nabytych zkuSenosti, nejsou
tedy specificky naprogramovany pro konkrétni ukon. Témto systémim je zadano pouze,
¢eho maji dosdhnout, nikoliv jak toho maji dosdhnout, ¢imz se lisi od konvenénich technik

programovani [2], [3].

1.2 Hluboké uéeni

Hluboké uceni (Deep learning) je podoblast strojového ucent, ktera se specializuje na hledani
souvislosti a rozpoznavani vzora z poskytnutych dat. Struktura téchto algoritmi je ve svém
zakladu inspirovéana principem fungovani mozku. Vyuzivaji se takzvané ANNs (Artificial

Neural Networks, Umélé neuronové sité), diky kterym muiZeme tyto principy simulovat.
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Nutno podotknout, Ze ANNs nejsou piimou kopii mozku a ani se o to nesnazi, piebiraji
pouze velmi zakladni logiku. Tyto sité jsou uspofadany ve vrstvach, kde se kazda vrstva
sklada z jednotlivych umélych neuronti a je napojena na neurony v nasledujici vrstvé. Ve
vysledku mame tedy vrstvu vstupni a vystupni a skryté vrstvy nachézejici se mezi nimi, tyto
vrstvy reprezentuji urovné abstrakce (podrobnéji popsano v kapitole 1.2.1). S pojmem hlu-
boké uceni je spjata struktura vyuzivajici velkou a hlubokou neuronovou sit’, kde se pojmem
hluboka oznacuje sit’ s velkym poctem vrstev. Momentalné neexistuje konsensus mezi ex-
perty, ktery by piesné definoval pocet vrstev potfebnych na to, aby se program dal povazovat
jako hluboké uceni, ale obvykle jako hluboké uceni oznacujeme sit’, kterd obsahuje alespon

jednu skrytou vrstvu, tedy sit’ obsahujici vice jak dvé vrstvy [1], [4], [6].

1.2.1 Zaklady umélych neuronovych siti

Vyvoj ANNs zacal jiz ve Ctyficatych letech minulého stoleti. Pivodni modely byly linearni
a relativn€ jednoduché. Asociovaly k vystupni hodnoté oznacované jako y vstupni hodnotu
X. V podstaté se trénovani modelu pomoci vzorkl dat zacalo vnimat jako utvareni funkce.
Standartni neuronova sit’ je tvofena veétSim poctem casti, které se oznacuji jako neurony.
Jejich ukolem je samostatné procesovat data kterd maji na vstupu, a v zavislosti na tom se
aktivovat. Tyto neurony tvoii jednotlivé vrstvy, které jsou spolu propojeny. Vystup neuronti
ve vrstvé je pfiveden na vstup neuronll ve vrstv€ nasledujici. Neurony vstupni vrstvy jsou
aktivovany vnéj$im prostfedim neboli daty x. Hodnoty z vystupni vrstvy jsou potom vystup
y. Miizeme tedy fict, ze neurony svou aktivaci ovliviiuji aktivace v nasledujicich vrstvach

[4], [7].

1.2.1.1 Neuron

Umeélé neurony, které jsou zakladem ANNs, byly inspirovany buiikou nervu. Kazda nervova
bunika ptenasi signal. Dendrit slouzi jako vstup pfijimajici signal o urcité sile, télo bunky
pak jako ptenosova funkce. Axon mizeme povazovat jako vystup posilajici signal do dalsi
nervové bunky [8]. Néktera propojeni jednotlivych nervi jsou silngj$i a signal zesiluji, né-

kterd spojeni naopak signal zeslabuji [1].
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Human Neuron Anatomy

axon

dendrite —=, 1 )
— terminal button

nucleus

myelin sheath

soma (cell body)

Obrazek 1. Neuron [1]

1.2.1.2 Perceptron

Jednim ze zpiisobtl, jak napodobit princip nervu, je algoritmus perceptron, ktery v padesa-
tych letech minulého stoleti publikoval Rosenblatt [9]. Tento model se zvladal automaticky
ucit na vzorcich dat tim, Ze ladil hodnoty takzvanych vah (weights), které urCuji silu jednot-
livych spojeni. Signaly byly nasledné secteny a na vyslednou hodnotu je aplikovéna akti-

vacni schodova funkce, kterd rozhoduje o vystupu [1], [8].

Inputs
Weights

W,

Weighted Step
Sum Function

QOOE

Obrazek 2. Perceptron [1]

Problémem preceptronu bylo, Ze diky linearni aktivaéni funkci zvladal pouze problémy,
které byly linearné spravovatelné. Tento problém byl pfekonan, az kdyZ se zacaly pouzivat
nelinearni funkce, jako je naptiklad funkce sigmoid. Z obrazku 3 jsou ziejmé rozdily mezi

linearn¢ separovatelnymi a linedrn€ neseparovatelnymi datasety [1], [10].
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linearné separovetelny dataset linearné neseparovatelny dataset

Obrazek 3. Piiklad linearni oddélitelnosti datasett

1.2.2 Aktivaéni funkce

Aktivacni funkce se v ANNSs pouzivaji pro transformaci vyslednych hodnot neuronu, které
nasledn¢ jdou na vystup, aby byly pfedany neuroniim v nasledujici vrstvé. Aktivacni funkce
se aplikuje na soucet vstupnich signalti s ohledem na jejich prifazené vahy. Nékteré aktivacni
funkce se oznacuji jako squashing funkce. Tyto funkce maji amplitudu a tim limituji signal

do urcitého rozsahu [1], [11], [12].

1.2.2.1 Binarni schodova funkce

Nejjednodussi aktivacni funkei je schodova funkce. Vystup této funkce miize byt pouze 0
nebo 1. Je-li na vstupu funkce hodnota 0 nebo mensi, vystupem je 0, je-1i hodnota kladna,
na vystupu je 1. V tomto pfipad€ se mize brat 0 na vstupu jako prahova hodnota, ktera ur-
cuje, zdali je neuron aktivovan, a posila hodnotu na vstup dalsi vrstvy. Schodova funkce ma
vyuziti pouze jako binarni klasifikator. Dalsi nevyhodou této funkce je, Ze ma nulovy gradi-
ent, a tudiZ se nehodi pro trénovani metodami, které jsou zaloZeny na aproximaci minim

pomoci gradientu [1], [11], [12].
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Obrazek 4. Binarni schodova funkce [11]

1.2.2.2 Funkce sigmoid

Historicky vyrazné vice vyuZzivana aktivacni funkce je funkce sigmoid. Vyhodou této funkce
je, ze jsou jeji hodnoty jednoznacéné odlisitelné. VSechny hodnoty jsou transformovany do
rozsahu 0 az 1. Okolo vétSiny svého pribéhu tato funkce saturuje. Vstupni hodnoty, které
jsou velmi kladné, saturuji na vystupu u hodnoty 1, a hodnoty velmi zaporné saturuji u hod-

vvvvv

noty. Saturované neurony maji velmi maly gradient, tudiZ je trénovani zaloZené na gradientu

obtizné [1], [5], [11], [12].

f{x)=1/{1+e*-x)

Obrézek 5. Funkce sigmoid [11]
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1.2.2.3 Funkce hyperbolicky tangens

Funkce hyperbolicky tangens, ozna¢ovana jako tanh (hyperbolic tangent), je podobna funkci
sigmoid. Rozdilem je, ze hyperbolicky tangens je vystfedéna na nule a transformuje hodnoty
do rozsahu -1 az 1. Vyhodou hyperbolického tangentu je, ze oblast okolo nuly je mnohem

strméjsi a linedrnéjsi, nicméne hodnoty v saturaci maji stale mizivy gradient [1], [11], [12].

+=1.%

4-=3

Obrazek 6. Funkce hyperbolicky tangens [11]

1.2.2.4 Funkce ReLU

Funkce ReLU (rectified linear unit, rektifikovana linearni jednotka) je v dneSni dob¢ spolu
s jejimi variacemi nejvice vyuzivana aktivacni funkce. Nékdy se oznacuje jako rampova
funkce kvili jejimu prib¢ehu, ktery kladné hodnoty linearné navySuje. Hodnoty této funkce
nesaturuji, tudiz se funkce hodi pro trénovaci metody zalozené na gradientu. Zakladni verze
ReLU transformuje negativni hodnoty na 0, ¢imz dociluje toho, Ze neurony se zapornymi
hodnotami nejsou aktivovany, a tudiz je vypocetn¢ uspornéjsi. Gradient je v tomto piipadé
nulovy. Tento problém fesi varianta ReLU oznacovéna jako Leaky ReLU, kterd umoziuje
maly gradient v zdpornych hodnotach. ReLU je ve vétsiné ptipadl efektivnéjsi nez funkce

sigmoid a tanh [1], [11].
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f(x) = x, x>=0
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Obrazek 7. Funkce ReLLU [11]

1.2.3 Ztratové funkce

Chceme-li natrénovat umélou neuronovou sit’ a vylepsit, jak si po¢ina ve specifickém tkonu,
musime umét vyjadfit, jak jsou momentalni predikce presné. K tomu slouzi takzvana ztra-
tova funkce. Jednoduse feceno ztratova funkce ndm navraci hodnotu podle toho, jak je dana
predikce ,,dobra“ nebo ,,3patna“. Cim Iépe si model po&ina v budovéni souvislosti mezi vstu-
pem a ocekavanym vystupem, tim je hodnota ztratové funkce nizsi. Neodvadi-li model dob-
rou praci v predikovani spravnych vysledka, ztratova hodnota je vysoka. Tato informace se

dale vyuziva pro spravné nastaveni hodnot vah (weights) a praht (biases) [1].

V pribéhu trénovani modelu by mély hodnoty ztratové funkce postupné klesat. Idealni je,
aby na konci trénovani byla ztrata co mozna nejnizsi, je vSak nutno mit na paméti, zZe piilis
malé hodnoty ztratové funkce nemusi nutné¢ znamenat spravné natrénovany model, ale mtze

to byt ptiznak takzvaného overfittingu [1].

Pro konkrétni problematiky existuji specifické ztratové funkce. Volba nespravné funkce

muze vyrazné negativné ovlivnit efektivnost algoritmu [13].
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1.2.3.1 Ztrdtové funkce regresnich problémii

U regresnich problému je nasim cilem vytvofit model, ktery predikuje néjakou readlnou hod-
notu. Tyto modely se nesnaZzi kategorizovat vstup do néjakych pfedem danych tfid, namisto
toho odhaduji ur¢itou hodnotu, ktera je spjata se vstupnimi daty. Dobrym piikladem regres-
niho problému je predpovéd’ vyskytu desté, kde se snazime ziskat hodnotu reprezentujici
pravdépodobnost z vstupnich parametrt jako jsou teplota, vlhkost nebo napf. tlak [15]. V ta-
kovém piipadé¢ musime umét vyjadrit miru ztraty jak u hodnot mensich, nez je uspokojivy

vysledek, tak i u hodnot, které vysledek presahuji.

Idealni ztratové funkce pro feseni regresnich problémti jsou funkce s bilateralnim pribéhem,
jelikoz jsou symetrické a navraci tedy stejnou ztratovou hodnotu pro odchylky v obou smé-
rech. Existuji vSak 1 nesymetrické ztratové funkce, které se pouzivaji v regresnich problé-

mech [14].

T T T
—SVRloss
21 —L1 loss
L2 loss
1.5
o]
= 1k ]
0.5
(1]3 i ) ; i "
-1.5 -1 -0.5 0 0.5 1 L5

The value of r

Obrazek 8. Ptiklad prabehu bilateralnich ztratovych funkci [14]

Siroce vyuzivanou funkci pro regresni problémy je stiedni kvadraticka chyba (Mean squared
error), nékdy oznacovana taky jako L2 loss. Pro vypocet sttedni kvadratické chyby se vezme
rozdil mezi predikci modelu a spravné hodnoty, ten se umocni a nasledné se zprimeéruje

napfi¢ datasetem [16].
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1.2.3.2 Ztrdtové funkce klasifikacnich problémii

Klasifikace je proces, kde je cilem zatadit data do konkrétnich kategorii. U klasifika¢niho
problému se tedy snazime naucit model identifikovat design nebo roli vstupnich dat, coz
nam je pomuze rozdélit do kategorickych tfid. V klasifika¢nich problémech oznacovanych
jako binarni maji data rtiznd oznaceni (labels) reprezentujici tfidy naptiklad model rozliSu-
jici, zdali je na obrdzku kocka nebo pes, ptipadné jestli charakteristice odpovida, tedy kocka
nebo ne kocka. Dale je zde klasifikace kategoricka, ktera rozliSuje vice jak 2 tfidy naptiklad,

je-li na vstupu kocka, pes, mys nebo zaba [15], [16].

U klasifikacnich problémi se vyuzivaji ztratové funkce s unilateralnim prab&hem, coz zna-
mena, ze pracuje s hodnotou vyjadiujici rozdil od pozadovaného vysledku pouze v jednom

sméru [14].

— Hinge loss
— Exponential loss
Logistic loss

Loss value

The value of r
Obrazek 9. Ptiklad prubehii unilateralnich ztratovych funkei [14]

Jednou z nejvyuzivanéjSich ztratovych funkci pro klasifikaci je kiizova entropie (cross-en-
tropy loss). Tato funkce pracuje s pravdépodobnostmi, jak moc vstup odpovida kazdé z jed-
notlivych kategorickych tfid. Vysledna hodnota je potom soucet rozdila jednotlivych prav-
dépodobnosti oproti realnym tfiddm vstupnich dat. KiiZova entropie je mimo jiné velmi in-
tuitivni oproti jinym klasifikacnim funkcim pravé diky vyjadieni pravdépodobnosti jednot-
livych tfid. Naptiklad funkce Hinge loss vyjadiuje pouze rozpéti mezi redlnou a predikova-

nou hodnotou [14], [16].
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1.2.4 Backpropagation

Velmi dalezitym algoritmem pfi trénovani neuronovych siti je Backpropagation. Tento al-
goritmus je kli€ovy pro Gpravu vah jednotlivych neuronovych spojeni. Bez efektivniho vy-
uziti Backpropagation bychom nebyli schopni natrénovat hluboké neuronové sité s takovym
poctem skrytych vrstev, s jakymi se v dnesni dobé setkdvame. Backpropagation je oznaco-

van jako jadro oblasti hlubokého uceni [1].

Backpropagation mizeme rozd¢lit na 2 ¢asti a to na forward-pass a backward-pass. Forward-
pass, také oznacovan jako Propagation, je v podstaté proces, pii kterém data na vstupu pro-
jdou kazdou z vrstev sité, ¢imz se utvoti predikce, ze které je ndsledné vyhodnocena ztratova
hodnota. V pocatecni fazi trénovani je tato predikce velmi nepfesnd, jelikoZ na zacatku jsou
vSechny vahy nastaveny nahodné€. Rozsah hodnot, kterych mizou vahy nabyt pfi inicializaci,

se muze lisit dle typu inicializace [1].

Backward-pass je proces, pii kterém se vypocita gradient ztratové funkce na posledni vrstveé
neuronove sit€ a nasledné se za pouziti tohoto gradientu upravuji vahy jednotlivych spojeni.
Tento proces za¢ina od vystupni vrstvy a postupuje smérem ke vstupni vrstvé a postupné

aplikuje fetizkové pravidlo [1], [17].

Forward Pass
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Obrazek 10. Backpropagation [17]
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1.2.5 Optimalizatory

vvvvvv

siti. Je to proces, pii kterém se ptifazuji vahy a biasy tak, aby sit’ dosahovala pozadovanych
predikci. Optimalizace je povazovana za velice slozitou a s rozsahem a hloubkou dne$nich
umélych neuronovych siti je nemozné po vyhodnoceni vystupu tyto parametry manudlné
upravovat. Z toho diivodu potifebujeme vytvofit algoritmus, ktery optimalizaci provede a
umozni Gpravu vah a biasii, ¢imz model ziska vétsi presnost. Vzhledem k tomu, Ze nam
presnost modelu urcuje ztratova funkce, jejiz parametry jsou vahy a biasy, mizeme zvysit

presnost modelu piiblizenim se k minimu této funkce [1], [5].

V oblasti strojového uceni se v minulosti obchazela nutnost komplexni optimalizace tim, Ze
se model specificky designoval tak, aby funkce, kterd se optimalizovala, byla konvexni.
V takovém piipadé je lokalni minimum automaticky 1 globalni minimum a miZeme tedy

aplikovat metody pro nalezeni lokalniho minima [1], [5].

Z hlediska optimalizace hlubokych neuronovych siti tyto problémy nejsou prakticky nikdy
konvexni. Tyto funkce obsahuji obrovské mnozstvi lokalnich minim. Proto se u hlubokych
neuronovych siti nesnazime nalézt globalni minimum, ale oblast, ze které dostaneme malou
ztratovou hodnotu. Tato oblast ve vysledku neni ani lokalni minimum, ale v praxi je dosta-
¢yjici. Z toho dlivodu mizeme ptistupovat i k problémiim hlubokych neuronovych siti jako

ke konvexnim [1], [5].

Convex Non-Convex

| saddid point
\\ / l \‘/‘j f/

“\"‘x-\_ _./_#/ Local min '/

Minimizer Global min

Obrazek 11. Priklady konvexniho a nekonvexniho problému [18]
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1.2.5.1 Gradientni sestup

Pro zvysSeni piesnosti modelu je potfeba pfiblizit se minimu ztratové funkce. Jednim typem
metod, které fesi tento problém, jsou metody vyuzivajici gradientniho sestupu. Tyto metody
jsou iterativni optimalizacni algoritmy. Vahy a biasy jsou proménnymi ztratové funkce. Vez-
meme-li tyto parametry jako soufadnice v prostoru prub¢hu ztratové funkce, nasim cilem je
nalézt bod, ktery je co mozna nejnize, tedy ma nejmensi ztratovou hodnotu. Nanestésti ne-
zname prubeh této funkce, tudiz nelze automaticky nastavit parametry tak, abychom docilili
nejnizsi ztratové hodnoty. Pro pfiblizeni se k minimu se tedy vyuziva gradient ztratové
funkce, ktery se ziskd pomoci parcidlnich derivaci, které se vypocitaji pro kazdou dimenzi.

Gradientni vektor v podstaté ukazuje smérem, kde je funkce nejstrmé;jsi, respektive kde nej-

vice klesa [1].

1.2.5.2 Stochasticky gradientni sestup

U zékladniho typu gradientniho sestupu je ztrata pocitana jako suma ztratovych hodnot na
vSech trénovacich datech v datasetu. Tento postup je velmi pomaly a neefektivni, obzvlaste

pro velké datasety, jelikoz pro kazdou aktualizaci vah musi siti projit vSechna trénovaci data
[1].

Mnohem méné vypocetné narocna metoda je stochasticky gradientni sestup. Tato metoda je
v dnesni dobé mnohem ¢astéji vyuzivana nez zékladni typ. Namisto vypocitavani gradientu
a aktualizovani vah na celém datasetu najednou tato metoda v jeden moment pracuje jen
s malymi ¢astmi datasetu. Tyto ¢asti se oznacuji jako mini-batches a krom¢ mensi vypocetni

naro¢nosti umoznuji udélat vice kroki po gradientech smérem k minimu [1].

U stochastického gradientniho sestupu se ¢asto implementuje takzvané momentum, které
uréuje, jak velké aplikujeme kroky sméfujici po gradientu. Cim déle ukazuje gradientni vek-

tor stejnym smérem, tim se momentum zvysuje. Zmeéni-li se smer, momentum klesne [1].

1.2.5.3 Adaptivni optimalizacni metody

Velmi vyuzivanymi jsou adaptivni optimaliza¢ni metody, které mimo jiné cili na zmenSeni
poctu epoch (iteraci skrze dataset) pro rychlejsi trénovani nebo na lepsi uzptsobeni sité pro
vEtsi pocet hyperparametrii. Jednou z téchto metod je ADAM (Adaptive Moment Estima-
tion). Mimo jiné je u této metody vyhodou, Ze neni tfeba manualné nastavovat hodnotu miry

uceni (learning rate) [19].



UTB ve Zliné, Fakulta aplikované informatiky 23

1.3 Konvolu¢ni neuronové sité

Konvoluéni neuronové sité vyuzivaji takzvané konvoluéni vrstvy. Ve standartnich neurono-
vych sitich jsou vrstvy napojeny na sebe tak, ze kazdy jednotlivy neuron je napojen na
vSechny neurony ve vrstvé ptedchozi, a tudiz 1 na kazdy neuron ve vrstvé nasledujici. Tyto
vrstvy se oznacuji jako plné propojené vrstvy (fully connected layers). V konvolu¢nich neu-
ronovych sitich se plné propojené vrstvy vyuzivaji vétsSinou az na konci sité, nicméné v za-
vislosti na konkrétni architektufe se vyuZiti pln€ propojenych vrstev li§i. Namisto toho kon-
voluéni sité nahrazuji tyto vrstvy za vrstvy konvolu¢ni. Jako konvolu¢ni se oznacuje sit,

ktera ma alespon jednu konvolucni vrstvu [1].

Konvoluéni vrstvy aplikuji rozdilné sety filtrti, kterych jsou typicky stovky nebo tisice.
Vzhledem k tomu, jak jsou navrzené plné€ propojené vrstvy spolu kazdy neuron v jednotlivé
vrstve interaguje s kazdym neuronem ve vrstvé nasledujici. Oproti tomu maji konvolu¢ni
vrstvy takzvanou sparse (fidkou) interakci. Je tomu tak proto, ze vystup z filtrit v konvolu¢ni
vrstvé miize byt mensi nez velikost dat na vstupu. Napiiklad pii zpracovavani obrazku filtr
pokryva vétsi plochu, tedy vétsi pocet pixelll nez u standartnich neuronovych siti, kde by
jeden vstupni neuron odpovidal jednomu pixelu. Timto dokazeme docilit vyrazné¢ mensi pa-
métové narocnosti, jelikoz nemusime ukladat tolik parametr, a zaroven dosdhneme vypo-

cetné efektivnéjsiho modelu, protoze nemusime provadét tolik operaci [5].

Dalsi vyhodou je sdileni parametrti (Parameter sharing). Tradi¢ni modely neuronovych siti
vyuziji pii jednom ukonu kazdou z vah, kterymi jsou v jednotlivych vrstvach propojeny neu-
rony, piesné jednou a déle se uz nevyuziji. Sdileni parametrii referuje na to, kdyz se jeden
parametr, respektive vaha, vyuzije pfi jednom tkonu vicekrat. Konvolu¢ni neuronové sité
jsou tohoto schopny, jelikoz stejny filtr konkrétni vrstvy, tedy stejny soubor natrénovanych
vah, se pouzije na celou plochu pfedchozi vrstvy. Diky tomu velikost vstupnich dat neovliv-

nuje pocet vah ve vstupni vrstve, jak by tomu bylo pfi vyuziti pln€ propojené vrstvy [5].

Napriklad v kontextu klasifikace obrazku mohou konvolu¢ni neuronové sité¢ pomoci filtri
v uvodni vrstvé detekovat hrany nebo dalsi prosta data. V nasledujicich vrstvach pak za po-

uziti té€chto hran jednoduché tvary. A v hlubsich vrstvach za pouZiti tvarii celé objekty [1].
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1.3.1 Konvoluce

Kli¢ovym prvkem konvoluce je konvoluéni filtr, €asto taky oznacovan jako kernel. Roli fil-
tru je z jednotlivych hodnot v poli ziskdvat novou hodnotu, kterd bere v potaz i okolni hod-
noty. To, kolik okolnich prvkl pole mé vliv na ziskanou hodnotu, zalezi na velikosti filtru.
Filtry, které se vyuzivaji u konvoluénich siti, maji vétSinou stejnou vysku i Sitku, jelikoz
spousta knihoven vyuZziva metody, které operuji nejlépe na Etvercovych polich. Jak vyska,
tak Sitka musi byt lichd, jelikoz tato matice musi vZzdy mit stiedovy prvek. To znamena, ze
se mizeme setkat s maticemi o velikosti 3x3 nebo 9x9, ale nemtzeme se setkat s rozméry
filtru 4x4, jelikoz stfedem matice by byly soutadnice x = 1,5. y = 1,5 coz neukazuje na

konkrétni prvek [1], [5].

Obvyklymi vstupnimi daty pro modely, které vyuZivaji konvolu¢ni vrstvy, jsou multidimen-
zionalni pole naptiklad obrazky. Obrazky maji 3 dimenze, a to $itku, vysku a barevné kanaly.
Filtr se po vstupnim poli pohybuje a vytvaii pole nové obsahujici hodnoty prvkl vstupniho
pole, které jsou ovlivnény sousednimi hodnotami. To, jakym zptisobem jsou ovlivnény, ur-
cuji vahy, které kazdy filtr obsahuje. JelikoZ n€které prvky vstupniho pole sousedni hodnoty
nemaji, aplikuje se takzvany padding. V podstaté se v poli vytvoii okraj obsahujici pfedem
ur¢ené hodnoty. Popularni je naptiklad zero-padding, kde okraj obsahuje nuly. Spousta kni-
hoven hlubokého uceni nevyuziva vylozené konvoluci, ale zjednodusenou kiiZovou korelaci

(cross-correlation), kterd je podobna, nicméné tyto terminy zaméiuje [1], [5].

Obrazek 12. Priklad konvoluce [1]
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1.3.2 Typy vrstev v konvolu¢nich neuronovych sitich

Presto, ze je konvolucni vrstva klicovym stavebnim blokem u konvolu¢nich neuronovych
siti, to neni zdaleka jediny typ vrstvy, ktery by tvofil celkovou architekturu. Konvoluéni sit’
se obvykle sklada z vice riznych vrstev, které jsou napojeny za sebou tak, aby byl model co

nejefektivnéjsi. Zde jsou priklady par Siroce vyuzivanych typl vrstev [1].

1.3.2.1 Konvolucni vrstva

V konvolu¢ni vrstvé probiha konvoluce. Filtry s natrénovanimi vahami jsou, co se tyce plo-
chy, relativn¢ malé, ale jsou aplikovany skrze celou hloubku vstupnich dat. V oblasti klasi-
fikace obrazki je touto hloubkou v poc¢atecni vrstvé pocet kanali. Pracujeme-li tedy s RGB
obrazky, hloubka je 3, respektive jedna za kazdy barevny kanal. Pro vrstvy hloubéji v siti je
hloubka pocet aktivacnich map, které jsou vystupem z piedchozi vrstvy. Kazda aktivacni

mapa je vystupem jednotlivych filtra [1].

Dtlezitym hyper-parametrem u konvolu¢nich vrstev je stride. Rovna-li se stride 1, filtr se
po vstupnim poli pohybuje postupné po kazdém pixelu, dokud nenavstivi vSechny prvky
tohoto pole. Je-li stride nastaven na hodnotu 2, mizeme si predstavit, ze filtr se po vstupnim
poli pohybuje ob jedno, respektive kazdy krok je dva pixely dlouhy. Cim vét$i pouZijeme

stride, tim mén¢ se budou jednotlivé data prekryvat, a tim mensi bude vystup [1].

1.3.2.2 Aktivacni vrstva

Aktivacni vrstva je vrstva, kde se aplikuje aktivacni funkce, specificky nelinearni funkce,
jako je naptiklad ReLU. Aktivac¢ni vrstva technicky neni samostatna vrstvy, protoze se v ni
netrénuji zadné vahy. Casto se z diagramu architektury konvoluéni sité vynechava a auto-

maticky se predpoklada, ze aktivacni vrstva nésleduje za vrstvou konvoluéni [1].

1.3.2.3 Pooling vrstva

Existuje zptsob jak, co se prostorové dimenze tyc¢e, zmensit pole za pomoci vysoké hodnoty
stride v konvolu¢ni vrstvé. Nicméné se Casto za timto ucelem vyuziva specializovany typ
vrstvy, kterému se fikd pooling vrstva. Pooling vrstva nezabranuje prekryvanij ani nepreska-
kuje urcité prvky pole, namisto toho vytvaii néco jako shrnuti dalezitych prvka vstupniho
pole. Naptiklad max-pooling rozd€li vstup do mensich oblasti a nasledné z nich ponechd jen

nekolik nejvétsSich hodnot [1], [5].
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1.3.2.4 Batch Normalization

Vrstva Batch normalization slouZzi k tomu, aby byly vstupni hodnoty normalizovany, nez
budou pfivedeny na vstup dalsi vrstvy. Nékteré hodnoty jsou pied vstupem do dalsi vrstvy
exponencialné vyssi nez jiné, proto je t€zké urcit hodnotu miry u€eni pro trénovani parame-
tri. Normalizace zarucuje, Ze tyto hodnoty budou stejnomérné rozprostiené po uréitém roz-
sahu a budou vystfedéné od nuly. Vyuziti Batch normalization se ukazalo jako velmi efek-
tivni v redukovani poctu epoch, které jsou potteba k trénovani neuronové sité. Zaroven
vrstva Batch normalization pfiddva do sit€¢ Sum, ¢imz generalizuje model. To znamenad, ze
model bude pfesn€jsi na datech, na kterych neni trénovany, a nedojde k takovému over-

fittingu [1], [S].

1.3.2.5 Dropout

Stejné jako Castecné u Batch normalization 1 Dropout slouzi ke generalizaci. U Batch nor-
malization to ale neni hlavni divod, pro¢ se vyuziva. Dropout je forma regularizace, ktera
zvySuje testovaci pfesnost na Ukor tréninkové presnosti, ¢imz zabrafiuje overfittingu.
Droupout v podstaté odstratiuje nékteré ze spojeni neuronti mezi pln€ propojenymi vrstvami.
Odstranéni neékterych spojeni probihd v trénovacim procesu a zptsobuje, ze je zde vice re-
dundantnich neuronti zptsobujicich aktivaci. Mira odpojeni mezi vrstvami je ovladana prav-
dépodobnosti p, kterd urcuje Sanci, jestli se spojeni odstrani. p = 0.5 urcuje 50% Sanci ze je

spojeni odstranéno [1].

No Dropout Dropout (50%)

FEED S5t

Obrazek 13. Dropout [1]
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1.3.3 Priklady architektur

Dtlezitym faktorem, na ktery je tieba pti vyvoji konvolucni sité dbat, je architektura modelu.
Vybér architektury je kriticky, chceme-li dosahnout vysoké ptesnosti u specifickych apli-
kaci. V zakladu se architektura konvolu¢ni neuronové sité¢ sklada primarné z téchto vrstev:
konvolu¢ni vrstva (CONV), pooling vrstva (POOL), aktiva¢ni vrstva (ACT) a pln€ propo-
jena vrstva (FC). Poskladanim téchto vrstev za sebe ziskdme architekturu modelu konvo-

lu¢ni neuronové sité [1], [20], [51].

1.3.3.1 ShallowNet

Velmi zékladni architekturou je ShallowNet. Tato architektura obsahuje pouze malé mnoz-
stvi vrstev, a to vstupni vrstvu nasledovanou konvoluéni vrstvou, dale aktivaéni vrstvu a plné
propojenou vrstvu. Diagramem by se dala vyjadfit jako: INPUT => CONV => ACT => FC.
Pocet vrstev se mtize liit u riznych ShallowNet architektur, zaroven nékteré architektury
vyuzivaji pooling vrstvy, obecné ale plati, Ze ShallowNet je velmi zakladni architektura,

kterd se vyuziva na velmi jednoduché aplikace [1].

1.3.3.2 AlexNet

AlexNet uz je komplexné&jsi architektura, kterd vyuziva i vrstvy jako Batch Normalization
(BN) a Dropout. AlexNet n¢kolikrat za sebou opakuje kombinace vrstev CONC, ACT, BN,
POOL, DROPOUT a nésledn¢ podobné¢ z FC namisto CONV [19].

AlexNet je znamy tim, Ze vyuziva relativné velké filtry o rozméru 11x11 [20].

1.3.3.3 VGGNet

Architektura nazyvana jako VGG (Visual Geometry Group, Skupina vizualni geometrie)
byla vytvofena za ucelem efektivniho rozpoznavani obrazkl. Oproti AlexNet ma o 19 vrstev
vice. Co se filtri ty¢e, VGG voli pfistup vice malych filtrti. Nap#i¢ celym modelem maji
filtry velikost 3x3. Dalsi charakteristikou VGG je, ze za sebe zafazuje vice konvolu¢nich
vrstev pied tim, nez aplikuje pooling vrstvu. Diky tomu se mize naucit rozpoznavat kom-

plexng&jsi rysy pred zmenSenim prostorové velikosti pole [1], [20], [S1].
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2 SEGMENTACE

A4

obrazku je proces, pii kterém se rozd¢€li digitalni obrazek na podkategorie, kterym se fika
segmenty. Diky tomu se snizi komplexita obrazku a je mozné obrazek dale analyzovat a
procesovat jednoduseji. Segmentace je v podstaté piifazovani kategorii jednotlivym pixelt,
¢imZ je mozné identifikovat jednotlivé objekty nebo rtizné elementy v obrazku [21], [22],

[51].
2.1 Typy segmentace

2.1.1 Sémanticka segmentace

Sémanticka segmentace je typ segmentace, ktery pfirazuje pixely do takzvanych sémantic-
kych tfid. V takto segmentovaném obrazku ma kazdy pixel pfifazenou tiidu. Sémanticky
model dokaze segmentovat i objekty, u kterych nezna kategorii. Naptiklad tam, kde by jiny
model segmentoval pouze objekty nebo elementy, u kterych zné kategorii, jako je napiiklad
kan, pes nebo motorka, sémanticky model seskupi do tfidy i pixely objektu bez jakéhokoliv

kontextu k tomu, jestli se podoba néjaké konkrétni kategorii [21], [22], [50].

2.1.2 Segmentace instanci

Segmentace instanci je zaloZena na vyhodnocovani jednotlivych vyskytl urcité ttidy v ob-
razku. Tento model neroziazuje kazdy pixel do ptislusné kategorie, ale zaméfuje se na roz-
poznavani jednotlivych instanci konkrétni tfidy. Respektive nachazi-li se v obrazku kolona
aut, model sémantické segmentace vyhodnoti kazdé jednotlivé auto jako samostatnou tiidu

(naptiklad Auto 1, Auto 2), nikoliv jako plochu nélezici kategorii auto [22].

2.1.3 Panopticka segmentace

Panopticka segmentace se ¢asto oznacuje jako kombinace sémantické a instancni segmen-
tace. Tento typ vyhodnocuje jak identitu kazdého objektu, tak jej odd€luje od objektl nale-
zici stejné tiid¢. Tato metoda se vyuziva v Siroké skale programi, které potiebuji velké

mnozstvi informaci, naptiklad samoftidici auta [22].
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2.2 Metody segmentace

Existuje vice riiznych typl segmentace, které vyuzivaji odlisSnych metod.

2.2.1 Tradi¢ni metody

Pfestoze metody vyuzivajici hluboké uceni, co se ty€e napiiklad ptesnosti, vyrazné pieko-
naly tradi¢ni zplsoby pro segmentaci obrazki, tradi¢ni metody zistdvaji v nékterych ohle-
dech uzite¢nym nastrojem. Hlavni charakteristikou tradi¢nich technik je vyhodnoceni infor-
maci z jednotlivych pixeld, tyto informace miizou zahrnovat napiiklad jas, sytost nebo kon-
trasty vici okoli, ¢i rysy nebo texturu. Diky t€émto informacim je mozné shlukovat pixely do
jednotlivych segmentt. Oproti metodam vyuzivajicich hluboké uc¢eni maji tradi¢ni metody
vyhodu v tom, ze jsou vyrazné mén¢ ndkladné, co se tyce vypocetni ndro¢nosti. Nevyhodou
je nachylnost na Sum a jiné rusivé prvky, které se objevuji v redlnych podminkach [23]. Zde

je par priklada tradi¢nich metod:

2.2.1.1 Detekce hran

Jednou z tradi¢nich metod segmentace obrazk je detekce hran. Metody zalozené na detekci
hran identifikuji hranice objektii v obrazku tim, Ze detekuji rozdily jasu, kontrastu, textury,
barvy a variaci saturace. Diky tomu mtzou reprezentovat hranice objektu v obrazku pomoci

fetézce hran [21], [23].

2.2.1.2 Prahovani

Metoda prahovani (Thresholding) je jednou z nejjednodussich metod pro segmentaci. Tato
metoda spociva v klasifikaci pixelll vétSinou v ¢ernobilém spektru podle toho, zda je jejich
hodnota nad urc¢enou prahovou trovni. Tato hodnota miize byt konstanta pfi segmentaci ob-

razku s malym Sumem, nebo mtze byt dynamicka [21], [23].

2.2.1.3 Segmentace podle oblasti

Segmentace podle oblasti (Region-based segmentation) je metoda, pfi které se pouZzivaji po-
cateCni body. Tato metoda segmentace rozd€luje obrazek na oblasti, které maji podobnou
charakteristiku. Algoritmus za¢ina v po¢ate¢nim bod¢ a postupné expanduje a vytvaii oblasti

[21], [23].
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2.2.2 Moderni metody

Hlavnim prvkem modernich metod je vyuziti hlubokého u€eni. V dnesni dobé metody zalo-
7ené na hlubokém udeni vyrazné piekonavaji tradi¢ni metody. Uspéch téchto metod vychazi
z dostupnosti velkého mnoZstvi dat a vypocetnich prostredkii [24]. Mezi diilezité segmen-

ta¢ni metody vyuzivajici hluboké uceni patfi:

2.2.2.1 PlIné konvoluéni sité

Standartni konvolu¢ni neuronové sité¢ obsahuji pln¢€ propojené vrstvy. Vystup z takovychto
siti ma fixni velikost a je vhodny pro klasifikac¢ni a regresni problémy. Namisto toho plné
konvolu¢ni sité provadi klasifikaci na trovni jednotlivych pixeld, tudiz je vyZadovéano, aby
segmentacni model mohl vzit jako vstup obrdzek o libovolné velikosti a vystup mél totoznou
velikost. PIn¢€ konvoluéni sité vyuzivaji techniku, kdy nahrazuji pIné propojené vrstvy kon-
volu¢nimi. Diky tomu muzou tyto sité¢ vytvaret vystup, ktery jsou pfifazené kategorie ke

kazdému pixelu v obrazku [24], [25].

2.2.2.2 U-Nets

U-Nets jsou typem metod pro segmentaci, které¢ modifikuji architekturu pln€ konvolu¢nich
siti za uc¢elem redukovani ztrat dilezitych dat pti procesu konvoluce. U-Nets vyuzivaji tak-
zvané skip connections. Ugelem téchto spojeni je preskogit nékteré konvoluéni vrstvy a diky
tomu zachovat nejen globalni kontext, ale i ten lokalni. Diky tomu dokaZou U-Nets mnohem
presné¢ji segmentovat malé nebo detailni objekty. U-Nets byly vytvoieny pro segmentace
v oblasti mediciny a dostaly sviij nazev podle tvaru, jakym se zobrazuje architektura [23],

[26].

2.2.2.3 RCNNs

RCNNSs jsou konvoluéni neuronové sité, které segmentuji podle oblasti. Tyto metody vyu-
zivaji segmentaci za pouziti rozpoznavani objekta. Specifi¢téji RCNNs provadéji sémantic-
kou segmentaci. Prvni se provadi detekce objektli a potom se pro kazdy z objekti klasifikuje

oblast [22].
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3 DETEKCE

Jednim ze zakladnich odvétvi v oblasti umélé inteligence a pocitacového vidéni je detekce
objektu. Na detekci objektli se stavi mnoho dalSich kol pocitacového vidéni, které jsou
mnohem komplexnéj$i. Mezi oblasti, kde se vyuziva detekce objekti, patii naptiklad auto-
matické fizeni vozidel, analyza v mediciné, bezpecnostni kamerové systémy, kontrola vy-

robku a dalsi [27], [28].

Chceme-li ziskat kompletnéjsi porozuméni obrazku, nestaci se zamétovat pouze na klasifi-
kaci objektt, ale zaroveil musime zvladnout konkrétné urcit umistnéni objektli v obrazku.
Tento kol se oznacuje jako detekce objektl. Tradi¢ni detekci objektlh muzeme rozdélit na

tfi Casti, a to vyber oblasti, vytah rysi a vlastnosti oblasti a klasifikace [27], [28].

3.1 Vyzvy u tradi¢nich metod detekce

Vybér oblasti je komplikovany, jelikoz se na riiznych pozicich mtize nachdzet rizné mnoz-
stvi objektt, stejné tak razné objekty miizou mit rizné velikosti a poméry stran. Pfirozenym
postupem je aplikovat na obrazek pohybliva okénka o rtiznych velikosti a pomért stran a
pokryt tak vSechny mozné pozice, kde by se objekt mohl nachézet. Tato technika je vypo-
cetné velmi neefektivni, jelikoz diky velkému mnozstvi moznych kombinaci vyprodukuje
spoustu redundantnich ptipadii. Zaroven pokud bychom chtéli omezit pocet druhii okének

na fixni mnozstvi, nemuseli bychom pokryt vS§echny diilezité oblasti [27], [28].

Chceme-li za pouziti tradicnich metod rozpoznat objekt, musime nejdiive extrahovat rysy
v dané oblasti. K tomu lze vyuzit metody jako naptiklad histograms of oriented gradients
(HOG) [29], nicmén¢ diky Siroké diverzité v tom, jak konkrétni objekt mtize vypadat v kom-
binaci s faktory jako svételné podminky, Sum, nebo riizna pozadi, je velmi obtizné podobné

algoritmy manuélné na designovat [27].

Samotny algoritmus pro vytah rysii ovSem nestaci. Pro kompletni reprezentaci obrazku je
tteba objekty dale klasifikovat. K tomu se tradicné vyuzivaji metody jako napiiklad suppor-
ted vector machine (SVM) [30], [27].

Tradi¢ni metody maji obvykle Spatnou ptesnost pouze v jednoduchém a velmi specifickém

prostiedi [28].
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3.2 Moderni metody detekce

Diky rychlému rozvoji v oblasti hlubokého uc¢eni mame k dispozici vice a vice efektivnich
nastrojl, které jsou schopny ucit se slozitéjsi rysy nebo 1épe zpracovavat sémanticky kontext.
Diky tomu muzeme adresovat a 1€pe fesit problémy, které byly charakteristické pro tradi¢ni
metody detekce objektd. Moderni metody maji odliSnou architekturu a chovaji se jinak

v kontextu strategii trénovani a optimalizacnich funkci [27], [28].

3.2.1 Formy detekce

Existuje n€kolik typt detekce, které se odliSuji svym zaméfenim ¢i vyuzitim. Nékteré typy

maji Siroké vyuZiti a jiné jsou specializované pro konkrétni ucely.
3.2.1.1 Genericka detekce

Mezi typy detekce patii genericka detekce. Jako genericka detekce objektii se oznacuje
forma detekce vyuzivana pro obrazky nebo videa, ktera vSak u detekce ve videu vyhodno-
cuje jednotlivé snimky bez néavaznosti na ostatnich snimcich, respektive vyhodnocuje
snimky ve videu jako samostatné obrazky. Tato forma detekce je velmi multifunkéni a rela-

tivn€ jednoduse aplikovatelna na velké mnozstvi odlisnych ukola [27].

3.2.1.2 Video detekce

Video detekce objektlh mé specialni vyuziti pro detekci ve videich. Tato forma se zaméiuje
na zpracovani informace, kterd vychazi ze zmén mezi jednotlivymi snimky. Zminéné infor-

mace muzou hrat dilezitou roli v pochopeni chovani a vlastnosti riznych objekta [27].

3.2.1.3 Salientni detekce

Salientni detekce objektli se zamétuje na vizualni vyznacnost objektl v obrazku. Na rozdil
od genericke detekce objektl salientni detekce neni zaloZena na rozpoznani jednotlivych tfid
objektii ¢i kategorizovani oblasti. Tato forma detekce identifikuje nejvice vizualné dulezité
objekty v urcité oblasti. Hlavni roli hraje kontrast riznych prvkii v obrazku, a to bez ohledu
na sémanticky kontext. Salientni detekce se pouZziva napiiklad v programech pro Upravy ob-

razki [27].
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3.2.2 Dvoufazova detekce

Jednim ze zplsobi, kterym se fesi genericka detekce, jsou dvoufazové detekéni metody.
Cely proces detekce je v této metodé rozdelen na dvé Casti. Prvni ¢asti je takzvana Regional
proposal. V této fazi algoritmus vybira oblasti, které slouzi jako potencidlni ohranicujici ra-
mecky. Regional proposal cili na efektivni identifikaci oblasti v obrazku, u kterych je velka

pravdépodobnost, Ze obsahuji objekty [27].

Druhou fazi je samotna klasifikace objektu. V této fazi jsou v oblasti vybrané v Regional
proposal ¢asti predany do algoritmu zodpovédného za klasifikaci. Klasifikator dale vyhod-
nocuje, zdali se v dané oblasti nachazi objekt, a ptipadné ptitazuje kategorie tiid detekova-

nému objektu [27].

3.2.2.1 RCNN

Prvni model, ktery dvoufazovou detekci implementoval s vyuZitim konvoluénich siti, byl R-
CNN. Tento model nejprve provede selektivni vybér a extrahuje okolo 2000 oblasti, kde by
se mohl nachéazet objekt. Déle je kazda z oblasti upravena na stejnou velikost a pouZije se
jako vstup pro SVM Kklasifikator [30]. Poslednim krokem je pouZiti regresniho modelu pro

vyhodnoceni ohranic¢ujicich ramecka [27], [28].

3.2.2.2 SPP-Net

Nedostatkem RCNN modelii bylo, Ze pred klasifikaci musely byt upraveny na stejnou veli-

vvvvv

zéna z pivodni oblasti.

Model SPP-Net (Spatial Pyramid Pooling) fesil tento nedostatek tim, Ze implementoval teo-
rii zvanou SPM (Spatial Pyramid Matching). Tento algoritmus extrahoval prvky jednotli-
vych oblasti poté, co origindlni obrazek prosel konvolu¢ni vrstvou. Déle byla za posledni
konvoluéni vrstvu ptidana vrstva SPP, jejiz vystup mél fixni rozméry, ¢imz obesel nutnost

mit fixni velikost oblasti [27], [28].

3.2.2.3 Fast RCNN

Fast RCNN je vylepsena verze ptivodni R-CNN, kterd nahradila SVM za klasifikator ze
softmax funkci, dale vychazi z SPP vrstvy a vyuzZiva takzvany region of interest pooling
layer, kterym nahrazuje posledni pooling vrstvu. Nakonec je sit’ zakoncena dvéma pln¢ pro-

pojenymi vrstvami [27], [28].
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3.2.2.4 Faster RCNN

NejzasadnéjSim aspektem, ktery ovliviiuje efektivitu dvoufdzové detekce, je Region propo-
sal faze. Faster RCNN pro hledani oblasti, které potencialné mohou obsahovat objekty, po-
uziva RPN (Region Proposal Network). Model je rozdélen na dvé ¢asti, prvni ¢ast je plné
konvolu¢ni neuronova sit’, ktera se vyuziva pro generovani potencialni oblasti. Druhé ¢ast
je Fast RCNN detekéni algoritmus. Tyto dvé €asti sdili nékteré konvoluéni vrstvy, ¢imz ze-
fektiviiuji jejich vyuziti v modelu. Tento model dosahuje skvélé presnosti, ale pofad neni

dostate¢né rychly pro detekci v redlném Case [27], [28].

3.2.3 Jednofazova Detekce

Zatimco dvoufazové metody rozdéluji proces detekce na cast vybéru oblasti a cast klasifi-
kace a vyhodnocovani ohrani€ujicich rameck, jednofazova detekce spojuje tyto dvé ¢asti
do jedné, respektive vyhodnoti ohranicujici ramecky bez pouziti region proposal. Tyto me-
tody obvykle rozdéluji obrazek do miizek, které pomahaji s lokalizaci obrazku. Jednofazové
metody detekce obvykle nedosahuji takové piesnosti jako u dvoufazové detekce, namisto

toho maji vetsi rychlost, diky ¢emuz se vice hodi pro detekci v redlném case [30], [51].

3.2.3.1 SSD

Jako u ostatnich jednofazovych metod, detekce SSD (Single Shot Detector) staci pouze je-
den priichod neuronovou siti pro vytvotreni ohranic¢ujicich ramecki okolo objektii. SSD pied-
stavilo zpisob kde se nevyuZivalo pouze fixni mfizky. Tato metoda pouziva rdmecky riz-
nych poméru stran a velikosti, které jsou rozpoloZeny po celé plose obrazku. Pro zpracovani

predikci riznych rozmért SSD spojuje vystupy z riznych map [27], [32], [51].
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Obrazek 14. SSD [32]
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3.2.3.2 YOLO

YOLO byl prakticky prvnim zplsobem, jak dosdhnout detekce objektl v redlném case.
YOLO znamena You only look once (Podivas se jen jednou), ¢imz poukazuje na skutenost,
ze provadi detekci pouze za pomoci jednoho priichodu siti, ¢imz se odliSuje od ostatnich
metod, které bud’to musely klasifikovat obrovské mnozstvi oblasti, nebo musely vyuzivat
techniku dvoufazové detekce. Zakladni myslenka této metody spociva v rozdéleni vstupniho
obrazku na jednotlivé ¢asti pomoci miizky. V kazdé z bun¢k miizky se provadi predikce
odhadujici tfidu objektu uvniti této buiky. Zaroven se pro kazdou buitku odhaduji ohrani-
cujici miizky [33].

Do rodiny YOLO modelt spada velké mnozstvi riznych verzi a variaci, které ptibyvaji a
zdokonaluji se s postupem casu. Hloubéji se na rozdily jednotlivych verzi zamétuji tyto

&lanky [28], [33].

LT L] ul
Bounding boxes + confidence

S x S grid on input Final detections

Class probability map

Obrazek 15. Zakladni myslenka YOLO [32]
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3.2.3.3 YOLOvS8

YOLOVS je nejnovéjsi verze, kterou vydala spolecnost Ultralytics, kterd diive vydala
YOLOVS. YOLOVS je state-of-the-art (SOTA) model pro detekci a dalsi ukoly v redlném
case. Tento model stavi na ispéchu predchozich verzi a v zakladu ma podobnou strukturu
jako YOLOVS. Novinkou, kterou YOLOVS ptidava, je model pro sémantickou segmentaci
YOLOVS8-seg, ktery zvlada segmentaci velmi pfesné a udrzuje si pfitom rychlost [33], [44].

Velmi uzite¢nou moznosti, kterou YOLO nabizi, jsou modely riznych velikosti, respektive
poctl parametri. YOLOVS nabizi velikosti nano, small, medium, large a extra large. Tyto
velikosti odpovidaji pismeniim na konci ndzvu modelu v tabulce ¢ 1. Oproti pfedchozim
verzim zvladaji rizné verze YOLOVS byt jak pfesnéjsi v poméru k rychlosti, tak v poméru

k po¢tu parametru [45].
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Obrazek 16. Porovnani rychlosti a poctu parametrt riznych YOLO verzi [45]

Tabulka 1. Porovnani modeld s riznou velikosti [45]

Rychlost | Rychlost
Velikost | mAPval | CPU A100 Parametrll | 1 OpPs
Model '
(pixely) 50-95 ONNX TensorRT | (M) B)
(ms) (ms)
YOLOv8n | 640 37.3 80.4 0.99 3.2 8.7
YOLOv8s | 640 44.9 128.4 1.20 11.2 28.6
YOLOv8m | 640 50.2 234.7 1.83 259 78.9
YOLOVSI | 640 52.9 375.2 2.39 43.7 165.2
YOLOv8x | 640 53.9 479.1 3.53 68.2 257.8



https://github.com/ultralytics/assets/releases/download/v8.2.0/yolov8n.pt
https://github.com/ultralytics/assets/releases/download/v8.2.0/yolov8s.pt
https://github.com/ultralytics/assets/releases/download/v8.2.0/yolov8m.pt
https://github.com/ultralytics/assets/releases/download/v8.2.0/yolov8l.pt
https://github.com/ultralytics/assets/releases/download/v8.2.0/yolov8x.pt
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4 DETEKCE A SEGMENTACE LIDSKEHO OBLICEJE

Detekce a segmentace jsou aktivnimi oblastmi v kontextu ziskavani informaci z lidského
obliceje. Slouzi k ptedzpracovani (preprocessing) obrdzki, na kterych se obli¢ej nachazi.
Detekce a segmentace umoziuji aplikovat na pfedzpracovany obrazek dals$i modely, které

maji konkrétnéjs$i zameteni a ziskavaji specifické informace [27], [34].

4.1 Detekce obliceje

Detekce obliceje je proces, kterd zvlada urcovat polohu a rozméry lidského obliceje, ktery
se nachézi na obrdzku, ptipadné na snimku ve videu. Detekce obliceje je poatecnim krokem
pro spoustu technologii, které pracuji s lidskym obli¢ejem, jelikoz slouZzi jako diilezity pro-

ces predzpracovavani [27], [35].

Mezi odvétvi, které vyuZzivaji detekci obli¢eje patii naptiklad rozpoznani lidského obliceje
(face recognition) podrobné&ji v [36], [37], [38]. Dale pak syntéza obliceje (face synthesis)

[39], nebo analyza vyrazu ve tvati [41].

4.2 Segmentace obliceje

Segmentace v oblasti lidského obli¢eje zahrnuje rozpoznéani uréitych dilezitych charakteris-
tik tvate. Jednou z diileZitych oblasti segmentace obliceje je naptiklad Facial Landmark Ex-
traction (Extrakce prvki obliceje), kterd zpracovava oblicej sémantickou segmentaci a pii-
fazuje kategorie jednotlivym oblastem. Tato technika je v kontextu segmentace oblic¢eje dost
multifunkéni a da se vyuziva pro rizné specializované analyzy oblic¢eje, naptiklad lze Facial
Landmark Extraction vyuzit pfi urCovani orientace obliceje, tedy natoc¢eni hlavy. Konkrét-
néji se na dalsi vyuziti a techniky segmentace zamétuji [32], [42], [43].

Segmentace lidského obli¢eje ¢asto nepracuje na stejné urovni jako detekce obliceje. Tech-
nologie pracujici v realném prostiedi, které vyuzivaji segmentaci oblic¢eje, obvykle vyuzivaji

prvni detekci a nasledné segmentuji pouze detekovanou oblast, kde se obli¢ej nachézi.
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II. PRAKTICKA CAST
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5 VYBER DATASETU

Prvnim krokem pfi vytvareni modelu umélé inteligence je tvorba datasetu. Dataset se sklada
z jednotlivych dat a piifazenych anotaci (label). V oblasti pocitacového vidéni jsou data ob-
vykle obrazky. Anotace mizou byt odlisné v zavislosti na specifickém ukolu, na ktery je
model zaméteny [1]. Cilem této prace je vytvorit modely pro detekci osob a segmentaci
obliceje, ktera slouzi jako ptiprava pro dalsi charakterizovani. Z toho diivodu je nutné vybrat
datasety tak, aby co nejlépe odpovidaly ptipadiim uziti. Tyto ptipady jsou prevazné vyhod-

nocovani obrazu kamer ve vetejnych prostorech.

5.1 Dataset pro detekci hlavy

Pro efektivni segmentaci obli¢eje je vhodné nejprve oblicej detekovat. Jednim z dualezitych
pozadavkd je, aby systém zvladal udrzovat povédomi i o osobach, kterym neni oblicej vidét,
naptiklad kdyz se pohybuji smérem od kamery. Z tohoto diivodu byla zvolena detekce hlavy
namisto pfimo detekce obliceje. Celkovy dataset byl vytvoien kombinaci nékolika odlisnych

dostupnych datasetti, které byly dle potifeby upraveny.

5.1.1 PennFudan Pedestrian Dataset

Prvni z pouzitych datasetli je PennFudan Pedestrian Dataset [46]. Dataset obsahuje obrazky
lidi vyskytujicich se v ulicich mésta a pobliZ univerzity. Tento dataset obsahuje 170 obrazki
a 345 label. Labely tohoto datsetu pro detekci jsou ohranicujici ramecky okolo jednotlivych
osob. Vzhledem k tomu, Ze je potfeba detekovat hlavy, byly vytvofeny nové anotace v on-
line nastroji CVAT. Tyto anotace byly nésledné exportovany do formatu, ktery odpovida
labeltim, které vyuziva YOLOVS.

Dataset je dostupny na: https://www.kaggle.com/datasets/jiweiliu/pennfudanped

Obrazek 17. Piiklad obrazku z PennFundan datasetu
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5.1.2 Head Detection (CCTYV) - v5

Dalsi obrazky, které jsou obsazeny ve vysledném detekénim datasetu, pochazi z Head De-
tection (CCTV) - v5 [47]. Tento dataset je dostupny na strance roboflow.com a obsahuje
obrazky, které nejlépe odpovidaji snimktim, se kterymi bude systém ve styku. Dataset obsa-
huje 1855 obrazk, které maji ohranicujici rdmecky okolo hlavy, tudiz nebyla potieba dalsi
uprava. Tyto obrdzky obsahuji osoby, které se z velké Casti nachdzeji v uzavienych prosto-
rech a vyskytuji se na bezpecnostnich kamerach. Ne vSechny obrazky v tomto datasetu jsou
zcela unikatni, jelikoz pozadi je ¢asto stejné a spousta obrazki jsou pouze kopie, na kterych

jsou aplikovany riizné augmentace. Pfesnéji je to:

Rotation mezi -23° a 23°

- Shear mezi -17°a 17°

Brigthness mezi -44 % a 0 %

Fakt, ze jsou data jiz pfedaugmentovana, neni ideélni, jelikoz pii pouzivani YOLO se pfi
trénovani udava, jak se maji data augmentovat a preprocesuji se automaticky. Zvoli-li se
takovymto zplisobem augmentace, ma to za néasledek, Ze se ta sama data augmentuji dvakrat.
Data jsou zaroven vSechna pfevedena na rozméry 640x640 a anotace jsou ve formatu

YOLOVS, tudizZ je neni potfeba exportovat.

Dataset je dostupny na: https://universe.roboflow.com/trisha-then/head-detection-cctv

Obrazek 18. Piiklad obrazku z Head Detection (CCTV)

5.1.3 Pedestrian Detection Dataset

Tteti dataset, ze kterého bylo Cerpano, je Pedestrian Detection Dataset [48]. Tento dataset
obsahuje obrazky pro rozpoznavani osob od objektl, které vypadaji jako osoby, napiiklad
sochy. Obrazky neobsahujici lidi nebyly vyuzity, jelikoZz detekéni model rozpoznava pouze
jednu tfidu. Tento dataset byl zvolen, protoze obsahuje obrazky hlavy, které jsou detailné;si

nez u predchozich zdrojl. Zaroven slouzi pro dosaZeni vétsi generalizace u detekce hlavy
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tim, Ze obsahuje odlisné typy obrazki, které nejsou z konkrétniho prostfedi. Tyto obrazky
musely byt manudlné anotovany a exportovany. Ve vysledném detekénim datasetu je pou-
zito 526 obrazkl z tohoto datasetu, které byly vybrany tak aby byly co nejvice odlisné a

zlepsili tim generalizaci.

Dataset je dostupny na: https://www.kaggle.com/datasets/karthika95/pedestrian-detection

Obrazek 19. Piiklad obrazku z Pedestrian Detection Dataset

5.1.4 Rozdéleni detekéniho datasetu

Dataset byl rozdélen na trénovaci a valida¢ni data v poméru zhruba 85 % trénovaci a 10 %
validacni tak, aby valida¢ni data obsahovaly 10 % z kazdého zdroje, zaroven validacni data
neobsahuji zddné pfedem augmentované obrazky. Poslednich 5 % jsou testovaci data, ktera
jsou pouze z Head Detection (CCTV) - v5 [47], jelikoz tato data dobfe odpovidaji prostie-
dim, ve kterych by mohl byt model vyuzit, protoze jsou z bezpecnostnich kamer, a to se
podoba situaci, kdy bude kamera umisténa u vrchni ¢asti reklamniho panelu, coz je zamys-

lené vyuziti.
5.2 Dataset pro segmentaci obli¢eje

Existuje spousta moznosti, jakym zptisobem Ize segmentovat lidsky oblicej. Relativné mul-
tifukéni metodou je pfifazeni kategorie ke kazdému pixelu v oblic¢eji. Diky tomuto zptisobu

1ze ziskat z obli¢eje rizné charakteristiky, jako naptiklad smétuje-li oblicej ke kamere.

5.2.1 Face/Head Segmentation Dataset

Jako dataset pro segmentaci byl zvolen Face/Head Segmentation Dataset Community
Edition [49]. Dostupny na: https://store.mut1ny.com/product/face-head-segmentation-da-

taset-community-edition

Tento dataset obsahuje obliceje lidi rozdilnych narodnosti a stafi v riiznych pézach. Segmen-

taéni masky obsahuji kategorie pro kazdy jednotlivy pixel v obli¢eji. Jednotlivé casti


https://www.kaggle.com/datasets/karthika95/pedestrian-detection
https://store.mut1ny.com/product/face-head-segmentation-dataset-community-edition?v=928568b84963
https://store.mut1ny.com/product/face-head-segmentation-dataset-community-edition?v=928568b84963
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obrazku mohou byt rozdéleny do 11 kategorii véetné pozadi. Na nékteré obrazky je apliko-

vana augmentace, pievazné¢ rotation, a n¢které obrazky jsou cernobilé.

Z datasetu bylo pouzito okolo 2500 obrazkii a masek. Masky jsou ve formatu obrazk, tudiz
je bylo potieba konvertovat do formatu label, ktery podporuje YOLOVS, respektive predélat
jednotlivé barevné pixely na vektory do textového dokumentu. Vzhledem k tomu, Ze je vy-

uzivano YOLOVS, coZ je relativné maly model, nebyly konvertovany vSechny kategorie, ale

jen o€i, nos a usta, aby se docililo vetsi pfesnosti u téchto kategorii.

Obrazek 20. Porovnani ptivodniho obrazku a masek segmentace

5.2.2 Rozdéleni segmentac¢niho datasetu

Stejné jako u detekéniho datasetu, jsou data rozdélena zhruba na 90 % (2248 obrazka) tré-
novacich dat a 10 % (252 obrazki) valida¢nich. U segmenta¢niho datasetu jsou vsak i n¢-
které z validac¢nich dat augmentovana, jelikoz augmentovand data v tomto datasetu nejsou
pouze kopie a neexistuje tedy vice upravenych obrazki, které by mély stejny originalni ob-

razek.
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6 TRENOVANI MODELU

Jednim z hlavnich pozadavkl pro navrZzené modely je, aby dokazaly v redlném Case pracovat
na zafizenich, kterd nejsou sestavena piimo pro ucely umélé¢ inteligence. Proto byly pro de-
tekci 1 segmentaci zvoleny modely YOLOvVS nano, které maji oproti ostatnim verzim mensi

pocet parametra a jsou tedy rychlejsi.

6.1 Trénovani detekéniho modelu

P1i trénovani YOLOvS8 modelu se vyhodnocuji 3 typy ztratovych hodnot. Prvni je box loss,
tato hodnota udava, jak moc se modelem vyhodnoceny ohranicujici rdmecek 1isi od anotace.
Déle je zde hodnota cls_loss, kterd udava, zdali model vyhodnotil tfidu objektu spravng.
Posledni ztratovou hodnotou je dfl loss, ktera adresuje vyhodnoceni tiid v zavislosti na tom,

jak t&zké je tfidu detekovat, respektive na tom, jak moc je tfida na obrazcich obsahla.

Ztratové hodnoty v Obrazku 22. jsou trénovaci hodnoty. Tyto hodnoty obvykle v pribéhu
trénovani stale klesaji. Trénovaci ztratové hodnoty ovSem nevypovidaji o tom, jak si bude
model pocinat na datech pfi realném pouziti, protoze vyhodnocuje predpovédi pouze na ob-
razcich v datasetu. Pokud by se braly v potaz pouze trénovaci hodnoty, mélo by to za nésle-
dek, Ze se model nauci rozpoznéavat pouze data, na kterych byl natrénovan, na tikor redlnych

piipadi a nevytvoril by si pro objekty dostateCnou miru generalizace. Tomuto jevu se fika

overfitting.
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Obrazek 21. Trénovaci ztratové hodnoty detekéniho modelu

Vyrazné lepsi ptehled o tom, jak by si model vedl v redlném pouziti, podavaji validacni
ztratové hodnoty (viz Obrazek 23), protoze validacni data se nevyskytuji v datasetu pro tré-

novani.
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V idedlnim ptipadé se grafy téchto hodnot rovnaji, nicméné valida¢ni ztratové hodnoty jsou

v praxi skoro vzdy o néco vyssi nez ty trénovaci.

val/box_loss val/cls_loss val/dfl_loss
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Obrazek 22.Validacni ztratové hodnoty detekéniho modelu

Po zkuSebnim natrénovani detekéniho modelu na vychozi nastaveni na 100 epoch bylo
zjevné, ze modelu prospé€je vice epoch, jelikoz validaéni ztratova hodnota se po dokonceni
trénovani uplné neustalila a stale klesala. Z toho diivodu byl pro dalsi trénovani zvySen pocet

epoch na 150.

Zaroven trénovaci ztratové hodnoty byly znatelné nize nez validacni, coz je ptiznak over-
fittingu. Pro zvySeni generalizace byl argument pro trénovani weight_decay zvySen na tiro-
vent 0.0008 z ptivodnich 0.0005. Tento argument aplikuje L2 regularizaci a ptredchazi tak

overfittingu. Augmentace byla ponechéana na vychozich hodnotach.
Vychozi nastaveni je dohledatelné na strance: https://docs.ultralytics.com/usage/cfg/ [44]

Z obrazkl 22 a 23 je zjevné, ze se jednotlivé valida¢ni hodnoty od trénovacich vyrazné nelisi

a zaroven se ustaluji, tudiz neni pravdépodobné, Ze by vyssi pocet epoch zlepsil presnost.

6.2 Trénovani segmenta¢niho modelu

A4

jednu. Proto Ize o€ekavat, Ze bude mit horsi vysledky nez detekéni model, co se ztraty a

metrik tyce.

Pro natrénovani segmenta¢niho modelu byl pouzit model pro segmentaci YOLOv8n-seg. Po

uvodnim natrénovani na vychozi nastaveni na 100 epoch se ukazalo, Ze model vykazuje


https://docs.ultralytics.com/usage/cfg/
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vyrazné znamky overfittingu, a to do faze, kdy se valida¢ni ztratova hodnota pro segmentaci
zacala znatelné zvySovat okolo epochy 50. ZhorSeni piesnosti modelu v prubéhu trénovani
automaticky neznamena netspéch, jelikoz YOLO uklada vzdy model, ktery ma nejlepsi vy-
sledky. Obvykle ale za tento fakt nemiize pouze nadmérné mnozstvi epoch a je potieba upra-
vit nastaveni trénovani. Z toho diivodu byla hodnota weight decay zvysSena na hodnotu
0.001. ZvySeni tohoto parametru sice navysilo ztratové hodnoty modeld, ale zlepsilo pies-
nost modelu, co se tyce metrik. Hodnota augmentace scale byla zvySena na hodnotu 0.7, aby

byl model lepsi v segmentovani vzdalenych osob.

Vychozim nastavenim pro optimalizaci YOLOVS je rezim auto. Tento rezim pro prvnich par
epoch aplikuje variaci optimalizdtoru Adam a nasledné pokracuje s optimalizatorem SGD.
Pro snizeni overfittingu u epochy 50 byla mira uceni pro SGD nastavena na hodnotu 0.05

z puvodni 0.1.

Obrazek 23 zobrazuje ztratové hodnoty v pritbéhu trénovani. Co se tyce rozdili mezi tréno-
vacimi a valida¢nimi ztratovymi hodnotami, jedinym ptipadem, kde neni vyrazny rozdil, je
klasifikacni ztrata. Vzhledem k tomu, Ze pro model neni hlavni vyzvou klasifikovat jednot-
livé detekované Casti obliceje, mizeme fict, ze grafy klasifikac¢nich ztratovych hodnot uka-

zuji, ze model zvlada rozliSovat jednotlivé Casti obliceje od pozadi. O poznani hufe si ale

vede ve vytvafeni ohranicujicich rameckl a segmentacnich masek.

train/box_loss train/seg_loss train/cls_loss train/dfl_loss
2.0 3.2 1 —e— results 2.5 4 1.35 -
smooth
1.30 -
2.0
1.8 1.25 -
1.5 1.20 1
1.6 - 1.15 -
1.0 4
1.10 -
1.4 1
0 50 100 0 50 100 0 50 100 0 50 100
val/box_loss valfseg_loss val/cls_loss val/dfl_loss
2.54 1.40 -
1.9 3.21
2.0 1.354
3.0
1.8
154 1A%
2.8
1.7 1 1.25 -
26 i 10 1
0 50 100 0 50 100 0 50 100 0 50 100

Obrazek 23. Ztratové hodnoty pii trénovani segmentacniho modelu
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7 VYHODNOCENI MODELU

Pro vyhodnocovéni datasetii v oblasti poc¢itacového vidéni se pouzivaji kiivky precision a
recall. Hodnoty precision udéavaji, kolik s modelem nalezenych objektti bylo vyhodnoceno
spravné. Je to pocet vSech spravné vyhodnocenych objekti lomeno pocet vSech nalezenych
instanci. Oproti tomu hodnoty recall udavaji, kolik objektii model nalezl oproti tomu, kolik
jich nalézt mél. Tato hodnota se pocita jako pocet vSech spravné vyhodnocenych objekt
lomeno pocet spravné vyhodnocenych objektii a pocet objektl, které nebyly modelem za-

znamenany [40].

Hodnoty precision a recall se dale vyuzivaji pro utvafeni dalSich metrik a grafii, podle kte-
rych se vyhodnocuji modely. Casto se uvadi precision-recall kiivka, ktera zobrazuje pomér
mezi témito hodnotami, nebo F1 kiivka, kterd kombinuje tyto hodnoty a zobrazuje je v po-

méru ku hodnoté confidence, ktera udava, nakolik je model piesvédcen svou predikci. [40]

Casto vyuzivanou metrikou je mAP (Mean Average Precision, stfedni primérna piesnost).
Tato metrika vypocitava prostory pod precision-recall kiivkami riznych tfid a zpriméruje
je. Existuje vice typi mAP metrik. Mezi pouZivané patii mAP50, kterd pocita pfesnost pro

jednoduse detekovatelné objekty, nebo mAP50-95, ktera bere v potaz slozitéji detekovatelné
objekty. [40]

7.1 Vyhodnoceni detekéniho modelu

Obrazek 24 obsahuje kiivku precision viici hodnoté confidence a kiivku recall vici confi-
dence. Z precision kiivky je zjevné, ze model odvadi dobrou praci ve vyhodnocovani de-
tekce objektu spadajiciho skutecné do detekované tridy, tedy tiidy hlava. Od miry confi-
dence s hodnotou vice jak 0.2 ma model presicion 0.9. CoZ znamenad, ze jiz od malé confi-

dence je velka pravdépodobnost, Ze je objekt detekovan spravng.

Z ktivky recall lze vycist, ze ne vSechny detekované objekty byly detekovany s vysokou

miru confidence.
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Obrazek 24. Kiivky precision a recall vici confidence detekéniho modelu

Kombinaci téchto dvou kiivek vznikne F1 kiivka (Obrazek 25). Tato kiivka ukazuje oboje,
od které miry confidence je velka pravdépodobnost, Ze byla hlava spravné detekovana, po
rozpolozeni confidence hodnot pro jednotlivé detekce. F1 kiivka tohoto detekéniho modelu

ma ploché misto ve vrchni ¢asti, coz je obvykle znamka dobte natrénovaného modelu.

Lt F1-Confidence Curve

0.8

0.6

F1

0.44

0.2
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0.0 0.2 0.4 0.6 0.8 1.0

Confidence

Obrazek 25. F1 kiivka modelu pro detekci hlav

Balanc mezi hodnotami presicion a recall je zobrazen v presicion-recall kiivce Obrazek 26.

Z této kiivky je zjevné, ze ma precision pied recallem piednost, coz je Zadouci, jelikoz tento
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model miize byt vyuzit pro statistiku vyskytu osob v mistnosti, kde je lepsi na chvili néjakou

osobu nezachycovat, nez konstanté chybné vyhodnocovat nehybny objekt jako cloveka.

i Precision-Recall Curve
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Obrazek 26. Precision-recall kiivka modelu pro detekci hlav

Obrazek 27 ukazuje, jak se ménily metriky v zavislosti na Cisle epochy v pritbéhu trénovani
modelu. Model dosahl vysokych precision hodnot relativné rychle, ale vysokého recallu az
v pribéhu trénovani. Metrika mAP50 dosahuje lepSich hodnot nez mAP50-95, coz je oce-
dobrych vysledktll, nicméné je nutné zminit Ze detekce jedné tiidy je relativné jednoduchy
ukol.

metrics/precision(B) metrics/recall(B) metrics/mAP50(B) metrics/mAP50-95(B)
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0.95 A 0.9 A1
0.90 0.8 1 0.6 -
0.8 1
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0.7 0.5 A
0.80 o
0.75 4 0.6 1 0.4
0.70 0.61
T T 05 L T T T T T T
0 100 0 100 0 100 0 100

Obrazek 27. Metriky v zavislosti na epochach u detekéniho modelu
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7.2 Vyhodnoceni segmentaéniho modelu

v

Vyhodnoceni segmentacniho modelu je komplexnéjsi, jelikoz nebere v potaz pouze ohrani-
Cujici ramecky okolo objektt, ale taky segmentacni masky. Zaroven detekéni model vyhod-
nocuje vici pozadi pouze hlavu, coz je pouze jedna tfida. Segmenta¢ni model vyhodnocuje

3 odlisné ttidy a to oci, nos a usta.

7.2.1 Vyhodnoceni pro ohranicujici ramecky

P11 pohledu na F1 kiivku na Obrazku 28 je zjevné, Ze model nevyhodnocuje vSechny tfidy
se stejnou uspesnosti. Jedinou tfidou, u které se kiivka blizi idedlnimu prabehu, je nos. U
vyhodnocovani ostatnich tfid model zdaleka neodvadi tak dobrou praci. Nejhorsi vysledky
jsou pak pii vyhodnocovani o¢i. F1 kiivka naznacuje, Ze 1 v ptipadé, kde model o¢i detekuje,

pfifazuje témto detekcim nizké hodnoty confidence.

Precision-recall kiivka na Obrazku 28 ukazuje, Ze u vSech tfid ma precission pirednost pied

recallem, coz je zaddang¢, nicméné¢ tiidy eyes a lips neodpovidaji idealnimu pribéhu.
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Obrazek 28. F1 a PR kiivka pro ohrani¢ujici ramecky u segmentace

Metriky v zavislosti na jednotlivych epochéach jsou zobrazeny v obrazku 29. Zde je vidét, ze
mira precision je v pribéhu trénovani velmi nestabilni. Rozdil mezi metrikami mAP50 a
mAP50-95 je pomérné velky. Divodem toho je pravdépodobné fakt, ze do metriky mAP50-

95 spadaji objekty, které se slozitéji vyhodnocuji, a to jsou v tomto piipadé z velké Casti oci,

které mé model problém vyhodnotit.
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Obrazek 29. Metriky v zavislosti na epochach pro ohranicujici ramecky u segmentace

7.2.2 Vyhodnoceni pro segmenta¢nich masky

Metriky vyhodnocujici segmentaéni masky se nachéazeji v obrazku 30. Charakteristika

téchto metrik se pfili§ nelisi od téch, které vyhodnocuji ohranicujici rimecky. Jediny vyrazny

rozdil je, ze u vSech metrik v zévislosti na epochach dosahuje model slabsich vysledkd, je-

likoZ vyhodnocovani segmenta¢nich masek je komplikovanéjsim tkolem.
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Obrazek 30. Metriky vyhodnocovani segmentacnich masek
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8 KONVERTOVANI MODELU

V zékladu jsou YOLO modely ukladané s koncovkou .pt. Znamena to tedy, Ze jsou to Py-
Torch modely. Ne ve vSech ptipadech vyuziti vyslednych modelti této prace vsak Ize modely
vyuzit v tomto formatu. Napftiklad bylo by potieba pouzit modely v zafizeni, které vyuziva

TPU, musel by se model konvertovat napiiklad do formatu tensorflow-lite.

Obvyklym postupem pfi prenosu modeld do jinych formatii je konvertovat model do forméatu
ONNX (Open Neural Network Exchange). ONNX je standardizovany format modelu, ktery
slouzi jako mezikrok pro dalsi pfevadéni do formata, které jsou specializované pro konkrétni
pouziti, nebo optimalizované pro konkrétni typ zafizeni. Existuje-li ptipad uziti, ve kterém
by se model konvertoval do jiného formatu, ocekava se, ze bude konvertovan do formatu

ONNX.

8.1 Testovani konvertovanych modeli

Pti konvertovani modelu do jinych formati je potieba vyhodnotit, zdali se pfenosnost mo-

delu vyrazné nezhorsila, a dale si udélat prehled rychlosti v konkrétnich formatech.

Pro testovani formatt byl pouZzit benchmark néstroj od Ultralytics, ktery zaroven konvertuje
YOLOv8 model do dalSich formati. Ne u vSech format prob¢hlo konvertovani tspésné,
coZ je problém vyvojového prostiedi, nicméné diilezitou véci bylo, aby bylo mozné provést

testovani pro format ONNX, do kterého se modely konvertovaly Gspésné.

8.1.1 Testovani detekéniho modelu v riiznych formatech

Nastroj benchmark automaticky testuje rlizné formaty na valida¢nich datech. Vzhledem
k tomu, ze pro detekéni model byla data rozd€lena i1 na testovaci sadu, bylo zddané, aby
testovani prob&hlo na této sad¢. Testovani na datech, ktera nebyla jakkoliv vystavena modelu
pii trénovani, ma lepsi vypovédni hodnotu o tom, jak je model uspésny pii realném vyuziti.
Z tohoto divodu bylo zaménéno umisténi valida¢nich dat za cestu k t€ém testovacim ve

slozce data.yaml, ktera slouzi pro konfiguraci benchmark nastroje.

8.1.1.1 Testovani detekce na grafické karté

Tabulka 3 obsahuje vysledky testovani na grafické kart¢ NVIDIA GeForce GTX 1050 Ti,
4096MiB. Formaty ncnn a ONNX maji vyrazné nizsi rychlost, coz miize znamenat, Ze test

prob&hl na procesoru misto grafické karty. Samostatné testovani ukdzalo podobné vysledky.
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Tabulka 2: Vysledky testovani detekce na grafické karté

Format Velikost (MB) mAP50-95(B) Rychlost (ms/im)
PyTorch 6.0 0.7496 12.76
TorchScript 11.9 0.7474 12.69
ONNX 11.7 0.7474 77.20
ncnn 11.6 0.7474 92.54

8.1.1.2 Testovani detekce na procesoru

Vzhledem k tomu, Ze pravdépodobné ne u vSech formati prob&hlo spravné testovani na gra-

fické karté, bylo na misté provést jesté trénovani na procesoru z diivodu porovnani formati

z hlediska rychlosti. Pfi testovani detekéniho modelu na procesoru se automaticky vyhodno-

til jesté format OpenVINO. Testovani bylo provedeno na procesoru AMD Ryzen 5 1600X

Six-Cor. Vysledky testovani jsou v tabulce 4.

Tabulka 3: Vysledky testovani detekce na procesoru

Format Velikost (MB) mAP50-95(B) Rychlost (ms/im)
PyTorch 6.0 0.7496 135.01
TorchScript 11.9 0.7474 118.50

ONNX 11.7 0.7474 76.66
OpenVINO 11.8 0.7474 56.67

ncnn 11.6 0.7474 88.48

8.1.2 Testovani segmentacniho modelu v riiznych formatech

Stejny postup byl proveden i pro testovani riznych formati segmentaéniho modelu. Pro

tento model vSak nebyl testovan na separatnim testovacim datasetu, ale na valida¢nim da-

tasetu, z dvodu uspory Casu. Toto vSak nemusi byt nutné Spatn¢, jelikoz nastroj benchmark

automaticky pocita s tim, ze bude testovat na validacnich datech.

8.1.2.1 Testovani segmentace na grafické karté

V Tabulce 5 jsou zaznamenany vysledky testovani pro segmentaci. Vyhodnoceni v metrice

mAP50-95 je zde pro segmentacni masky.
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Tabulka 4. vysledky testovani segmentace na grafické karté

Format Velikost (MB) mAP50-95(M) Rychlost (ms/im)
PyTorch 6.5 0.3636 13.91
TorchScript 12.9 0.3577 11.33

ONNX 12.6 0.3577 108.65

8.1.2.2 Testovdni segmentace na procesoru

Stejné jako u detekéniho modelu bylo provedeno i testovani na procesoru. Vysledky jsou

v tabulce 6.

Tabulka 5. Vysledky testovani segmentace na procesoru
Format Velikost (MB) mAP50-95(M) Rychlost (ms/im)
PyTorch 6.5 0.3636 169.15
TorchScript 12.9 0.3577 151.89
ONNX 12.6 0.3577 110.40
OpenVINO 12.8 0.3577 78.93




UTB ve Zliné, Fakulta aplikované informatiky 54

8.2 Vysledky testovani

Dtlezité informace jsou, jak si vedl format ONNX v porovnani s formatem PyTorch. Roz-
dily v metrikach téchto formata jsou v tabulce 7. Rozdily vyhodnoceny metrikou mAP50-
95 nejsou zasadni ani v piipadé segmentace, ani v piipad¢ detekce, coz se da povazovat za
uspésné prevedeni.

Tabulka 6. Porovnani vysledka formati [45]

Format segmentace mAP50-95(M) | detekce mAP50-95(B)
PyTorch 0.3636 0.7496
ONNX 0.3577 0.7474

Rychlost u ONNX modelu je mirné nejasna, jelikoz je t€zké posoudit, zdali funguje spravné
na grafické karté, nicméné bude-li se vyuzivat format ONNX, bude to za ucelem dalsiho
konvertovani do specializovanych formatu, které budou mit odlisné rychlosti. Déle je v kon-
textu rychlosti tfeba mit na paméti, Ze konvertovanim YOLOv8 do ONNX se odstranila po-
sledni vrstva, ktera zastavala postprocessing. Pii vyuzivani konvertovaného modelu by bylo

nutné tuto vrstvu nahradit a tento proces mize mit za nasledek nizsi rychlost.
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9 IMPLEMENTACE

Cilem implementace je kombinovat predikce obou modelii pro dosaZeni jak detekce, tak

segmentace idedlné v redlném Case a dostatené piesné, aby bylo mozné dalsi vyuziti.

9.1 Snimani obrazu

Pro vytvofeni programu, ktery tyto modely implementuje, je potieba nejprve zaznamenat
obraz, ktery bude slouzit jako vstupni data pro modely. Pro nahravani videa je vyuzita ka-
mera — 8MP Sony IMX179, kterd ma automatické zaostfovani a je k pocitaci pfipojena pies
USB. Obraz je sniman v rozliSeni 640x480. S touto kamerou pracuje knihovna OpenCV,

ktera Cte vystup z kamery jako jednotlivé snimky.

9.2 Implementace detekce

Na jednotlivych snimcich je dale provadéna detekce za pouziti YOLOvV8 modelu pro detekci
hlav osob, ktery je jednim z vysledkil této prace. Detekce je provadéna s nastavenim de-
vice=0, coz znamena, ze je provadéna na grafické kart¢, v tomto ptipad¢ na kart¢ NVIDIA
GeForce GTX 1050 Ti, 4096MiB. Dal§im parametrem pro vytvoieni predikce je conf=0.4.
Tento parametr vyfiltruje vSechny detekce, které nemaji vys$si miru confidence nez 0.4.
Ostatni parametry jsou ponechdny na vychozich hodnotach, které jsou popsany v YOLOVS
dokumentaci [44]. VeSkery postprocessing, jako naptiklad non-max-suppression, se provadi
automaticky. Po prevedeni vystupu do formy, kterd lze ptecist procesorem, jsou z vysledku
extrahovany ohranicujici ramecky, které jsou ve formé pole obsahujici soutfadnice stfedu

ramecku a rozméry ramecku.

9.3 Implementace segmentace

U segmentace nema smysl davat jako vstup cely snimek z kamery. Segmentace se provadi
pouze tam, kde byla dfive detekovéana hlava. Pro vytvofeni vstupnich dat pro segmentacni
model jsou vyuzity diive ziskané ohranicujici ramecky z detekéniho modelu. Pro kazdou
detekci je vytvofen vyfez z ptivodniho snimku kamery, ktery je na soufadnicich jednotlivych
detekci a méa odpovidajici rozméry. Tyto vytfezy jsou dale pouzity jako vstup pro segmen-
ta¢ni model. Predikce segmenta¢niho modelu ma stejné nastaveni jako u detekéniho modelu,
az na parametr conf, ktery je sniZzen na hodnotu 0.25. Divodem je diive vyhodnocena cha-
rakteristika segmenta¢niho modelu, ktera znaci, ze model nepfifazuje segmentovym oblas-

tim velkou miru confidence.
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9.4 Zobrazeni predikci

Pro vykresleni detekce a segmentace se pouziva funkce plot, kterou 1ze aplikovat na vystup
z YOLOV8 modelu. Tato funkce prevede vysledné raimecky a segmentac¢ni masky na format,
ktery lze prepsat do obrazku v podobé numpy pole. Pro zobrazeni jsou vypnuty moznosti
vykreslovat nazvy tiid a u segmentace je vypnuto zobrazovani ohranicujicich rdmeckt pro

Cistéjsi zobrazeni.
9.5 Zhodnoceni pouZziti

Hlavni obavou pfi vytvéafeni aplikace bylo, Ze segmentace bude fungovat pouze na velmi
kratkou vzdalenost. Model je v tomto ohledu lepsi, nez se ocekavalo, ¢emuz mohla pomoct
augmentace. Pracuje-li segmenta¢ni model na velké vzdalenosti nepiesné, vétSinou za to
muze Spatné zaostfeni u kamery. Kamera mé zaroveil malé rozliSeni, které segmentaci
znacné ovliviuje.

Detek¢ni model v této implementaci funguje bez problémt a spravné vyhodnocuje hlavy ze
vSech stran, i ty, které jsou Castecné zakryté.

Segmentace ma uspokojivé vysledky, co se ty¢e vyhodnocovani obliceje, ktery je z profilu,
nebo jinak natocen. Diky tomu lze model pouzit pro vyhodnoceni p6zy hlavy, coz je jeden

z ptipadt uziti.

Obrazek 31 ukazuje vysledna zobrazeni pro rizné ptipady.

Obrazek 31. Vysledky implementace model

Nevyhodou této implementace je, zZe s vysSim poctem osob na snimku klesa rychlost diky
vét§simu poctu vyhodnocovani segmentace, coZz miize mit za nésledek, Ze ne ptili§ vykonné

systémy nebudou pracovat v realném case.
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ZAVER

Cilem této prace bylo vytvofit modely pro systém, ktery vytvaii pfehled o osobach nachéze-
jicich se pobliz reklamniho panelu ve vefejnych prostorech. Konkrétnéji to byl model pro
detekci osob a model pro segmentaci lidského obliceje. Nejprve byly v teoretické ¢asti prace
probrany principy umélé inteligence. Déle byly zanalyzovany metody v oblasti pocitaco-
vého vidéni za pouziti konvolu¢nich neuronovych siti a konkrétnéji taky metody segmentace
v oblasti lidského obliceje. V praktické ¢asti prace je pospana samotnd tvorba modeld, pro
ktero bylo pouzito YOLOVS nano, které¢ bylo vybrano kvili své rychlosti s ohledem na pted-
chozi analyzu. U segmenta¢niho modelu bylo zvoleno Facial Landmark Extraction kviili své
multifunkénosti. Nejprve byly vybrany datasety, a dale na nich byly modely natrénovany.
Prakticka ¢ast popisuje jak vysledky v prib&hu trénovani, tak finalni vyhodnoceni podle me-
trik. U detekéniho modelu bylo dosazeno uspokojivych vysledkl a vlastnosti. Model, ktery
segmentuje ¢asti oblic¢eje, vykazoval pfi trénovani vyrazné znamky overfittingu a feSeni to-
hoto problému bylo ¢asové narocné, jelikoz bylo trénovéani provadéno na ne pfili§ vykonném
pocitaci. Vysledna verze tohoto modelu si poc¢ind hife pti vyhodnocovani nékterych tfid.
Modely byly déle pievedeny do formatu ONNX a byly v tomto formatu otestovany. Vy-
sledky tohoto testovani ukazuji, ze byly pfevedeny uspeésné. Posledni ¢asti prace je piiklad

implementace téchto modeld, ktery slouzi pro zkontrolovani funkénosti s redlnou kamerou.

Vysledkem této prace jsou modely ve formatu ONNX, kde model na detekci hlav dosahuje
ptesnosti 0.7474 mAP50-95(B) a model pro segmentaci obli¢eje dosahuje piesnosti 0.3577
mAP50-95(M).

Do budoucna muze byt dal§im smérem vyvoje vytvoreni modeld, které vyhodnocuji kon-
krétni informace, jako je p6za hlavy, nalada ¢i v€k nebo pohlavi. Déle potom optimalizace
jak implementace, tak jednotlivych modelii a konvertovani a kvantovani modeld do formatu,

ktery miize bézet na TPU zatizenich.
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