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ABSTRAKT 

Hlavným predmetom tejto práce je vytvoriť expertný systém pomocou systému Drools, 

ktorý doká~e odhadnúť pravdepodobnosť úspechu finan�no-technologických startupov 

v po�iato�nej fáze. Pou~íva metódu hodnotenia pod>a skóre. Vytvorenie moderného 

webového rozhrania pomocou Reactu zlepbuje pou~ívate>ský zá~itok. Systém slú~i hlavne 

za�ínajúcim podnikate>om, ktorý majú záujem za�ať podnikať a zároveň majú jasnú 

predstavu o produkte a trhu na ktorom sa chcú uchytiť. Prednosťou aplikácie je komunikácia 

so serverom OpenAI s vyu~itím modelu GPT-3.5, ktorá umo~ňuje generovanie cennej 

spätnej väzby pre podnikate>a.  

 

Klí�ová slova: Expertný systém, metóda hodnotenia pod>a skóre, Drools, React, GPT-3.5 

 

 

ABSTRACT 

The main objective of this diploma thesis is to develop an expert system using the system 

Drools that can estimate the probability of success of pre-seed financial technology start-

ups. It uses a scorecard valuation method. A modern web interface using React improves the 

user experience. The system mainly serves start-ups that are interested in starting a business 

and have a clear idea of the product and market they want to conquer. The strength of the 

application is the communication with the OpenAI server using the GPT-3.5 model, which 

allows the generation of valuable feedback for the entrepreneur. 
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ÚVOD 

   V dynamickom prostredí podnikania a investícií je ocenenie za�ínajúcich startupov 

v po�iato�nom btádiu ve>mi dôle~ité. Vzh>adom na obmedzené zdroje a vysoké riziká musia 

za�ínajúci podnikatelia alebo investori vedieť dôkladne posúdiť potenciál. Existuje nieko>ko 

metodík oceňovania a zvy�ajné hlavne faktory týchto metód sú tím, finan�ná prognóza alebo 

obchodný model, jedine�ná ponuka hodnoty a porovnanie s konkurenciou.  

   Hlavným cie>om tejto práce je vybrať vhodnú metódu oceňovania, správne zanalyzovať 

základné faktory a vytvoriť znalostnú bázu vhodnú na ocenenie finan�no-technologických 

startupov v po�iato�nom btádiu. Dosiahnutie ocenenia je ale zlo~itý a neistý proces, ktorý 

patrí medzi k>ú�ové ukazovatele pre investíciu a o�akávaný výnos. Zlo~itosť 

a subjektívnosť ocenenia sa ebte viac zvýrazňuje v prípade, ke� sa hovorí o za�ínajúcich 

startupoch, ktoré ebte nedosiahli ~iadny významný predaj alebo záväzky investorov. Preto 

sa ocenenie výrazne opiera o skúsenosti, znalosti správania a intuíciu expertov, najmä pri 

rozhodovaní o investíciách alebo vstupovaní na trh. Okrem toho je cie>om poskytnúť 

podnikate>ovi spätnú väzbu v oblastiach, ktoré je potrebné zlepbiť predtým, ako po~iada 

o investíciu alebo sa rozhodne pokra�ovať v �albom úsilí. 

   Prvá kapitola je venovaná preh>adu literatúry na tému oceňovania startupov s dôrazom na 

riziká s tým spojené. Zaoberá sa rôznymi metódami oceňovania a odkazuje sa na existujúci 

výskum v tejto oblasti. Druhá kapitola sa zaoberá teoretickým poznatkom znalostných 

systémov a samotných znalostí. Sú objasnené základné kategórie znalostí, ich reprezentácia 

a architektúra znalostných systémov. Obohatením o teoretické poznatky z druhej kapitoly sa 

tretia kapitola zaoberá podrobnejbiemu vysvetleniu expertného systému. Sú vysvetlené 

komponenty systému ako u~ívate>ské rozhranie, báza znalostí, inferen�ný mechanizmus 

a priblí~ené dva naj�astejbie spôsoby zdôvodňovanie postupné a spätné reťazenie. atvrtá 

kapitola obsahuje prechod z �isto teoretických poznatkov na praktickú �asť, ktorou je systém 

Drools. Je predstavený jazyk pravidiel, Drools runtime a mechanizmus produk�ných 

pravidiel. Piata a posledná kapitola teoretickej �asti sa zaoberá priblí~ením ve>kého 

jazykového modelu. Vysvet>uje jeho mechanizmus a fungovanie procesu trénovania. 

Definuje výhody a nevýhody ve>kého jazykového modelu. 

   Praktickou implementáciou rozhodovacieho model sa zaoberá biesta kapitola. Za�iatok 

kapitoly poskytuje preh>ad odborníkov v danej oblasti, opisuje proces získavania znalostí a 

spôsob, akým odborníci hodnotili hlavné faktory úspechu. Následne je predstavená 
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technická reprezentácia dát a metóda hodnotenia pod>a skóre, ktorá je pou~itá ako metóda 

na ocenenie startupu. Záver kapitoly upiera pozornosť na praktickú �asť, ktorá definuje 

formu pravidiel, výpo�et pravdepodobností úspechu a zhrnutie úspebnosti expertného 

systému.  Siedma kapitola sa zaoberá serverovou �asťou aplikácie. Popisuje postupne 

zabezpe�enie aplikácie pomocou JWT tokenu, konfiguráciu projektu s Drools, integráciu 

Redisu pre neblokujúce spracovanie serverových po~iadaviek, implementáciu REST API 

serveru, kontejnerizáciu projektu a nakoniec integráciu s ve>kým jazykovým modelom GPT-

3.5. Ôsma kapitola poskytuje vysvetlenie btruktúry projektu klientskej �asti s dôrazom na 

hlavný prie�inok zdrojového kódu. Na záver kapitoly sú zobrazené rozlo~enia stránok pre 

jednoduchbiu predstavu. 
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  TEORETICKÁ ÁST 
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1 PREH=AD LITERATÚRY 

   Za�iatok ka~dého podnikania nepochybne vy~aduje ur�ité investície. Riziká spojené s 

touto cestou tvoria jednu z najvä�bích preká~ok ka~dej investície. Práve preto je dôle~ité risk 

minimalizovať a predvídať ho vopred. Bayesové siete (BN) získavajú ve>kú pozornosť ako 

výkonná metóda na modelovanie rozhodovania v podmienkach neistoty v rôznych 

odvetviach. Získavanie pravdepodobností BN je mo~né pomocou analýzy a názoru expertov 

[1]. 

   Na ocenenie startupu existuje nieko>ko metód. Niektoré sa pou~ívajú na ocenenie pred 

dosiahnutím príjmov, zatia> �o iné sú korektnejbie a~ po ich dosiahnutí. Metódy ocenenia 

zahŕňajú napríklad metódu hodnotenia pod>a skóre, metódu rizikového kapitálu, metódu 

diskontovaných peňa~ných tokov, metódu nových podnikov zalo~enú na risku a �albie. 

   Existuje výskum vyu~ívajúci metódu nových podnikov, ktorá je zalo~ená na riziku. Tento 

výskum sa zaoberá ocenením po prieskume trhu, beta testovaní a akvizícií predajných 

kanálov pri ur�itých rizikách s odporú�aním a identifikovanou potrebou �albieho 

preskúmania [2]. 

   Rovnako existuje výskum, ktorý vyu~il metódu diskontnej sadzby, kde dôle~itú úlohu 

zohráva koeficient beta ako pravdepodobný risk. Autor sa odvoláva, ~e ich návrh mô~e byť 

aplikovaný na >ubovo>nú za�ínajúcu spolo�nosť, ktorý má mo~nosť porovnať sa s 

konkurenciou [3]. 

   Ke�~e sa diplomová práca primárne zaoberá podnikmi v btádiu pred investíciou, vhodnou 

metódou je metóda hodnotenia pod>a skóre (angl. Scorecard Method). Na formulovanie 

pravdepodobnostných pravidiel vyu~íva Bayesovskú inferenciu. Riebenie prezentované v 

tejto práci je obohatené o integráciu ve>kého jazykového modelu za ú�elom generovania 

slovných reportov. Kombináciou ve>kého jazykového modelu a expertného hodnotiaceho 

systému by mohol vzniknúť unikátny systém, ktorý pou~ívate>ovi poskytne spätnú väzbu 

generovanú jazykovým modelom zalo~eným na výkonnom výpo�tovom prvku. Aby sa 

pou~ívate>ovi �o najviac u>ah�ila práca, je riebenie obohatené o moderné web rozhranie pre 

ebte jednoduchbiu správu. 
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2 ZNALOSTNÉ SYSTÉMY 

   V neustálej sa vyvíjajúcej oblasti správy informácii a riebenia problémov sa znalostné 

systémy stávajú k>ú�ovými btruktúrami, ktoré spájajú umelú inteligenciu a reprezentáciu 

znalostí. Táto úvodná kapitola vytvára základ pre pochopenie základných princípov, ktoré 

sú podstatou znalostných systémov. Zaoberá sa k>ú�ovými pojmami, ako je oblasť umelej 

inteligencie, charakteristika znalostných systémov, ich reprezentácia a  základné kategórie 

znalosti. Sú�asťou kapitoly 2.5 je vizualizácia základnej architektúry znalostných systémov. 

2.1 Umelá inteligencia 

   Umelá inteligencia (AI, z artificial intelligence) je simulácia procesov >udskej inteligencie 

strojmi, hlavne po�íta�ovými systémami. Medzi aplikácie umelej inteligencie patria 

expertné systémy, rozpoznávanie re�i, spracovanie prirodzeného jazyka a strojové u�enie 

[4].  

   Vo vbeobecnosti sa hovorí, ~e aplikácia zahŕňa AI, ke� vykazuje akéko>vek znaky 

inteligencie. V oblasti informatiky je AI definovaná ako btudijný odbor, ktorý sa sna~í  

napodobniť a vysvetliť inteligentné správanie vo výpo�tových procesoch. Riebi problémy, 

pri ktorých si konven�né metódy vy~adujú nekone�né mno~stvo �asu a tie, pre ktoré nie sú 

známe ú�inné riebenia. Zároveň je jej cie>om zvýbiť efektivitu riebenia [5]. 

2.2 Charakteristika znalostných systémov 

   Znalostný systém (KBS) je po�íta�ový systém zalo~ený na znalostiach, ktorý je hlavnou 

sú�asťou umelej inteligencie. Vytvára a vyu~íva znalosti z poznatkov, informácií a údajov. 

Tento systém je schopný pochopiť spracúvaným informáciám a mô~e na ich základe prijať 

rozhodnutie, zatia> �o be~né po�íta�ové systémy nepoznajú a nerozumejú vstupom, ktoré 

spracúvajú. 

   V sú�asnosti s dostupnosťou vbetkých moderných výpo�tových zariadení, sa pozornosť 

zameriava na komplexnejbie úlohy, ktoré mô~u vy~adovať ur�itú formu inteligencie. 

Spolo�nosť a priemysel sa upriamuje na znalosti a pri riebení náro�nejbích problémov sa 

spoliehajú na rozhodovacie schopnosti expertov v danej problematike. 

   KBS mô~e slú~iť aj ako expert na po~iadanie, kedyko>vek a kdeko>vek. Doká~e ubetriť 

peniaze tým, ~e vyu~ije rôznych expertov, podporí konzistentnosť a umo~ní pou~ívate>om 
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fungovať na kvalitnejbej úrovni. Je to produktívny nástroj, ktorý poskytuje kolektívne 

znalosti jedného alebo viacerých expertov. 

   V týchto systémoch je striktne oddelená znalosť od uva~ovania, �o znamená, ~e riadenie 

programu je nezávislé od bpecifikácie znalostí. Znalosť mô~e byť  kódovaná pomocou 

vhodnej reprezenta�nej schémy ako logika, sémantické siete, odvodzovacie pravidlá, skripty 

�i jazyky pre reprezentáciu znalosti. 

   Pod>a Tuthhill-a a Levy-ho (1991) existuje päť hlavných typov KBS [5]: 

• Expertný systém – aplikácia, ktorá sa zameriava na riebenie zlo~itých problémov 

podobným spôsobom ako by to urobili >udskí experti. 

• Prepojený systém – zvy�ajne sa vzťahuje na skupinu prepojených komponentov, 

ktoré vykazujú ur�itú inteligenciu a kooperujú na dosiahnutie cie>a. Ide o 

hypermediálne systémy, ktoré zahŕňajú formáty ako hypertext, hyperaudio a 

hypervideo. 

• CASE Systém – usmerňuje vývoj inteligentných alebo informa�ných systémov na 

dosiahnutie efektívnosti a vybbej kvality, na základe predchádzajúcich skúsenosti na 

riebenia nových problémov. Poskytuje potrebné usmernenia pre výber modelu, 

získanie podstatných po~iadaviek na vyvíjaný prosdukt. Tieto systémy podporujú 

�innosti riadenia rizík. 

• Databáza v spojení s inteligentným pou~ívate>ským rozhraním – ponúka 

efektívny spôsob správy a vyh>adávania informácií. Databáza sa stará sa o ukladanie 

a organizáciu a rozhranie poskytuje intuitívne funkcie. Nedoká~e spracovať neúplné 

informácie a chýba mu samostatnosť pri zdôvodňovaní �i rozhodovaní. 

• Inteligentné výu�bové systémy – sa pou~ívajú na výu�bu btudentov, bkolite>ov a 

odborníkov v bpecifických odboroch a na rôznych úrovniach. Tieto systémy sa 

pou~ívajú na identifikáciu úrovne pou~ívate>ov a �albích obmedzení na 

poskytovanie bkolení v technických a netechnických odvetviach. Medzi známe, 

patria výu�bové systémy zalo~ené na dialógu [5]. 

 

   Expertným systémom sa podrobnejbie venuje kapitola 3. 
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2.3 Základné kategórie znalostí 

   Nonaka a Takeuchi (1995) popisujú znalosť ako „odôvodnené pravdivé presved�enie= 

súvisiace s >udskou aktivitou. Znalosť je mo~né získať btúdiom �i skúsenosťami a je 

zalo~ená na u�ení a správnom pochopení ur�itej problematiky jednotlivcom. Mo~no ju 

pova~ovať za syntézu procesov vnímania >udí, ktorá im pomáha vyvodiť zmysluplné závery. 

Znalosť mo~no chápať ako súbor integrovaných faktov a vzťahov, ktoré pri správnej 

interpretácii mô~u viesť k efektívnemu výsledku v rôznych úlohách [5].  

   Medzi základné kategórie znalostí patria deklaratívne znalosti, procedurálne znalosti a 

metaznalosti. 

2.3.1 Deklaratívne znalosti 

   Deklaratívne znalosti slú~ia ako opisná reprezentácia informácií, ktorá sprostredkúva fakty 

o tom, aké veci sú v zrozumite>nom tvare. Vyjadrujú sa vo forme faktických tvrdení a 

poskytujú ich experti v danej oblasti, ktoré objasňujú súvislosti. Dôle~ité sú najmä v 

po�iato�nej fáze získavania znalostí. 

Napríklad: Faj�enie mô~e spôsobiť rakovinu p>úc. 

2.3.2 Procedurálne znalosti 

   Procedurálne znalosti sa skladajú z postupnosti krokov a inbtrukcií „ako na to". Zahŕňajú 

automatizované reakcie na podnety, ponúkajú návod na vyu~ívanie deklaratívnych znalostí 

a vyvodzovanie záverov. Zameriavajú sa na postupy riebenia problémov ako je definícia 

problému, zber údajov, postupy riebenia a kritériá hodnotenia. Tradi�ným spôsobom 

reprezentácie znalostí sú pravidlá, stratégie a procedúry. 

Napríklad: Jazda na bicykli (Ako postupovať) 

2.3.3 Metaznalosti 

   Metaznalosti sa zaoberajú pochopením samotných znalostí. V oblasti KBS sa metaznalosti 

vzťahujú na pochopenie fungovania systémov zalo~ených na znalostiach, a ich schopnosti 

zdôvodňovania záverov [6]. 

Napríklad:  Vzdelávanie sa 
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2.4 Reprezentácia znalostí 

   Reprezentácia znalostí je oblasť, ktorá sa venuje vytváraniu symbolických rámcov, ktoré 

zobrazujú informácie, pojmy a súvislosti v rámci ur�itej oblasti. Hlavným cie>om je umo~niť 

po�íta�om ukladať, spracovávať a chápať zlo~ité údaje, a tým im umo~niť uva~ovanie a 

vyvodzovanie záverov. Cie>om reprezentácie znalostí je v kone�nom dôsledku zefektívniť 

riebenie problémov a rozhodovanie vyu~itím efektívneho vyu~ívania a interpretácie 

ulo~ených znalostí [7]. 

   Medzi be~né pou~ívané techniky reprezentácie znalostí patria: 

• Sémantická sief – je btruktúra  zalo~ená na grafoch, ktoré predstavujú vzťahy medzi 

entitami a ich atribútmi. Sú >ahko pochopite>né a dajú sa pomerne jednoducho 

rozbirovať. 

• Rámec – je dátová  btruktúra, ktorá sa skladá zo súboru atribútov a ich hodnôt na 

opis entity. Zahrňuje sloty a k nim priradené hodnoty, ktoré sa líbia typom a 

ve>kosťou. Ka~dý slot má názov a zodpovedajúcu hodnotu. 

• Logika – je btruktúrovaný jazyk riadený jasnými pravidlami, bpeciálne navrhnutý na 

zaobchádzanie s vetami bez dvojakého významu. Vyzna�uje sa dobre definovanou 

syntaxou a sémantikou.  

• Produk�né pravidlá – skladajú sa z dvojíc IF (podmienka) a WHEN (akcia). 

Pozostáva najmä z troch �astí: súbor pravidiel, pracovná pamäť a cyklus na 

rozpoznávanie �inností. [8] 

   Prostredníctvom btruktúrovanej reprezentácie znalostí mô~u tieto systémy interpretovať 

zlo~ité informácie, vyvodzovať závery, vytvárať stratégie a prijímať rozhodnutia zalo~ené 

na existujúcich znalostiach, �ím napodobňujú inteligenciu podobnú >udskej. Neexistuje 

jediná metóda reprezentácie vhodná pre vbetky typy znalostí [7]. 

2.5 Architektúra znalostných systémov 

   Architektúra znalostného systému zahŕňa nieko>ko komponentov (Obrázok 1), z ktorých 

ka~dý zohráva k>ú�ovú úlohu v jeho funk�nosti. Jeho jadrom je znalostná báza (angl. 

Knowledge Base), úlo~isko znalostí bpecifických pre danú oblasť, ktoré sa získavajú od 

>udských expertov rôznymi technikami získavania. Inferen�ný mechanizmus (angl. 

Inference Engine) riadi rozhodnutia a jeho úlohou je na základe pravidiel vyvodzovať 
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závery. Pou~ívate>ské rozhranie (angl. User Interface) slú~i ako brána medzi chápaním 

pou~ívate>a a fungovaním systému. Medzi diel�ie komponenty patria proces na získavanie 

znalostí (angl. Knowledge Acquisition), ktorý u>ah�uje zhroma~�ovanie znalostí a nástroj 

na vysvet>ovanie (angl. Explanation Facility), ktorý poskytuje preh>ad o fungovaní. 

   So systémom interaguje pou~ívate>, znalostný in~inier (angl. Knowledge Engineer), ktorý 

vyvíja mechanizmus a doménový expert (angl. Domain Expert), ktorý prinába do systému 

znalosti [9]. 

 

Obrázok 1 Architektúra znalostných systémov 
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3 EXPERTNÝ SYSTÉM 

   Expertný systém je aplikácia umelej inteligencia, ktorá je zameraná na riebenie 

komplexných problémov. Táto oblasť je priekopníkom v riebení komplexných problémov, 

ktoré sa tradi�nými metódami riebia náro�ne. Výskumníci dosiahli výrazný pokrok v oblasti 

umelej inteligencie za posledných päť desaťro�í. 

   Expertné systémy, ktoré sa zrodili v 70. rokoch 20. storo�ia a ich rozbírenie nastalo v 80. 

rokoch 20. storo�ia, znamenajú prvý úspech umelej inteligencie. Systémy vychádzajú z 

jedine�nej paradigmy AI známej ako expertné systémy zalo~ené na pravidlách. Ich vývoj si 

vy~aduje prácu znalostného in~iniera, ktorý analyzuje rozhodovacie procesy >udských 

expertov a transformuje ich pravidlá do po�íta�om zrozumite>nej podoby. 

   Proces vytvárania expertných systémov sa nazýva znalostné in~inierstvo. Produk�né 

pravidlové systémy sú implementácie pravidlového prístupu, zalo~ené na pravidlách a na 

realizáciu expertných systémov [10]. 

   Definície expertných systémov: 

• Expertný systém je aplikácia, ktorá symbolizuje rozhodovacie odborné znalosti 

experta. Navrhuje sa aby riebil komplexné problémy tak, ~e sa na znalosti pozerá ako 

by to urobil >udský expert.  

• Expertný systém je program, ktorý simuluje správanie a úsudok �loveka, ktorý má v 

ur�itej oblasti odborné znalosti a skúsenosti. Vo vä�bine prípadov takýto systém 

zahŕňa znalostnú bázu, ktorá obsahuje nahromadené skúsenosti a súbor pravidiel na 

vyu~itie znalostnej bázy na ka~dú bpecifickú situáciu, ktorá je po�íta�ovému 

programu definovaná. 

• Expertný systém je po�íta�ový systém, ktorý realizuje úlohu, ktorú by v inom prípade 

vykonával >udský expert. Momentálne poznáme expertné systémy, ktoré doká~u 

vytvárať finan�né prognózy, diagnostikovať >udské choroby �i plánovať trasy 

doru�ovacích vozidiel. 

• Expertný systém je mo~né dokonca nazvať aj ako inteligentný program, ktorý 

poskytuje odborné znalosti v riebení problémov pomocou bpecifických znalostí 

príslubných pre konkrétnu oblasť, ako by to robil >udský expert. 

 



UTB ve Zlíně, Fakulta aplikované informatiky 19 

 

   Ka~dý kvalitný expertný systém by mal byť >ahko pou~ite>ný aj pre za�ínajúceho 

pou~ívate>a, schopný vysvetliť poskytnuté rady, u�iť sa nové informácie, prijímať v�asné 

rozhodnutia a vykazovať vysoký výkon. 

   Naj�astejbím riebením pre expertné systémy je systém zalo~ený na pravidlách alebo 

produk�ný systém. Tento druh systému vyu~íva znalosti zapísané vo forme produk�ných 

pravidiel, �i~e pomocou pravidiel formátu IF...ELSE. Ka~dé pravidlo obsahuje malú �asť 

vedomosti z konkrétnej oblasti odbornosti. Ak sa realita zhoduje z >avou �asťou pravidla, 

vykoná sa akcia [10]. 

Syntax: IF Podmienka THEN Akcia. 

3.1 U~ívate>ské rozhranie 

   U~ívate>ské rozhranie funguje ako sprostredkovate> medzi expertným systémom a 

pou~ívate>om, ktoré zna�ne u>ah�uje komunikáciu. Prezentuje otázky, mo~nosti a 

odporú�ania vygenerované inferen�ným mechanizmom, ktorým u~ívate> rozumie. V 

závislosti od konkrétneho systému mô~e mať podobu textových a grafických prvkov. 

Spravidla sa volí rozhranie grafické, preto~e je u~ívate>ský intuitívnejbie. Práve preto sa o 

jeho podobe sa rozhoduje hne� na za�iatku pri návrhu expertného systému.  

   Pou~ívate> zadáva príkazy a odpovedá na príslubné otázky. Expertný systém reaguje na 

vstupy a kladie otázky v priebehu  procesu odvodzovania. Sofistikované rozhrania vo ve>kej 

miere vyu~ívajú rozdielne metódy ako napríklad vyskakovacie okná. Prostredníctvom tohto 

rozhrania u~ívatelia dostávajú preh>ad o aktuálnych �innostiach systému vrátane aktuálnych 

výsledkov, opodstatnení a nasledujúcich krokov [10], [11]. 

3.2 Báza znalostí 

   Medzi základný kameň expertného systému patrí báza znalostí, ktorá obsahuje sadu 

pravidiel, faktov a heuristík reprezentujúce konkrétne odborné znalosti >udského experta, 

ktoré sú vyjadrené vo forme pravidiel. Bázu znalosti vytvoril expert a je zakódovaná vo 

formálne zrozumite>nom jazyku pre expertný systém. Expert znalosti nadobúda 

prostredníctvom univerzitných a hlavne nieko>koro�ných skúseností z praxe. Tieto expertné 

znalosti sú získané znalostným in~inierom skrz techniky získavania znalostí, kedy je expert 

schopný definovať znalostí v podobe pravidiel [10], [11]. 
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   Báza znalostí pozostáva zo znalostí, ktoré majú podobu pravidiel: 

• >avá �asť s IF, nazývaná ako podmienková �asť alebo LHS 

• pravá �asť s THEN, nazývaná ako akciová �asť alebo RHS 

Napríklad:  

Pravidlo Po�asie: 

IF <vonku prbí=   THEN  <pou~i dá~dnik= 

Pravidlo Ú�et: 

IF <prázdny bankový ú�et= THEN  <zamietni transakciu= 

   Existuje pravidlo, ktoré mô~e mať spojených viac podmienkových �astí pomocou 

k>ú�ových slov A alebo ALEBO. Tento druh pravidla sa nazýva zlo~ité pravidlo a má 

nasledujúcu btruktúru: 

1) IF [podmienka 1] 

  AND [podmienka 2] 

  …. 

  AND  [podmienka n] 

  THEN [akcia] 

2) IF [podmienka 1] 

  OR [podmienka 2] 

  …. 

  OR  [podmienka n] 

  THEN [akcia] 

3) IF [podmienka 1] 

  AND [podmienka 2] 

  OR [podmienka 3] 

  …. 

  THEN [akcia] 
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   Dôle~ité je poznamenať, ~e pravidlá v znalostnej báze mô~u obsahovať rôznorodé typy 

vzťahov, návrhov, heuristík �i odporú�aní [10]. 

3.3 Inferen�ný mechanizmus 

   Inferen�ný mechanizmu je mechanizmus, ktorý vykonáva úlohy ako uva~ovanie 

a rozhodovanie (napr. Obrázok 2). Aplikuje pravidlá a postupy definované v báze znalosti 

na spracovanie vstupných dát a vytvorenie o�akávaného výstupu [11]. Tento mechanizmus 

funguje ako mozog systému a generuje zdôvodnenia pravidiel porovnávaním faktov a údajov 

s produk�nými pravidlami. Ke� sa podmienková �asť pravidla zhoduje s faktom, pravidlo 

sa aktivuje a vykoná sa akciová �asť, prostredníctvom �oho doká~e motor generovať nové 

informácie zo znalostnej bázy a vstupných dát. Týmto porovnávaním vznikajú odvodzovacie 

reťazce, ktoré ur�ujú ako uplatniť pravidla na dosiahnutie záveru. 

 

Obrázok 2 Príklad inferen�ného reťazca [10] 
 

   Inferen�ný motor vykonáva proces, porovnávanie faktov (angl. Fact) s produk�nými 

pravidlami (angl. Production Rules), ktorý je známy aj ako porovnávanie vzorov (Obrázok 

3). Jeho významnou úlohou je stanoviť priority pravidiel a spustenie pravidla s najvybbou 

prioritou. Pravidlá sa ukladajú do produk�nej pamäte a fakty sa ukladajú do pamäte 

pracovnej (angl. Knowledge Base) [10]. 
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Obrázok 3 Fungovanie mechanizmu skrz postup Match-Fire [10] 

 

   V rámci expertných systémov existujú dva naj�astejbie spôsoby zdôvodňovania: 

• postupné reťazenie (angl. forward chaining) 

• spätné reťazenie (angl. backward chaining) 

3.3.1 Postupné refazenie 

   Pri postupnom reťazení (Obrázok 4) expertný systém �íta a spracováva súbor faktov, aby 

opodstatnene predpovedal, �o sa stane neskôr. Je to dátami riadený proces, v priebehu 

ktorého sa postupuje od faktov k záverom. To vyjadruje postupnosť dopredu, pri�om fakty 

sa zaznamenávajú do pracovnej pamäte, �o vedie k jeho bíreniu, kedy je skuto�ne jedno 

alebo viac pravidiel korektných. Vyhodnocujú sa najvybbie pravidla a za ka~dé vykonanie 

pravidla sa do pracovnej pamäte pridá nový fakt. Tento proces kon�í, ke� u~ nie je mo~né 

nájsť ~iadne pravidlo na vykonanie. Príkladom toho mô~e byť prognóza vývoja na burze 

[10], [11]. 
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Obrázok 4 Postupné reťazenie [10] 

 

   Významnou nevýhodou je, ~e niektoré pravidlá postupného reťazenia sa vykonajú aj 

vtedy, ke� nijako neprispievajú k dosiahnutiu cie>a. Vedie to k neefektívnemu uva~ovaniu. 

Predovbetkým, ak je cie>om demonbtrovať iba jeden fakt [10]. 

3.3.2 Spätné refazenie 

   Pri reťazení spätnom (Obrázok 5) expertný systém �íta a vyhodnocuje súbor informácií 

retrospektívne, aby dospel k opodstatnenému záveru o cieli. Je to reťazenie riadené cie>om, 

�o znamená, ~e sa za�ína záverom, ktorý sa mechanizmus sna~í splniť. Proces sa za�ína 

h>adaním pravidla v znalostnej báze, ktorý má tento cie>. Ak sa pravidlo nájde a ak sa 

podmienky pravidla zhodujú s dátami v databáze, vykoná sa pravidlo a doká~e sa cie>. Ak 

sa zodpovedajúce pravidlo nenájde, h>adajú sa závery, ktoré sa mô~u �iasto�ne splniť. Tu sa 

h>adajú �albie pravidlá, aby sa zdôvodnila platnosť �iastkového cie>a. Tento cyklus 

pokra�uje a~ kým sa nedosiahne pôvodný záver, alebo kým sa nepotvrdia �iastkové ciele. 

Príkladom spätného reťazenia je prognóza v lekárskom diagnostickom systéme [10]. 
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Obrázok 5 Spätné reťazenie [10] 
 

3.3.3 Pracovné úlo~isko 

   Pracovné úlo~isko, ozna�ované aj ako databáza, uchováva fakty, ktoré inferen�ný 

mechanizmus vyu~íva na porovnávanie s podmienkovou �asťou pravidla za ú�elom nájdenia 

záveru. Toto úlo~isko zachytáva rozli�né prvky relevantné pre aktuálnu úlohu, vrátane 

odpovede pou~ívate>a na otázky akéhoko>vek priebe~ného výsledku uva~ovania, vbetkých 

záverov a údajov z externých zdrojov ku ktorým sa doteraz dospelo. Slú~i ako do�asné 

úlo~isko pre mechanizmus po�as jeho aktivity a obsahuje údaje, ktoré sú charakteristické 

pre riebený problém. Je dôle~ité vedieť rozlibovať medzi databázou a bázou znalostí.  Zatia> 

�o znalostná báza uchováva opakovane pou~ite>né znalosti, naopak databáza obsahuje údaje 

k>ú�ové len pre jednotlivé  prípady [10]. 
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4 SYSTÉM DROOLS 

   Táto kapitola bude zameraná na popis softvérového nástroja Drools, ktorý výrazne 

u>ah�uje implementáciu znalostných systémov. 

   Systém Drools predstavuje riebenie systému správy obchodných pravidiel (BRMS), ktoré 

obsahuje motor obchodných pravidiel (BRE), webový nástroj na tvorbu a správu pravidiel, 

plnú podporu rozhodovacích modelov a notácií (DMN) a doplnok Eclipse IDE na 

zjednodubenie vývoja. 

   Drools, vydaný pod licenciou Apache 2.0, je softvér s verejným zdrojovým kódom 

vytvorený výlu�ne v jazyku Java, tak~e je kompatibilný s akýmko>vek JVM a prístupný 

prostredníctvom repozitára Maven Central [12]. 

4.1 Jazyk pravidel Drools 

   Jazyk pravidiel Drools (DRL) slú~i ako notácia vytvorená spolo�nosťou Red Hat na 

automatizáciu obchodných pravidiel. Pravidlá sú zapuzdrené do textových súboroch s 

koncovkou .drl a mô~u obsahovať jedno alebo viac pravidiel, ktoré sa skladajú z podmienky 

a akcie. Súbor DRL pozostáva z viacerých polo~iek. 

1. package 

2. unit 

4. import  

5. declare  // Optional 

6. query             // Optional 

7. rule <Rule name= 

8.  when   

9.   // Conditions 

10.  then 

11.   // Actions 

12. end 

 

   Ka~dé pravidlo musí mať jedine�ný názov. Ak sa v niektorom súbore pou~ije rovnaký 

názov pravidla viackrát, pravidlo sa neskompiluje. Názvy pravidiel je mo~né zapísať 

pomocou btandardných identifikátorov jazyka Java alebo vo forme pravidiel v dvojitých 

úvodzovkách ako napríklad  <Názov pravidla= [12]. 
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4.2 Drools Runtime 

   Drools ponúka flexibilitu pri vytváraní inbtancií mechanizmu pravidiel prispôsobených 

konkrétnym problémom. Ka~dá inbtancia funguje ako zapuzdrený kontext, v ktorom sa 

pravidlá vyhodnocujú na základe poskytnutých údajov. Na rozdiel od tradi�ných 

monolitických serverových procesov umo~ňuje systém Drools vytvárať lokálne inbtancie v 

rámci aplikácií, �o u>ah�uje paralelné spracovanie rôznych pravidiel a údajov. Medzi 

k>ú�ové koncepty vytvárania nových inbtancií patria: 

• KieServices – je trieda, ktorá poskytuje prístup k rôznym konceptom 

prostredníctvom registra slu~ieb. Na získanie inbtancie KieServices sa pou~íva 

metóda KieServices.Factory.get(). 

• KieContainer – mô~e vytvárať viacero inbtancií mechanizmu pravidiel s rôznymi 

konfiguráciami a zbierkami pravidiel, �o umo~ňuje flexibilnú správu pravidiel v 

aplikáciách. 

• KieModule – je btandardizovaný projekt Java-Maven, ktorý obsahuje preva~ne 

pravidlá a obchodné procesy. Na prispôsobenie konfigurácie modulu sa pou~íva 

súbor kmodule.xml umiestnený v adresári META-INF, ktorý ur�uje vnútornú 

konfiguráciu. 

• KieBase – predstavuje skompilovanú verziu súboru pravidiel. Pou~íva sa ako základ 

pre KieSession. 

• KieSession – je inbtancia mechanizmu pravidiel v systéme Drools, ktorá obsahuje 

súbor pravidiel zostavených v rámci KieBase. Konfigurujú sa rozdielnymi spôsobmi, 

aby vyhovovali viacerým prípadom pou~itia. 

   Pomocou týchto piatich konceptov je mô~né nakonfigurovať ka~dú inbtanciu a ur�iť 

pravidlá. Pri vytváraní viacerých mechanizmov pravidiel, je zlomové  pochopiť základné 

procesy aby sa prediblo zbyto�nému preťa~ovaniu a nedostatkom vo výkone [13]. 

4.3 Mechanizmus produk�ných pravidel 

   Mechanizmus pravidiel riadi spracovanie, ukladanie a vyhodnocovanie dát s cie>om 

zaviesť zadané obchodné pravidlá alebo rozhodovacie modely. Základná funkcia spo�íva v 

komparácií vstupných údajov alebo faktov s podmienkami pravidiel. Cie>om je ur�iť vhodné 

vykonanie pravidiel. 
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   Medzi k>ú�ové komponenty (Obrázok 6) patria: 

• Pravidlá – zahŕňajú obchodné pravidlá alebo rozhodnutia DMN. Ka~dé pravidlo 

vy~aduje minimálne spúbťacie podmienky a zodpovedajúce akcie. 

• Skuto�nosti – Predstavujú údaje vstupujúce alebo meniace sa v rámci mechanizmu 

pravidiel. Prira�ujú k podmienkam pravidiel na vykonanie príslubných pravidiel. 

• Produk�ná pamäf – miesto, kde sú pravidlá ulo~ené v mechanizme pravidiel 

Drools. 

• Pracovná pamäf – pamäť, kde sú ulo~ené fakty v rámci mechanizmu pravidiel 

Drools. 

• Agenda - v tomto mieste sa registrujú a organizujú aktivované pravidla pripravené 

na vykonanie. 

   Ke� pou~ívate> alebo automatizovaný systém vytvorí alebo upraví údaje súvisiace 

s pravidlami (angl. rules) v systéme Drools, tak sa informácie zaradia do pracovnej pamäte 

(angl. working memory) mechanizmu ako jeden alebo viac faktov (angl. facts). Následne sa 

porovnávajú tieto fakty s podmienkami pravidiel ulo~enými v produk�nej pamäti (angl. 

production memory), aby sa identifikovali pravidlá vhodné na vykonanie. Po splnení 

podmienok sa spúbťa motor pravidiel (angl. pattern matcher), kde sa zapisujú pravidlá do 

agendy. Usporiadajú sa prioritné alebo konfliktné pravidlá pripravené na vykonanie [12]. 

 

Obrázok 6 Preh>ad komponentov mechanizmu pravidiel [12] 
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5 VE=KÝ JAZYKOVÝ MODEL 

   Ve>ký jazykový model (LLM) je algoritmus hlbokého u�enia, ktorý je schopný u�iť sa z 

ve>kej mno~iny textových dát a pou~ívať túto znalosť na generovanie nových textov. Tento 

model mô~e byť trénovaný na rôzne úlohy, ako je automatizované písanie �lánkov, tvorba 

kódu, obchodné správy a mnoho �albích. LLM je závislý na ve>kých zbierkach údajov pri 

vykonávaní svojich funkcii. Tieto zbierky údajov mô~u obsahovať a~ 100 miliónov alebo 

viac parametrov, z ktorých ka~dý reprezentuje premennú, ktorú jazykový model vyu~íva na 

generovanie nového obsahu. Taktie~ vyu~ívajú techniku nazývanú transferové u�enie, ktorá 

umo~ňuje prenábať znalosti a skúsenosti získané pri riebení jednej úlohy na inú s podobným 

charakterom. Táto schopnosť umo~ňuje týmto modelom efektívne riebiť rozli�né jazykové 

problémy, ako napríklad odpovedanie na otázky, klasifikáciu textu, sumarizáciu a 

generovanie textu [14]. 

5.1 Mechanizmus LLM 

   Ve>ké jazykové modely sú trénované na enormnom mno~stve dátových súborov ako sú 

text, obrázky, videá, re� a btruktúrované údaje. Týmto spôsobom sa sna~ia pochopiť a 

zvládnuť náro�nosť >udského jazyka. ím viac parametrov a údajov LLM vyu~íva, tým lepbí 

je jeho výkon. Vy~adujú si zna�né mno~stvo zdrojov vrátane dát, výpo�tových kapacít a 

techník. Pred trénovaním musia tieto modely absolvovať fázu, kedy sa u�ia základné 

lingvistické úlohy a funkcie. Táto fáza predtréningu vy~aduje najviac údajov a výpo�tových 

zdrojov [15].  

   Cie>om tejto fázy je nau�iť model vysokú úroveň funkcií, ktoré sa potom mô~u uplatniť v 

jemnom ladení na konkrétne úlohy.  

   Proces trénovania ve>kého jazykového modelu zahŕňa nieko>ko krokov: 

• Predbe~né spracovanie textových údajov, ktoré ich konvertuje na �íselnú 

reprezentáciu vhodnú pre vstup do modelu. 

• Náhodné inicializovanie parametrov modelu. 

• Vkladanie �íselnej reprezentácie textových údajov do modelu. 

• Pou~itie stratovej funkcie na meranie rozdielu medzi výstupmi modelu a skuto�ným 

�albím slovom vo vete. 

• Optimalizácia parametrov modelu s cie>om minimalizovať chyby. 
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• Opakovanie celého procesu, kým výstupy modelu nedosiahnu prijate>nú úroveň 

presnosti [16]. 

   Cie>om potréningovej fázy je zdokonaliť schopnosti modelu pre bpecifické úlohy alebo 

prípady pou~itia. Na rozdiel od predtréningu, doladenie vy~aduje menej údajov a energie, 

preto~e model u~ má základné lingvistické znalosti. Celkovo ve>ké jazykové modely 

potrebujú ve>ké mno~stvo údajov a výpo�tových zdrojov na svoje trénovanie [15]. 

   Príklad jazykového modelu: 

• Generative Pretrained Transformer 4 (GPT-4) – vyvinutý spolo�nosťou OpenAI. 

• Robustly Optimized BERT Approach (RoBERTa) – vyvinutý spolo�nosťou 

Facebook AI. 

• Text-to-Text Transfer Transformer (T5) – vyvinutý spolo�nosťou Google. 

• Megatron-Turing – vyvinutý spolo�nosťou NVIDIA [16]. 

5.2 Výhody a nevýhody LLM 

Medzi výhody patria: 

• Jazykové modely umo~ňujú organizáciám automatizovať rôzne procesy, ako je 

generovanie textu, predikcia, klasifikácia a podobne. 

• Vyu~itím chatbotov a virtuálnych asistentov, mô~u poskytovať personalizované 

slu~by zákazníkom. 

• Zvybujú presnosť úloh spracovávaním ve>kého mno~stva údajov. 

• Tieto k>ú�ové hodnoty jazykových modelov prispievajú k zlepbeniu efektivity 

procesov, personalizácii zákazníckych slu~ieb a presnosti úloh [15]. 

Medzi nevýhody patria: 

• Nedoká~u skuto�ne rozumieť jazyku. Chýba im schopnosť porozumieť kontextu a 

významu obsahu, napríklad nie sú schopné rozumieť matematike. 

• Nerozumejú faktom a nemajú samostatné re~imy pre vyh>adávanie informácií alebo 

tvorivé písanie.  

• Nerozumejú spôsobom správania, emóciám alebo etike.  
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• Je dôle~ité uvedomiť si tieto obmedzenia a pou~ívať ve>ké jazykové modely s 

rozumnosťou a kritickým myslením [17]. 
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  PRAKTICKÁ ÁST 
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6 ROZHODOVACÍ MODUL 

   V tejto kapitole je vysvetlené fungovanie rozhodovacieho mechanizmu. �alej sa zaoberá 

zdrojom dát, kde sú predstavení experti a je vysvetlené získavanie vstupných informácii. 

Nasleduje oboznámenie sa s reprezentáciou dát a so spôsobom, ako priviesť poznatky do 

produk�ných pravidiel. Okrem toho je vysvetlená metóda hodnotenia pod>a skóre, ktorá 

hodnotí expertmi vybrané rámce a je ukázaný príklad ocenenia testovacieho podniku. 

Nakoniec je priblí~ená konkrétna implementácia a vizuálne zobrazenie celého procesu. 

6.1 Zdroj dát 

   Cie>om je na základe poznatkov, ktoré poskytol uznávaný zdroj znalostí, integrovať do 

vývoja expertného systému rôznorodé poh>ady a bpecializované odborné znalosti 

investorov, úspebných podnikate>ov, inkubátorov univerzitných iniciatív (ako sú centrá 

alebo platformy na bírenie technológií) a finan�ných analytikov. Títo odborníci prispievajú 

do expertného systému cennými znalosťami a metodikami. Okrem toho sa niektoré faktory 

spresňujú vstupmi z relevantných zdrojov znalostí, ako je vedecká literatúra alebo poh>ady 

odborných organizácií, aby sa zvýbila ú�innosť systému. 

6.1.1 Preh>ad expertov 

   V záujme zachovania dôvernosti a rebpektovania súkromia zú�astnených osôb sú experti 

ozna�ení výlu�ne ich pozíciami, a nie ich konkrétnymi menami. 

• Expert 1 – Projektový mana~ér a mentor v inkubátore s viac ako 15-ro�nou praxou, 

ktorý má skúsenosti s úspebnými aj neúspebnými podnikate>skými iniciatívami. 

• Expert 2 – Spoluzakladate>ka a CBO technologickej startupovej spolo�nosti, ktorá 

má hlboké znalosti marketingu a osobnú skúsenosť s faktormi ovplyvňujúcimi 

úspech podnikania.  

• Expert 3 –  Spoluzakladate> a CEO, ktorý zastupuje ve>kého investora so záujmom 

o investíciu do technologických startupov v btádiu "pred ziskom" a "pred príjmom". 

• Expert 4 –  Finan�ný analytik a mentor, ktorý zastupuje ve>kého investora so 

záujmom o investíciu do finan�no-technologických startupov v btádiu seed a pre-

seed. 
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6.1.2 Získavanie vedomostí 

   Na získanie poznatkov od expertov sa pou~ila technika nebtruktúrovaného rozhovoru. Táto 

technika sa pou~ila, aby experti mohli vyjadriť svoj názor slobodne a bez prvoplánových 

odpovedí, �ím sa zní~ila vnímaná zaujatosť. Po�as za�iatku rozhovoru alebo pred 

rozhovorom boli experti informovaní o cie>och expertného systému, ale nedostali ~iadnu 

nápovedu o tom, aká metodika alebo faktory sa majú pou~iť. Rozhovor za�al prvou otázkou, 

ktorá znela: „o je pod>a vabich skúseností najdôle~itejbím faktorom, ktorý prispieva k 

úspechu za�ínajúcich podnikov?=. Týmto spôsobom sa mohol odborník vyjadriť k faktorom, 

ktoré boli preň najdôle~itejbie. Následne sa dialóg rozvinul o bpecifikáciu a vysvetlenie 

dôle~itosti skuto�nosti, ktorú je potrebné zoh>adniť. Experti �asto poukazovali na metódy a 

stupnice merania a hodnotenia ur�itých faktorov, ako je napríklad úroveň technologickej 

pripravenosti (TRL) alebo pomer medzi hodnotou ~ivotnosti zákazníka (LTV) a nákladmi 

na získanie zákazníka (CAC). Diskutovalo sa aj oh>adom rôznych metrík s cie>om objasniť 

najvhodnejbí spôsob btruktúrovaného získavania poznatkov. Na záver rozhovoru boli 

respondentovi predlo~ené vstupy predchádzajúcich expertov, aby na ne vyjadril svoj názor, 

�ím sa naslepo prehodnotili predtým získané poznatky. Príkladom je situácia, kedy bola 

pôvodne navrhnutá subjektívna hodnota medzi 1 a 10 pre meranie LTV v rámci trakcie, no 

expert 4 upozornil na výhody pou~itia pomeru medzi LTV a CAC s cie>om dosiahnuť vybbiu 

objektívnosť. Na záver sa vyvinula metainformácia o dôle~itosti faktorov s oh>adom na ich 

ozna�enie expertmi. �albie analyzované vzťahy medzi faktami slú~ia na lepbie porozumenie 

argumentácie, ktorá má byť zahrnutá do bázy znalostí a jej reprezentácie. 

6.1.3 Hodnotenie faktorov 

   Pre 75 % odborníkov bola k>ú�ovou faktorovou zlo~kou tím. Medzi odbornými investormi 

sa na prvé miesto dostávala trhová príle~itosť, avbak len jeden z nich dal prednosť tomuto 

faktoru. Pre ostatných odborníkov trhová príle~itosť bola na druhom mieste. Medzi k>ú�ové 

�iastkové faktory trhových príle~itostí patrila ich trakcia. Nasledoval produkt a jeho 

technologická pripravenosť. Konkuren�né prostredie sa pova~ovalo za menej významný 

faktor, pri�om len jeden expert explicitne upozornil na obranyschopnosť trhu. Najviac 

expertov si vybralo tím ako najdôle~itejbí faktor, a jeden z k>ú�ových finan�no-

technologických investorov dokonca uviedol, ~e a~ 40% celkového úspechu by h>adal v 

tíme. Práve preto  je tím neoddelite>nou a k>ú�ovou sú�asťou, ktorá zohráva 

najvýznamnejbiu úlohu v dosiahnutí celkového úspechu. 
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6.2 Reprezentácia dát 

   V systéme zalo~enom na pravidlách, je báza znalostí reprezentovaná pomocou rámcov a 

binárnych stromov (Obrázok 7), ktoré slú~ia na organizáciu a btruktúrovanie informácií. 

Skladá sa z dvoch typov znalostí: 

1) Procedurálna znalosť, ktorá popisuje spôsoby riebenia problémov. 

2) atrukturálna znalosť, ktorá sa zaoberá vzťahmi medzi faktami. 

   Medzi rámce patria objekty ako Tím, Produkt, Dubevné vlastníctvo a Trh, ktoré sú 

k>ú�ovými prvkami analytického procesu. Na druhej strane, binárne stromy ako „Viete �o 

váb biznis potrebuje?" a „Máte konkurenciu?" slú~ia na usmerňovanie procesu. 

 

Obrázok 7 Reprezentácia znalostí pomocou rámcov a binárnych stromov 

 

   Znalostiam je potrebné zaviesť príslubnú technickú formu, aby bola mo~ná ich 

zrozumite>ná a efektívna reprezentácia vo forme produk�ných pravidiel. 

6.2.1 Produk�né pravidlá 

   Pri definovaní produk�ných pravidiel je k>ú�ové pochopenie vstupných znalostí a ich 

následná efektívna konverzia do technickej podoby. Rovnako je dôle~ité ur�iť parameter 

„salience<, �o predstavuje formu priority. Pravidlá s vybbou hodnotou salience majú vybbiu 

prioritu pri zora�ovaní v aktiva�nom fronte. V kontexte práce s predikciou startupu budú 
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základnými entitami inbtancia triedy Dôkaz (angl. Evidence), Pravdepodobnosť (angl. 

Probability), Hypotéza (angl. Hypothesis) a Záver (angl. Conclusion). Tieto Java objekty 

budú reprezentovať a manipulovať s údajmi v rámci mechanizmu pravidiel Drools. 

   Dôkaz (Evidence): Táto trieda reprezentuje vstup od u~ívate>a.  Ide o informácie alebo 

údaje, ktoré sú pou~ité na podporu alebo vyvrátenie ur�itej hypotézy �i tvrdenia. Zvä�ba to 

sú merate>né dáta, skúsenosti alebo výsledky experimentov. V technickej forme je vnímaný 

ako podmienková �asť alebo LHS pravidla. Trieda sa skladá z atribútu popis (angl. 

description) a z atribútu hodnota (angl. value). Atribút popis obsahuje statickú hodnotu 

preddefinovaných otázok smerujúcich k pou~ívate>ovi.  Na druhej strane atribút hodnota 

nesie dynamickú informáciu, ktorú nám poskytol pou~ívate>. Tento atribút mô~e 

nadobudnúť informáciu vo formáte áno/nie alebo �ísla bu� z definovanej bkály alebo z bkály 

otvorenej. 

Napríklad: 

• 

 

• 

• 

 

   Hypotéza (Hypothesis): Táto trieda predstavuje predpoklad alebo teóriu, ktorá sa 

navrhuje ako vysvetlenie konkrétneho produk�ného pravidla. V technickej forme je vnímaná 

ako akciovú �asť alebo RHS pravidla. Trieda obsahuje atribút popis (angl. description), ktorý 

slú~i ako vysvetlenie, ktoré má byť pre pou~ívate>a pridanou hodnotou. 

Napríklad: 

• 

 

   Pravdepodobnosf (Probability): Táto trieda reprezentuje mieru alebo stupeň, ktorý 

vyjadruje ako je istá alebo neistá ur�itá udalosť alebo stav. V technickej forme bude 

reprezentovať akciovú �asť RHS a rovnako aj podmienkovú �asť LHS. V prípade LHS sa 

pou~íva pri aktualizácií priori pravdepodobností. Trieda obsahuje atribút pravdepodobnosť 

(angl. probability) a atribút popis (angl. description). Atribút pravdepodobnosť je vyjadrený 
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�íselne v rozsahu od 0 do 1, kde hodnota blí~iaca sa k 0 znamená nemo~nosť a hodnota 

blí~iaca sa k 1 znamená istotu. Atribút popis vyjadruje informáciu o názve 

pravdepodobnosti, s ktorou je mo~né pracovať. 

Napríklad: 

•  

• 

   Záver (Conclusion): Táto trieda sa vzťahuje na akciu, ktorá sa vykoná v prípade, ke� je 

splnená podmienka pravidla. V technické forme bude reprezentovať akciovú �asť RHS. Táto 

trieda obsahuje atribút ocenenie (angl. rate), ktorý vyjadruje pravdepodobnú hodnotu 

úspebnosti podniku v rozsahu od 0 do 100 a vysvetlenia (angl. explanations), ktorý obsahuje 

popis hypotézy, ktorá nastala. 

Napríklad: 

• 

6.3 Metóda hodnotenia pod>a skóre 

   Metóda hodnotenia pod>a skóre (angl. Scorecard Valuation Method) je spôsob ur�enia 

hodnoty startupu v rannej fáze a v po�iato�nom btádiu financovania. Táto metóda je zalo~ená 

na porovnávaní s podobnými startupmi v rovnakom btádiu vývoja, s cie>om stanoviť 

odhadovanú hodnotu spolo�nosti ebte pred získaním investície.  

   K>ú�ovým prvkom tejto metódy je zhroma~denie údajov o priemernom ocenení iných 

startupov, ktoré boli financované v podobnom regióne a v podobnej fáze vývoja. Tieto údaje 

slú~ia ako základ pre stanovenie hodnoty testovaného startupu. 

6.3.1 Zoh>adnenie vbetkých faktorov 

   Metóda hodnotenia pod>a skóre zdôrazňuje potrebu zoh>adnenia jedine�ných faktorov, 

ktoré robia daný startup výnimo�ným. Tieto faktory mô~u zahŕňať unikátne vlastnosti 

produktu alebo slu~by, skúsenosti tímu a �albie konkuren�né výhody. K>ú�ovým krokom je 

priradenie hodnôt faktorom, ktoré boli identifikované expertmi. Medzi tieto oblasti patria: 

• konkuren�né prostredie (0% a~ 8%) 

• produkt (0% a~ 17%) 
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• trhová príle~itosť (0% a~ 35%) 

• tím (0% a~ 40%) 

   Vzh>adom na to, ~e rámce trhová príle~itosť a tím obsahujú diel�ie faktory, je potrebné im 

priradiť hodnotu. Hodnoty faktoru trhová príle~itosť: 

• strategický investor (0 a~ 5%) 

• trakcia  (0 a~ 17%) 

• risk  (0 a~ 13%) 

   Hodnoty faktoru tím: 

• marketingové zru�nosti (0 a~ 12%) 

• technické zru�nosti (0 a~ 8%) 

• analytické zru�nosti (0 a~ 5%) 

• jasné ciele (0 a~ 5%) 

• tímové skúsenosti (0 a~ 5%) 

• odborné znalosti (0 a~ 5%) 

6.3.2 Výpo�et hodnotenia 

   Na vyhodnotenie, o ko>ko je testovací startup cennejbí ne~ priemer, je potrebné vykonať 

nieko>ko krokov. Prvým krokom je priradiť ka~dej funkcii hodnotenie na bkále od 1 do 10, 

�ím sa vyjadruje jej úspebnosť. Potom sa tieto hodnotenia prevedú na pravdepodobnosti od 

0 do 1, aby bolo mo~né vyjadriť ich relatívnu váhu. 

   Následne sa tieto pravdepodobnosti vynásobia hodnotami príslubných faktorov alebo 

diel�ích faktorov, �o umo~ní získať celkovú hodnotu pre ka~dú hodnotiacu �asť. Tieto 

vstupy sa potom s�ítajú, �ím sa získa celkové percento, ktoré poskytne informáciu o tom, �i 

je hodnota startupu nad alebo pod priemerom. Hodnotenie ni~bie ako 50 % nazna�uje, ~e je 

startup podpriemerný, zatia> �o hodnotenie vybbie ako 50 % nazna�uje, ~e je nadpriemerný. 

   Nakoniec je mo~né finálne ocenenie startupu porovnať s priemernou hodnotou, ktorá bola 

zistená na za�iatku hodnotiaceho procesu. Týmto spôsobom sa získa subjektívne, ale 

zároveň rozumné ocenenie testovacieho startupu. 

Napríklad: 
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• konkuren�né prostredie: 1 * 8% = 8% 

• produkt: 0.7 * 17%  = 11.9 % 

• trhová príle~itosť: 1 * 5 % + 0.6 * 17% + 0.5 * 13% = 21.7% 

• tím: 0.7 * 25% + 1 * 5% + 0 * 5% + 0 * 5%= 22.5% 

   Spolu tieto hodnoty dosahujú 64.1%, �o znamená, ~e startup má o 14.1% lepbí výsledok 

ako priemer v danej oblasti. Ak je hodnota priemernej spolo�nosti v rovnakom btádiu 1 000 

000 dolárov, je mô~né predpokladať, ~e hodnota testovacieho startupu mô~e dosiahnuť 1 

141 000 dolárov, �o je o 14.1 % viac. 

6.4 Implementácia 

   Implementa�ná �asť hodnotiaceho modulu zahŕňa definovanie správnych vstupných 

otázok a ich následné vyhodnotenie v systéme riadenia obchodných pravidiel Drools. 

Nasledujúci obrázok (Obrázok 8) ilustruje, ako by tento proces mohol vyzerať. 

 

Obrázok 8 Príklad procesu expertného systému 

 

   Pravidlá mô~u nadobúdať bu� deterministickú alebo pravdepodobnostnú formu. Binárne 

stromy sa pou~ívajú pri otázkach, ktoré majú procedurálnu povahu, ako napríklad: „Viete, 

�o vaba firma potrebuje?<. Túto otázku mo~no preformulovať ako: „Opíbte potreby vábho 

podniku z h>adiska zru�ností a prístupu na trh<, �o pomáha zní~iť po�et falobne pozitívnych 

výsledkov. Polo~ením otvorenej otázky koncovému pou~ívate>ovi mo~no poskytnúť 
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negatívne odpovede bez negatívneho vnímania. V tomto scenári sa akýko>vek iný vstup 

pou~ívate>a ako prázdny alebo „nie< interpretuje ako „áno<. 

   Otázka „Viete, �o vaba firma potrebuje?= je procedurálna, preto~e ak nie sú známe 

obchodné potreby, pou~ívate> nemô~e odpovedať na otázky o tíme alebo trhu, preto~e mu 

chýbajú znalosti na správne vyhodnotenie skuto�ností. Ak nie sú známe obchodné potreby, 

pou~ívate> zodpovedá kópiu rámca produkt s maximálnou úrovňou TRL 4. Rovnaký princíp 

platí pre otázku „Máte konkurenciu?=, ke�~e experti hovoria „neexistuje startup bez 

konkurencie, existuje len zlý výskum=. Práve preto by odpove� „nie= znehodnotila 

akéko>vek znalosti o dubevnom vlastníctve. 

   Rámce majú atribúty, ktoré korebpondujú s faktami a ich otázkami, operáciami alebo 

vzťahmi medzi faktami. Tím a produkt sú reprezentované ako rámce, zatia> �o trhové 

príle~itosti boli pre jednoduchosť rozdelené na trakciu a príle~itosť. Konkuren�né prostredie 

bolo reprezentované pomocou binárnych stromov. 

 

Tabu>ka 1 Charakteristika faktov a operácií pre reprezentáciu znalostí (pod>a zoh>adnenia 
faktorov v kap. 6.3.1) 

K>ú�ové slovo Dátový 
typ / 
Výstup 

Vstup / Otázka 

Tím 40% 
  

Marketingové zru�nosti - 12% boolean Máte marketingové zru�nosti? 

Technické zru�nosti - 8% boolean Máte technické zru�nosti? 

Analytické zru�nosti - 5% boolean Máte analytické zru�nosti? 

Jasné ciele - 5% boolean Má vaba spolo�nosť jasné ciele, ktoré sú v 
súlade s hodnotami �lenov vábho tímu? 

Tímové skúsenosti - 5% boolean Má váb tím predchádzajúce skúsenosti so 
spoluprácou? 

Odborné znalosti - 5% boolean Má váb tím interné odborné znalosti alebo 
externú pomoc v odvetví vábho 
podnikania? 

Skóre [0, 0.4] Zru�nosti + Ciele + Skúsenosti + Znalosti 

Produkt 17% 
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TRL integer  Aká je vaba úroveň technologickej 
pripravenosti? 

Skóre [0, 0.17] (TRL / 9) * 17% 

Konkuren�né prostredie 8% 
  

Dubevné vlastníctvo boolean Doká~ete ochrániť svoj produkt/slu~bu? 

Trakcia 17% 
  

LTV integer Aká je ~ivotná hodnota vábho 
potenciálneho zákazníka? 

CAC integer Aké sú potenciálne náklady na získanie 
zákazníka? 

Záujem integer Od 1 do 10, aká je vaba miera záujmu? 

P(Trakcia|LTV:CAC) p [0.8, 0.2] Pomer > 5 

P(Trakcia|Záujem) p [0.95, 
0.05] 

Pomer > 5 

Skóre [0, 0.17] P(Trakcia) * 17% 

Trhová príle~itosf 18% 
  

Strategický Investor - 5% boolean Máte strategického investora? 

TAM integer Aký je váb TAM do 5 rokov? 

SAM integer Aký je váb SAM do 5 rokov? 

Investícia integer Ko>ko peňazí potrebujete na vstup na trh? 

P(Príle~itosť|SAM:Investicia) p [0.8, 0.2] Pomer > 10 

P(Príle~itosť|TAM:SAM) p [1.0, 0.0] Pomer > 10 

Skóre [0, 0.18] Investor + P(Príle~itosť) * 13% 

 

   Rámec tímu udáva pravdepodobnosť na základe pridelených hodnôt pravdepodobnosti 

jednotlivým vstupom, ako je uvedené v Tabu>ka 1. Tieto hodnoty pravdepodobností sa 

s�ítajú a ur�ujú výstup. V prípade rámca produkt sa pracuje s TRL, ktorá mô~e nadobúdať 

hodnoty od 1 do 9. V tomto prípade sa hodnoty 7 a vybbie aplikujú ako 100%, ke�~e 

odporú�anie od experta bolo, ~e ak startup dosiahne technologický zrelostný stupeň (TRL) 

80%, má zelenú na vstup na trh. Na výpo�et pravdepodobnosti úspechu pre rámce Trakcia a 

Trhová príle~itosť sa pou~ili pravdepodobnostné pravidlá vyu~ívajúce Bayesovskú 
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inferenciu. Na odvodenie posteriorných pravdepodobností rámcov sa pou~ili rozhodovacie 

tabu>ky. V rámci trakcie je mo~né vypo�ítať posteriornú pravdepodobnosť 

P(Trakcia|LTV:CAC|Záujem) (Tabu>ka 4) kombináciou závislých pravdepodobností 

P(Trakcia|LTV:CAC) (Tabu>ky 2) a P(Trakcia|Záujem) (Tabu>ky 3) prostredníctvom 

rozhodovacej tabu>ky. Táto tabu>ka spracúva extrémne pravdepodobnosti a vá~i stredné 

skóre smerom nadol. 

 

Tabu>ka 2 Pravdepodobnosť P(LTV:CAC|Trakcia) 

P (LTV:CAC|Trakcia) 

Trakcia dobrá zlá Pravdepodobnosť 

LTV:CAC > 5 0.8 0.2 LS = 4.0 

LTV:CAC < 5 0.2 0.8 LN = 0.25 

 

Tabu>ka 3 Pravdepodobnosť P(Záujem|Trakcia) 

P (Záujem|Trakcia) 

Trakcia dobrá zlá Pravdepodobnosť 

Záujem > 5 0.95 0.05 LS = 19.0 

Záujem < 5 0.05 0.95 LN = 0.05 

 

   Pravdepodobnosť záujmu o produkt má vä�bí vplyv na výsledok ako pomer LTV a CAC, 

preto~e s po�tom záujemcov sa zni~uje riziko. Ak má produkt LTV len 1 dolár, je mo~né 

povedať, ~e nie je prílib dobrý. Naopak, ak má o produkt záujem 1 milión >udí, potom je 

jeho trakcia dobrá. Avbak, ak obchodný model s LTV 1 milión dolárov má len jedného 

záujemcu, je mo~né povedať, ~e trakcia nie je dobrá, preto~e podnik závisí od jediného 

kupujúceho, �o výrazne zvybuje riziko. 
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Tabu>ka 4 Pravdepodobnosť P(Trakcia|LTV:CAC|Záujem) 
 

P (Trakcia|LTV:CAC|Záujem) 

dobrá zlá Pravdepodobnosť 

P(Trakcia|LTV:CAC) = dobrá, 
P(Trakcia|Záujem) = dobrá 

0.9 0.1 LS = 9.0 

P(Trakcia|LTV:CAC) = dobrá, 
P(Trakcia|Záujem) = zlá 

0.4 0.6 LN = 0.67 

P(Trakcia|LTV:CAC) = zlá, 
P(Trakcia|Záujem) = dobrá 

0.6 0.4 LS= 1.5  

P(Trakcia|LTV:CAC) = zlá, 
P(Trakcia|Záujem) = zlá 

0.1 0.9 LN= 0.11 

 

   V rámci trhovej príle~itosti je mo~né vypo�ítať posteriornú pravdepodobnosť 

P(Príle~itosť|SAM:Investicia (TAM:SAM)) prostredníctvom rozhodovacej tabu>ky 5. 

 

Tabu>ka 5 Pravdepodobnosť P(SAM:Investícia|Príle~itosť) 
 

P (SAM:Investícia|Príle~itosf) 

Príle~itosť dobrá zlá 

SAM:Investícia > 10 0.8 0.2 

SAM:Investícia < 10 0.2 0.8 

 

   Pravdepodobnosť úspechu na trhu (Tabu>ka 6) zoh>adňuje pomer medzi ve>kosťou 

adresovate>ného trhu a potrebnými investíciami na jeho dosiahnutie (SAM:Investícia) a 

význam pomeru celkového adresovate>ného trhu ku ve>kosti trhu, ktorý je momentálne 

dostupný (TAM:SAM). Pomer SAM:Investícia vybbí ako 10 sa pova~uje za pozitívny 

indikátor, nako>ko zabezpe�uje vysokú návratnosť v krátkodobom horizonte. TAM:SAM 

funguje ako dôle~itý faktor, ktorý ovplyvňuje kone�nú pravdepodobnosť úspechu, pri�om 

vybbí pomer mô~e zvýbiť bance na úspech, najmä v situáciách, kde pomer SAM:Investícia 

indikuje nízku hodnotu, avbak potenciál budúcej príle~itosti je vysoký. 
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Tabu>ka 6 Pravdepodobnosť P(Príle~itosť|SAM:Investícia(TAM:SAM)) 
 

P (Príle~itosf|SAM:Investicia(TAM:SAM)) 

dobrá zlá Pravdepodobnosť 

P(Príle~itosť|SAM:Investícia) 
= dobrá, TAM:SAM > 10 

0.9 0.1 LS = 9.0 

P(Príle~itosť|SAM:Investícia) 
= dobrá, TAM:SAM < 10 

0.5 0.5 LN = 1.0 

P(Príle~itosť|SAM:Investícia) 
= zlá, TAM:SAM > 10 

0.4 0.6 LS= 0.67  

P(Príle~itosť|SAM:Investícia) 
= zlá, TAM:SAM < 10 

0.1 0.9 LN= 0.11 

    

   Produk�né pravidlá boli implementované v deterministickom formáte pomocou 

postupného reťazenia a v pravdepodobnostnom formáte pomocou spätného reťazenia. Pri 

postupnom reťazení pravidlá nezáviseli na ~iadnych �albích faktoroch a boli spúbťané pod>a 

ich priority. Na druhej strane, pri pou~ití spätného reťazenia, �o umo~nilo aktualizáciu 

pravdepodobností nastala závislosť na vytvorení pravdepodobností v pracovnej pamäti. 

6.5 Zhrnutie implementácie 

   Definovanie úspebnosti alebo neúspebnosti expertného systému s pou~itím metódy 

hodnotenia pod>a skóre je náro�nou úlohou. Táto metóda závisí na správnej interpretácií 

vstupov a odbornom posúdení faktorov v jednotlivých oblastiach. Otázky sú formulované 

pre rýchle pochopenie a >ahké zodpovedanie pou~ívate>om s oh>adom na svoje vedomosti 

o konkrétnom podniku. Posúdenia v tomto prípade vykonávajú spoluzakladatelia startupov 

a investi�ní experti, �o mô~e predvídate>ne signalizovať ur�itú spo>ahlivosť �i expertízu. 

Znalosti a skúsenosti expertov sú teda k>ú�ovými faktormi, ktoré ur�ujú relevanciu a úspech 

systému. 

   Výsledky systému sú najpresnejbie pri extrémnych hodnotách. Pri nedostatku informácií 

o podniku alebo nejasnosti pri vstupe sa úspebnosť systému zni~uje, preto~e pou~ívate> 

nemô~e vyjadriť svoju nedostato�nú presnosť v odpovedi. Stredné hodnoty z intervalu od 3 

do 6 na bkále od 1 do 10 majú ni~biu úspebnosť kvôli zni~ovaniu stredných hodnôt nadol. 

   Na zhodnotenie presnosti znalostného systému by bolo nevyhnutné vyu~iť set historických 

a aktuálnych dát a následne vyvodiť záver na základe úspebnosti predchádzajúcich 
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hodnotení v porovnaním s aktuálnym stavom testovacieho startupu. as uká~e konkrétnu 

presnosť expertného systému, ka~dopádne v rámci tejto diplomovej práce bol vytvorený 

automatizovaný hodnotiaci proces s relatívnou odchýlkou, zalo~ený na expertných znalostí. 
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7 SERVEROVÁ ASe 

Ú�elom serverovej �asti systému je slú~iť ako základná stavba aplikácie, ktorá poháňa 

funk�nosť aplikácie. Riebi úlohy, ako je spracovanie obchodnej logiky, správa perzistencie 

údajov a integrácia s externými systémami. Kotlin je vybraný ako hlavný programovací 

jazyk  pre jeho výkonné funkcie, stru�nú syntax a bezproblémovú kombináciu s jazykom 

Java bez potreby bpeciálnych nastavení. Sekundárne bol zvolený programovací jazyk Java, 

predovbetkým s oh>adom na integráciu Drools a manipuláciu s obchodnou logikou. druhej 

Framework Spring Boot je vybraný na zefektívnenie procesu vývoja aplikácií, vzh>adom na 

jeho bohatý ekosystém kni~níc a modulov, ktoré zjednodubujú základné funkcie, ako je 

vytváranie RESTful slu~ieb, riadenie zabezpe�enia, správa dát pomocou JPA a reaktívna 

práca s Redisom. Z poh>adu architektúry vyzerá serverová �asť nasledovne (Obrázok 9). 

 

Obrázok 9 Architektúra serverovej �asti 
 

7.1 Zabezpe�enie pomocou JWT 

   K>ú�ovou sú�asťou vývoja modernej aplikácie je jej zabezpe�enie. Medzi najznámejbie 

prístupy patrí zabezpe�enie pomocou JSON Web Token (JWT), ktorý prenába token 

pomocou HTTP hlavi�ky. Token JWT sa skladá z hlavi�ky, u~ito�ného zaťa~enia 

obsahujúceho prenábané údaje a podpisu. Umo~ňuje bezpe�ne autentifikovať a autorizovať 

pou~ívate>ov pomocou generovania a overovania tokenov. V aplikácií sa generujú dva druhy 

tokenov: Prístupový token a token pre obnovenie. 

   Oba typy tokenov v sebe obsahujú informácie ako email pou~ívate>a, �as vytvorenia, 

expira�ný �as a podpisový k>ú�. Prístupový token má platnosť 2 minúty, zatia> �o token pre 

obnovenie exspiruje u~ po 15 minútach. 

   Pri autentifikácii sa vyu~íva trieda AuthenticationManager, ktorá spracúva vstupné údaje 

pou~ívate>a. V prípade úspebnej autentifikácie sa vyh>adá pou~ívate> v H2 databáze. Táto 



UTB ve Zlíně, Fakulta aplikované informatiky 46 

 

databáza slú~i ako úlo~isko pre pou~ívate>ské údaje, ako sú emailové adresy, heslá a �albie.  

Ak sa pou~ívate> nájde v databáze, aplikácia vygeneruje prístupový a obnovovací token. 

Tieto tokeny sú následne ulo~ené do kolekcie ConcurrentHashMap, ktorá slú~i ako do�asné 

úlo~isko pre aktívne tokeny. Výstupom celého procesu autentifikácie je informácia o 

vygenerovaných tokenoch a základné informácie o pou~ívate>ovi, ako sú meno, priezvisko 

a emailová adresa. 

   Proces obnovy tokenu sa za�ína získaním tokenu zo vstupu metódy refreshToken(). Z 

tokenu sa extrahuje emailová adresa, ktorá slú~i ako identifikátor pou~ívate>a v databáze. V 

prípade, ~e je získaný token platný a pou~ívate> s danou emailovou adresou existuje v 

databáze, systém generuje nový prístupový a obnovovací token. Novo vygenerované tokeny 

sú následne ulo~ené do kolekcie ConcurrentHashMap, ktorá slú~i na uchovávanie aktívnych 

tokenov v pamäti. Výstupom tejto metódy sú informácie o vygenerovaných tokenoch, ktoré 

sú následne vrátené na výstup. 

   Pri inicializácii aplikácie je nevyhnutné vytvoriť administrátorského pou~ívate>a pomocou 

súboru data.sql, ktorý slú~i ako testovací pou~ívate> pre prihlásenie sa do systému. Je 

reprezentovaný entitou User a vyh>adáva sa v H2 databáze pomocou JPA repozitára. 

   Zabezpe�enie sa zvybuje nastavením konkrétnych zdrojov, ktoré majú povolené 

pristupovať k aplikácií. Konfigura�né atribúty portu a hostite>a (angl. host) sa získavajú zo 

súboru premenných prostredia .env. 

7.2 Konfigurácia Drools 

   Správna konfigurácia je nevyhnutná pre úspebný chod ka~dého projektu s Drools. Je 

nevyhnutné, aby bol v adresári resources a podadresári META-INF prítomný súbor 

kmodule.xml, ktorý definuje KieBase a KieSession a konfiguruje tieto bázy znalostí a 

relácie. Tento súbor by mohol vyzerať nasledovne. 

 
 

   Nasledujúcim krokom konfigurácie je vytvorenie Spring komponenty DroolsRuleEngine, 

ktorá po úspebnom skompilovaní vytvára novú KieSession z KieContainera. KieSession 
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obsahuje prispôsobený posluchá� udalostí a globálnu premennú, ktorá obsahuje kone�ný 

výsledok. Do tejto KieSession sa potom vlo~ia dôkazy, ktoré pribli ako vstup do Spring 

aplikácie, a spustí sa metóda fireAllRules(), ktorá vykoná pravidlá na základe týchto 

vstupov. 

7.3 Redis 

   Integrácia Redisu do Spring Boot aplikácie predstavuje efektívny spôsob optimalizácie 

operácií vy~adujúcich neblokujúce a asynchrónne spracovanie. Vyu~itie Redisu umo~ňuje 

výrazné zvýbenie odozvy a bkálovate>nosti aplikácie, najmä v prípade �asovo náro�ných 

operácií, ako je spustenie produk�ných pravidiel nad pou~ívate>ovým vstupom a volanie 

externých koncových bodov v nabom prípade OpenAI. Vzh>adom na to, ~e tieto operácie 

mô~u dokopy trvať a~ desiatky sekúnd, je pou~itie Redisu vhodné. 

7.3.1 Konfigurácia 

   Konfigurácia spo�íva v nastavení objektu LettuceConnectionFactory, ktorému nastavíme 

hodnoty portu, hostite>a a pre vybbiu úroveň zabezpe�enia aj heslo. Konfigura�né parametre 

sú na�ítané zo súboru premenných prostredia .env, �o zjednodubuje údr~bu a nasadenie 

aplikácie. 

7.3.2 Vydavate>, Konzument a Pracovník 

   V kontexte aplikácie bolo implementované asynchrónne spracovanie pomocou Redis 

fronty, ktoré sa skladá z troch hlavných komponentov: Vydavate>a, Odberate>a a 

Pracovníka. 

   Vydavate>: PublishRedisQueueService je zodpovedný za publikovanie správ do Redis 

fronty. Pri príprave správy sa generuje jedine�ný identifikátor pomocou funkcie 

randomUUID(). Následne sa vytvorí objekt typu Pair, ktorý obsahuje identifikátor a vstupný 

objekt vo formáte JSON. Tento objekt sa potom publikuje do zoznamu pod ur�itou témou 

pomocou metódy leftPush(topic, mesage). 

   Pracovník: QueueWorker je komponenta, ktorá odoberá a spracováva správy z Redis 

fronty. Ke�~e táto operácia mô~e byť asynchrónna, odberate> pou~íva metódu 

leftPop(topic) na získanie správy. Následne sa správa extrahuje a vykoná sa ohodnotenie 

podniku, pri�om výsledok sa serializuje do formátu JSON. Nakoniec je výsledok ulo~ený 
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späť do Redis databázy pod k>ú�om úlohy. Záznam v databáze Redis by mohol vyzerať 

nasledovne. 

 
   Konzument: ConsumeRedisQueueService je zodpovedný za získanie stavu a výsledku 

hodnotenia z Redis databázy. Slu~ba v databáze vyh>adáva správy pomocou metódy 

hasKey(jobId). Ak je správa nájdená, získa sa pomocou metódy get(jobId). Výsledkom je 

stav úlohy a ohodnotenie startupu. Po úspebnom ukon�ení úlohy je stav ozna�ený ako DONE 

pri�om evaluácia obsahuje deserializovanú odpove� z databázy. V prípade stavov 

IN_PROGRESS a INVALID_JOB_ID je evaluácia ozna�ená ako nulová. 

7.4 REST API 

   Ka~dá moderná Spring aplikácia obsahuje rozhranie REST API, ktoré umo~ňuje vystaviť 

zdroje a funkcie btruktúrovaným spôsobom. Podporuje to bkálovate>nosť a interoperabilitu 

aplikácie a u>ah�uje bezproblémovú komunikáciu medzi systémami bez oh>adu na ich 

technológie. Aplikácia bude pracovať synchrónne pomocou modelu MVC a asynchrónne 

pomocou modelu WebFlux, ktoré sú poskytované ekosystémom Spring.  Manipulovať bude 

s objektmi vo formáte JSON. 

7.4.1 Spring MVC 

   Riadi sa tradi�ným synchrónnym modelom, ktorý je zalo~ený na spracovaní po~iadaviek 

a odpovedí pou~ívajúci blokujúce vstupy a výstupy. V nabom prípade bude vhodným 

prístupom pre prihlásenie, odhlásenie a obnovovanie tokenu, preto~e je odpove� 

nevyhnutná pre �albiu fungovanie systému. 

Koncový bod: 

• </rest/v1/auth/login= reprezentuje slu~bu na prihlásenie, ktorá konzumuje objekt 

AuthenticationRequest a produkuje AuthenticationResponse (Obrázok 10). 
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Obrázok 10 Úspebná odpove� po prihlásení 

 

• </rest/v1/auth/refresh= reprezentuje slu~bu na obnovenie tokenu, ktorá konzumuje 

obnovovací token a produkuje objekt typu Token (Obrázok 11). 

 

 

Obrázok 11 Úspebná odpove� po obnovení tokenu 

 

• </rest/v1/auth/logout= reprezentuje slu~bu na odhlásenie, ktorá konzumuje 

prístupový token a vracia prázdnu odpove�.  Tento koncový bod vy~aduje na svoje 

správne fungovanie platný prístupový token. 
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7.4.2 Spring WebFlux 

   Riadi sa reaktívnym modelom, ktorý je zalo~ený na reaktívnych princípoch a vyu~íva 

neblokujúce vstupy a výstupy. Zároveň je navrhnutý pre vysokú súbe~nosť a bkálovate>nosť 

s malým po�tom vlákien. V nabom scenáriu bude zastrebovať biznisovú funkciu hodnotenia 

a to znamená, ~e sa bude starať o vytvorenie úlohy, jej spracovanie a v neposlednom rade aj 

o vrátenie výsledku konzumentovi. Koncové body budú vy~adovať platný prístupový token 

v HTTP hlavi�ke. 

Koncový bod: 

• </rest/v1/startups/evaluate= reprezentuje slu~bu, ktorá konzumuje objekt 

StartupValuationRequest a produkuje jedine�ný identifikátor úlohy (Obrázok 12).  

 

Obrázok 12 Úspebná odpove� po publikovaní správy do fronty 

 

• </rest/v1/startups/evaluate/{jobId}= reprezentuje slu~bu, ktorá konzumuje jedine�ný 

identifikátor úlohy a produkuje prispôsobený typ Pair, kde k>ú� obsahuje stav úlohy 

a hodnota obsahuje objekt StartupValuationResponse (Obrázok 13).  
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Obrázok 13 Úspebná odpove� ohodnotenia startupu 

 

7.5 Kontejnerizácia 

   Kontejnerizácia sa stala k>ú�ovým prístupom pri nasadzovaní moderných aplikácií, 

preto~e ponúka zjednodubené a konzistentné prostredie na rôznych platformách. V kontexte 

nabej aplikácie v kombinácií Spring Boot a Redis zjednodubuje proces zapuzdrením 

backendovej slu~by a dátového úlo~iska v pamäti Redis do samostatných kontajnerov. 
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   Táto konfigurácia Docker Compose definuje dve slu~by: startup-valuation-be pre �asť 

implementovanú v Spring Boot a redis pre úlo~isko Redis. Ka~dá slu~ba je izolovaná 

vlastným kontajnerom, �ím sa zabezpe�uje bkálovate>nosť a nezávislosť. Závislosti 

podporuje smernica depends_on, ktorá zabezpe�uje, ~e slu~ba backendu sa spustí a~ po 

inicializácií úlo~iska Redis. 

7.6 Jazykový model GPT 

   V dynamicky rozvíjajúcej sa oblasti spracovania prirodzeného jazyka a umelej inteligencie 

sa ve>ké jazykové modely stali k>ú�ovými. Zvybujú produktivitu a poskytujú nákladovo 

efektívne riebenia. Integrácia jazykového modelu je preto prínosná, hlavne pri funkcionalite 

ako je generovanie slovných reportov. Práve pre schopnosť chápať a generovať text bol 

zvolený model GPT-3.5. Z technického h>adiska je hlavnou výhodou moderný výkon, 

bkálovate>nosť �i jednoduchá integrácia. 

7.6.1 Po~iadavka na OpenAI API 

   Aby bolo mo~né pristupovať ku zdroju </chat/completion=, je potrebné vygenerovať 

OpenAI API k>ú�. Pre získanie k>ú�a je nevyhnutné sa zaregistrovať a vybrať si predplatné, 

ktoré ponúka prístup k API. Tento k>ú� slú~i ako obsah autoriza�nej hlavi�ky v podobe 

Bearer tokenu a je získavaný zo súboru premenných prostredia .env. 

   Povinné atribúty tela po~iadavky sú správa a model. Správa obsahuje atribúty rola 

(odosielate> správy) a obsah (samotná správa). Atribút model obsahuje identifikátor modelu. 

V nabom prípade je pre testovacie ú�ely pou~itá verejná verzia <gpt-3.5-turbo< z dôvodu 

cenovej výhodnosti oproti verzií <gpt-4-turbo<. 

   Nad rámec povinných atribútov rozhranie, API akceptuje nieko>ko volite>ných 

parametrov. Aby model nevygeneroval prílib náhodnú odpove�, je nutné nastaviť teplotu 

vzorkovania medzi 0 a 1. Pre dosiahnutie optimálneho výsledku je zvolená hodnota 0.2. 

  Príklad správne vytvorenej po~iadavky na OpenAI API vo formáte cURL vyzerá 

nasledovne (Obrázok 14). 
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Obrázok 14 Príklad po~iadavky na OpenAI 

 

7.6.2 Odpoveď z OpenAI API 

   Ak je po~iadavka vytvorená správne je vrátená btruktúrovaná odpove� vo formáte JSON 

(Obrázok 15). V odpovedi je pre klientsku �asť relevantná informácia atribútu obsah (angl. 

content), ktorá obsahuje generovaný slovný report. 

 

Obrázok 15 Príklad odpovede z OpenAI 
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8 KLIENTSKÁ ASe 

   Ú�elom klientskej �asti je poskytnúť u~ívate>sky prívetivé rozhranie, ktoré umo~ní 

interakciu medzi pou~ívate>om a aplikáciou a zároveň zabezpe�í efektívnu komunikáciu 

medzi serverom a klientom. Pre dosiahnutie tohto cie>a je zvolený hlavný programovací 

jazyk TypeScript a javascriptový framework React. TypeScript je vybraný pre svoju 

schopnosť poskytnúť statické typovanie a lepbiu bezpe�nosť a údr~bu kódu. React je zvolený 

pre svoju výkonnosť, flexibilitu a schopnosť vytvoriť interaktívne a dynamické u~ívate>ské 

rozhranie. Na realizáciu pou~ívate>ského rozhranie bola zvolená kombinácia technológií 

Ant Design a Tailwind CSS. Z poh>adu architektúry vyzerá klientská �asť nasledovne 

(Obrázok 16). 

 

Obrázok 16 Architektúra klientskej �asti 
 

8.1 atruktúra projektu 

   Správna btruktúra projektu (Obrázok 17) je pre frontendovú aplikáciu k>ú�ová hlavne pre 

udr~iavate>nosť a bkálovate>nosť. Ka~dá takáto aplikácia zvy�ajne obsahuje nieko>ko 

dôle~itých adresárov a súborov. 

• node_modules – obsahuje nainbtalované závislosti projektu. Tento adresár je 

automaticky generovaný po inbtalácií balí�kov pomocou nástroja npm. 

• public – obsahuje verejne prístupné aktíva ako hlavný HTML súbor, ikony a �albie.  

• src – obsahuje vbetok zdrojový kód aplikácie vrátane komponentov, stránok 

a �albích �astiach aplikácie. 
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• .env – definuje premenné prostredia a zahŕňa senzitívne informácie, ktoré nie sú 

zverejňované. Vzorová verzia tohoto súboru sa nachádza v súbore .env-example. 

• .gitignore – bpecifikuje súbory a prie�inky, ktoré chce aby Git ignoroval. 

• Dockerfile – obsahuje pokyny na vytvorenie Docker obrazu pre aplikáciu React. 

Zapuzdruje aplikáciu a umo~ňuje prenosnosť aplikácie, �o pomáha pri jej distribúcií.  

• tailwind.config.js – konfiguruje cesty ku vbetkým bablónam na pou~itie Tailwind 

CSS. 

 

Obrázok 17 atruktúra projektu 
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   Hlavný adresár src obsahuje súbor App.tsx a index.tsx. Súbor App.tsx definuje koreňový 

komponent aplikácie. Tento súbor nastavuje celkovú btruktúru aplikácie prostredníctvom 

hlavi�ky, obsahu a päty. Pou~íva kni~nicu react-router-dom ktorá prinába funkcie 

smerovania. Vstupným bodom React aplikácie je súbor index.tsx, ktorý je zodpovedný za 

vykreslenie koreňového prvku App do DOM a nastavuje potrebné konfigurácie, napríklad 

pre kni~nicu Recoil. Okrem toho src obsahuje vnorený adresár assets, common, components, 

services, states a views. 

Assets: 

Adresár assets obsahuje statické súbory DownArrow.svg a UnderLine.svg, ktoré sú následne 

vykreslené na stránke Home. 

Common: 

• Types.tsx definuje vbetky dátové typy pou~ívajúce ako odpove� z volania API 

servera, konkrétne IAuthResponse, IToken, IEvidence, IStartupValuationResponse 

a IPairResponse. 

• SurveyJSON.tsx obsahuje bpecifikáciu dotazníka, ktorý je vykreslený stránkou 

Survey. Tento JSON bol dizajnovaný vo webovom rozhraní surveyjs.io, ktorá 

umo~ňuje vytvárať vlastné dotazníky. 

• Util.tsx implementuje utility, ktoré slú~ia na získavanie a ukladanie informácií o 

tokenoch z lokálneho úlo~iska a utilitu na transformáciu údajov na objekty 

IEvidence. 

Components: 

• Adresár components obsahuje súbory ur�ené na opakované pou~itie alebo tie, ktoré 

nezaberajú celú obrazovku. 

• AuthorizedDropDown.tsx slú~i ako rozba>ovacie menu profilu pou~ívate>a. Tento 

komponent sa vykreslí len v prípade, ~e je pou~ívate> prihlásený. Obsahuje meno, 

priezvisko a email, ako aj tla�idlo pre odhlásenie. 

• Container.tsx poskytuje kontajnerovú zlo~ku, ktorá sa pou~íva ako obsah ka~dej 

stránky s rovnakými btyliza�nými prvkami a obmedzeniami výbky a bírky. 



UTB ve Zlíně, Fakulta aplikované informatiky 57 

 

• Footer.tsx a Header.tsx sú statické informa�né komponenty. Header.tsx obsahuje 

naviga�ný systém a vyu~íva komponentu AuthorizedDropDown pre interakciu s 

pou~ívate>om. Tieto súbory predstavujú hlavnú hlavi�ku a pätu aplikácie a sú 

integrované v koreňovom komponente App.tsx. 

• Logout.tsx je zodpovedný za odhlásenie pou~ívate>a zo systému. Po kliknutí 

pou~ívate>a na tla�ítko <Log Out= v komponente AuthorizedDropDown sa tento 

súbor aktivuje a zobrazí sa komponenta Spinner, ktorá indikuje prebiehajúce 

odhlásenie. 

• MobileNavigation.tsx sa stará o responzivitu aplikácie. V prípade, ~e pou~ívate> 

otvoril aplikáciu na mobilnom zariadení je mu hlavi�ka zobrazená tak, aby bola 

prispôsobená jeho potrebám. 

• Spinner.tsx slú~i na zobrazenie animovaného spinnera na obrazovke po prihlásení, 

odhlásení a vyplnení dotazníka. 

Services: 

• ApiService.tsx slú~i ako rozhranie na vykonávanie HTTP po~iadaviek na server API. 

Zapuzdruje metódy login(email, password), logout(), evaluation(evidence) a 

getEvaluation(jobId). Táto abstrakcia pomáha pri správe API centralizovaným 

spôsobom.  

• AxiosInstance.tsx slú~i na jednotné vytvorenie inbtancie axios, ktorá sa �alej pou~íva 

v rámci ApiServices.tsx. Zároveň nastavuje interceptory na zachytávanie odpovede v 

prípade, ~e vyprbala platnosť prístupového tokenu. Ak sa tak stalo, obnoví token 

pou~itím metódy refreshToken() a zopakuje pôvodnú po~iadavku. 

States: 

Adresár states obsahuje stavové atómy, ktoré slú~ia na správu stavov. Atóm je jednotka 

stavu, ktorú mô~u komponenty upravovať a �ítať pomocou kni~nice Recoil. 

• authAtom.tsx definuje atóm, ktorý  slú~i pou~ívate>ovi zostať prihlásený, preto~e 

zdie>a jeho stav medzi komponentami. Tento atóm je definovaný jedine�ným 

k>ú�om <auth=. 
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• evaluationAtom.tsx definuje atóm, ktorý slú~i na ulo~enie odpovede a prenos stavov 

medzi stránkou Survey a Evaluation. Tento atóm je definovaný jedine�ným k>ú�om 

<evaluation=.  

Views: 

Adresár Views obsahuje komponenty najvybbej úrovne pre rôzne stránky alebo poh>ady v 

aplikácií. Ka~dá stránka mô~e obsahovať viacero menbích komponentov z adresára 

components. 

• About.tsx zobrazuje informácie o aplikácií SeedScout a poskytuje pou~ívate>ovi 

popis aplikácie, definuje cie>ových pou~ívate>ov a na záver pozýva na ú�asť. 

• Evaluation.tsx je zodpovedný za vykreslenie finálnej odpovede (Obrázok 21) v rámci 

ktorej zobrazuje percentuálne ohodnotenie a vysvetlenie ohodnotenia. Zároveň 

pou~itím kni~nice react-to-print poskytuje pou~ívate>ovi mo~nosť si ohodnotenie vo 

formáte PDF stiahnuť. 

• Home.tsx je domovskou obrazovkou aplikácie (Obrázok 18)  a je navrhnutý tak, aby 

�o najviac interagoval s pou~ívate>om a on stránku neopustil. Obsahuje stru�né 

informácie a navrhuje pou~ívate>ovi aby sa o aplikácií dozvedel viac na stránke 

<About=. 

• Login.tsx je zodpovedný za vykres>ovanie prihlasovacej stránky (Obrázok 19) a je 

k>ú�ový pre funk�nosť prihlásenia do aplikácie. Po úspebnom prihlásení je 

pou~ívate> automaticky presmerovaný na stránku <Evaluate=, kde mô~e za�ať 

vyu~ívať aplikáciu. 

• PageNotFound.tsx slú~i na vykreslenie stránky, ktorá informuje pou~ívate>a o tom, 

~e po~adovaná stránka nebola nájdená. Nabáda ho, aby sa vrátil na domovskú 

stránku. 

• Survey.tsx zabezpe�uje vykres>ovanie prispôsobeného formulára (Obrázok 20) 

pou~itím kni~nice survey-core, ktorý je ur�ený na zhroma~denie údajov od 

pou~ívate>a.  Po dokon�ení spustí proces hodnotenia a naviguje pou~ívate>a na 

stránku <Evaluation=, kde výsledok zobrazí. 
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8.2 Rozlo~enie stránky 

   Táto podkapitola obsahuje zobrazenie stránok, ktoré boli popísané v predoblej 

podkapitole. 

 

Obrázok 18 Úvodná stránka a profil pou~ívate> 

 

 

Obrázok 19 Prihlásenie do aplikácie 
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Obrázok 20 Stránka pred zaslaním dotazníka 

 

 

Obrázok 21 Hodnotiaca stránka 
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ZÁVER 

   Cie>om diplomovej práce bolo vytvoriť expertný systém na ocenenie úspechu startupu 

a získanie spätnej väzby v oblastiach, ktoré je potrebné zlepbiť. Zároveň bolo cie>om 

vytvoriť pou~ívate>sky prívetivé rozhranie na interakciu s pou~ívate>mi. 

   V teoretickej �asti práce bolo prezentované pochopenie a kategorizácia znalostí a taktie~ 

ich reprezentácia, ktoré boli aplikované pri praktickom návrhu znalostnej bázy a technickej 

formy pravidiel. Zároveň boli vysvetlené komponenty expertného systému a jeho 

architektúra pre hlbbie pochopenie fungovania tohoto systému. V neposlednom rade bol 

vysvetlený jazyk pravidiel a mechanizmus systému Drools, ktorý bol k>ú�ový pri 

implementácií znalostnej bázy. 

   V praktickej �asti bola predstavená konkrétna reprezentácia znalostí a zvolená metóda 

hodnotenia pod>a skóre (angl. Scorecard Valuation Method). Ke�~e je oceňovanie 

v po�iato�nom btádiu výrazne zlo~ité a subjektívne, je pou~itá pravdepodobnosť úspechu 

namiesto pevnej hodnotovej metriky, ktorú je mo~no optimalizovať pod>a osved�ených 

vzorov úspebných startupov a odborných btandardov. Na základe toho bol vytvorený 

expertný systém pou~itím Drools, ktorý odhaduje pravdepodobnosť úspechu startupu 

a odvodzuje podnikate>ovi spätnú väzbu v oblastiach, ktoré je potrebné zlepbiť. 

   Celý systém sa skladá zo serverovej a klientskej �asti. Serverová �asť systému bola 

implementovaná v jazyku Kotlin a Java s vyu~itím populárneho frameworku Spring Boot. 

Pomocou modulu Spring Web bolo vystavené REST API pre synchrónnu a reaktívnu 

komunikáciu, ktorá je zabezpe�ená pomocou JWT tokenu. Klientská �asť systému bola 

implementovaná v jazyku TypeScript, pomocou frameworku React. Pre preh>adnejbie 

pou~ívate>ské rozhranie boli vyu~ité dizajnové prvky z Ant Design a Tailwind CSS. 

Posledným krokom bolo zdrojový kód optimalizovať do vhodnej btruktúry, aby bolo 

zabezpe�ené dodr~anie známych btandardov a postupov. Okrem toho bolo pridanie 

kontejnerizácie významným krokom s cie>om zjednodubiť distribúciu aplikácie a zabezpe�iť 

konzistentné prostredie. 

   Výstupom práce je systém, ktorý doká~e ú�inne riebiť problémy a výrazne zlepbovať 

rozhodovacie procesy podnikate>ov v oblasti za�ínajúcich startupov. Neposkytuje finálne 

rozhodnutie pou~ívate>a a ani investi�né rady. Jeho úlohou je automatizovať proces 

ocenenia podniku, odhadnúť pravdepodobnosť úspechu a poskytnúť personalizovanú spätnú 

väzbu. 
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   Táto diplomová práca by mala byť prínosom hlavne pre �itate>ov, ktorý sú za�ínajúci 

podnikatelia, alebo majú záujem za�ať podnikať a majú jasnú predstavu o produkte a trhu, 

na ktorom sa chcú uchytiť. Táto skupina �itate>ov potrebuje automatizovaný systém na 

vyhodnotenie svojho startupu a získanie konbtruktívnej spätnej väzby, ktorú je systém 

schopný poskytnúť. 
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ZOZNAM POU}ITÝCH SYMBOLOV A SKRATIEK 

BN  Bayesian network 

AI  Artificial Intelligence 

KBS  Knowledge Based System 

LHS  Left Hand Side 

RHS  Right Hand Side 

BRMS  Business Rule Management System 

BRE  Business Rules Engine 

DMN  Decision Model and Notation 

IDE  Integrated Development Environment 

JVM  Java Virtual Machine 

DRL  Drools Rule Language 

LLM  Large Logical Model 

GPT  Generative Pre-trained Transformer 

CBO  Chief Business Officer 

CEO  Chief Executive Officer 

TRL  Technology Readiness Level 

LTV  Lifetime Value of Customer 

CAC  Customer Acquisition Cost 

TAM  Total Addressable Market 

SAM  Serviceable Addressable Market 

JPA  Java Persistence API 

JWT  JSON Web Token 

HTTP  Hypertext Transfer Protocol 

cURL  client Uniform Resource Locator 

JSON  JavaScript Object Notation 
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REST  Representational State Transfer 

API  Application Programming Interface 

MVC  Model View Controller 

CSS  Cascading Style Sheets 

HTML  Hypertext Markup Language 

DOM  Document Object Model 

PDF  Portable Network Graphics 
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