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ABSTRAKT

Praca sa zaobera analyzou a implementaciou machine learning modelu pre object detection
a jeho naslednou integraciou do mobilnej aplikacie. Cielom bolo vytvorenie aplikécie pre
real-time on-device detekciu Stvorlistkov v trdve. Samotnej implementécii predchéadzal
vyskum ako oblasti computer vision, tak i sveta mobilného vyvoja a vysledny model, ako

1 aplikécia boli trénované a vyvijané pomocou Apple néstrojov Create ML a SwiftUIL

Kli¢ové slova: Machine Learning, On-device machine learning, Computer Vision, Object
Detection, Object Localization, Apple, Core ML, Create ML, Swift, SwiftUI, UIKit,
mobilny vyvoj, nativny vyvoj, mobilné aplikéacie, TestFlight, App Store Connect, GitHub

ABSTRACT

The thesis deals with the analysis and implementation of a machine learning model for object
detection and its subsequent integration into a mobile application. The goal was to create an
application for real-time on-device detection of four-leaf clover in patches of grass. The
implementation itself was preceded by research in both the field of computer vision and the
world of mobile app development. The resulting model as well as the application were

trained and developed using Apple's Create ML and SwiftUI tools.

Keywords: Machine Learning, On-device machine learning, Computer Vision, Object
Detection, Object Localization, Apple, Core ML, Create ML, Swift, SwiftUI, UIKit, mobile
development, native development, mobile apps, TestFlight, App Store Connect, GitHub
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UVOD

Machine learning v poslednych rokoch zaziva nevydanu mieru pozornosti najmi vd’aka jeho
moznostiam a schopnostiam vo viacerych odvetviach, ¢i uz priemyslu, alebo bezného Zivota.
Mnohé odvetvia sa nail spoliehaji pre kontrolu kvality ich vyrobkov, analyzu dat v
preciznejsej miere, v akej toho clovek nemusi byt fyzicky schopny, ¢im sa znizuji naklady

a zéroven zvysuje efektivita dané¢ho subjektu.

Tieto moznosti vSak nie si doménou iba data science alebo velkych firiem. Existuje
niekol’ko faktorov, ktoré spristupnili machine learning techniky masam. S narastajucim
vypocetnym vykonom, mnozstvom dat, neustalym vylepSovanim algoritmov a vznikom
zrozumitel'nych nastrojov pre trénovanie vlastnych modelov je dnes machine learning a jeho

jednotlivé odvetvia dostupnejsi, ako kedykol'vek predtym.

Jednou zo spolocnosti poskytujucich kompletny ML ekosystém je i firma Apple, ktora
uviedla na trh svoje nastroje Core ML a Create ML, umozilujuce vyvojarom nielen
mobilnych, ale i desktopovych a tabletovych aplikacii vytrénovat' model, ktory je pripraveny

pre naslednu implementaciu v réznych typoch aplikécii.

Cielom prace je teda poskytnut’ ndhl'ad do tohto ekosystému, pomocou poskytnutého
vlastnoru¢ne anotovaného datasetu vytrénovat optimalny model priamo na zariadeni
a nasledne ho implementovat’ pomocou Core ML frameworku do mobilnej aplikéacie, ktora
bude tak priamo v zariadeni, bez nutnosti odosielania dat na server a v réalnom ¢ase schopna

detekovat ako Stvorlistky, tak i trojlistky v trave.
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I. TEORETICKA CAST



UTB ve Zliné, Fakulta aplikované informatiky 11

1 COMPUTER VISION

Tento pojem spadd pod cast umelej inteligencie (Al), ktord umoZziiuje pocitacom
a systémom ziskavat’ zmysluplné déta z digitadlnych obrazkov, videi a ostatnych vizudlnych
vstupov a na zéklade tychto informacii vykonéavat’ ur€ité akcie, pripadne odporucenia. Ak
»klasicka™ umeld inteligencia umoziiuje pocitacom premyslat, pocitacové videnie im

umoznuje pozorovat, porozumiet’ a v prenesenom zmysle slova vidiet’.

Principialne funguje podobne ako l'udské videnie, s tym, Ze I'udia maji navrch v podobe
bohatého kontextu. Vedia nielen ako rozoznat’ rozdiely v jednotlivych objektoch medzi
sebou, no zaroven aj ako d’aleko od seba su, ¢i su v pohybe alebo ¢i s nimi nieo nie je

v poriadku.

Pocitacové videnie trénuje systém, aby dokdzali vykonavat vsetky vysSSie spomenuté
funkcie, no za vyrazne kratsi ¢as za pomoci kamier a dat, nez pomocou l'udskej zrakove;j
sustavy. Ked'Ze takto trénovany systém dokaze sledovat’ a analyzovat' tisice produktov,
moze tak prekonat’ 'udské schopnosti a vznika zna¢na vyhoda v kvalitativnej fazi, napriklad
vyrobného procesu. Okrem vyroby sa computer vision pouziva v rdznych priemyselnych

oblastiach, po¢ntc energetikou, manufakturou a konciac automobilovym priemyslom. [1]

1.1 Princip Computer Vision

Zjednodusene sa jedna o tri kroky:

1. Ziskavanie obrazovych dat: Obrazky, dokonca vel'ké sety je mozné ziskat’ v real-

time pomocou videa, fotiek, alebo 3D technolédgie za ucelom analyzy.

2. Spracovavanie: Uenie modelu prebieha na ziskanych obrazkoch, ktoré musia byt

anotované

3. Porozumenie: Finalny iterativny krok, kde je objekt identifikovany alebo

klasifikovany

Tieto zdanlivo jednoduché kroky vSak v sebe skytaju mnoho néstrah. Obrazky pozostavaju
z pixelov, ako najmensich kvanitfikovatelnych jednotiek. Pocitace ich spracuvaju ako pole,
kde kazdy pixel mé urciti sadu hodndt reprezentujicich pritomnost a intenzitu troch
primarnych farieb: ¢ervenej, zelenej a modrej. Ich kombinaciou vznika digitalny obrazok. Je
teda mozné tvrdit, ze kazdy obrazok je vlastne matica a CV teda pracuje priamo s nimi.

Zatial’, ¢o najjednoduchsie algoritmy pouzivaju linedrnu algebru pre manipuléciu s tymito
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maticami, komplexné aplikacie zahfiiaji operacie ako konvoltcie a downsampling. Obrazok

nizsie sluzi ako typicky priklad spdsobu, akym pocitac ,,vidi* obrazok.

M| 4 % I
180 |26 |176 {149 |206 |87 | 86 |150 | T9 | @ [218 |2
3 101 [265 |2
190 (204 173 | &6 103 |13 | 96 | = 2109 |48 | N8
187|196 (205 | TR 10| e o & |7 |88 M
183 | 202 | 237 | 148 L] 0 12108 | 200 [138 | 243 | 206

196 | 206 | 123 | 207 |77 (1N (123 200 (175 | 13 | 96 |28

Obrazok 1 Priklad computer vision [5]

Hodnoty na obrazku 1 reprezentuju pixelové hodnoty v danych koordinatach obrazka, kde
hodnota 255 reprezentuje biely bod a 0 reprezentuje ¢ierny bod. Cim vi&si obrazok, tym
samozrejme vicsia matica. Pre ¢loveka je jednoduché od pohl'adu rozpoznat’ jednotlivé Crty
tvare, no pocita¢ musi vykonavat komplexné kalkulacie na tychto maticiach, aby bol
schopny replikovat’ tito prirodzent I'udsku schopnost’ a ur€it’, ¢i sa na obrazku skuto¢ne

nachadza I'udska tvar. [5]

Zakladom kazdého odvetvia strojového ucenia je vel’ké mnozstvo dat. Vybrany algoritmus
cyklicky iteruje nad datami, pokial’ nie je schopny rozoznavat’ rozdiely v jednotlivych
Castiach obrazu a v kone¢nej faze rozpoznavat' celé obrazky. Ak by bola poziadavka
natrénovat’ pocitac tak, aby bol schopny rozozndvat’ napriklad pneumatiky, bolo by nutné
poskytnit’ zna€né mnozstvo obrazkov pneumatik réznych tvarov a velkosti, aby bol
v kone¢nom désledku schopny rozoznat’ defekty a iné ziaduce (alebo neziaduce) vlastnosti

konkrétnej pneumatiky.
K tomu, aby sme dosiahli takyto ziadtci vysledok su bezne pouzivané dve techniky:
e Deep learning

e Konvoluéna neurdnova siet’
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1.1.1 Deep learning

Deep learning je podmnozinou machine learningu inSpirovand ¢innostou a Strukturou
Pudského mozgu. Tieto algoritmy sa snazia dojst k podobnym zaverom, ako ludia
kontinualnou analyzou s danou logickou §truktirou. Aby toho bol deep learning schopny

dosiahnut’, pouziva viacvrstvovu Struktiru algoritmov, zvani neurdnoveé siete.

Ich né&vrh je zalozeny na Struktare l'udského mozgu. Rovnako, ako nase mozgy urcuji vzory
a klasifikuju rozne typy informacii, neuréonové siete st schopné vykonéavat’ rovnaké ulohy
na datach. Individuédlne vrstvy neurénovych sieti moézeme povazovat’ za urcity druh filtra.
Podobne pracuje na§ mozog. Vzdy, ked’ ziskame novl informdciu, snazime sa ju porovnat’

so znamymi objektami. Rovnaky koncept pouzivaji i neurénové siete.

Umoznujt vykonavat’ zakladné ukony, ako clustering, klasifikacia a regresia, vd’aka ktorym
mozeme zoskupit’ alebo zoradit’ neoznaCené data na zdklade podobnosti jednotlivych
vzoriek, alebo v pripade klasifikacie vytrénovat’ siet’ na oznaCenom datasete za ucelom
klasifikacie vzoriek do roznych kategorii. Vo vSeobecnosti mézme tvrdit’, Ze neurénové siete
dokdzu vykonavat’ rovnidke tkony ako klasické machine learning algoritmy, avSak nie

naopak.

Mnohym pokrokom na poli umelej inteligencie mézme vd’acit’ prave deep learningu, bez
ktorého by neboli mozné technoldgie pouzité v inteligentnych asistentoch Alexa a Siri, no
napriklad ani Google Translate by nedosahoval dneSnej urovne presnosti prekladu bez

kontextu. [2]

1.1.2 Konvolu¢né neurénové siete (CNN)

Je to taky algoritmus, ktory dostava vstup v podobe obrazka, automaticky priradi délezitost’
(vahy a bias) roznym aspektom alebo objektom na obrazku a zaroven je schopny ich
rozliSovat.. Predspracovanie vyzadované pre pouzitie CNN je vyrazne niz§ie v porovnani
s ostatnymi klasifikacnymi algoritmami. Zatial' ¢o v primitivnejSich metéodach s filtre

generované ru¢ne, s dostatkom tréningu si dokdzu CNN tieto filtre vytvorit’ samé.

Architektonicky st analogické so spojmi v mozgu — neurénmi. Jednotlivé neurdny

odpovedaju na stimuly iba v urcitych regionoch vizualneho pol'a zvaného receptivne pole.

[3]
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Kazda CNN sa sklada zjednej alebo viac konvolucnych vrstiev, teda softvérového
komponentu extrahujiiceho zmysluplné hodnoty z obrazka. Sklada sa z niekol’kych filtrov
(v tvare Stvorcovych matic), ktoré prechddzaju obrazkom a registruji vazeny sucet
pixelovych hodnot v réznych lokaciach. Kazdy filter ma rozdielne hodnoty a extrahuje
rozli¢né vlastnosti z obrazka. Vystupom konvoluc¢nej vrstvy je sada ,,feature map“. Polozené
na seba dokdzu detekovat hierarchiu vizudlnych vzorov. Napriklad, nizSie vrstvy budu
produkovat’ feature mapy pre vertikalne a horizontélne okraje a ostatné jednoduché vzory.
Dalsie vrstvy mozu detekovat’ komplexnejsie vzory, ako kruhy az po konkrétne objekty ako
auta, domy, l'udi atd’. [7]

Obrazok 2 Ukazka jednotlivych konvoluénych vrstiev [7]
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Vicsina CNN pouziva taktiez tzv. Pooling vrstvy, aby gradudlne zredukovali velkost ich
feature map a zanechali len najvyraznejsie Casti. Existuje niekol'ko typov poolingu, medzi
nimi najrozsirenejs$i Max-pooling, ktory uchovdva maximalnu hodnotu v uréitom zhluku
pixelov. Napriklad, ak sa pouZzije poolingova vrstva o velkosti 2, vezme zhluky pixelov
o velkosti 2x2 z existujucich feature méap a zanechdva iba najvyssiu pixelova hodnotu. Tato
opracia znizuje vel’kost’ méap o polovicu a zanechava najrelevantnejsie vlastnosti. Umoziiuju

teda generalizovat’ ich moznosti. [7]

Vystup konvoluénych vrstiev je sploSteny do jednodimenziondlnej matice, ktord je
numerickou reprezentaciou vlastnosti obsiahnutych v obrazku. T4 potom sluzi ako vstup pre
tzv. fully-connected layers, umelych neurdénov, ktoré mapuju jednotlivé vlastnosti na druh

vystupu o¢akdvanom od neurdnove;j siete. [7]

224 x 224 x3 224 x 224 x 64

/,———'—-— Convolution layer

/112 x 112 x 128 Output layer

%
////56|x 56 x 25
/’5 A 7x7x512

128 x 28 x 512
Y 2 Al4x14x512 1x1x4096 1x ¥x 1000

AV

i Fully connected

/ layer
Pooling layer

Obrazok 3 Prehl'ad struktury typickej konvoluénej siete
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1.2 Praktické vyuzitie computer vision

Existuje mnoho aplikacii demonstrujice uzito¢nost’ v mnohych priemyselnych odvetviach,
ako je biznis, zabavny priemysel, logistika, zdravotnictvo, ale aj bezny zivot. KI'icom
k uspechu tychto aplikacii je pomyselna zéplava vizudlnych informaécii z réznych zdrojov,

ako st smartfony a bezpecnostné systémy. [4]

1.2.1 Computer vision v ramci manufaktury

Aplikované najma pri inSpekciach, kontrole kvality, vzdialenom monitoringu a systémove;j
automatizacii. Casto sa sleduje dopad na zmenu na pracovisku, napriklad akym sposobom
zamestnanci travia svoj €as a spotrebuivaju zdroje alebo implementuju rézne nastroje. Na
zaklade vyslednych dat je mozné d’alej optimalizovat’ time management, kolaboraciu na

pracovisku a v neposlednom rade produktivitu zamenstnancov.

Mimo zlepSenie efektivity na pracovisku st manufaktiry zamerané aj na bezpec¢nost, v
ramci ktorej moze computer vision pomoct’ pri kontrole vybavenia zamestnancov, ako st
helmy a reflexné vesty a teda pomahat pri dohl'ade nad dodrziavanim bezpe¢nostnych

protokolov.

Chytré kamerové aplikacie poskytuju skalovateI'ni metédu implementacie automatizovane;j
vizualnej in§pekcie a kontroly kvality produkénych procesov vyrobnych liniek za pouzitia
real-time objektovej detekcie. Poskytuju tak Castokrat presnejSie vysledky nez manudlna

inSpekcia. [4]

1.2.2 Computer vision v zdravotnictve

Strojové ucenie je vyuzivané v zdravotnickom priemysle za i¢elom detekcie ochoreni, ako
napr. rakoviny prsnika a koze. Image recognition umoziiuje vedcom detekovat’ nepatrné
rozdiely v jednotlivych obrazkoch, ¢im vo vyznamnej miere napomaha ku vcasnej a presne;j

diagnoze, ktord je pri lieCbe rakoviny kriticka.

Mimo diagnézy rakoviny je mozné diagnostikovat’ i COVID-19. Existuje niekol'ko deep
learning modelov zalozenych na rontgenovej diagnoze. Medzi d'alSie praktické aplikacie

patri:
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o Analyza pohybu: Neurologické asvalové ochorenia, ako mftvica, problémy
s rovnovahou pri chodzi mézu byt detekovatelné pomocou deep learning modelov
a computer vision aj bez doktorskej analyzy. Aplikacie Specializujice sa na odhad

p6zy Cloveka taktiez pomahaji doktorom pri diagndze.

o Detekcia zakrytia hornych dychacich ciest: Zakladnym nastrojom v boji
s virulentnym ochorenim je ochrana hornych dychacich ciest v podobe respiratora,
¢i rasky, ktoré vyznamnou mierou znizujl riziko ndkazy. Za tymto ¢elom firmy ako
Uber implementovali do svojich mobilnych aplikécii detekciu ochrannych masiek,
zvySujuc tak ochranu svojich vodi¢ov pred potencidlnym nakazenim od zakaznikov,

s ktorymi sa nachadzaju v bezprostrednom kontakte. [4]

1.2.3 Computer vision v pol’'nohospodarstve

Monitorovanie zvierat je kI'i¢ovou stratégiou chytrého farmarcenia. Strojové ucenie vyuziva
zivy kamerovy zdznam pre monitorovanie zdravia dobytku. U¢elom je analyza zvieracieho
chovania pre zvySenie produktivity, zdravia a celkového Zivobytia a v kone¢nom dosledku

teda zvySenie zarobku.
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Obrazok 4 Priklad vyuzitia computer vision v pol'nohospodarstve [4]

Computer vision vtomto odvtetvi sa vSak nezaoberd iba zvieratami, no i
polnohospodarskymi plodinami. Typicky je monitorovanie kvality urody vykondvané
manudlne a spolieha sa na subjektivny odhad ¢loveka, ktory nemusi byt presny. Computer
vision umoznuje kontinualne a nedestruktivne monitorovanie rastu obilnin a odporucit’ tak
vhodné Ziviny pre ich optimalny rast. V porovnani s manuéalnou kontrolou dokaze rea-time

monitoring detekovat’ nedostatok zivin ovel’a skor, vd’aka malym nejasnostiam a rozdielom.

Rast a vel'kost trody vSak v pol'nohospodarstve nie je jedinou vyzvou, ktorej farmari musia
celit. Pocetné vrasky sposobuje aj napadnutie Skodcami. Rychle a presné rozpoznavanie

druhu a poctu lietajucich Skodcov je vyznamné pre udrzanie zdravia celej plantaze.

Mimo $kodcov napadaju rastliny i choroby. Ich skoré rozpoznanie je kritické pri odhadovani
zavaznosti choroby a potencialnej straty urody. Vdaka konvoluénym sietam bolo
vyvinutych niekol’ko aplikacii, napriklad pre identifikaciu hniloby jabik v désledku hubove;j
infekcie (black rot). [4]
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1.2.4 Computer vision v doprave

Jednad sa asi o najznamejSie priemyselné vyuzitie computer vision s dlhou histériou.
Technoldgie pre automatizovant klasifikaciu poctu vozidiel boli vyvijané po dekady. Deep
learning metdédy umoziiuji implementovat’ vysoko profilovu analyzu dopravy na beznych
alacnych bezpecnostnych kamerach. S rapidnym narastom jednoducho dostupnych
senzorov ako ,closed-circuit television“ kamery, LIDAR adokonca pre termalne
zobrazovanie je mozné detekovat’, sledovat’ a kategorizovat’ vozidla simultanne v réznych
dopravnych pasoch. Kombinaciou tychto senzorov je mozné dosiahnut' zlepSenie

klasifikacie.

Obrazok 5 computer vision v doprave [4]

Detekcia dopravnych priestupkov: organy ¢inné v trestnom konani nasadzuju kamerové
systémy schopné rozpoznavat’ typ priestupku vodica, za ucelom znizenia nebezpecného
chovania na cestach. Pravdepodobne najkritickejSou aplikaciou je detekcia zastavenych
vozidiel v nebezpecnych oblastiach, ako su dialnice. Za zmienku taktiez stoja iniciativy
chytrych miest, pri ktorych je zahrnutd automatizovana detekcia typu priestupku, ako

zvysena rychlost, jazda na Cervent, jazda v protismere alebo nepovolené zatacky.
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Detekcia obsadenosti parkovacich miest: Opéat’ témou chytrych miest, computer vision
pohana decentralizované a efektivne rieSenia pre vizualnu obsadenost’ parkovacich miest
zalozenu na CNN. Existuje niekol’ko datasetov pre tento typ detekcie, medzi najzndmejsie
mozeme radit’ PKLot a CNRPark-EXT. Medzi vyhody oproti tradicnym rieSeniam patri
jednoducha skalovatelnost, lacnd tidrzba a inStalacia, najméd z hl'adiska moznosti znovu

pouzitia starSich bezpe¢nostnych kamier.

Obrazok 6 computer vision pri detekcii parkovacich miest [4]

Detekcia pri autonomnych autach: Aplikacie computer vision si hojne vyuzivané pri
detekovani dopravnych znaciek a chodcov, predchadzani kolizii, monitorovani podmienok
premavky a mnohych d’alSich.

Z hladiska bezpecnosti je detekcia chodcov najkritickejSim bodom, ked’Ze sa potencialne
jedné o l'udsky zivot. Zahfna v sebe Skalu senzorov, od tradicnych CCTV alebo IP kamier,
infratervenych zariadeni a RGB kamier. Algoritmus detekcie 0os6b je mozné zalozit' na

infraervenych stopach, Specifickych tvaroch, gradientoch, alebo charakteristik pohybu. [4]

Detekcia pozornosti vodica: Aplikacii detekcie je viac, pocnliic mikrospankom, cez
pouzivanie mobilného zariadenia az po jednoduché neudrziavanie pozornosti. Toto vSetko
su faktory, ktoré vyznamne vplyvaju na celosvetovl mieru nehodovosti. Umeld inteligencia

je pouzivana prave pre sledovanie o¢i vodic¢a a na zédklade nau¢eného modelu je schopna
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predpovedat’ mieru rizika v danom momente a pomocou inteligentnych systémov v aute

dokdze vodica na tito skuto€nosti upozornit’, ¢i uz zvukovymi alebo vibraénymi podnetmi.

[4]
1.3 Kategorie computer vision

Computer vision sa v poslednych rokoch rozsirilo do mnohych odvetvi. Tieto aplikacie vSak
nie je mozné generalizovat’. Existuje niekol’ko kategorii computer vision, ktoré ujasnuju ucel
danej aplikacie. Niektoré z kategorii su:

o [mage classification: NajzékladnejSia iloha computer vision, algoritmus je schopny

“vidiet” obrdzok a klasifikovat’ ho. Je na obrazku pes? Macka, alebo jablko?
Presnejsie, je schopny s urcitou presnostou predpovedat’, ze dany obrazok patri pod
urcitu triedu. Napriklad pri socidlnych sietach je kritické vediet automaticky
identifikovat’ a segregovat’ obsah nahrany uzivate'mi, prinaSajuc so sebou vyssi

engagement od uzivatela, no zdroven aj zahladenie bezpe¢nosntych rizik. [1]

o Object detection: Uzko prepojené s image classification pre identifikaciu uréitej
triedy a nasledné detekovanie jej pozicie v danom obrdzku alebo videu. Medzi
priklady patri detekcia nepodarkov na vyrobnej linke, pripadne detekcia strojov

potrebujucich udrzbu. [1]

o Object tracking: Sleduje detekovany objekt. Tato uloha je Casto vykondvand so
sekvenéne zachytenymi obrazkami alebo videom. Pri autonémnych vozidlach je
nutné klasifikovat’ nielen objekty ako chodci, dopravné znacky a stav vozovky, ale
i sledovat’ ich v pohybe, aby boli schopné aktivne sa vyhybat kolizidm a dodrzovat

dopravné zakony. [1]

o Content-based image retrieval: Pouziva computer vision pre prehliadanie,
vyhl'addvanie a ziskavanie obrdzkov zrozsiahlych datovych ulozisk na zaklade
obsahu obrazkov nez metadat, ktoré su s nimi asociované. Tato uloha v sebe
inkorporuje automaticktl anotaciu obrazkov, ktord nahrddza manuélne oznacovanie.
Tato kategoria tloh sa hojne vyuziva pri systémoch pre spravu digitalnych zdrojov

a mozu zvysit’ presnost’ ich ziskavania a vyhl'addvania. [1]

o Image segmentation: Rozdelenie obrazku do podcasti alebo podobjektov, za icelom
demonstracie schopnosti stroja rozlisit' objekt od pozadia, pripadne objekt od

d’alsiecho objektu v ramci toho istého obrazka. Segment obrdzka reprezentuje
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Specificku triedu objektu, ktorti neurénova siet’ dokazala na obrazku identifikovat'.

[5]

Road Sidewalk Building B Fence
B Pole P Vegetation B vehicle B Uniabel

Obrazok 7 Segmentécia obrazu [5]

o [mage restoration: Puzivand k obnovovaniu alebo rekonstrukcii zaslého, alebo
star¢ho obrazku a starych fyzickych obrazkov, ktoré boli nevhodne uskladiiované,
¢o malo za vysledok stratu kvality. Typicky image restoration proces zahfna redukciu
aditivneho Sumu pomocou matematickych néstrojov. Samotné rekonstrukcia moze
vyzadovat’ vyrazny zdsah do pdvodného obrazka, tzv. ,,image inpainting , v ktorom
su poskodené casti obrazka vyplnené pomocou generativnych modelov, ktoré
odhaduju, ¢o sa snazi obrazok zachytit. Obnovovaci proces je Casto nasledovany

kolorizaciou daného subjektu na obrazku v pripade, Ze je obrazok Ciernobiely. [5]
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Before

Obrazok 8 Vysledok image restoration [5]

e Pose estimation: Spdsob, akym je mozné odhadniit’ poziciu a orientaciu kibov
I'udského tela. Pouzitie tejto techniky je najmi v kombinécii s AR/VR aplikdciami,

hrami, Sporte, no i v médnom priemysle. [6]
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2 OBJECT DETECTION PRINCiPY A WORKFLOW

Object detection (OD) je doslednd technika CV sustredujuca sa na identifikdciu
a oznacovanie objektov v obrazkoch a videach, no i v rea-time zazname. Object detection
modely st trénované velkym mnoZstvom anotovanych dat, aby mohli jednotlivé objekty
ucinne detekovat’. KI'aicovym komponentom je tzv. ,,bounding box* identifikujlici okraje

rozpoznaného objektu. Typicky ma tvar §tvorca alebo obdiznika. [9]

2.1 Datasety

Siet’ ur€end pre image classification dokdze urcit,, ¢i sa na obrdzku nachadza urcity objekt,
alebo nie. Nepovie vSak, kde sa dany objekt na obrazku nachadza. OD siete poskytuju teda
nielen triedu objektov obsiahnutych v obrazku, ale aj ich bounding box poskytujuci
suradnice objektu. OD siete su vel'mi podobné sietam pre image classification a pouzivaju
konvoluéné vrstvy pre detekciu vizualnych vlastnosti. Vo svojej podstate vdcsina takychto

sieti pouziva konvolu¢nu siet’ pre image classification a poupravi ich pre object detection.

Ked'Ze sa tradi¢ne jedna o ucenie s ucitelom, je nutné modely trénovat’ na oznacenych
prikladoch. Kazdy obrdzok v trénovacom datasete musi obsahovat sprievodny subor,
obsahujuci ohrani¢enia a triedy konkrétnych objektov, ktoré chceme detekovat’. Takyto
model je potom trénovany dovtedy, kym nie je schopny n4jst’ regiony v obrazku spadajice

pod kazdy druh pozadovaného objektu. [10]

Nevyhodou je skuto¢nost’, Ze sa jednd o manualny, asovo naro¢ny proces, preto sa odportica

pouzit’ open source dataset. [11]

2.1.1 Typy anotacii

Obrazky pouzivané pre trénovanie, validaciu a testovanie CV algoritmov maji vyznamny
dopad na tspech Al projektu. Kazdy obrazok v datasete musi byt peclivo a presne oznaceny,
aby bol systém schopny rozoznavat’ objekty podobnym spdsobom, ako &lovek. Cim vyssia
kvalita anotécii, tym je vysledny model kvalitnejsi a teda presnej$i. Objem a r6znorodost’
dat, ktor¢ je nutné oznacit’ podla Specifik dokéaze byt’ vyzvou, ktord spomal’uje projekt a teda
aj rychlost, akou dokazeme potencidlny produkt dostat’ na trh. Existuje viacero spdsobov,

ako anotovat’ data, medzni nimi napriklad: [12]
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e Bounding boxes: st najbeznejSim typom anoticie v CV. Maju Stvorcovy tvar
pouzivany k definovaniu lokdcie cielového objektu. St urené x a y koordinatmi na

dvojdimenzionalnej osi a su vSeobecne pouzivané pri detekénych a lokaliza¢nych
ulohéch. [11]

(1, y1)

Obrazok 9 Klasické bounding boxy [11]

e Polygonalna segmentdcia: Pouzivana pre objekty, ktoré nie st vzdy Stvorcového
tvaru. Bertic tito myslienku v Givahu je polygondlna segmentacia Dalsim typom
anotovania dat, kde su pouzit¢ komplexné polygoény namiesto Stvorcov pre

definovanie tvaru a lokacie objektov ovela preciznej$im sposobom. [11]

Obrazok 10 Polygonalna segmentacia [11]
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Sémanticka segmentacia: Jednd sa o anotaciu jednotlivych pixelov, kde kazdému
z nich je priradend trieda. Tieto triedy m6zu byt napriklad chodec, auto, autobus,
cesta, prechod atd’. Kazdy pixel v sebe teda nesie sémanticky vyznam. Primérne je
pouzivana v pripadoch, kedy je dblezity environmentalny kontext. Tento sposob sa

hojne vyuziva pri u€eni autonémnych aut. [11]

Obrazok 11 Sémanticka segmentacia [11]

3D kuboidy: Podobné bounding boxom, no s pridanou informéciou o hibke a teda
je mozné ziskat’ 3D reprezentaciu objektu umoziujucu systémom rozoznavat’
vlastnosti ako objem a pozicia v 3D priestore. PouZitie je opét’ pri autonomnych
autach, kde mozu takéto systémy pouzit’ informéciu o hibke pre vypocet bezpeéne;

vzdialenosti od d’alSieho auta. [11]

Obrazok 12 Ohranic¢enie pomocou 3D kuboidov [11]
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e Key-Point anotdcia: Sluzi pre detekciu malych objektov a tvarov na obrazku. Tento
typ anotacie je uzitoény pre detekciu ¢ft tvare, vyrazov, emocii, Casti 'udského tela

apoz. [11]

Obrazok 13 Key-point anotacia [11]

e Line annotation: Ako vyplyva z ndzvu, tento typ anotécie je vytvoreny pouZzitim liniek.
Bezne pouzivany pri autonomnych vozidlach pre rozpoznavanie a detekciu jazdnych

pruhov. [11]

Obréazok 14 Line anotécia [11]
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2.1.2 Anotaéné formaty

Pri anotovani moZeme vyberat hned z niekolkych formatov, ked’ze neexistuje jeden

Standardizovany. Medzi tie najrozsirenejSie patri:

e (COCO: Obsahujuci pat’ anotacnych typov pre: object detection, keypoint detection,
stuff segmentation, panoptic segmentation a image captioning. Anotacie samotné su

ulozené vo formate JSON. Pre object detection pouziva COCO nasledujici format:

annotation{

"id" : int,

"image_id": int,
“"category_id": int,
"segmentation": RLE or [polygon],
"area": float,

"bbox": [x,y,width,height],
“iscrowd": @ or 1,

}

categories[{

"id": int,

“"name": str,
“"supercategory'": str,

}

Obrazok 15 COCO anota¢ny format [11]



UTB ve Zliné, Fakulta aplikované informatiky 29

e Pascal VOC: Ukladé anotacie v XML stubore [11]

<annotation>
<folder>=Train</folder=
<filename>01.png</filename=>
<path>/path/Train/@1.png</path>
=source=
<database>Unknown</database>
</source>
<size>
<width>224</width>
<height=224</height=>
<depth=3</depth>
</size>
<segmented>0</segmented=>
<object=>
<name=36</name=
=pose>Frontal=/pose>
<truncated=0</truncated=
<difficult>B</difficult>
<occluded=0</occluded=
<bndbox>
<xmin>90</xmin>
<xmax>19@</xmax>
<ymin>54</ymin>
<ymax=>70</ymax>
</bndbox>
</object>
</annotation>

Obrazok 16 Anotacny format Pascal VOC [11]

e YOLO: Pre kazdy obrazok je vytvoreny .txt stibor obsahujici anotacie ako object
class, object coordinates, vyska a Sirka. VSeobecny zapis je: <object-class> <x>

<y> <width> <height> [11]

2.1.3 Anotacné nastroje

Nové machine learning platformy sl'ubujice inovativne rieSenia, rychlejsi labeling alebo
vyssiu presnost’ vznikaju kazdych par mesiacov a je vel'mi jednoduché zmiast' sa uz pri
vybere. Optimalizacia procesu anotacie dat je vSak kI'icova pre zabezpecenie vysokej miery
spol'ahlivosti vysledného modelu. Vyber spravneho nastroja preto nie je mozné vziat na
Pahku vahu. [13]

Obrazky je mozné anotovat niekol'kymi sposobmi, od komeréne dostupnych, cez open
source az po freeware rieSenia. Tieto nastroje v sebe kombinuju Siroku Skéalu anotacnych
moznosti a exportnych formatov opisanych vyssie. [14]

Medzi popularne nastroje patri:
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Label Studio: Open source nastroj od spolo¢nosti Heartex Inc. Podporuje Siroku
Skalu anotacii vratane image classification, object detection a semantic segmentation.
Je mozné anotovat’ takmer kazdy typ dat, ako napriklad audio, obrazky, text a
dokonca i HTML. Disponuje unikatnou konfiguraciou zvanou “Labeling Config”,
umoznujucou prispdsobenie si Ul na zdklade poziadaviek uzivatela. Taktiez ma
Siroku Skalu algoritmizovanych automatizacnych vlastnosti vratane pre-labelingu,

ktord dokaze anotovat’ data na zéklade existujiceho machine learning modelu. [15]

Label Studio - Mozilla Firefox =

71 Label Studio x |+
)¢ o © | @ locathost 8080 7task._id - @ arch mnoe fem
wm NPR: National Public ... [l Yahoo P -Pandora & Sci-Hubiremovingba... | | LabelStudio W New Cases of COVID-... PO keras B fornet_papers P9 breads {4 Online Courses- Amyt... &% Slack

Completions + ®

Select label and start to click onimage

* New completion
Created undefined by Awesome |0
User

Predictions

Mo predictions

Results n

3 Polygon (id: 1bINfo-xbJ)

Labels

Regions (2)

@ = Polygon
© =2 Polygon

Relations (0)

Obrazok 17 UI Label Studia [15]

Labellmg: Je d’alsou popularnou open source moznost'ou pre anotovanie obrazkov
vd’aka jej jednoduchym a intuitivnym Ul s moznost'ou prace offline. Aplikacia je
multiplatformnd ateda podporovana na systémoch Windows, Linux a MacOS
a vramci virtualizicie moze byt spustend aj pomocou Anacondy ¢i Dockeru.
Nevyhodou vsak je podpora anotacie len pomocou bounding boxov, ktord je vhodna
len pre jednoduchsie projekty a nemusi stacit’ pre rozsiahlejSie a komplexnejsie

modely. Export anotécie je podporovany v Pascal, Yolo a CreateML formatoch. [15]
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Obrazok 18 UI Labellmg [15]

o Labelme: Pravdepodobne najpouzivanejs$i néstroj. Podobne ako pri Labellmg je
jednoducha nielen instalacie ale aj samotné pouZzivanie. Na rozdiel v§ak od Labellmg
disponuje Labelme funkciami, ktoré zneho robia vhodnejSiecho kandidata pre
kazdodenné pouzitie. Medzi tieto funkcie patri napriklad tzv. , File List",
zobrazujuci vSetky dostupné data a stav ich anotacie. V Labelme si moze uzivatel
vybrat’ zo §iestich zakladnych typov poéniic polygonom, obdiznikom, $tvorcom,
kruhom, d¢iarou, bodom a linkou. Umoziuje tak flexibilitu anoticie, pricom
zachovava jednoduchost’ pouzivania. Za nevyhodu je mozné povazovat export, ktory

je mozny iba v JSON formate. [14]
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Obrazok 19 UI Labelme [14]

COCO Annotator: Vytvoreny pomocou front-end frameworku Vue.js je webova
aplikacia stustred’ujuca sa na segmentaciu. Poméha pri vyvoji a trénovani object
detection a lokalizacnych modelov. Samotnt anotaciu je mozné vykonat’ pomocou
kriviek, polygonov a kI'i¢ovych bodov, oznacujuc tak segmenty obrazka. Aplikacie
exportuje do COCO formatu. Taktiez podporuje anotovanie obrazkov na zéklade

predtrénovanych modelov. [15]
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COCO Annotator

Coco Annotator

apple (1)

pear (1)

peach (1)

Obréazok 20 UI Coco annotator [15]

o [BM Cloud annotations: Poskytuje rychle ajednoduché anoticie obrazkov

v prehliadaci. Taktiez podporuje trénovanie modelov v cloude, ako 1 export

datasetov pre CreateML vo formate JSON. Anotovanie prebieha za pomoci bounding

boxov okolo objektu. [16]
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Obrazok 21 UI IBM Cloud annotations [16]

2.2 Object detection metody a algoritmy

Object detection by bolo nemozné bez modelov navrhnutych $pecificky pre tento tikon. Si
trénované stovkami az tisickami vizualnych dat pre optimalizciu detekEnej presnosti na
automatickej baze. Trénovanie a vylepSovanie modelov sa vykonava na zaklade dostupnych

datasetov. Existuje niekol’ko prominentnych typov object detection algoritmov a metod. [§8]

2.2.1 R-CNN, Fast R-CNN a Faster R-CNN

Prvou vel'mi tispesnou skupinou metdd bola R-CNN (Region-Based Convolutional Neural
Network), navrhnutd v roku 2014. Svojich predchodcov prekonala extrahovanim iba 2000
regionov z obrazka, ktoré sa nazyvaju ,, region proposals “. Predtym, ako sa zacala pouzivat’
RNN bolo tychto regionov nutné extrahovat’ vyrazne viac. Princip je nasledovny: vyber
obrazka na vstupe, z ktorého sa extrahuje 2000 regiénov. Z kazdého individualneho regionu

sa nasledne vybert features, ktoré budu klasifikované pod urcitou triedou. [17]

R-CNN ma vsak aj niektoré nedostatky:
e Vytrénovat siet’ si vyzaduje obrovské mnozstvo Casu, ked’ze na jeden obrazok je

nutné klasifikovat’ 2000 navrhov regiénov. [18]

e Nie je mozné ho implementovat’ v redlnom case, kedze detekcia trva zhruba 47

sekund pre kazdy testovaci obrazok. [18]
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e R-CNN zavisi na Selective Search algoritme pre generovanie region proposals. Tato
operacia je opdt’ ¢asovo narocnd a samotny algoritmus nie je mozné prisposobit’

detek¢nému problému. [18]

Z tohto dovodu vzniklo rychlejSie Fast R-CNN. Nielen proces detekcie objektov s
obrovskym poctom regidonov je asovo narocny, ale i trénovanie CNN s takym mnozstvom
regionov. Fast R-CNN vyrazne skratilo ¢as nutny pre spraovanie vloZenim obrazkov do
vopred natrénovanej CNN, aby vytvorila konvolu¢nu feature map, ¢im sa eliminuje proces
rozdelenia obrazku na 2000 region proposals. Tie je mozné jednoducho identifikovat
z vytvorenej feature mapy, ktoré sa posielaji do poolovacej ROI vrstvy, ktora extrahuje
features z daného regionu. Vystup z predchadzajucej vrstvy je potom spracovany vrstvou,
kde sa model rozdeli na dva vystupy: Jeden pre predikciu triedy cez softmax vrstvu, a druhy
pre predikciu bounding boxu cez linearny vystup.

Cas potrebny na vytrénovanie pomocou Fast R-CNN oproti R-CNN klesli z ~84 hod. Na 9
hod. a testovaci ¢as klesol z ~50 sektind na ~2.5 sekundy. [19]

Tretim a eSte viac vylepSenym modelom bol neskor uvedeny Faster R-CNN. Architektura je
podobna Fast R-CNN, no s niekol’kymi vyznamnymi Gpravami. Faster R-CNN nepouziva
Selective Search algoritmus zaloZeny na hierarchickom zoskupovani medzi podobnymi
regionmi. Namiesto neho sa pouziva Region Proposal Network umoznujica vyrazne
rychlejSiu identifikdciu regionov. Dobu testovania dokazala oproti Faster R-CNN znizit’ z
~2.5 sekund na ~0.2 sekundy. Vdaka tomuto je vhodnou volbou pre real-time object

detection. [20]
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2.2.2 YOLO

Alebo ,,You Only Look Once* je popularny algoritmus pre detekovanie objektov v redlnom
case. Proces klasifikacie i predikcie bounding boxov pre detekované objekty zjednocuje
pomocou jednej neurdnove;j siete a ako taky je teda algoritmus vykonnostne optimalizovany
[21]. Yolo je algoritmus zaloZeny na bazi regresie. Pri praci s nim nehl'addme regiony
obrazka, ktoré mozu potencidlne obsahovat hladany objekt. Namiesto toho sa obrazok
rozdel'uje na bunky, najcastejSie 19x19. Kazdé4 bunka je zodpovedna za predikciu piatich
bounding boxov (v pripade, Ze sa v nej nachddza viac nez jeden objekt). Tymto spdsobom
sa dostavame k velkému poctu bounding boxov pre jeden obrazok. Nehl'adame presni
predikciu, ale pravdepodobnost’ objektu. Tento spdsob so sebou nesie nizsiu presnost’, no
pre real-time object detection je akymsi nutnym zlom. VacSina buniek vSak nebude
obsahovat’ ziadny objekt. Preto sa predikuje hodnota pc, ktora sluzi pre odstraiiovanie boxov
ako s nizkou pravdepodobnost’ou, tak i s najvyssim zdielanym priestorom. Tento proces sa

nazyva non-max suppression. [22]

Ay s o Non-Max
L BA Y whemes Py & T

Suppression

=N

Obrazok 22 Odstraiiovanie prebytocnych predikcii pomocou non-max suppression [23]

Napriek tomu, ze sa YOLO zda byt idedlnym kandidatom pre rieSenie real-time object
detection problémom, nesie so sebou niekol’ko limitacii. Ma t'azkosti pri segregacii malych
objektov, ktoré su na obrazkoch zoskupené. Sem moézme zahrnat’ napriklad prirodzene sa
vyskytujicu mravéiu koloniu. Zaroven je z podstaty principu pomalsi ako napriklad Fast R-
CNN. [23]

Existuje niekol’ko variant tohto algoritmu, ktoré vznikli za posledné roky, ako napriklad:
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e YOLOv2: Obcas nazyvany tiez YOLO9000 bol vyvinuty v roku 2016 povodnymi
tvorcami Josephom Redmonom a Alim Farhadim. Nazov 9 000 vznikol zo
schopnosti modelu predikovat’ 9 000 réznych kategorii objektov v redlnom case.
Nova verzia modelu bola simultdnne trénovana nielen na object detection
a klasifikacnych datasetoch, ale ziskala aj Darknet-19 ako novy zakladny model.
YOLOV2 je mozné povazovat’ za obrovsky uspech a stal sa najmodernej$im object
detection modelom, ¢o prirodzene zvysilo jeho popularitu a vznikalo teda aj

prirodzene viac varidcii. [22]

e YOLOv3: Architektira sa opédt zmenila na bazu Darknet-53 obsahujicu 53
konvolu¢nych vrstiev. Predikcie boli vykondvané na troch roéznych Skélach, ¢o
vylepsilo predikciu malych objektov. Tato variacia bola opit’ vytvorena Josephom
Redmonom, ktory sa vSak rozhodol ukoncit’ pracu na d’alSich verziach YOLO, aby
zabranil svojmu potencidlne negativnemu dopadu na svet. Dnes sa v3 pouziva ako

zaklad pre nové object detection architektiry. [22]

e YOLOv4: Stvrta verzia YOLO algoritmu bola vydana v roku 2022 Alexeyom
Bochkovskiym, Chien-Yao Wangom a Hong-Yuan Mark Liaom. ZaloZend na
SPDarknet53 architekture. Zaujimava je tym, ze uviedla niekol’ko novych konceptov
ako Weighted Residual Connections, Cross-Stage-Partial connections, mini-batch
normalization atd’. Vysledkom tychto zmien je o 10% vysSia preciznost’” modelu

oproti v3. [22]

e YOLOvS: piata iteracia bola vydana kratko po v4 Glennom Jocherom. Vyuzivala
deep learning framework PyTorch, ¢im vyvolala pomerne vysoka davku
kontroverzie medzi uzivateI'mi. V zasade sa jednd o v3 rozSirenu o spominany

PyTorch. [22]

e YOLOP (Single Shot Panoptic Driving Perception): Real-time moznosti YOLO
architektiry umoznili vznik odnoziam Specializujicim sa oblastou autondmnych
vozidiel. Aby mohol systém pomahat’ s navigaciou vozidla po vozovke, musi byt
percepcny systém schopny extrahovat vizudlne informadacie z okolia. Medzi tri

najvyznamnejsie poziadavky patri detekovanie objektov v premavke, segmentacia
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2.2.3

oblasti, po ktorej sa moze vozidlo pohybovat’ a detekcia jazdnych pruhov. Ku kazde;j
tejto ulohe existuju moderné algoritmy, ako napriklad Mask R-CNN, YOLOR alebo
modely ako UNet a PSPNet pre sémanticku segregéaciu. Napriek ich individudlnom
vykonom vS$ak spracovanie jednotllivych tiloh trva dlhu dobu a nie je tak vhodné pre
real-time detection. Navyse, embedded zariadenia tychto modelov maji vel'mi nizky
vypocetny vykon a v dosledku toho je tento sekvencny pristup este viac neprakticky.
Jednotlivé tlohy, ktoré je nutné spracovat’ maju mnozstvo suvisiacich informacii.
Napriklad jazdné pruhy st ¢astokrat pouzivané k ohrani¢eniu oblasti, po ktorej je
mozné bezpecne jazdit' a vdcSina objektov nutnych pre detegovanie sa taktiez
nachadza v tejto oblasti. YOLOP je schopné vykonavat’ vSetky tieto tlohy paralelne,

¢im vznika rychle a efektivne rieSenie. [24]

YOLOR: Je moderny algoritmus pre object detection liSiaci sa od pdvodného
YOLOvl — YOLOvV5 nielen autorom, no 1 architektirou a modelovou
infrastrukturou. Specializuje sa Gisto na object detection, na rozdiel od inych use
casov ako object identification alebo object analysis. To je dané jeho sustredenim sa
na vSeobecné identifikatory, ktoré zarad’uju objekt do jednotlivych kategorii a tried.
Ludia st schopni u€it’ sa a porozumiet’ fyzickému svetu na zéklade svojich zmyslov
(explicitna znalost), no i na zdklade predoslej skisenosti (implicitna znalost). Vd’aka
tomu st schopni efektivne spracovavat’ tplne nové data vyuzitim znalosti, ktoré sa
naucili v minulosti uloZenych v mozgu. YOLOR sa tymto principom inSpiruje a je
navrhnuty ako ,,unifikovana siet, kde je implicitna a explicitnd znalost’ zakédovana

spolu. [25]

YOLOS: You Only Look at One Sequence je postaveny na Uplne rozdielne;j
architektlre a priniesol so sebou vlastnosti ako ViT transformers a DET tokens.
Zatial’ sa jednd o koncept bez vykonnostnych optimalizacii. Cielom je dokédzanie

vSestrannosti tychto transformerov pri zlozitej$ich object detection tlohach. [26]

Single-shot detector

SSD bol navrhnuty pre real-time object detection. Faster R-CNN pouziva region proposal

siet’ pre tvorbu boundary boxov, ktoré nasledne pouziva pre klasifikaciu objektov. Tento

pristup je sice presny, no cely proces prebicha v 7 snimkoch za sekundu, ¢o je hodnota



UTB ve Zliné, Fakulta aplikované informatiky 39

neskibitena s potrebami real-time detekcie. SSD tento proces zrychluje eliminovanim
potreby region proposal siete. Na obnovenie poklesu presnosti pouziva SSD niekol'ko
vylepSeni, vratane multi-scale featues a default boxes. Tieto vylepSenia umoziuji SSD
rychlostne sa vyrovnat presnosti Faster R-CNN vyuzitim obrdzkov s niz§im rozliSenim,

ktoré taktiez vo vyznamnej miere ovplyviiuju rychlost’. [27]

SSD sa sklada z dvoch casti:

e Extrahovanie feature map
e Aplikacia konvolué¢nych filtrov pre detekciu objektov.

Pre extrahovanie feature map vyuziva architektiru VGG16. Nasledne deteguje objektu
pomocou Conv4 3 vrstvy. Kazda predikcia sa skladad z boundary boxu a 21 hodnoteni pre
kazdu triedu. Spomedzi tychto hodnoteni sa vyberie najvysSia hodnota pre dany objekt.
Conv4 3 vykonava celkovo 38 * 38 * 4 predikcii, tzn. 4 predikcie pre kazdi bunku. Mnoho
predikcii neobsahuje Ziadny objekt. Pre tieto predikcie si SSD rezervuje tzv. triedu 0. [27]

Obrazok 23 Extrakcia feature mép [27]
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3 VYVOJMOBILNYCH APLIKACII

Vyvoj mobilnych aplikacii sa da definovat’ ako sada procesov a procedir zahrnutych pri
tvorbe software pre malé, bezdrotové zariadenia, ako napr. smartfony, a iné zariadenia.
Podobne ako vyvoj webovych aplikdcii ma mobilny vyvoj korene v tradicnom software.
Kritickym rozdielom je vsSak skutoc¢nost, ze mobilné aplikdcie su tvorené Specificky
s cielom vyuzitia unikatnych vlastnosti mobilného hardware. Napriklad hra méze vyuzivat’
akcelerometer zabudovany vo smartfone, alebo zdravotna aplikdcia mdze vyuzit’ senzory
zabudované v smart hodinkach. [28] Moderné smartfény su vybavené technoldgiami ako
Bluetooth, NFC, gyroskopické senzory GPS a kamery. Taktiez mozu byt vyuzité pre vyvoj

augmented reality aplikdcii, skenovanie atd’. [29]

Relevantné mobilné platformy v case pisanie diplomovej prace su dve a to iOS od
spolo¢nosti Apple a Android od spolo¢nosti Google. 10S vznikol ako proprietarny mobilny
operacny system Specificky pre smartfony Apple iPhone. Android mé vSak S§irsi zaber, cieli
na zariadenia roznych vyrobcov, ktori si ho mézu v rdmci jeho open source natury 'ubovol'ne
upravovat’. [30]

Nepriek tomu, ze madme k dispozicii tieto dve platformy, je nutné si zvolit’ tu spravnu na
zaklade faktorov, ako je cena vyvoja, cielova skupina uzivatel'ov, sucasny technologicky
trend, biznis model, ¢as nutny pre vyvoj a d’alSie. Na zéklade Statistik ma Android viac ako
70% podiel na globalnom trhu, zatial' co 10S ma priblizne 30%. Obchod Play Store pre
platformu Android ma taktiez menej obmedzeni, nez konkurenény App Store od Apple. Na
druhej strane mobilné aplikécie vyvinuté pre i0S maji ovel'a mensiu Skalu zariadeni, ktoré

musia podporovat’, ¢o zjednodusuje optimalizaciu. [30]

Tvorba aplikdcie mé svoje vyhody aj nevyhody. Vyberom pristupu, ktory zodpoveda
zvolenej stratégii je mozné dosiahnut’ lepsi uzivatel'sky zazitok, uSetrit’ vypoctové zdroje a
taktiez vytvarat' nativne funkcie potrebné pre vyslednt aplikdciu. Medzi dnes rozsirené
pristupy patria [31]:

e Nativne aplikacie
e Multiplatformné a hybridné aplikacie

e Progresivne webové aplikécie
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3.1 Nativny vyvoj

Nativne aplikdcie su vyvijané exkluzivne pre jednu platformu za pomocou Specifického

programovacicho jazyka. Uzivatelia k nim maji pristup z dedikovanych aplika¢nych

obchodov (Google Play pre Android a App Store pre i0S). [32]

Apple i Google poskytuju vyvojarom nativne Software Development Kits (SDK) a nastroje.

To so sebou prindSa znacné vyhody, najma:

Vykon: Aplikacie kompilované pomocou nativnych ndéstrojov su rychle
a responzivne. Aplikécia je ulozena priamo v telefone, takze je schopna efektivne
vyuzivat’ vypocetné zdroje daného zariadenia. Vysledkom je jej rychle nacitavanie.

[33]

Bezpecnost: Nativne aplikacie sa pre svoju funkcionalitu nespolichaji na
technologie, ktoré nie su pre danu platformu native, ako HTML, CSS a JavaScript
a teda je schopna vyhnut’ sa zndmym bezpecnostnym rizikam, ktoré so sebou webové

technologie v pripade neopatrnosti vyvojara prinasaju. [34]

Sirokd Skala funkcionalit: Vyvojarom je umozneny pristup ku kazdému API
a nastroju, ktoré dand platforma ponuka, ako st napr. GPS, kamera, mikrofén
a v neposlednom rade nativna podpora push notifikacii. Maji teda priamy pristup

k hardware. [32]

User experience: Kazda platforma so sebou prinaSa urcité konvencie pre vzhlad.
Nativne aplikacie pouzivaji tieto konvencie, ¢i uz su to farby, rozmiestnenie
komponent na obrazovke, alebo samotny vzhl'ad tychto komponent. Vyvojar sa tak
nemusi starat’ o dodatocné Stylovanie a odpad4d mu tak praca navySe. Zaroven doda
uzivatel'om konzistentny vzhl'ad a spdsob pouzivania aplikécie, na ktory st zvyknuti.

[33]

Potencial mensieho mnozstva bugov pocas vyvoja: Z podstaty veci obsahuji vyrazne
menej zavislosti, pretoze nemaju Ziadneho prostrednika umoziujuceho spustenie
aplikacie na tej, ¢i onej platforme, ako napr. Flutter alebo React Native. Hybridné
aplikacie pristupuju k hardware cez tzv. ,, bridge “, ktory ¢astokrat spomaluje vyvoj.
Tento problém je asty najmi pri novych verziach operacnych systémov, kde musi
byt tento bridge aktualizovany pre udrzanie kompatibility, v pripade novej

funkcionality, alebo zmeny v samotnych operaénych systémoch. Tento proces je
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taktiez Casovo ndrocny a nové features nie st dostupné pre cross-platform vyvojarov

ihned. [35]

Nativny vyvoj vSak napriek zjavnym vyhoddm so sebou nesie i vyznamné uskalia a preto

nie je vzdy jasnou vol'bou pre firmy, ktoré chct vyvinat’ svoj mobilny produkt. Preto je nutné
vziat’ do uvahy aspekty ako:

o Takmer nulova znovupouzitelnost kodu: Nativne aplikdcie su tvorené separatne

a teda vznika nutnost’ udrziavania dvoch code bases v pripade, Ze chceme aplikaciu

dodat’ pre Android 1 10S. [35]

e (Cena: Vyrazne vysSia oproti inym rieSeniam. Téato skutocnost’ sa odvija od nutne;j
znalosti platformy, pre ktoru je aplikdcia vyvijand. Naroky na vyvojarov s tym

padom vyssie. [36]

e Doba trvania vyvoja: ViacSina nativnych vyvojarov sa Specializuje iba na jednu

platformu. Castokrét vzniké teda nutnost’ najat’ d’alich vyvojarov. [36]

3.2 Multiplatformny vyvoj

Zakladnou myslienkou multiplatformného vyvoja je, ze vysledny softvérovy produkt by mal
fungovat’ vo viac ako jednom digitdlnom prostredi. Cielom je zvycajne vydat’ softvér pre
niekol’ko opera¢nych systémov zaroven. V pripade mobilného vyvoja st to Android a iOS.
Medzi zékladné stratégie pre multiplatformny vyvoj patri kompilécia réznych verzii toho
istého programu pre rozne operatné systémy. Dalsim moznym pristupom je tvorba
abstraktnej vrstvy pre ur€ité Urovne programu, ktora je schopnd sa tymto platformam
prispdsobit’. O takto napisanom softvéri moézme tvrdit’, Ze je platformne agnosticky a teda
neuprednostituje jednu platformu pred druhou. V pripade potreby st vSak vyvojarom
k dispozicii nativne API pre kontrolu Specifickych cCasti jednotlivych operaénych systémov

a pripadne hardvéru [37].

V kone¢nom doésledku mozeme tvrdit’, ze hlavnym cielom multiplatformnych aplikacii je
pokryt’ o najvicsi pocet zariadeni a dostat’ sa tym k maximdlnemu moznému poctu
uzivatel'ov. Tento sposob vyvoja vSak so sebou prinasa i d’alSie vyrazné vyhody, medzi ktoré

patri napriklad:
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o Cena vyvoja: Kedze sa drzime konceptu “napis raz, spusti vsade”, disponujeme
znovupouziteInym kédom pre obe platformy v rdmci jedného repozitara, ¢o vyrazne
prispieva k znizeniu Castu potrebného pre vyvoj aplikacie a teda v konecnom

dosledku aj cenu. [38]

o Jednoduchsia uidrzba: Dal§i vyvoj a oprava chyb sa stava jednoduchou vdaka

jednej codebase z ktorej je mozné nasadzovat’ kdd pre obe platformy. [38]

® Rychlejsi vyvoj: Jednotna code base pre obe platformy pomaha zniZzovat’ naroky na

Vyvoj 0 50 — 80%. [38]

e Jednotny dizajn: Synchronizacia rdznych vyvojovych projektov je ndro¢né uloha ako
po funkcionalnej, tak po vizudlnej stranke. Multiplatformny vyvoj umoziuje
zachovat’ jednodtny dizajn naprie¢ platformami, umocnit’ tak brand recognition

a dodat’ konzistentny uzivatel'sky zazitok naprie¢ platformami. [38]

Zo zoznamu vyssie jednoznacne vyplyva, Ze ¢as dodania aplikécie na trh je vyrazne nizsi,
nez pri nativnom vyvoji. Napriek tomu, Ze tato metrika je vel'mi vyznamnd, nemala by sa

brat’ vzdy v tivahu ako jedind. Multiplatformny pristup so sebou taktiez nesie i tskalia [39]:

e Nizsi vykon: Multiplatformné aplikacie Celia integraénym vyzvam opera¢nych
systémov, na ktoré¢ cielia. Z velkej miery je to kvoli nekonzistentnej komunikacie
medzi nativnymi a nenativnymi prvkami, ¢o ma vplyv na kone¢ny vykon aplikécie.

[39]

e Limitovany zazitok pre uzivatela: Kod nie je vzdy dodato¢ne optimalizovany pre
najnovsie vlastnosti operacnych systémov a teda pristup k nov§im castiam hardvéru

alebo API mdze byt obmedzeny, nestic so sebou mnozstvo integraénych problémov.
[40]

e Limitované mnozstvo nastrojov: Najnovsie APl a moznosti platformy nie su vzdy
dostupné hned” po vydani avyvojari tak msuia cakat na novu verziu
multiplatformného frameworku, ktory castokrat zaostdva za nativnym vyvojom.

Vyvojari tak musia urcity ¢as pracovat’ na starSich verzidch danych platforiem.

e Bezpecnost: Utoky na mobilné aplikacie nie st zriedkavym javom. Nativne aplikacie

sa im dokdzu vyhnut zaplatanim chyb agilnej$im sposobom. [41]
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3.3 Progresivne webové aplikacie

Uspech smartféonov a mobilnych aplikacii umoznilo okamzity pristup k P'ubovolnému
systému, ¢i uz sa jednd o online nakupovanie, platbu uctov, ¢i bookovanie hotelov. Fakt, ze
smartfony su mobilné zariadenia, umoznuju jednoduchy pristup k internetu a nevyzaduja
komplexny hardvér spdsobil postupné vytlatovanie tradi¢nych desktop zariadeni. Mobilné
aplikacie pontkaju svojim uzivatel'om jednoduchy pristup k tymto sluzbam a funkcionalitou
moznost'ami prekondvaji webové aplikacie.

Problémom vsak je pocet stiahnuti. Naklady na vyvoj su taktiez zna¢né a Castokrat je ich
obhajoba oproti webovym aplikdciam naro¢nd. Mnoho mensich firiem si nemoéze dovolit’
financovanie vyvoja nativnej mobilnej aplikacie z viacerych dovodov, medzi ktoré patri
obmedzeny rozpocet, ¢as potrebny pre vyvoj, zdroje atd. Taktiez mnoho uZzivatelov
preferuje webové aplikacie pred inStalaciou dedikovanej mobilnej aplikacie.

Odpoved’ na tieto problémy sa snazia priviest prave Progresivne webové aplikacie — PWA.

[42]

PWA su webové aplikacie, ktoré vyzeraju a funguju ako mobilné aplikécie. Pristupuje sa
k nim pomocou URL, rovnako ako pri konvenénych webovych strankach a aplikaciach.
Tento relativne novy pristup k vyvoju aplikdcii sa snazi priniest vyhody modernych

prehliadacov v kombinacii s mobilnym zazitkom. [42]

Medzi tri zékladné piliere PWA patri: schopnost, spolahlivost’ a inStalovatel'nost’, vd’aka

ktorym dokazu poskytnut’ uzivatel'sky zazitok podobny tomu nativnemu. [43]

3.3.1 Schopnost’

Trendom vo webovych technoldgiach je ich rapidny vyvoj. Napriklad donedévna nebolo
mozné vytvorit’ komplexnu aplikéciu pre video chat pomocou WebRTC, geolokacie, push
notifikacii, kamery a Bluetooth. Tieto vlastnosti boli vZdy doménou nativnych aplikécii. Aj
ked’ je pravdou, ze mnoho nativnych moznosti je stdle mimo dosah, nové webové Standardy
sa to snazia zmenit spristupnenim novych API pre vyvojarov. Medzi najnovsie features
patri:

e Ovléadanie clipboardu
e Pristup k siborom systémy

e Media controls [43]
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Medzi modernymi API, WebAssembly a d’alSimi pripravovanymi features st dnesné

webové aplikacie schopnejsie ako kedykol'vek predtym.

3.3.2 Spolahlivost’

Spol'ahliva Progresivna webova aplikécia vzbudzuje dojem rychlosti a je nezavisla od stavu
siete. Rychlost’ je kritickym faktorom pre udrzanie stabilného poctu uzivatel'ov. V tejto
kategoérii nie je zahrnutd iba rychlost’ nacitania, ale iplynulost animécii a odozva na
interakciu uzivatela s aplikaciou.

Spolahlivé aplikacie musia spravne fungovat' nezavisle na stave pripojenia k sieti.
Uzivatelia ocakavaju aspon nejaku funkcionalitu po spusteni aplikéacie, ¢i uz sa jedna

o offline prehravanie médii, alebo pristup ku vstupenkam.

3.3.3 InStalovatePnost’

PWA je mozné si nainStalovat’ do svojho zariadenia. Napriek tomu, ze su to webové
aplikacie, uzivatel’ nevidi po nainStalovani (pridanu na plochu) Ziadne prvky prehliadaca,
ked’ze aplikacia bezi v samostatnom okne. Po spusteni sa aplikacia tvari ako nativna, ma
svoje miesto na home screen medzi ostatnymi aplikdciami s vlastnym nazvom aplikacie

a ikonou. [43]

3.3.4 Adopcia PWA na trhu

Vo svojom jadre st PWA iba webové aplikacie, ktoré pouzitim technik ako progressive
enhancement, kedy st jednotlivé features aplikacie spristupnené na zaklade siete a
zairadenia uzivatela, novych moznosti modernych prehliadacov a rapidnemu rozvoju
webovych technologii st schopné konkurovat’ do urcitej miery nativnym aplikdciam. Je
mozné si ich nainst’alovat’ na plochu, majt offline funkcie, podporu push notifikacii a pristup
k niektorym nativnym API. Stile su vSak do zna¢nej miery obmedzené svojim webovym
jadrom.

Napriek tymto skutocnostiam st PWA popularnym mobilnym rieSenim pre jednoduché
aplikacie a sluzby ako e-shopy, prezentacné weby, aplikacie sluziace k predaniu réznych
inform4cii a ich adopcia na trhu r6znymi firmami narastd kazdym rokom. Jednou z tychto
firiem je aj Twitter, ktory vd’aka implementacii PWA technoldgii na sovjom webe ziskal o
65% vyssi user engagement pri jednej navsteve, o 75% viac prispevkov, pricom zredukovali

vel'kost’ svojej aplikacie o 75%.
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PWA tak ponukaji unikatnu prilezitost’ dodat’ plnohodnotny webovy zazitok na mobilne;j
platforme. Tieto aplikdcie moézu byt nainStalované hocikym, hocikde ana hocijakom

zariadeni a to vSetko v ramci jednej codebase. [43]

3.4 Vol’ba vyvojového pristupu mobilnej aplikacie

V snahe dodat’ uzivatel'ovi o najkvalitne;jSiu aplikaciu sa automaticky ponutka zvolit’ pristup
nativneho vyvoja. V skutoCnosti je vSak pravdou, ze neexistuje jeden spravny alebo
univerzalny spdsob, ktory by bol najlepsi pre kazdy typ aplikécie. Vyber pristupu v najvacse;
miere ovplyviiujii samotné poziadavky na aplikaciu, casové okno, v ktorom chceme, aby
bola aplikacia vyvinuta a pripravena pre release a v neposlednom rade cena, ktort je ochotny
zakaznik alebo firma za aplikaciu zaplatit’.

Presné definicia tychto poziadaviek je castokrat narocnd, ked’Zze musia zahfiat’ i schopnost’
nasadzovat’ zmeny, ktoré koreSponduju s biznis modelom firmy v dostato¢nej rychlosti.
Dalej je nutné pozastavit' sa nad tym, ako si ziskat' a najmi udrzat’ &o najvacsi rozsah
uzivatel'ov.

Beruc do uvahy vsetky tieto faktory, vyhody a nevyhody réznych pristupov a potreby
samotnej aplikacie by malo napomoct’ pri odhadovani ¢asového okna projektu, potrebnych
finan¢nych a technickych zdrojov. Vysledné aplikacie su potom vel'mi roznorodé. Ak je
kone¢nym cielom produktu vyvinit’ dlhodoby projekt a teda aplikaciu, ktord bude zaroven
responzivna, mat kvalitny uzivatel'sky zazitok, vyborny vykon a spolahlivi mieru
bezpecnosti, potom sa ponuka nativny vyvoj ako ziaduca volba. Naopak, ak je nizsi
rozpocet, rychly vyvoj a vyssi potencialny pocet uzivatel'ov primarnym zameranim biznisu,
je vhodné zvolit’ jeden z multiplatformnych alebo webovych pristupov k tvorbe mobilne;j

aplikacie. [44]

Tabulky nizSie obsahuju stthrn vSeobecnych nefunkcionalnych poziadaviek z hl'adiska
biznisu, ktoré mozu byt kritické pri rozhodovani o vybere pristupu, no i konkrétnych API

a nativnych funkcionalit, obohacujucich vyslednu funkcionalitu a dojem aplikacie. [45]
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Tabul’ka 1 Nefunkcionalne poziadavky pre vyvoj
Nativny pristup Cross-platform pristup | PWA pristup

Nutné znalosti a 10S — Swift a Xcode, HTML, CSS, JavaScript,  HTML, CSS,
nastroje SwiftUI ,UIKit Multiplatformny JavaScript

Android — Java alebo framework (React Native

Kotlin, Android Studio, |alebo Flutter)

Android SDK
Distribucia Aplikacny obchod Aplikacny obchod Web
Rychlost’ vyvoja Pomala Stredna Rychla
Cena vyvoja Vysoka Stredna Nizka
Cena za Gdrzbu Vysoka Stredna Nizka
Graficka vykonnost’ |Vysoka Stredna Dostacujica
Vykonnost’ aplikacie |Vysoka Stredna Dostacujuca
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Tabulka 2 Pristup k nativnym APIs pre jednotlivé pristupy
Nativny pristup Cross-platform pristup | PWA pristup
Kamera Ano Ano Ano
Push notifikacie Ano Ano Obmedzene
Kontakty Ano Ano Nie
Offline pristup Ano Ano Obmedzene
Geolokacia Ano Ano Obmedzene
Upload stiborov Ano Ano Ano
Gyroskop Ano Ano Obmedzene
Akcelerometer Ano Ano Obmedzene
Swipe navigacia Ano Ano Ano
Mikrofon Ano Ano Ano
Spracovanie Machine |Ano Obmedzene Nie
learning modelov
Praca s rozSirenou Ano Obmedzene Nie
realitou
Bluetooth Ano Ano Obmedzene
Hapticka odozva Ano Ano Ano
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4 VYVOJ PRE PLATFORMU IOS

10S je dedikovany mobilny operac¢ny systém spolocnosti Apple pohaiajici proprietarny
hardware a teda beziaci na zariadeniach iPhone a v minulosti i na produktovej rade iPad, kde
bol nahradeny iPadOS-om vroku 2019. Z hladiska popularity sa jedna o druhy
najrozsirenej$i mobilny OS, zaostavajic v adopcii za OS Android. Tvori zaklad pre tri d’alSie
opera¢né systémy, iPadOS, tvOS pre produkty Apple TV a watchOS pre chytré hodinky
Apple Watch. Napriek tomu, Ze to je proprietarny sofware, niektoré asti su open source pod

licenciou Apple Public Source License. [46]

4.1 Nativny vyvoj v ramci iOS

Pre tvorbu aplikdcii na i0S je nutné pracovat' na MacOS, iné platformy nie stt podporované.
Vyvojové nastroje su vsak zdarma a aplikaciu je mozné spustit’ a testovat’ v zabudovanom
simulatori [47]. Primarnym vyvojovym prostredim — IDE je XCode, ktory je mozné pouzit’
nielen pre vyvoj aplikacii pre iPhone, ale i ostatny hardware v rdmci produktovej Skaly
Apple. Obsahuje vsebe iOS SDK, nastroje, kompildtor a frameworky umoziujice

dizajnovanie, vyvoj a odlad’ovanie aplikécii [48].

4.1.1 Programovaci jazyk Swift

Swift je viacparadigmovy, univerzalny programovaci jazyk pre tvorbu iPadOS, macOS,
watchOS aiOS aplikacii. Bol vytvoreny spolo¢nostou Apple vroku 2014. Jazyk bol
navrhnuty tak, aby bezpe¢ny, rychly a expresivny. Vznikol tak ako ndhrada za zastaraly
Objective-C. Ked'Ze je jazyk open-source, jeho kdd je verejne dostupny.
Apple tento jazyk vytvoril bertic ohl'ad na novych programatorov a je tak jednoduchy na
naucenie sa. Je to vysokouroviiovy jazyk a teda disponuje vlastnost'ami ako:
o Struktiry a triedy: Vyvojar ich moze definovat’ v jedinom stibore. Struktira alebo
trieda je potom dostupna naprie¢ celym projektom bez nutnosti importovania suboru,

v ktorom bola definovana.

e Nativny error handling: Swift pontka klasické ovladanie error stavov pomocou try

catch blokov a propagéciu chyb pocas behu programu.
o Generika: Umoznuje pisanie flexibilnych, znovoupouztelnych funkcii a typov.

e Pamdtova bezpecnost: Swift vykondva spravu pamite automaticky. Pomocou

Automatic Reference Counting taktiez sleduje a manazuje vyuZzivanie pamite.
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o Package manager: Swift Package Manager je nastroj umoziujici buildovat’, spustit’

a testovat’ swiftové kniznice. [48]

Swift spliiyje ciele, ktoré si autori jazyka nastavili vyborne, vd’aka jeho jasnej syntaxi, dobre;j
Citatelnosti a dynamicite. No stale sa jedna o relativne novy jazyk a preto zdroje k uc¢eniu
nemusia byt tak robustné, ako je to v pripade inych jazykov. TaktiezZ je tu silne citit’ vplyv
platformy, pre ktort bol jazyk primarne navrhnuty. Napriek tomu, Ze jazyk je cross-platform
a teda kompatibilny i s operaénymi systémami Windows a Linux, najlepsi je stale pre vyvoj
nativnych i0S aplikécii. Fakt, ze sa jedna o mlady jazyk odzrkadl'uje aj vyrazné mnozstvo
aktualizécii, ktoré jazyk dostdva a mnohé vlastnosti, ktoré by programdtori ocakéavali ako

prirodzenou stcastou jazyka prichddzaju neskor prave az v rami tychto aktualizacii. [49]

4.1.2 Framework SwiftUI

SwiftUI je framework pre tvorbu Ul s podporou i0S, tvOS, macOS, watchOS a iPadOS.
Apple ho uvidedol v roku 2019 a odvtedy sa vyvijal rapidnym tempom. Na rozdiel od
predoslého imperativneho frameworku UIKit je SwiftUI deklarativny a umoziuje tak tvorbu
Ul s ¢o najmenSim objemom kddu, ktory je prenositel'ny naprie¢ roznymi OS. [50]

Deklarativne programovanie popisuje ¢o program vykonava bez toho, aby bol Specifikovany
spdsobob, akym toho ma dosiahnut’. Naopak imperativne programovanie popisuje prave ako
by mal program vykonat’ nejak( ulohu tym, Ze programator explicitne Specifikuje kazdu
inStrukciu krok za krokom [51]. Pri tvorbe UI je vyhodnejsi deklarativny spdsob najmé
vd’aka rychlosti vyvoja a predchadzaniu chyb. Zmeny v stave aplikdcie maju vplyv na
zmenu UI. Programator popisuje, ako ma Ul vyzerat pre dany stav a framework sa postara

0 samotné zobrazenie. [52]
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import SwiftUI

struct Content : View {
@State var model = Themes.listModel

var body: some View {
List(model.items, action: model.selectItem) { item in
Image(item.image)
VStack(alignment: .leading) {
Text(item.title)
Text(item.subtitle)

.color(. gray )

Obrazok 24 Ukazka SwiftUI komponenty [51]

cluesLabel = UILabel()

cluesLabel. translatesAutoresizingMaskIntoConstraints = false
cluesLabel.font = UIFont.systemFont(ofSize: 24)
cluesLabel.text =

cluesLabel.numberOfLines = 0@

view.addSubview(cluesLabel)

answersLabel = UILabel()
answersLabel.translatesAutoresizingMaskIntoConstraints = false
answersLabel.font = UIFont.systemFont(ofSize: 24)
answersLabel.text =

answersLabel.numberOfLines = 0

answersLabel.textAlignment =

view.addSubview(answersLabel)

Obrazok 25 Ukézka UIKit komponenty [51]

Napriek tomu, ze je SwiftUI vel'mi odlisné od UIKitu, stale sa nan pod kapotou spolieha pre

vyslednu tvorbu UL [51]
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Jednym zo vSeobecne najobtiaznejSich aspektov mobilného vyvoja je synchronizacia
aplika¢ného stavu a UL. VZdy, ked’ sa zmeni stav aplikacie, Ul musi tato zmenu reflektovat’.
Pri UlKite sa jedna zvd¢Sa o manudlnu ulohu. Pre SwiftUI je to vSak opacny pripad. View
uz nie je vysledkom sekvencie eventov, ale funkcia stavu samotného. Inymi slovami, Ul je
derivatom stavu aplikacie. Ak sa zmeni stav, automaticky sa meni aj Ul, ¢im sa eliminuje
cela skala potencidlnych bugov [52].

Sprava stavu vo SwiftUI nevyuziva delegaty, datové zdroje ani iné podobné vzory, ktoré su
bezne pouzivané v UIKite. Vyuziva zabudované property wrappers, umoziujice deklarovat
presny sposob, akym su data pozorované, zobrazované a menené pomocou jednotlivych

komponent nazyvanych views [53]. Medzi tieto properties patria:

o  @State: Ked'Ze je SwiftUI primarne Ul framework, jeho deklarativny dizajn nemusi
nutne ovplyviovat celt datovua vrstvu aplikécie, ale iba stav, ktory je priamo spojeny
s roznymi views. Napriklad, ak by sme chceli implementovat’ view pre registraciu
uzivatel'a zadanim emailu a username. Nadefinovat’ ich m6zme pomocou kl'aicového
slova @State a tym automaticky vytvori prepojenie medzi tymito dvoma hodnotami
a samotnym view. To znamena, Ze vzdy, ked’ sa tieto hodnoty zmenia, prekreslia sa
aj komponenty, ktoré tento stav vyuzivaja. Prepojit’ tieto data s Ul mdzme pomocou
tzv. bindovania, kde pred nazov stavovej premennej priddme ,,§”. V pripade, Ze
binding predame do editovate'ného pol’a, napriklad inputu, mézme hodnotu tohto
pol’a priamo napojit’ na stav. @State sa teda pouziva ako internd reprezentacia view
aje odporucané ich oznacit’ pri deklaracii kI'aCovym slovom private, aby tieto
hodnoty neboli pristupné a menitel'né mimo ich view, ¢im by potencidlne sposobili

pad celej aplikacie. [53]
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SignupView:
handler: (

username =
email =

action: {

username:
email:

Obrazok 26 Pouzitie @State [53]

e (@ObservedObject: Na rozdiel od @State, ktory je pouzivany pre uchovavanie
interného stavu aplikacie, @ObservedObject je sposob, akym je mozné pripojit’ sa
k externym objektom modelu pre rézne views. Pouziva sa v kombindcii
s ObservableObject. Ak vezmeme v Gvahu predchadzajuci priklad a presunieme
zodpovednost’ spravy uzivatel'skych dat z view do samostatného modelu a teda
dedikovaného objektu, sme schopni vytvorit controller, ktory dedi od

ObservableObject protokolu. [53]

UserModelController:
user:

Obrazok 27 Model pouzity pre @ObservedObject [53]

Field v takomto controlleri je nutné oznacit' dekordtorom @Published, ktorym
signalizujeme odoslanie eventu v pripade, Ze sa hodnota vo fielde zmenila.
Takto vytvoreny controller m6zme implementovat’ v 'ubovol'nom view, kde je nutné

vytvorit’ ObservedObject field (rozdiel oproti @State).
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ProfileView: {
userController:

isEditingViewShown =

body: {
(alignment: .1 ing, spacing:
(
(. dary)
(userControl
)

(userController.

(
action: {
label: {

()
(isPresented:
{
EE
(
action: {
label: {

Obrazok 28 Pouzitie @ObservedObject vo SwiftUI komponente [53]

Podstatnym rozdielom je vSak spdsob inicializacie dat. Takto prepojeny model je

nutné najprv inicializovat’.

ProfileView: {
userController =

Obrazok 29 Inicializacia modelu [53]

e (@EnvironmentObject: Existuje eSte druhy sposob, ako predavat’ globalne data a tym
je @EnvironmentObject, ktory na rozdiel od @ObservedObject dokaze predavat’
data medzi views, ktoré nie su hierarchicky prepojené. Napriek tomu, Ze je
jednoduché vytvorit' binding medzi parent a children views, tento sposob nie je

prakticky v momente, kedy je nutné ti istt hodnotu predavat v rozsiahlejSej
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hierarchii, napriklad v pripade témy pre Stylovanie. @EnvironmentObject sa aplikuje

pomocou jednoduchécho modifikatora na inStancii view. [53]

RootView: (
theme:
articlelLibrary:
{
(articles: articlelLibrary.
(theme)

ArticleView:
theme:
article:

body:
(alignment: .leading) {
(article. )
(theme.

(article.

(theme.

Obrazok 30 Pouzitie @EnvironmentObject [53]

SwiftUI je vSak stale relativne novym frameworkom a neobsahuje v sebe vSetky prvky, ktoré
su Standardom v UlKite. Minimalna podporovana verzia je iOS 13 a XCode 11. Z tohto
dovodu je stale uzitocné mat’ aspon zakladnu znalost’ UIKitu [54]. SwiftUI vSak pontka
moznost” preniest views napisané¢ v UlKite do SwiftUl pomocou protokolu

UlViewRepresentable [55].
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struct ActivityIndicator: UIViewRepresentable

func makeUIView(context: Context) —> UIActivityIndicatorView
let v = UIActivityIndicatorView

return v

func updateUIView(_ activityIndicator: UIActivityIndicatorView, context
activityIndicator.startAnimating

Obrazok 31 Prevod UIKit komponenty do SwiftUI [55]

Tymto spdsobom obalené view je potom mozné pouzit' ako sucast’ l'ubovolného SwiftUI

view. [55]

struct ContentView View

var body: some View
ActivityIndicator

Obrazok 32 Pouzitie konvertovaného UIKit view vo SwiftUI [56]

4.2 Multiplatformovy vyvoj pre iOS

Na trhu dnes existuje niekol’ko hojne vyuzivanych technologii, ktoré dokédzu pomocou
webovych technologii a bridgov s nativnymi platformami dodat’ rychlejSie vyvinutl
aplikaciu, ktorti je mozné nasadit’ z jednej codebase. Medzi dnes najpouzivanejSie patri

Flutter a React Native [56].

4.2.1 Flutter

Flutter je najmlad$im frameworkom, ktory sposobil rozruch vo svete mobilného vyvoja.
Vytvoreny spolo¢nostou Google v roku 2017, umoziiuje vyvojarom tvorbu mobilnych
aplikdcii pre 10S 1 Android. Pozostava z SDK a Widgetovej UI kniznice. T4 obsahuje rdzne

znovu pouzitelné prvky Ul ako tlacidla, slidre a textové polia. Flutter vyuziva programovaci
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jazyk Dart, ktory je syntakticky podobny JavaScriptu. Je to silne typovany objektovo
orientovany programovaci jazyk sustrediaci sa na front-end vyvoj.
Napriek tomu, ze je Flutter relativne mlady, mnohé spolo¢nosti si ho vyberaju oproti
konkurentom ako Xamarin, Cordova a dokonca React Native. Medzi tieto spolo¢nosti patri
eBay, Philips Hue a Xianuy od spolo¢nosti Alibaba. [57]
Z architektonického hl'adiska obsahuje Flutter tri vrstvy, kazdé z nich pozostavajlica zo sady
kniznic.
Prvou vrstvou je Framework vrstva, vyuZzivana pre interakciu vyvojarov s Flutterom, ktora
je napisand v jazyku Dart. Obsahuje widget, animacie, rendrovaciu logiku atd’. Medzi jeho
hlavné komponenty patri:

e Foundation: Je akousi zakladnou triedou poskytujicu podporu pre vykreslovanie a

animacie.
e Widgets: Samotné komponenty

e Material & Cupertino: tieto widget st pouzivané k tvorbe layoutov a podpory

dizajnu pre i0S.

Druhou vrstvou je Engine. Napisany primarne v C/C++, poskytuje nizko uroviiové
implementécie Flutter jadra a kompila¢nych nastrojov. Je zodpovedny za kompilaciu Dart

kddu na danom zariadeni.

Tret'ou a poslednou vrstvou je Embedder, sluziaci ako akysi vstupny bod pre aplikaciu.
Prijima vlakno pre UI Flutteru a taktiez inicializuje engine. Pouzitim embedderu je mozné
integrovat’ 0d do existujucej aplikacie ako modul. Napriklad Java a C++ embedder pre
Android, Objective-C embedder pre i0S a macOS.
Celkovy build pozostava z troch krokov:

1. Dartovy kod je najprv kompilovany do ARM kniZznicového kodu

2. Kompilovany kod je nasledne vlozené do APK suboru pre Android alebo IPA stuboru
pre i0S

3. Nasledne sa spusti kod embedderu a aplikacia sa spasta. [58]
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Widgety — znovu pouziteI'né prvky Ul vznikaji pomocou moderné¢ho frameworku
inSpirované¢ho Reactom. Zakladnou myslienkou je, Ze pomocou nich tvorime kompletné UI.
Popisuju, ako by malo dané view vyzerat’ na zaklade urcitej konfiguracie alebo stavu. Ak sa

zmeni stav widgetu, zmeni sa aj jeho UL

import 'package:flutter/material.dart’;

void main() { ™
runApp(
const Center(
child: Text(
'Hello, world!',
textDirection: TextDirection.ltr,

)
).

Obrazok 33 Jednoduchy Flutter widget [60]

V priklade vyssie pozostava Ul z funkcie runApp(). Obsahuje v sebe dva widgety, Center
a Text. Framework dontti root widget roztiahnut’ sa po celej obrazovke a vysledkom je teda
vycentrovany textovy element s napisom “Hello World”. Pri pisani aplikécii je bezné, Ze si
programdtor vytvori nové widgety, ktoru su podtriedy bud StatelessWidget alebo
Stateful Widget v zavislosti od toho, ¢i aplikacia obsahuje nejaky stav, alebo nie [59].
Flutter méa zna¢né vyhody na poli performance a tvorby Ul pomocou widgetov, nevyhodou
je velkost’ vyslednej aplikacie, ktora oproti nativnemu alebo dokonca oproti konkurentom
na poli multiplatformového vyvoja je vyssia. Ked’ze sa jedna o novy framework, podpora
komunity nedosahuje tak vysokej Grovne ako napr. pri React Native a (zatial') chyba
mnozstvo kniznic tretich strdn a vyvojar je teda Castokrat nuteny pisat’ urcité komponenty
sdm. Mnoho vyvojarov odradza aj skutocnost’, Ze Flutter sa piSe v Darte, ktory sa lisi od
tradi¢ného jazyka multiplatformovych frameworkov — JavaScriptu.

Napriek tymto skuto¢nostiam je vSak Flutter vybornou vol'bou a jeho popularita kazdym

rokom vyrazne narasté. [60]
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4.2.2 React Native

Mantrou frameworku je ,,Learn once, write anywhere®. Vychadza z webového frameworku
React a teda je mozné zjednodusSene tvrdit’, ak vie vyvojar pisat’ React pre web, vie pisat’ aj
React Native pre mobilné zariadenia. Prva verzia vysla v januari 2015 pod taktovkou firmy
Meta, momentalne sa jednéd o open srouce projekt s obrovskou podporou komunity.

Ked'Ze je framework zaloZeny na webovych technologiach, méze sa zdat, ze sa jedna iba
o aplikaciu zabaleni do WebView, nie je tomu vSak tak. React Native vyuziva plne nativne
komponenty ¢i uz Androidu alebo iOS a na pozadi sptist’a separatne JavaScript vlakno, ktoré
sa stard o logiku a interaktivitu aplikdcie. Zakladom je React Native Bridge, napisany
v jazykoch Java a C++ umoziujuci komunikdciu medzi hlavnym a JavaScriptovym
vladknom. Ak teda napriklad uzivatel stlaci nativne vykreslené tlacidlo, hlavné vlakno tento
event zaregistruje a pomocou bridgu odosle spravu JavaScriptovému vldknu spravu na
zaklade ktorej spravuje logiku aplikacie. Celkova vykonnost' aplikdcie je dobra, no
nedosahuje vysledkov nativnych aplikécii, pretoze bridge nie je najrychlejSim rieSenim.
React Native je vSak stdle skvelou aprimarnou volbou nohych firiem akomeréne
vyuzivanych aplikacii. [61]

Jedna sa o deklarativny framework ateda Ul je tvorené pomocou znovu pouZziteI'nych
komponent, ktoré je mozné skladat’ do vacSich celkov vramci aplikdcie. Jednotlivé
kategorie su:

o Zakladne komponenty: Zahtiiaji komponenty pre text, textové polia, view a obrazky

e UI: Komponenty, ktoré je mozné vyrendrovat’ na hocijakej plarforme, ako napr.

Button a Switch.

o List Views: Na rozdiel od scroll view, listy rendruju iba tie elementy, ktoré su

zobrazené na obrazovke, vhodné pre dlhé zoznamy dat.
e Android-specific
o OS-specific

e Others: Komponenty, ktoré¢ nemusia byt nutne pouzité v kazdej aplikacii. Jedna sa
o indikatory aktivity, Linkovanie pre externt navigaciu, manipulaciu so status barom

a modaly. [62]
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import React from 'react’
import Text, View from 'react-native’

const HelloWorldApp
return

<View

justifyContent: “center”
alignItems: “center”

Hello, world!</

export defoult HelloWorldApp

Obrazok 34 Jednoduchéa React komponenta [63]

Logicka ¢ast’ komponenty je pisana pomocou JavaScriptu, no pre definiciu Ul sa pouziva
syntax podobny HTML zvany JSX. Jedna sa o roz$irenie JavaScriptu, ktoré produkuje React
elementy. Jeho ulohou je oddelit’ logiku a Ul pomocou syntaxu znadmeho pre webovych
vyvojarov. Kazdy JSX element je v skutocnosti JavaScriptovéa funkcia, ktora v kone¢nom

dosledku vykresl'uje UL [63]

Interny stav React Native komponent je mozné vyuzit' vdaka tzv. React hooks, konkrétne
hooku wuseState. Hooky st S$pecidlne funkcie vyuzivané pre zmenu chovania React
komponent. useState vytvara stavovi premennu, ktord je mozné vyuzivat ako v ramci
funkcii a logiky komponenty, tak aj v rdmei JSX. Hook pozostava z troch Casti:

e Premennd udrziavajlca interny stav
e Funkcia pre zmenu stavu

e Pociatocny stav [64]
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import React, { useState } from

You clicked {count} times
<putton onClick={() == se
Click me

import React, { useState }

'Ll call "count"

Obrazok 35 Lokalny stav React Native aplikacie [65]

React Native sa priblizuje k nativnym aplikdcidm viac, neZ mnohé ostatné konkurencné
technologie. VyuZivanie nativne rendrovanych komponent je inovativny koncept s vysokym
potencidlom pre d’al$i rozvoj. Existuji vSak kompromisy spojené s jeho fungovanim a vo
vysledku React Native aplikacie eSte stale zoastdvaju za nativnymi, je to vSak lepsi pristup,
ako hybridné aplikacie, ktoré nevyuzivaji ziadne nativne prvky. Medzi hlavné nevyhody
mimo vykonu teda patri:
o JVelkost: Ako kazdé multiplatformové rieSenie, i React Native trpi vd¢Sou vyslednou
velkost aplikécie. To je spdsobené mnozstvom kodu, ktory je nutné pre komunikéaciu

JavaScriptu s nativnymi prvkami.

o Miera znovu pouzitelnosti kodu medzi platformami: Nedosahuje urovne 100%.
Zalezi od konfigurécie aplikacie. Castokrat sa stane, Ze kniznice potrebuji $pecifickt
konfiguraciu pre jednotliva platformu. Miera zdielania kodu vSak stdle dokéaze

dosiahnut’ arovne az 90%
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e Nevhodnost pre iilohy ndrocné na CPU: Dalsia zdiel'ana vlastnost’ s ostatnymi
multiplatformovymi rieSeniami, React Native nie je najvhodnej$im frameworkom
pre aplikacie typu AR a Machine Learning, kedZze mnoho zdrojov je obetovanych

prave pre spravne fungovanie aplikacie ako takej. [65]
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5 APPLE MACHINE LEARNING EKOSYSTEM

Apple vyrazne investuje do moznosti strojového ucenia pre svoje vyvojové platformy.
Akvizicie ML startupov umoznili vyuzit' tieto technologie v ramci Apple hardware,
operacného systému a software, vd’aka comu vznikli frameworky Specificky navrhnuté pre
Apple produkty vyuzivajic Siroky zaber moZznosti. Vyvojari mdézu vyuzit mnozstvo
vstupnych dat ako video, audio, text a senzory pre tvorbu svojich ML aplikécii pre rozne

sektory, ako zdravotnictvo a rozsirena realita.

ML model vykonava predikcie na zéklade vstupnych dat priamo na zariadeni bez toho,
aby odosielal data na server ateda vysledky nikdy neopustia zariadenie uzivatela. Tato
technika sa nazyva ,, On-device inference “.

Aplikécie, ktoré tento princip nevyuzivaju odosielaji data na cloudovy server, na ktorom je
ulozeny ML model vykonavajici predukcie na zéklade dat, ktoré prijme od aplikacie

a naspat’ odosiela vyslednu predikciu. Nevyhodou je nutnost’ internetového pripojenia.

Apple Machine learning ekosystém zahfila framework Core ML a aplikaciu CreateML

umoznujucu tvorbu modelov Specificky pre Core ML. [66]

5.1 Core ML

Core ML je machine learning framework pre integraciu ML modelov do i0S aplikécii. Je
plne kompatibilny so vSetkymi Apple produktami a ponuka vysoky bykon a jednoduchu
integraciu modelov.

iPhone aplikacia vyuziva Core ML API a uloZené data pre analyzu informaécii, detekovanie

vzorov. Predikcia ako aj tréning sa odohrava priamo na zariadeni.

MLMODEL

&

Core ML Model Core ML Your App

Obrazok 36 Core ML flow [67]
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Core ML model je vysledkom aplikovania ML algoritmu pre trénovanie dat. Ten je mozné
vytvorit pomocou Create ML, ktory je sti¢astou IDE XCode. V tomto pripade nie je nutna
ziadna konverzia, kedze modely trénované pomocou Core ML uz su v pozadovanom
formate. Existuji v§ak Core ML nastroje a kniznice tretich stran, ktoré umoziuja konverziu
modelu na pozadovany format.
Framework samotny je postaveny na troch hlavnych Castiach:

e CPU (Central Processing Unit): Zodpovedny za pamit'ovo narocné procedury, ako

je napr. Natural Language Processing (NLP).

o GPU (Graphics Processing Unit): Zodpovedna za vypocetne naro¢né ukony, ako je

napr. praca s obrazkami a object detection.
o ANE (Apple Neural Engine): Zodpovedny za urychlovanie neurénovych sieti
Core ML umoziiuje prepinanie medzi tymito ¢astami za behu. Vysledkom je optimalizacia
vykonu priamo na zariadeni. [67]
5.1.1 Architektira a dostupné modely

Core ML podporuje Styri tréningové domény definujuce jeho architektaru: Vision, Natural
Language Processing (NLP), speech recognition a sound analysis.
e Vision spracovava ulohy pre rospoznavanie tvare, textu, detegovanie objektov a
obrazovl segmentaciu. Samotnd kniZnica vyuziva kamera pre vstupné data, ktoré su
nasledne spracované pomocou A Vfoundation - multimedialneho frameworku, ktory

je sucastou Ulkitu.

e NLP pontka speech recognition a natural language processing za pomoci

funkcionalit ako jazykova identifikacia a zber mien z textu.

e Speech recognition a sound analysis st schopné sledovat’ hlasové vzory a trénovat’

modely ur¢ené pre identifikaciu r6znych hlasov.
Navyse existuje I Gameplay Kit, ktory organizuje hernt logiku a pomaha s rozhodovacimi
stromami. [67]
5.1.2 Integracia modelov tretich stran

Modely tretich stran musia byt konvertované do Core ML formatu pomocou pythonového

balika coremltools. Zoznam podporovanych modelov narastd kazdym rokom. V roku 2020
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bola pridana podpora pre popularne kniznice TensorFlow a PyTorch. V tom istom roku bol
na trh uvedeny nastroj pre konverziu zvany ,, Model Intermediate Language — MIL, ktory
bol vytvoreny pre zjednotenie procesu konverzie a a zjednodusil podporu pre potencialne
nové frameworky. Poskytuje teda Standardné rozhranie pre zachytdvanie informacii

z r6znych frameworkov. [67]

5.1.3 Zhrnutie

Apple neustéle zlepSuje svoje machine learning technologie a Core ML sa dynamicky vyvija
kazdym rokom, priCom prinasa stale viac moznosti, ako ML integrovat’ do iOS aplikécii.
Medzi jeho silné stranky patri:

e Sukromie, data nikdy neopustia uzivatel'ove zariadenie
e Nizka doba odozvy

e Kompatibilita s va¢Sinou popularnych ML modelov

e Automatické prepinanie medzi CPU, GPU a ANE

e Offline dostupnost’

Ulozenim modelu priamo v zariadeni sa vSak zvyS$uje celkova velkost’ aplikacie a vd’aka
y

potrebnému vypocetnému vykonu sa zaroven zvySuje naro¢nost’ na batériu. [67]
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5.2 Create ML

Create ML umoznuje trénovanie Core ML modelov priamo na zariadeni s macOS bez
nutnosti pisania d’alSiecho kédu. Vyhodou aplikacie je jednoduché a prehl'adné uzivateI'ské
rozhranie spolu s podporou mnozstva kategérii modelov vhodnych pre trénovanie. Obsahuje
d’al$ie nastroje pre kontrolu kvality vysledného modelu, ako snapshots a d’alSie nastroje pre

vizualizéciu trénovacieho procesu a presnosti. [68]

L

NS =P "aB8-B:8-0« mF

Obrazok 37 Create ML Ul

5.2.1 Modelovy prehlad

Sirokt $kalu modelov, ktoré je mozné trénovat’ pomocou Create ML je mozné rozdelit’ do
nasledujucich kategorii, ktoré¢ maju plnt podporu Core ML:

e Image: modely pre image classification a object detection. V ramci manipulécie s

obrazom je mozné trénovat’ taktiez Style Transfer modely, ktoré st schopné prevziat’

Styl referencného obrazu a aplikovat’ ho na obraz alebo video. Novinkou je taktiez

detekcia pozy ruky.

o JVideo: Medzi Specialne video modely patri podobne ako pri obrazkoch Style

Transfer, Action Classification pre rozpoznavanie pohybu l'udského tela a taktiez
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Hand Action Classification ur€eny Specificky pre rozponavanie jednotlivych

pohybov ruky.

e Motion: Activity Classification modely klasifikuji dominantnu aktivitu zachyten

SENZOorom.

e Sound: Zahtiia modely pre klasifikdciu zvuku, napriklad pla¢ dietat’a alebo brechot

psa.

o Text: Modely tejto kategorie dokazu klasifikovat’ témy, sentiment, dominantny

predmet, pripadne oznacit’ slova na zdklade poziadaviek,

o Table: Tabular Classification predikuje kategoricku hodnotu vlastnosti na zaklade
jej hodnot. Tieto vlastnosti st reprezentované ako stipce. Recommendation modely

odportcaju nové polozky na zaklade predchadzajucej interakcie. [69]

[ NN
Choose a Template

oo
oo Al
35 New
Image
0 vid  gTeT—
= Image Classification Object Detection Style Transfer Hand Pose Classification
- Motion
]" Sound

E] Text
£ Table

Action Classification Hand Action Classification Activity Classification Sound Classification

Text Classification Word Tagging Tabular Classification Tabular Regression

Recommendation

Object Detection
Locate and classify different types of objects in an image.

Cancel Next
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5.2.2 Trénovacie parametre pre Object Detection

V predvolenom nastaveni Create ML trénuje modely pomocou algoritmu YOLO, jednym z
najefektivnejSich algoritmov na trénovanie modelov detekcie objektov. Create ML to nazyva

W Jull network ™. [70]

Alternativnym pristupom k trénovaniu modelu je tzv. ,,Transfer Learning“, ktory v sebe
zahfia tvorbu nového modelu na zaklade uz existujiiceho. V prenesenom vyzname mdzme
tvrdit, ze model ,,predava“ jeho znalost’ do nového modelu. Apple pre tento ucel poskytuje
predtrénovany model trénovany na objemnom mnozstve dat, nekonkretizuje vSak, o aky
model sa jednd. Tento pristup prindsa rychlejsie vysledky a vysledny stibor modelu je taktiez

nizsi. [70]
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II. PRAKTICKA CAST



UTB ve Zliné, Fakulta aplikované informatiky 70

6 MODEL DETEKCIE DATELINY

Uloha rozpoznavania d’ateliny a to konkrétne $tvorlistkov v rimci computer vision prinasa
niekol’ko otdzok. Z prvotne pomerne jednoduchej myslienky detekcie sa stdva problém, pri
ktorom je nutné vziat' do tivahy niekolko faktorov ato: rdzne tvary Stvorlistkov, ich
deformécie, napriklad z dovodu ohryzenia hmyzom, prekryvanie steblami trdvy a inou
florou, ktord moze rast’ v okoli. V neposlednom rade je nutné vziat' do vahy samotni
d’atelinu, ktord sa taktiez moze ¢i uz prekryvat, alebo mat’ réznu vysku a tym potencidlne
ovplyviiovat' vysledny odhad. Tieto faktory je mozné do vyznamnej miery pozitivne

ovplyvnit’ prave vhodnou anotaciou dat, ktoré je prvym krokom pri tvorbe modelu.

6.1 Anotacia trénovacieho datasetu

Povodny poskytnuty dataset obsahuje 100 fotiek obsahujucich nielen Stvorlistky, ale aj
trojlistky v jeho okoli. Vysledny model bude schopny rozpoznavat’ teda oba druhy d’ateliny
prave pre vyssiu presnost’ detekcie Stvorlistku a zmedzeniu potencidlneho vzniku tzv. ,,false
positives® a teda stavu, kedy model sice rozpozna objekt, no nejde o jeho skuto¢ny vyskyt
na detekovanom obrdzku. V redlnom pripade sa totiz jednd o najvécsie riziko chybnej
detekcie. Stvorlistky ako také su iba jednoduchi mutacia d’ateliny a jej vyskyt je vyrazne
mensi, ako je to utrojlistkov. Beruc do tvahy vsetky vysSie uvedené skutoCnosti je

prirodzenym d’al$im krokom vol'ba vhodného anota¢ného nastroja.

Vysledny anotovany dataset musi podporovat Apple Core ML Standard a teda anotécie
musia byt’ ulozené vo formate JSON. Ked'Ze anotacie budli vykonavané rucne, je taktiez
nutné zvolit' taky ndastroj, ktory dokaze priebezne ukladat’ doposial anotované data na
internetové ulozisko a taktiez umoznit’ jednoduchy editaciu a pridavanie d’alSich dat.
Opierajuc sa oreSerSu zteoretickej Casti sa zvolenym nastrojom stal IBM Cloud
Annotations.

Ukladanie anotovanych dat je v tejto aplikdcii vo forme tzv. ,,Buckets®, ktoré udrziavaju
prehlad vsSetkych pridanych dat, v rdmci ktorych sa vytvaraju labels, ktoré sluzia ako
unikatny identifikator jednotliej triedy dat. V pripade tohto modelu st labels dve a to:

e Three-leaf reprezentujuce trojlistky

e Four-leaf reprezentujuce Stvorlistky
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Potencidlnou nevyhodou tohto ndstroja je nemoznost’ anotovat inym spOsobom, nez
obdiznkovymi bounding boxami, no pre potreby suc¢asnej aplikacie je i tento spdsob viac
nez dostacujuci. Ukdzky jednotlivych anotovanych zdrojovych dat, kde Stvorlistky su

oznacené modrym bounding boxom a trojlistky naopak ¢ervenym, su nizsie:

Obrazok 38 Anotovanie Stvorlistkov a trojlistkov
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Obrazok 40 Deformovany Stvorlistok
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Obrazok 41 Orezané trojlistky ako validny priklad

Na obrazkoch vysSie su jasne demonstrované tazkosti pri trénovani modelu spomenuté
zaCiatkom kapitoly. Cielom takto tvorenej anotacie je najmd zamedzit' vzniku chybnych

predikcii a maximalizovat tak efektivitu pri redlnom pouZzivani aplikacie.

Vysledny anotovany dataset je nutné exportovat. Cloud Annotations ponuka viacero

moznosti, medzi nimi YOLO, Pascal VOC, no ked’Ze sa praca zameriava na Apple machine
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learning ekosystém, data st exportované v Create ML formate. Samotny export zahffia ako

obrazky, tak aj subor annotations.json, ktorého ¢iasto¢na Struktura je zobrazena nizSie.

"image': "@a8eb6bb2l-c3f2-4ce2-abd2-af9bd92c9a3a.jpg",
"annotations":

“"label": "three-leaf",
"coordinates": { "x": 216, "y": 1195, "width": 396, "height": 468 }

"label": "three-leaf",
"coordinates": { "x": 238, "y": 54@, "width": 389, "height": 286 }

"label": "four-leaf",
“"coordinates": { "x": 555, "y": 873, "width": 376, "height": 410 }

Kazdy objekt v poli reprezentuje jeden obrazok. Medzi zadkladné fields patri image,
reprezentujici ndzov obrazka asamotné annotations obsahujice vyslednu /label a jej

koordinacie.

Vysledkom anotacného procesu je teda zlozka obsahujica pripraveny, manuélne

oznacovany dataset, ktory je mozné okamzitre pouZit’ pre trénovanie pozadovaného modelu.

6.2 Trénovanie Core ML modelu

Trénovanie samotné je mozné vykondvat’ pomocou niekol’kych nastrojov, medzi nim napr.
znamy TensorFlow, ktorého vysledny model je nasledne mozné pomocou coremlitools
prekonvertovat na pozadovany Core ML format. Apple vSak poskytuje aplikaciu Create ML,
ktora poskytuje nastroje nielen pre trénovanie ale i testovanie Core ML modelov a teda

nutnost’ konverzie modelu sa tplne vytraca.

Celkovy proces je jednoduchy a intuitivny. Pri tvorbe ML projektu je nutné si zvolit’ spravny
typ trénovaného modelu, ktorym je v tomto pripade Object Detection model.
Nasledné UI poskytuje moznost pridania troch skupin dat a to:

e Trénovacie
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e Validacné
e Testovacie

Pre trénovacie data je pouZzity anotovany dataset popisany v predchddzajucej kapitole.
Podstatnou sucast'ou kvalitativnej stranky modelu st taktiez validacné data umoznujuce
prvotné testy oproti novym datam a jedna sa teda o aktisi pomdcku pri d’alSej optimalizacii
a maju vplyv na sposob, akym model predikuje data. Create ML uskutocnuje vyber
automaticky na zéklade trénovacich dat.

Testovacie data st sucastou separatneho datasetu anotovaného rovnakym sposobom, ako
trénovacie a jednd sa o ndhodné obrazky stiahnuté z internetu a tvoria zhruba tretinu poctu

trénovacich dat. Vysledné rozdelenie je nasledovné:

p 94 Auto p 27

Classes Iltems Split from Training Data Classes Iltems

Obrazok 42 Rozlozenie datasetu

S takto pripravenym rozdelenim dét ostava na vyber algoritmus, ktory bude pouzity pre

trénovanie. Create ML poskytuje dve moznosti a to Transfer Learning alebo Full Network.

Nutné je dodat’, Ze trénovaci proces pre oba algoritmy je vykondvany na zariadeni Apple
Macbook Pro v nasledujucej konfiguracii:

e Procesor Apple M1 Pro 8 jadier 3.22 GHz
e 32GBRAM

e GPU: Apple M1 Pro 14 jadier 1.28 GHz
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6.2.1 Full Network trénovanie

Full Network vyuziva konvolu¢nu siet’ postaveni na YOLOv2 architekture, jednym zo
Standardnych pristupov k object detection. Vyhodou takto trénovaného modelu je jeho
dostupnost’ aj s niz§imi verziami i10S, po¢nuc verziou 12.0, ktora vysla v roku 2018 a teda

je potencialne mozné podporovat aj vyrazne starSie zariadenia.

Dalsimi nastavitelnymi parametrami je polet iteracii a batch size. Vzhl'adom k velkosti
datasetu nie je nutné nastavovat’ ¢i uz vysoky pocet iteracii, alebo batch size, ktory deli data
v iteracii na jednotlivé Casti. Apple radi, ¢im vyssi batch size, tym teoreticky kvalitnejsi
model. Create ML umoziuje automaticky vyber batch size. Pocet iterécii je taktiez voleny

automaticky a kone¢nou hodnotou je 7 000 iterécii.

Vysledky trénovania pomocou full network su nizsie:

Loss

0,983
Iteration 7 000

Loss Iterations

Obrazok 43 Priebeh trénovania Full network

Z grafu jednoznacne vyplyva, Ze nastaveny pocet iteracii mohol byt skrateny zhruba
o polovicu, ked’Ze po iteracii 3500 nenastavaji vyraznejSie zmeny presnoti modelu.

Celkovéa doba trénovania dosiahla hodnoty 2 hodiny a 31 minit.

Hodnota /oss, ktora Create ML poskytuje po trénovani je jednym z meradiel kvality modelu.
Cim je hodnota bliz§ia nule, tym je model kvalitnejsi a ziskavame ju vypoétom na
trénovacich a valida¢nych datach. Konkrétne sa jedna o sumaciu chyb na kazdom priklade

na trénovacich a validacnych datach.
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Pre d’alSie zhodnotenie modelu poskytuje Create ML hodnotu Intersection Over Union,
ktora porovnava bounding boxy na anotaciach s boxami tvorené samotnym modelom. Create
ML udéva tito hodnotu ako I/U > 50% reprezentujica percentualnu mieru predikeii, ktorych
bounding boxy sa prekryvali s anotovanymi boxami vac¢Sou plochou ako 50%. Pre jednotlivé
labels model dosiahol tieto hodnoty I/U:

e Three-leaf: 22%

e Four-leaf: 80%

Vysledna vel'kost modelu na disku je 31Mb.

6.2.2 Transfer Learning trénovanie

Tato metodda trénuje detektor za pouzitim object vision feature print. Model sa u¢i na mene;j
parametroch a berie do uvahy najvyraznejsie features. Castokrat je tato metdda robustnejsia
vzhl'adom k celkovému poctu trénovacich dat a vysledny model je taktiez mensi. Takto

trénovany model je mozné pouzit’ na zariadeniach podporujucich verziu i0S 14 a vySSie.
Y

Nastavenie parametrov ako batch size a pocet iteracii je rovnaké, ako v predoslom pripade
ateda auto a 7000. To isté plati i pre trénovacie, valida¢né a testovacie data. Vysledny

priebeh trénovania je nasledovny:

Loss

0,042

Iteration 7 120

Obrazok 44 Priebeh trénovania Transfer learning metédou

Podobne ako v pripade Full Network i v tomto pripade mohol byt pocet iteracii nastaveny

nizSie. Rozdielom je vSak bod, kedy graf konverguje k minimu a v tomto pripade je teda
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mozné tvrdit, Ze k vytrénovaniu modelu do vyslednej podoby na danych datach by postacilo
1000 iteracii a teda 3.5x menej iteracii, ako by to bolo v pripade FN.
Celkové doba trénovania modelu na rovnakom hardware bola taktiez vyrazne kratSia (pri

700 iteraciach) a teda 51 minft.

Loss vykazuje v porovnani taktiez lepSie vysledky, konkrétne hodnotu 0,042.

I/U > 50% pre jednotlivé labels su nasledovné:

e Three-leaf: 32%

e Four-leaf: 90%

Vysledny model mé velkost’ 6,8 Mb a je teda 5x mensi, ako model trénovany pomocou FN

metody.

V ramci testovania bolo dodatocne spustenych d’al§ich 120 iteracii, ako je vSak zjavné z

obrazku 44, model vykazoval znamky overfittingu.

6.2.3 Vyhodnotenie trénovanych modelov

Volba vysledného modelu podlieha niekol’kym faktorom. Ked'Ze sa jednd o on-device
machine learning a teda Ziadne data nie su odosielané na server, kone¢néa vel'’kost mobilne;j
aplikacie byva spravidla vicsia a je teda Ziadlice minimalizovat’ objem dat, ktoré budu
sucastou aplikacie. Zarovenn je nutné zvolit' taky model, ktory bude vykondvat co
najpresnejSie predikcie. Z Create ML testovania jednoznacne vyplyva, Ze tieto dve
poziadavky jasne spifia model trénovany pomocou metédy TN, ktory je nielen objemovo
mensi, no vykazuje I vyS$Siu mieru predikcie na testovacich datach. Oba modely dosahuju
nizku hodnotu I/U pre trojlistky, to je vSak zapri¢inené manudlnou anotéaciou testovacich dat,
na ktorych model identifikoval i trojlistky, ktoré neboli anotované a teda prekonal povodné
o¢akavania v ramci predikcii.

Pre manualnu kontrolu poskytuje Create ML zélozku preview, kde je mozné si overit
predikcie a bounding boxy tvorené modelom. Niektoré z pozorovani pre oba modely su

uvedené nizsie:
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Obrazok 46 Full network - 81% confidence na redlnom priklade
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four-leaf

Obrazok 47 Detekcia "false positive" pri Transfer learning

Obrazok 48 Full network nepovazuje reprezentacie Stvorlistku za validny objekt



UTB ve Zliné, Fakulta aplikované informatiky 82

r-le

Caonfidence: 1

Obrazok 49 Transfer learning ukazka feature printu, model povazuje za rozhodujuci tvar,
nez farbu

Obrazok 50 Full network opét’ nepovazuje vizualne reprezerntacie za redlne Stvorlistok

Pri zadani redlneho prikladu Stvorlistka dokazal TL model s istotou 100% lokalizovat
Stvorlistok. Pri FN bola tato hodnota nizSia a to 81%. Napriek tomu, ze TL model bol
v prvotnych testoch presnejsi, sposob, akym identifikuje objekt na obrazku sa li$i. Primarne
berie v ivahu dominantné features ako tvar a krivky bez ohl'adu na farbu alebo ,,redlnost’

daného objektu* a teda urcuje ako Stvorlistok tzv ,,false positives* testovacie data vo forme
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nakresleného Stvorlistka a vystrizku papiera, ktory sa na Stvorlistok podoba tvarom. Princip
je podobny, ako ked’ clovek rozoznéva obrazce napr. v oblakoch. Urcité tvary sa mozu
podobat’ na objekty redlneho sveta. FN model tento ,,problém‘ nema a ¢i uz papierovy
ustrizok alebo graficku reprezentaciu Stvorlistka neoznacil ako detekovany objekt.

Tento fakt napovedd o vys$Sej vhodnosti FN modelu, avSak s prihliadnutim na vyuZitie
aplikacie (offline, v zariadeni so snahou nizkeho objemu dat) a skutocnost'ou, ze d’atelina
rastie vyhradne na travnatych plochach a vyskyt je teda nemenny, ostdva TL model stale
vhodnejsim kandidatom pre vyslednt implementaciu mobilnej aplikacie, ked’ze jeho vyhody

prevysuji nevyhody vo forme false positives.

Testovanie v redlnom teréne vykazovalo pozitivne vysledky, kde vdaka aplikacii bolo
mozné najst’ Stvorlistok v spleti trojlistkov za pouzitia Transfer learning modelu. NajlepSie
vysledky boli dosiahnuté priblizne 30cm od zeme, presnost’ detekcie sa znizovala so
zvacsujucou sa vzdialenostou. Jedna z prvotnych verzii aplikdcie bola schopnd tspesne
detekovat’ ako o¢akavané trojlistky, tak i Stvorlistky s vysokou confidence, ktoré dosahovala

priemerne > 90%.
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11:519

Obrazok 51 Redlne vysledky ,,v teréne*
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Obrazok 52 Uspesny priklad detekcie ako trojlistku, tak i §tvorlistku - 1



UTB ve Zliné, Fakulta aplikované informatiky

86

Obrazok 53 Uspesny priklad detekcie ako trojlistku, tak i $tvorlistku - 2
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7 IMPLEMENTACIA MOBILNEJ APLIKACIE

Aplikdcia je urcend pre aktivnych l'udi a hobbistov, ktori si chcu spestrit’ ¢i uz svoju
prechadzku alebo pobyt vonku milou &innostou hladanim $tvorlistkov. Ulohou je teda
poskytnit’ moznost' on-device machine learningu beZnym uZzivatelom a vytvorit tak
prakticky use-case, mimo najcastejsie vyskytujiceho sa priemyselného vyuzitia. Od toho sa

teda odvija niekol’ko funkcionalnych, ale i nefunkcionalnych poziadaviek.

7.1 Poziadavky

Prvotny navrh aplikécie sa odvija od niekol’kych poziadaviek, ktoré je mozné rozdelit’ na
funkcionalne a nefunkciondlne.

Funkciondlne poziadavky su popisom funkcionality aplikacie a jej sucasti. Jedna sa o sadu
zakladnej funkcionality alebo Zelaného chovania.

Nefunkcionalne poziadavky definuji vlastnosti aplikacie, ktoré nie st jasne definované
funkcionality, no dokdzu ich vyrazne ovplyvnit. Slizia teda nielen ako technologické naroky

na aplikdciu, ale 1 ako urcité obmedzenia.

7.1.1 Funkcionilne pozZiadavky

R1.  Aplikacia musi byt schopna detekovat’ Stvorlistky v redlnom Case

R2.  Aplikacia musi byt schopna detekovat’ trojlistky v realnom case

R3.  Aplikacia musi byt schopnd zobrazit' tvodné obrazovky pomahajice uzivatelovi
s prvymi krokmi pri pouzivani aplikacie

R4.  Aplikacia musi byt schopna umoznit’ zmenu jednotlivych nastaveni a personalizovat’
tak detekciu podl'a potrieb uzivatela

R5.  Aplikacia musi byt schopnd ulozit' uzivatel'ove preferencie v ramci uloziska na

zariadeni

7.1.2 Nefunkcionalne poziadavky

NR1. Aplikicia musi fungovat’ nezavisle od uzivatel'ovho stavu pripojenia
NR2. Aplikacia musi byt’ jednoducho Skélovatel'na
NR3. Aplik4cia musi byt’ nativna
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7.2 Navrh uzivatel’ského rozhrania

Z poziadaviek vyplyva nutnost’ implementacie troch obrazoviek:

e Onboarding Screen
e Scanner Screen

e Settings Screen

7.2.1 Onboarding Screen

Ulohou obrazovky je zoznamit uzivatela s aplikiciou a v kratkosti objasnit vsetku
funkcionalitu obsiahnutt v aplikécii. Typickym spdsobom ako toho docielit’ je pomocou
formy kratkej prezentacie. Medzi takuto funkcionalitu patri:

e Privitanie a kratke uvedenie ciel'a
e Detekcia na zariadeni

e Pouzitie offline

e Moznost upravy aplikécie

Uzivatel moéze tuto uvodnu obrazovku bud’ preskocit’ alebo prechddzat jednotlivymi
informécii pomocou dedikovaného tlacidla. V pripade, Ze uZivatel' tento onboarding

dokonil, je presmerovany do jadra aplikécie.
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peran

WELCOME TO UNCLOVER

Unclover allows you to use your mobile device
to find four leaf clovers in grass patches

14

Obrazok 54 Ukazka prvej uvitacej screen
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7.2.2 Scanner Screen

Obrazovka obsahujica hlavnu funkcionalitu aplikicie ateda detekciu ¢i uz troj alebo
Stvorlistkov. Celu obrazovku musi pokryvat’ zivy camera feed, na ktorom sa v pripade

uspesnej predikcie zobrazi bounding box, ktory ju ohranicuje.

Obrazok 55 Scanner obrazovka pre jeden obrdzok z testovacich dat
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7.2.3 Settings Screen

Obsahuje nastavenia, vd’aka ktorym si uzivatel’ moze personalizovat’, akym spdsobom chce
9

aplikaciu pouzivat. Medzi tieto nastavenia patri:

Moznost’ zapnut/vypnut’ detekciu trojlistkov

Moznost’ zapnut/vypnut’ detekciu Stvorlistkov

Moznost’ zmeny farby bounding boxu detekovanych trojlistkov
Moznost’ zmeny farby bounding boxu detekovanych Stvorlistkov

Moznost’ zmeny modelu pouzivaného pre detekciu

Settings

Three-leaf clovers

Four-leaf clovers

Three-leaf detector color

Four-leaf detector calar

Transfer learning

Obrazok 56 Settings obrazovka
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7.3 Architektura aplikacie

Pri tvorbe nativnej aplikécie, ktora je schopna vyuzivat’ Core ML framework sa ponuka ako
jedind vhodnd moznost’ programovaci jazyk Swift. Z hl'adiska UI frameworku st na vyber
dve moznosti a to UIKit a SwiftUI. SwiftUI je oproti UIKit modernym spdsobom pre tvorbu
UI a poskytuje API ako pre pracu so stavom aplikacie a navigaciou, tak aj deklarativny
spdsob tvorby jednotlivych UI komponent. SwiftUI je zaroven predvolenou moznost'ou, ak

chctl vyvojari vyvijat' nové nativne aplikéacie urcené pre Apple zariadenia.

7.3.1 Struktirilne rozloZenie

Projekt je prehl'adne Struktirovany do zloziek uchovavajlica sibory na zdklade ich ucelu:

e Models: Obsahuje Core ML modely pouzivané pre detekciu

o ViewModels: Obsahuje SettingsViewModel, ktory uchovava nastavenia aplikacie

v jednom objekte
e Modifiers: Obsahuje znovu pouzite'né funkcie pre stylovanie Ul
e Types: Obsahuje vlastné definicie tried objektov pouzivanych v aplikécii
e Controllers: Obsahuje triedy pre ovladanie kamery a vyuZzivanie core ml modelu
e Assets.xcassets: Obsahuje obrazky a ikonu aplikécie

o ContentView.swift: Vstupny bod aplikacie, kde je vytvarané globalne datové

ulozisko, stav onboardingu a jednoducha naviga¢na logika

7.3.2 Ul komponenty a atomicky dizajn

Pre umozZnenie dobrej Skalovatel'nosti st jednotlivé ¢asti Ul rozdelené pomocou atomického
dizajnu, ktory prvky Ul radi do nasledujucich tried:
e Atoms: Jedna sa o najmensSie a najzékladnejSie prvky Ul ako tlacidl4, inputy, textové

prvky a obrazky. Neuchovavaju ziadnu aplikacnu logiku

e Molecules: Podobne ako v realnom svete, aj v atomickom dizajne si molekuly
zlozené z jednotlivych atomov a teda kombinuju najzakladnejSie prvky UI, aby
vytvorili vacsi celok. Spravidla sa mdze jednat’ o input s obrazkom alebo ikonou

alebo kombinécia viacerych textovych elementov, ktoré tvoria nejaky logicky celok.
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e Organisms: Tvoria vacsie, ucelené prvky aplikacie. M6zu byt’ zlozené ako z atomov,
tak aj z molekul. Spravidla sa jedna napriklad o header a footer v aplikaciach,

navigacné bary a iné.

o Templates: Reprezentuji podobu stranky. Maju na starosti usporiadanie atomov,
molekul a organizmov v ramci stranky. Neprechovéavaji v sebe ziadnu logiku alebo

aplikacné data, tie ziskavaju zo stranok — screens.

o Screens: Predstavuju datovy model pre template. Neobsahuju prvky Ul ale

predavaju vysledky vypoctov a funkcie d’alej do template.

7.3.2.1 Atomy

SwiftUI poskytuje bohatii ponuku atomov a ak sa chce vyvojar drzat’ striktne nativneho
vzhl'adu aplikdcie, nie je do tak vysokej miery nutné d’alSie Stylovanie mimo poziciovania.
V ramci aplikécie je teda pouzity jediny atom a to RoundedButton.

Jedna sa o nastylované tlacidlo, ktoré je mozné prepouzit’ v ramci viacerych casti aplikacie.

Je mozné mu upravit’ ako text, tak aj funkciu, ktora sa spusti po jeho stlaceni.

Obrazok 57 RoudedButton atom
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struct RoundedButton: View {
let label: String
let onPress: () -> Void

var body: some View {
Button(action: onPress) {
HStack {
Text(label)
.font(.headline)

.frame(minWidth: @, maxWidth: .infinity, minHeight: @, maxHeight: 50)
.background(Color.green)

.foregroundColor(.white)

.cornerRadius (20)

.padding(.horizontal)

Obrazok 58 Ko6d atdbmu RoundedButton

7.3.2.2 Molekuly

Molekuly su v projekte pouzité najmd pri ivodnom onboardingu, zoskupuju hlavicku

a popis vyhod aplikacie. Hlavnym reprezentantom je OnboardingTextltem:

WELCOME

Unclover allows you to use your mobile
device to find four leaf clovers in grass
patches

Obrazok 59 Molekula OnboardingTextItem
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struct OnboardingTextItem: View {
let onboardingItem: OnboardingTextType

var body: some View {
VStack {

Text(onboardingItem.title)
.fontWeight(.bold)
.multilineTextAlignment(.center)
.padding(.vertical)
.font(.title)
.textCase(.uppercase)

Text(onboardingItem.label)
.multilineTextAlignment(.center)

Obrazok 60 Kod pre OnboardingTextltem

7.3.2.3 Organizmy
Organizmy su zvac¢Sa pouzivané ako vicsie celky aplikacie a spravidla st i komplexnejsie.
V ramci prace st organizmy nasledovné:

e Scanner: Predstavuje modul pre real-time preview a detekciu

e TabBar: Spodny navigacny bar aplikacie

Ve e
—
¥ e

Obrazok 61 Navigacny bar



UTB ve Zliné, Fakulta aplikované informatiky 96

struct TabBar: View {
@0bservedObject var settings: SettingsViewModel

var body: some View {
TabView {
ScannerScreen(settings: settings)
.tabItem {
Label("Scanner", systemImage: "scanner")
}

SettingsScreen(settings: settings)
.tabItem {
Label("Settings", systemImage: "slider.vertical.3")
}
}

.accentColor(.green)

Obrazok 62 Kdod pre navigacny bar

7.3.2.4 Templates

Templates ako ucelené Casti aplikdcie maja za Glohu rozmiestnit’ a poziciovat’ ostatné prvky
UL Aplikacia pouziva tieto templates:

e  OnboardingTemplate: Uvodna slideshow
o ScannerTemplate: Sl0zi ako wrapper pre Scanner organizmus

o SettingsTemplate: Obsahuje vSetky prvky Ul nastaveni
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struct SettingsTemplate: View {
@0ObservedObject var settings: SettingsViewModel

let learningMethods = ["Transfer learning", "Full network"]

var body: some View {
NavigationView {
Form {
Section(header: Text("Detect")) {
Toggle("Three-leaf clovers", isOn: $settings.detectThreelLeaf)
Toggle("Four-leaf clovers", isOn: $settings.detectFourLeaf)

}
Section(header: Text("Detection box colors")) {
ColorPicker("Three-leaf detector color", selection:
$settings.threeLeafBoundingBoxColor)
ColorPicker("Four-leaf detector color", selection:
$settings.fourLeafBoundingBoxColor)
}
Section(header: Text("Detection method")) {
Picker(settings.model, selection: $settings.model) {
ForEach(learningMethods, id: \.self) { method in
Text(method)
}

}
}

.navigationTitle("Settings")

Obrazok 63 Reprezentacia template

7.3.2.5 Screens

Datové kontajnery pre jednotlivé templates, riadia datovy flow aplikdcie a pracuji
s modelom. Nachadzaju sa tu funkcie pre spravovanie interakcie uzivatela s Ul. Kazda
screen si taktieZ prebera globalny dadtovy model v podobe settings, s ktorym d’alej pracuje.
Analogicky k templates teda existuju:
e OnboardingScreen: Samotna screen sa zobrazi iba raz a obsahuje teda logiku pre
mainpulaciu s dokon¢enim zobrazenia slideshow a samotné onboarding texty, ktoré

ma template zobrazit’

e ScannerScreen: Pouzivana vradmci navigacie, preberd globdlny déatovy model

a predava ho d’alej v hierarchii scanneru

o SettingsTemplateScreen: Screen urCena pre priamu manipuldciu s globalnym
datovym modelom, ktorého hodnoty preddva d’alej do template a jednotlivych

prvkov Ul
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struct OnboardingScreen: View {
@Binding var hasFinishedOnboarding: Bool

(@State private var o ardingIndex

Type(tit ome to Unc r", label: "Unc allo to ur mobil i to find four
leaf cl s in gra e

OnboardingTextType(titl 1 device Machine Learning”, label: " age the power of your iPhone with on-device
achine learning"),

OnboardingTextType(tit fli e", label: "Use Unclover anytime and anywhere you are without the need to think
about your intern

OnboardingTextType(titl >usto y 1l: "Don't 0 fy 1 ge the colors
Do you also want to d t le ! ? bilit i

|

func hanc
Onboarding = true

} else {
onboardingIndex += 1

}

jody: some View {
OnboardingTemplate(
onboardingInd nboardingIndex,

var

Obrazok 64 Ukazka screen komponenty

7.3.3 Datova vrstva aplikacie
Datova vrstva sa deli na dve Casti:
o Detekcny model: Aplikacia v sebe prechovava pre demonstraéné ucely ako TN

model, tak 1 FN model

o SettingsViewModel: Obsahuje datovy model pre nastavenia, ktory zaroven sluzi ako

globalne ulozisko dat, ktoré je teda mozné pouzit’ v kazdej Casti aplikacie

e hasFinishedOnboarding: Jednoduché boolean hodnota vyuzivajica ulozisko priamo

v zariadeni, ktorej tlohou je zobrazovanie onboarding obrazoviek

Primérnym zdrojom dat, ktoré ovplyvituju chovanie aplikacie st vSak nastavenia, ktoré si
uzivatel’ moze l'ubovol'ne upravit’. NastaviteI'né hodnoty st:
o detectThreeLeaf: Boolean, ktorého ulohou je umoznovat’ alebo zakazovat’ detekciu

trojlistkov

e detectFourLeaf: Boolean, ktoré¢ho ulohou je umoznovat’ alebo zakazovat' detekciu

Stvorlistkov
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e model: String, urcujuci vyber modelu pre detekciu d’ateliny

o threeLeafBoundingBoxColor: Color, umoziiuje Gpravu farby bounding boxov pre

trojlistky

o fourLeafBoundingBoxColor: Color, umoziuje upravu farbu bounding boxov pre

Stvorlistky

Po inicializacii modelu sa data ukladaji do User Defaults, ktoré prechovavaju stav aplikacie
aj v pripade, kedy ju uzivatel' zavrie. Déata s teda ulozené priamo na zariadeni a st
prechovavané pri kazdom spusteni aplikécie. Pre preddvanie tohto datového modelu sa
pouziva metdda ObservableObject. Model je inicializovany v ContentView.swift a teda
vstupnom bode aplikdcie a je d’alej predavany do jednotlivych screens, ktoré s modelom
pracuju. Tymto spdsobom je teda zabezpecend globédlna povaha uloziska, spolu s offline

funkcionalitou a uloZenim preferencii uzivatela.

class SettingsViewModel: ObservableObject {
@Published var detectThreeLeaf: Bool {
didSet {
UserDefaults.standard.set(detectThreeLeaf, forKey: "detectThreeLeaf")
}

}
@Published var detectFourLeaf: Bool {
didset {
UserDefaults.standard.set(detectFourLeaf, forKey: "detectFourLeaf")

}
}
@Published var model: String {
didSet {
UserDefaults.standard.set(model, forKey: "model")
}
}
@Published var threelLeafBoundingBoxColor: Color {
didset {
UserDefaults.standard.set(threeLeafBoundingBoxColor, forKey: "threeLeafBoundingBoxColor")
}
}
@Published var fourlLeafBoundingBoxColor = Color(.sRGB, red: @, green: @, blue: 1, opacity: 1)

init() {
self.detectThreeLeaf = UserDefaults.standard.object(forKey: "detectThreeLeaf") as? Bool ?? false
self.detectFourLeaf = UserDefaults.standard.object(forKey: "detectFourLeaf") as? Bool ?? true
self.model = UserDefaults.standard.object(forKey: "model") as? String ?? "Transfer learning"
self.threeLeafBoundingBoxColor = UserDefaults.standard.object(forKey: "threeLeafBoundingBoxColor")
as? Color ?? Color.red

Obrazok 65 Datovy model s ulozenim do UserDefaults
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Poslednou c¢astou je hasFinishedOnboarding, ktora je taktiez incializovana
v ContentView.swift, avSak pomocou Specialneho dekoratora @AppStorage, ktory sluzi ako
abstrakcia nad User Defaults bez nutnosti priddvania d’alSej aplikacnej logiky pre ukladanie
dat. Tento pristup je vhodny, ked’ze sa jedna o jednoduchti premennt, vyuzivanu pre jeden
Specificky ucel.

struct ContentView: View {
@StateObject var settings = SettingsViewModel()
@AppStorage("launchCount") var hasFinishedOnboarding = false

var body: some View {

if hasFinishedOnboarding {

OnboardingScreen(hasFinishedOnboarding: $hasFinishedOnboarding)
} else {

TabBar(settings: settings)

Obrazok 66 Inicializacia ddtového modelu a navigacie
7.3.4 Logicka vrstva aplikacie

Logicka vrstva aplikacie spracovava model preddvany do jednotlivych screen do aplikacie.
Okrem klasickej komunikacnej vrsty Screen => Template je nutné implementovat’ aj
komponenty vyuZzivajiice UIKit. Konkrétne sa jedna o organizmus Scanner, ktorého ulohou
je nielen zaistit’ real-time camera feed, ale itento obraz spracovat a nasledne vykreslit’
bounding boxy pomocou frameworku Vision.

Ked’Ze SwiftUI neobsahuje kompletny zoznam komponent tak, ako UIKit, je nutné niektoré
komponenty previest do SwiftUL. To je mozné docielit vdaka metddam
makeUlViewController a updateUIViewController, ktoré sluzia ako akysi bridge medzi
SwiftUI a UlKitom. Principom je vytvorenie controlleru, ktory sa nésledne exposuje
frameworku SwiftUIl. Zaroven je to spdsob, ako preddvat data medzi tymito dvoma

frameworkami.
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struct Scanner: UIViewControllerRepresentable {
let detectFourLeaf: Bool
let detectThreeLeaf: Bool
let threeLeafBoundingBoxColor: Color
let fourLeafBoundingBoxColor: Color
let model: String

func makeUIViewController(context: UIViewControllerRepresentableContext<Scanner>) ->
VisionObjectRecognitionController {
let controller = VisionObjectRecognitionController(
detectFourLeaf: detectFourlLeaf,
detectThreeelLeaf: detectThreeLeaf,
threeLeafBoundingBoxColor: threeLeafBoundingBoxColor,
fourLeafBoundingBoxColor: fourLeafBoundingBoxColor,
model: model

)

controller.detectThreelLeaf = detectThreelLeaf
controller.detectFourLeaf = detectFourLeaf
controller.threeLeafBoundingBoxColor = threelLeafBoundingBoxColor
controller.fourLeafBoundingBoxColor = fourLeafBoundingBoxColor

return controller

}

func updateUIViewController(_ uiViewController: VisionObjectRecognitionController, context:
UIViewControllerRepresentableContext<Scanner>) {
uiviewController.detectThreeLeaf = detectThreeLeaf
uiViewController.detectFourLeaf = detectFourLeaf
uiViewController.threeLeafBoundingBoxColor = threeLeafBoundingBoxColor
uiviewController.fourLeafBoundingBoxColor = fourLeafBoundingBoxColor
uiViewController.model = model

Obrazok 67 Komponenta Scanner, ktorej sa predavaji data zo SwiftUI vrstvy do UIKit
controlleru

Logika pre detekciu je potom obsiahnutd v samostatnych controlleroch a to
VisionRecognitionObjectcontroller a LivePreviewController.

LivePreviewController slizi ako sprostredkovéavatel' real-time camera feedu pomocou
zabudovanej kniznice 4AVFoundation.

Tento controllwe je nésledne pouzity v rdmci VisionRecognitionControlleru, ktory pri jeho
inicializacii preberd data zo SwiftUI vrstvy, na zdklade ktorych sa tvoria nielen custom
bounding boxy, ale voli sa i model pre detekciu. Popis jednotlivych funkcii pouZivanych pre

ziskavanie obrazu a detekcii je popisany v ukazkach kodu nizsie.
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class VisionObjectRecognitionController: LivePreviewController {

Color

lay: CAlLayer! = nil
private var requests = [VNRequest]()
f: Bool,

Color,
un ¢ Color,

1: String

detectFourlLeaf

detectThreeelLeaf
- = threeLeafBoundingBoxColor
= fourlLeafBoundingBoxColor

ie: nil, bundle: nil)

Obrazok 68 VisionObjectRecognitionController - ukazka dat, ktoré prijima zo SwiftUI
vrstvy a jeho inicializécia
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PdiscardableResult
1(} —> NSError? {

let error: NSError! = nil
let detectionModel ansfer arning” ? "Unc
"FNU erDet

guard let modelUR ain.url(f detectionModel,
ithE on ¢
return NSError
-1,

let visionModel = try VNCoreMLModel(f MLModel(conte
modelURL) )
let objectRecognition = VNCoreMLRegquest( : visionModel,
: { (request, error) in
DispatchQueue n.async{execute: {

1)
self.requ [objectRecognition]
} catch let error NSError {
print{"Model loading went w \(error)")

return error

Obrazok 69 VisionObjectRecognitionController - Vol'ba ml modelu pre detekciu
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func draw\ sults(_ results: [Any]) {
CATrar
CATransaction
Trans

for observation in results where observation is
VNRecognizedObjectObservation {
guard let objectObservation = observation as?
VNRecognizedObjectObservation else {
continue

let toplLabelObservation = objectObservation. [e]

if (toplLabelObservation.identifier == "t} ' &&
d tT f) || (topLabelObservation.identifier ==
1 && d ourlLeaf) {
let objectBounds =
VNI tF t(objectObservation.boundi
Int(buffe .height))

shapelLayer
self.c ctlLay iithBounds({objectBounds, label:
topLabelObservation.identifier)

r(shapelLayer)

override func captureOutput(_ output: AVCaptureQutput, didOutput
sampleBuffer: CMSampleBuffer, from connectio AV tureConnection) {
guard let pixelBuffer CMSampleB : Ima uffer(sampleBuffer) else
{
return
}

let exifOrientation = rientationFrom

let imageRequestHandler = VNImageRequestHandler
pixelBuffer, o exifOrientation,
do {
try imageRequestHandler.perform(self.req
} catch {
print(

}

Obrazok 71 VisionObjectRecognitionController - Pomocné funkcie pre spravovanie

realtime videa
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override func se

Obrazok 72 VisionObjectRecognitionController - Inicializdcia funkcii pre vision a video
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func rela
let bounds rootL
var scale: CGFloat

let xScale: CGFloat bounds. ith / bufferS
let yScale: CGFloat bounds. I / buffe

scale = f

if scale.is
scale =

}

CATransaction

CATransaction

detecti T A T form{CGAffineTransform(rotati
CGFloat(.pi [/ 2.8)).scaledBy(x: scale, y: —scale))

on = C6Point(x: bounds.mi y: bounds.midY)

CATransaction.co

func cre >tLayerWithBounds(_ bounds: CGRect, label: String) -»
CALayer {
let borderColor "three-leaf" ? three
fourlLeafBou n

let shapelLayer = CALayer()

shapelayer. boun

shapelayer

shapelayer

shapelayer

shapelayer = borderColor.:
shapelayer

shapelayer borderColor.
return shapelayer

Obrazok 73 VisionObjectRecognitionController - Vykresl'ovanie bounding boxov a ich
findlnej podoby
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7.3.5 Verzovanie a deployment

Aplikécia vyuziva verzovaci systém Git, ktory je Standardnym systémom na poli VCS. Ako
sluzbu pre uloZenie samotného repozitara bol zvoleny GitHub, umoziujici vytvéaranie
separatnych branchi a zaroven poskytuje jednoduchy a zrozumitel'ny prehlad vSetkych

verzii aplikécie.

Testovacie a produkcné prostredie je vytvorené na platforme App Store Connect, taktiez
Apple nastroj uréeny pre distribiciu, monetizaciu a prezeranie zékladnych analytik
aplikacie. Predtym, ako je mozné aplikaciu vydat’ je nutné prejst’ review od Apple trvajiicou
1-2 dni. Aplik4cia je v Case pisania prace dostupna striktne v testovacom prostredi
TestFlight, ktor¢ho vyhodou je okamzitd distriblcia testovacich buildov. Celkovo si

aplikacia presla od jej pociatku Siestimi hlavnymi verziami.

Aplikédcia neobsahuje zZiadne CI/CD prvky medzi GitHubom a App Store Connect.
Jednotlivé buildy su vzhladom na velkost’ vyvojového teamu arozsahu funkcionalit

nahravané manualne.
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ZAVER

V ramci mojej prace bola vyvinuta aplikécie pre detekciu Stvorlistkov a trojlistkov. Praca je
rozdelend do dvoch celkov. Prvy celok sa zaobera oblastou computer vision v teoretickej
Casti a naslednym trénovanim vhodného modelu v praktickej Casti. Druhym celkom je

rozbor moznosti dneSného mobilného vyvoja a naslednd implementacia mobilnej aplikécie.

Prvym krokom po literarnej reSersi bola anotacia datasetu, ktory mi bol poskytnuty vediucim
mojej prace Ing. Petrom Za¢kom, Ph.D. Pomocou IBM Cloud Annotations som vytvoril plne
anotovany dataset, ktory je nasledne exportovany pre trénovanie zvoleného modelu. Ked’ze
sa aplikdcia zameriava na Apple machine learning ekosystém, anotovany dataset bol

exportovany pre format Core ML.

Samotné trénovanie modelu prebiechalo pomocou aplikacie Create ML, ktord je schopna na
zaklade trénovacich dat vytvorit’ model priamo vhodny pre implementaciu modelu, s ktorym
je schopny framework Core ML nasledne pracovat” v mobilnej aplikacii. Trénovacie
parametre ako pocet iteracii a batch size je aplikacia schopna nastavit’ automaticky prave na
zaklade trénovacich dat a odporuca tak predvolené nastavenia pre tréning. Na vyber pre
Object Detection modely st dva sposoby tréningu, ktoré Apple oznacuje ako ,,Full Network*
a ,,Transfer Learning®. Full network model vyuziva klasicki konvolu¢nu siet’ zaloZzenu na
rchitekture YOLOV2 a z vysledkov testov vyplyva vyrazne nizSia presnost’ oproti Transfer
Learning metode. To je taktieZ zapri¢inené nizkym poctom trénovacich dat — zhruba 100,
avSak presne pre takéto pripady je metdoda Transfer Learning vhodna. Pouzitim
predtrénovaného modelu a feature printu dokaze model spolahlivo detekovat’ pozadované
objekty, je tu vSak zvysSeny vyskyt false positive pripadov prave kvdli principu feature printu,
kde sa model pozera na typické ¢rty pozadovaného objektu, ako napr. tvar. To vSak nebrani
funkcionalite, ked’ze vyskyt d’ateliny je v trave atoto prostredie je pri realnom pouziti
nemenné a TL model tak ostava pre detekciu vhodnejSim modelom nielen vd’aka schopnosti

istejSej detekcie, ale 1 velkosti a Casu potrebného k jeho vytrénovaniu.

Dva vytrénované modely je nasledne mozné implementovat do mobilnej aplikacie.
Z technologického hl'adiska sa javi ako najvhodnejsi pristup k vyvoju ten nativny jednak
z hl'adiska vykonnosti aplikacie a taktiez z hl'adiska podpory Core ML modelov, kde nie je
potrebné integrovat’ dodatocné baliCky alebo kniZznice, ako by to bolo v pripade
multiplatformového vyvoja. Nativny vyvoj pre iOS poskytuje dva frameworky pre tvorbu

aplikacii a to UIKit a SwiftUI. Pre vyvoj som zvolil SwiftUI, ked’Ze sa jednd o moderny
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a deklarativny pristup k tvorbe Ul a samotny Apple odporuca pre nové aplikacie tuto cestu,
vd’aka ktorej som bol schopny vyvinit’ pozadovanu aplikaciu vo vyrazne kratSom Case, ako
by to bolo v pripade UlKitu. Ked’Ze sa vSak jednd o pomerne mlady framework, niektoré
Casti museli byt implementované prave v UlKite, ako napriklad skener, kde vznikol
technologicky problém v podobe predévania dat zo SwiftUI vrstvy do imperativneho UIKit
kédu.

Vysledna aplikécia je vysoko moduladrna, uzivatel’ si moze upravit’ takmer kazdy aspekt od
farieb, cez moznosti detekcie az po model, ktory bude pre samotnu detekciu pouzity. Vznikol
tak softvér, ktory je univerzalne pouzite'ny pre akykol'vek typ object detection tlohy, kde

staci zamenit’ model vo formate Core ML a par riadkov kodu.

Aj tato diplomova praca je teda dokazom, Ze machine learning sa postupne stava viac a viac
dostupnym aj mimo sféru data science a i beznym aplikaénym vyvojarom dokaze pomoct’
vyvinut’ dielo, ktoré je schopné ¢i uz ozvlastnit’, alebo ul'ah¢it’ Zivot pouzivatel'ovi, ¢o je

koniec koncov primarnym ucelom nas, informatikov.
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