Umélé neuronové site v PHP

Artificial neural networks in PHP

Petr Juracek

Bakalarska prace Univerzita Tomase Bati ve Zliné
2014 Fakulta aplikované informatiky




A

Univerzita Tomase Bati ve Zliné
Fakulta aplikované informatiky
akademicky rok: 2013/2014

ZADANI BAKALARSKE PRACE

(PROJEKTU, UMELECKEHO DiLA, UMELECKEHO VYKONU)

Jméno a pfijmeni: Petr Juracek

Osobni ¢islo: A11638

Studijni program:  B3902 InZenyrska informatika
Studijni obor: Informacni a fidici technologie
Forma studia: kombinovana

Téma prace: Umélé neuronové sité v PHP

Zasady pro vypracovani:

Seznamte se s umélymi neuronovymi sitémi.

Seznamte se s moznostmi PHP.

Vytvoite rizné typy neuronovych siti.

Vytvofite funkéni pfiklady s pouzitim vytvofenych neuronovych siti.

Funkéni pfiklady zpracujte formou podplirné webové prezentace pro predmét
Umélé neuronové sité.



Rozsah bakalarské prace:

Rozsah pfiloh:

Forma zpracovani bakalaiské prace: tisténa/elektronicka

Seznam odborné literatury:

1

ZELINKA, Ivan.: Uméla inteligence I. Volume 1. Zlin: Vutium, Brno, 1998, 126 p. ISBN
80-214-1163-5.

. SNOREK M., JIRINA M.: Neuronové sité a neuropoéitage, CVUT, 1996, ISBN

80-01-01455-X.

BILA J.: Uméla inteligence a neuronové sité v aplikacich, CVUT, 1996, ISBN
80-01-01275-1.

BOSE N.K., LIANG P.: Neural Network Fundamentals with Graphs, Algorithms, and
Applications, McGraw-Hill Series in Electrical and Computer Engineering, 1996,
ISBN 0-07-006618-3.

. GUTMANS, Andi, Stig Sather BAKKEN a Derick RETHANS: Mistrovstvi v PHP 5. Vyd.

1. Brno: CP Books, 2005, 655 s., ISBN 802510799x.

. VRANA, Jakub: 1001 tipt a trikd pro PHP. Vyd. 1. Brno: Computer Press, 2010, 456

s. ISBN 9788025129401.

SIMA J., NERUDA R.: Teoretické otazky neuronovych siti. Vyd. 1. Praha, 1996:
Matfyzpress, 390 s., ISBN 80-85863-18-9

Vedouci bakalafské prace: doc. Ing. Zuzana Kominkova Oplatkova, Ph.D.

Ustav informatiky a umélé inteligence

Datum zadéni bakalafské prace: 28. anora 2014

Termin odevzdani bakal&fské prace: 13. ¢ervna 2014

Ve Zliné dne 28. unora 2014

o~

¥
I 'M«»
u U \ : tiS,

prof. Ing. Vladimir Vasek, CSc. _ | prof. Ing. Vladimir Vasgek, CSc.

dékan 7 \. Teditel dstavu



UTB ve Zliné, Fakulta aplikované informatiky, 2014 4

ABSTRAKT

Cilem této bakalaiské prace je vytvorit webovou aplikaci, ktera bude slouzit jako podklad
k pfedmétim Umé¢lé neuronové sit¢ a Metody umélé inteligence. Aplikace obsahuje
ptiklady umélych neuronovych siti. Bakalatska prace je rozdélena na dvé Casti. Teoreticka
¢ast obsahuje ivod do umélych neuronovych siti. Praktickéd ¢ast obsahuje navod k webové

aplikaci a popis jednotlivych funkci.

Kli¢ova slova: umélé neuronové sité, uméla inteligence.

ABSTRACT

The aim of this bachelor’s project is to create web application that will be used for subjects
Artificial neural networks and Methods of artificial intelligence. The application includes
examples of artificial neural networks. The bachelor’s project is divided into two parts.
The theoretical part describes the PHP scripting language and an introduction to artificial
neural networks. The practical part contains instructions for a Web application and a

description of each function.

Keywords: artificial neural networks, artificial intelligence
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UvVOD

Jednim z cilti informatiky je vytvofeni umélé inteligence — stroje, jenz by byl schopen
samostatného mysleni a uvazovani. Proto vznikly umélé neuronové sité, které si za vzor
vzali strukturu biologické neuronové sité. Uméla neuronova sit' je struktura vzéjemné
propojenych umélych (formdlnich) neurond. Jednoduse Ize fici, Ze uméla neuronova sit’, je

matematickym modelem biologické neuronové sité. [2]

Um¢lé neuronové sit€¢ se v dneSni dobé pouzivaji k feSeni mnoha probléml. Mezi
nejcastéj$i patii naptiklad Sifrovani, filtrovani spamu, rozpozndvani zvukti a obrazt.
Neuronovych siti se vyuziva také napiiklad v biometrii pti autentizaci otiskd prsti, nebo

autentizaci o¢ni duhovky [1].

PHP je v dnes$ni dob& nejrozsitenéjSim skriptovacim jazykem pro webové prezentace
jakéhokoliv rozsahu. Existuje velké mnozstvi nejriiznéjSich knihoven pro tento jazyk.
Jednou z téchto knihoven je i knihovna ANN for PHPS5, kterou jsem si zvolil pro

zpracovani ptikladii neuronovych siti.

Elementarni ptiklady umélych neuronovych siti 1ze vypracovat mnoha zptsoby. PHP jsem
zvolil z davodi jednoduchosti piistupu pies internetovy prohlize¢ nezavisle na platforme.
Jednotlivé umélé neuronové sité jsou interaktivni, coZ znamena, ze uzivatel mize ménit

vstupy do neuronové sité¢ a nasledné sledovat zmény vystupl neuronoveé site.
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. TEORETICKA CAST
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1 HISTORIE

Vytvoteni prvnich umélych neuront se datuje do roku 1943, kdy byl vytvofen model
prvniho umélého neuronu — perceptronu, Warrenem McCullochem a jeho studentem
Walterem Pittsem. Perceptron je hojn¢ vyuzivan v modifikované podobé dodnes. V roce
1958 vyuzil tento model F. Rosenblatt, a vytvofil tak prvni neuronovou sit. Sit’ byla
schopna generovat pouze binarni vystupy, tedy 0 a 1 podle toho, jestli vazena suma vstupt
ptekrocila prah neuronu. Neexistoval vSak zddny ucici algoritmus a sit’ byla schopna fesit
pouze linearn¢ separabilni problémy. Tohoto uskali vyuzil Rosenblattiv spoluzdk M.
Minsky, ktery tento nedostatek napadl ve své knize ,, Perceptron z roku 1969. Zajem o

sit¢ tehdy opadnul az do poloviny 80. let. [1]

Od konce 60. let, kdy prestal byt o neuronové sité zajem, probihal jejich vyzkum izolované
mimo USA, protoze zde m¢la kniha ,, Perceptron ** velky vliv. Nékteti talentovani badatelé
se ale odradit nenechali, a diky tomu pfispéli svymi pracemi k rozvoji neuronovych siti do

podoby, jak je zname dnes. [2]

1.1 Renesance neuronovych siti

Renesance nastala v poloving 80. let, kdy prukopnici D. Rumelhart, G. Hinton a R.
Wiliams vytvofili praci ,,Learning Internal Representation by Error Propagation®, ktera se
zabyva vicevrstvymi neuronovymi sitémi. Tyto sit€ jsou jiz schopny feSit linearné
neseparabilni problémy, coz byl pro vyvoj umélych neuronovych siti velky pralom.
Nasledné zacali vznikat dalsi vyznamné sité, jako jsou mnapiiklad Hopfieldova,

Kohonenova a Grossbergova sit’. [1][2]

Umélé neuronové sité prosli velkym vyvojem a jsou uspé€Sné pouzivany dodnes k feSeni

nejriznéjsich typil problém, o kterych se zminim v dalsi kapitole.
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2 VYUZITIi UMELYCH NEURONOVYCH SITI

Umélé neuronové sit¢ maji nespocet vyuziti. Jejich vyhoda oproti pocitaclim spociva ve
schopnosti adaptace na urcity problém. Adaptace plyne z jejich schopnosti se ucit, tedy

adaptovat se. Nasledujici tabulka nazorn¢ popisuje rozdily mezi pocitatem a neuronovou

sitf. [1]

NEURONOVA SIT

POCITAC

Je uréena nastavovanim vah, prahti a
struktury.

Je programovan instrukcemi (if, else,
then, switch, go to...)

Pamét'ové a vykonné prvky jsou
usporadany spolu.

Proces a pamét’ pro n¢j jsou separovany.

Paralelismus

Sekvenénost

Toleruji odchylky od originalnich
informaci

Netoleruji odchylky

Samoorganizace béhem uceni

Neménnost programu.

Tabulka 1: Rozdily mezi neuronovou siti a po¢itacem

Vyuziti neuronovych siti na obecnych piipadech [1]:

e Identifikace riznych signala

o Klasifikace objektil

e Predikce — ptedpovidani dle minulych hodnot

e Reseni matematickych funkci
e Filtrace

e Optimalizace
Konkrétni ptiklady vyuziti [3]:

e Predikce spotieby energie

e Detekce rakoviny z nékolika vysledki vysetieni

e Rizeni letového provozu
¢ Filtrovani nevyzadané poSty

e Predikce na akciovém trhu

e Inteligentni router V siti — uci se nejrychlejsi trasy

e Predikce prodeje produktii
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3 NEURON

3.1 Biologicky neuron

Biologicky neuron, neboli také nervova buiika, je zdkladni funkéni jednotkou nervové
tkdn€. Tyto bunky jsou schopné pifijmout, vést a zpracovat specialni signal. Neurony
pfijimaji signaly z vnitiniho i vnéjsiho prostiedi a reaguji na n¢ vystupnimi signaly. [2]

Mozkova kira ¢loveka miize byt tvofena 13 az 15 miliardami neurontl, z nichz kazdy mtize

byt propojen s dalsimi az 5000 neurony. [2]

Obrazek 1: Biologicky neuron [2]

Casti biologického neuronu:
e terminaly axonu
e axon — odstiedivy vybézek neuronu
e soma — vlastni té¢lo neuronu

e dendrity — dostfedivé vybézky neuronu
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3.1.1 Synapse

Neurony spolu komunikuji pomoci specializovanych struktur, tzv. synapsi. Terminaly
axonu pfi podraZzdéni uvoliiuji neurotransmitery do synaptické stérbiny. Neurotransmiter je
zpravidla nizkomolekularni chemicka latka, kterd pfirozenym zplisobem vznika v nervové
soustaveé zivocicht a slouzi v ni k pfenaseni vzruchli. Synapticka Stérbina je prostor mezi
termindly axonu a dendrity dal$iho neuronu. Mezi axonem a dendrity probihaji pfenosy

chemické a uvnitt neuronu pienosy elektrické. [3]

Elektrické vazby jsou vyvojove starsi oproti chemickym. Chemické se vyskytuji prevazné

u savcu. [4]

Axon terminal y
(presynaptic
element)

Secretory

granules Mitochondria

) 3 ) ., £ Active zone
Synaptic —L : - Membrane

cleft — Postsynaptic(™ differentiations
density
vesicles

Receptors ¥
Postsynaptic dendrt®

Neuroscience: Exploring the Brain, 3rd Ed, Bear, Connors, and Paradiso Copyright @ 2007 Lippincott Williams & Wilkins

Obrazek 2: Synapse

Neurotransmitery délime na [1][2]:
e kratkodobé¢ plisobici — pfenos

e dlouhodobé¢ piisobici — pamét
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3.2 Umély neuron

Neboli také formalni neuron, je ziskan preformulovanim neurofyziologického neuronu do

matematické feci [2]. Ve skuteénosti je umély neuron mnohem jednodussi neZ biologicky
neuron. [1]

prah

s U osrrss@ir si@Er@es vystup

bias
vnitini potencial

:170:1

synaptické vahy

T xr2 Ly - - oo vstupy

Obrazek 3: Umély (formalni) neuron [2]

Vstupy X1 — Xn pfedstavuji v matematickém modelu dendrity biologického neuronu.

Propustnost vstupii uréuji synaptické vahy wy — wy [2].
Umély neuron je schopen pracovat ve dvou rezimech [4]:
e excitacni — vybuzujici (Sifeni vzruchu v neuronové siti)

¢ inhibi¢ni — tlumici (utlumeni vzruchu v neuronové siti)

3.2.1 Vstupy neuronu

Pomoci vstupii ziskava neuron informaci jako realné ¢islo. Tyto vstupy mohou pochéazet

z vngjsiho prostiedi nebo také jako vystupy z jinych neuronti [2].

3.2.2 Synaptické vahy vstupi

Kazdy vstup mé urcitou dilezitost. Tuto diillezitost vstuptim pfitazuji jejich vahy, které

maji zpravidla realnou hodnotu. Chceme-li docilit spravného feSeni problému pomoci
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neuronové sité, madme nekoneéné¢ mnoho feseni, jak adaptovat vahy pro vstupy do

jednotlivych neurond, abychom dosahli pottebného vysledku [2].

3.2.3 Prah neuronu

Pokud aktivita neuronu piekroc¢i tento prah, piepne se neuron do aktivniho stavu a vysle
signal na vystup. Dokud neni prah piekrocen, je neuron pasivni a na jeho vystupu neni

zadna hodnota. [2]

3.2.4 Vnitini potencial neuronu

Nazyva se téz aktivacni funkce neuronu nebo pienos neuronu. Vnitini potencial neuronu

vyjadfuje zvazena suma vstupt X; - Xn [4]. MiZeme jej vyjadiit vztahem

n
a = Z Wi X; + bWb (l)
i=1

Dokud je vnitini potencial a mensi nez prahova hodnota h, je neuron v pasivnim stavu.

Dosazenim prahové hodnoty h, se neuron aktivuje. [2]

3.3 Prenosova funkce neuronu

Ptenosovou funkci ziskame z aktivacni funkce vztahem [4]:
n
f(a) =TF (Z wix; + bwb> 2
i=1

Neurony mohou byt binarni nebo spojit¢é a mohou mit riizné typy pfenosovych funkci,

které si nasledné popiseme [5].
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3.3.1 Standardni (logistick4) sigmoida

Pienosova funkce:

F@ =5 ©

Logisticka sigmoida

1,2
1,0

2 0,8

e

2 0,6

(=}

g 0,4

fﬂ

5 0,

© 0.0

150 -100 -50 0 50 100 150

a - (vstup do neuronu)

Obrazek 4: Pienosova funkce - logisticka sigmoida

3.3.2 Hyperbolicky tangens

Pfenosova funkce:

1— -ka
f@ =1 @

Hyperbolicky tangens

1,5
1
z 0,5
e
5 0
=
-150 -100 -50 ) 50 100 150
2 -0,5
B
z 1
o)

-1,5
a - (vstup do neuronu)

Obrazek 5: Pfenosova funkce - hyperbolicky tangens
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3.3.3 Perceptron
Pienosova funkce:

Va>0:f(a)=a A Va<0:f(a)=0 (5)

Perceptron
120
100

80
60
40
20

f(a) - (vystup neuronu)

0
-100 -50 20 (£ 50 100 150

a - (vstup do neuronu)

XA
()]
o

Obrazek 6: Ptenosova funkce — perceptron

3.3.4 Linearni pienos

Pfenosova funkce:

f@=k-a 6)

kde k je smérnice.

Linearni funkce

60
40
= 20
3
3 0
b=
or150 -100 -50 0 50 100 150
‘3 -20
S
~ -40
<
= -60

a - (vstup do neuronu)

Obrazek 7: Pfenosova funkce - linearni funkce
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3.3.5 Linearni omezeny pienos

Pienosova funkce:

Va € (—hy, hy): f(a) =k-a A
Va>h;:f(a)=y A (7)
Va < —hy: f(a) = —y

Linearni omezena funkce

1,5
1
= 0,5
g
o
: 0
S|
=-150 -100 -50 0 50 100 150
é -0
>
Z
1 -1
<
-1,5

a - (vstup do neuronu)

Obrizek 8: Pfenosova funkce - linearni omezena funkce

3.3.6 Binarni prenos (Heavisidetuv skok)

RozliSujeme unipolarni a bipolarni, podle toho, zda muze vystup umélého neuronu
dosahovat kladnych 1 zapornych hodnot. Pokud vystup dosahuje kladnych 1 zapornych
vystupu, je pienos bipolarni. [4]

Ptenosova funkce:

Va>0:f(a)=1 A Va<0:f(a) =0(-1) (8)



UTB ve Zliné, Fakulta aplikované informatiky, 2014 20

Binarni funkce

1,2
1
_ 0,8
g
) 0,6
5
= 0,4
g
2 0,2
2 a
@-150 -100 -50 0 50 100 150

-0,2
a - (vstup do neuronu)

Obrizek 9: Pfenosova funkce - binarni funkce

3.3.7 Pienos RBF (radialni baze)

Pienosova funkce:

f(a) = e~k ©9)

Radialni baze

1,20
1,00

R 0,80

g

g

=

Q

g

g

w2

>

Z

©

-150 -100 -50 0 50 100 150

a - (vstup do neuronu)

Obrazek 10: Pfenosova funkce - radialni baze
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4 NEURONOVA SIT

Neuronova sit’” je propojeni dvou nebo vice formélnich neuronti. Vystup jednoho neuronu
je zpravidla kombinaci vice vstupii. Tento princip vychdzi z biologickych neuronovych
siti, kde jsou neurony propojeny pomoci terminalii axonu s dendrity jiného neuronu. Pocet

neurontl a jejich vzajemné propojeni uréuje topologii (architekturu) neuronové sité. [2]
V neuronové siti mohou byt tii typy neuront [4]:

e vstupni
o skryté
e vystupni
Neuronova sit’ se vyviji v ¢ase. Mohou se ménit vahy jednotlivych neuronti, ale také jejich

vzéajemné propojeni [2]. Tyto zmény v siti urCuji aktualni pracovni reZim sité:

e Organiza¢ni — zména topologie sité
e Adaptivni — zména konfigurace a adaptace vah neurond

e Aktivni — zména stavu jednotlivych neuronii

U biologickych neuronovych siti nejsou pracovni reZzimy rozliSovany, jelikoz vSechny

zmény V siti probihaji soucasné [2].

4.1 Uceni sité

41.1 S ucitelem

Sit’ se u¢i pomoci vzorové trénovaci mnoziny. Mame vzdy sadu vstupll a k nim pfifazené
vystupy, které siti predkladdme. Pomoci téchto sad se sit’ pfiblizuje pozadovanému
vystupu. Je zde tedy vyuzita zpétnd vazba ,ucitele, ktery siti fekne, jestli je vystup
spravny nebo ne. V pfipad¢ Ze ne, provadi se korekce vah, dokud neni vystup sité

optimalni. [5]

4.1.2 Bez uditele

Pti uceni bez ucitele nepredkladame siti znamy vystup, €ili neporovnavame aktualni vystup
sité s referenénim vystupem. Sit’ se rozhoduje sama a sama si ze vstupnich vzorl vytvari

skupiny podle podobnosti a nasledné reaguje na typického zastupce. [5]
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4.2 Typy neuronovych siti

4.2.1 Dopredna neuronova sit’

4.2.1.1 UCcici algoritmus Backpropagation

Backpropagation je zkratkou anglického spojeni ,, backward propagation errors“, coz by
se dalo ptelozit jako ,,zpetné sireni chyb®. Je to nejpouzivanéj$i ucici algoritmus pro
vicevrstvé dopfedné neuronové sité. Pouzivd se piiblizné v 80% vSech aplikaci
neuronovych siti [2]. Backpropagation vyzaduje, aby aktiva¢ni funkce byla

diferencovatelna. Nastaveni vah probiha opaénym smérem, nez se $ifi vstupni signal siti.

Pro nauceni sit¢ pozaduje tento ucici algoritmus sadu pozadovanych vystupl se vstupy
K nim pfifazenymi. Mnozina téchto sad se nazyva trénovaci mnozina. Uceni sité by se dalo
prirovnat k u¢eni malého ditéte. Pokud chceme dit¢ naucit rozpoznat naptiklad psa,
musime mu predkladat riizné rasy psi a fici mu, Ze se jedna o psa. Tim jsme mu predlozili

vstup (konkrétni rasu psa) a vystup v podobé klasifikace (pes). [1]

Algoritmus Backpropagation se sklad4 ze dvou fazi:

1. Aktivacni

Pfi inicializaci sité se voli vahy nahodné v rozmezi <-0,5; 0,5>. Lze k tomu pouzit
napiiklad generator ndhodnych cisel.

Siti se predlozi vstupni vektor sloZeny z jednotlivych vstupii. Tento vektor se déle
Sifi siti. Ve vstupni vrstvé je rozvétven a kazda vétev je ohodnocena svou véahou.
Touto vahou se vzdy nasobi vstupni hodnota do neuronu. Uvniti neuronu se takto
vahami vynasobené vstupy seCtou a pouziji se jako argument pfenosové funkce.
Funk¢ni hodnota pfenosové funkce pro tuto sumu zvazenych vstupi je zaroven i
vystupni hodnotou neuronu, kterd se dale §iii siti jako vstup do dal$iho neuronu,

nebo, jedna-li se o neuron vystupni vrstvy, na vystup site. [1]

2. Adaptacni
Tato faze je vlastni algoritmus Backpropagation. Ziskany vystupni vektor z prvni
(aktivacni) faze se porovna s vektorem pozadovanych vystupt sité. Rozdil mezi
témito dvéma vektory je dale pouzit pro vypocet novych vah neuroni. Nejprve se

upravi vahy u spoji vstupujicich do vystupni vrstvy, poté v nizsi vrstve, a tak se
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dale pokracuje, nez dosédhneme vstupni vrstvy. Dosazenim vstupni vrstvy je tato

faze ukoncena a pokracujeme opét fazi prvni. [1]

., Pri kazdéem porovnavani vystupni odezvy s pozZadovanym origindalem se dany rozdil
uchova v pameétové promeénné a sumarizuje se s dalsimi postupné ziskanymi rozdily. Takto
ziskané cislo za celou trénovaci mnozinu (epochu) se nazyva globalni chyba. Tato globalni
chyba je po kazdé epose kontrolovana s chybou, kterou zadal uZivatel a pokud je nizsi, nez
chyba zadana, pak je sit naucena a uceni konci. Algoritmus tedy hleda globadlni minimum

chybové funkce. [1, s. 36]

4.2.1.2 Perceptron

,, Perceptron je sit' s jednou pevnou (neprestavitelnou) vstupni vrstvou a s vystupni vrstvou,
jejiz vahy se mohou menit. Jeji neurony jsou schopny funkcni transformace ze vstupu na

vystup diky ménitelnosti prahii a vah ve vystupni vrstve. “ [1, s. 29]

Podivame-li se na perceptron z pohledu ménitelnosti vah, mizeme sit povazovat za
jednovrstvou neuronovou sit. Na obrdzku (Obrazek 11) vidime jednovrstvou sit typu
perceptron. Tato sit’ nemd mezi vstupy a neurony skryté vrstvy piestavitelné vahy. Prvni

vrstva pouze provadi konstantni transformaci ze vstupu [1].

>

>0 >

Obrazek 11: Schéma perceptronu [1]
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4.2.1.3 Vicevrstvd neuronovd sit’

., Vicevrstva sit’ je sloZenad z vrstev, které jsou mezi sebou propojeny smérem ze vstupu na
vystup. Jako ucici algoritmus se obvykle pouziva Backpropagation, ktery pri adaptacni fazi
prenastavuje vaihy sité tak, aby se odezva sité co nejvice blizila poZadované hodnoté. " [1,

s. 35]

Obrazek 12: Vicevrstva neuronova sit’

Vicevrstva neuronova sit nemusi mit vzdy stejny pocet neuronti ve vsSech skrytych
vrstvach, jako je tomu na obrazku (Obrazek 12). Topologie muize byt riznoroda, naptiklad

skryté vrstvy mizou tvofit trojuhelnik.

4.2.2 Rekurentni neuronova sit’

4.2.2.1 Hopfieldova sit’
., Hopfieldova sit je sit's jednou vrstvou a algoritmem uceni bez ucitele. Prenosové funkce
Jjsou skokového charakteru. “ [1, s. 43]

Zakladatelem této sité je fyzik John Hopfield. Tato sit’ se hojné pouziva pro rekonstrukci
netplnych, Sumem poskozenych obrazii. Své wuplatnéni nalezne také v feSeni
optimalizacnich probléml nebo jako autoasociativni pamét. Sit’ se sklada z navzajem

oboustrann¢ propojenych neuronti. [6]
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Obrazek 13: Hopfieldova sit’ [6]

4.2.3 Kohonenovy mapy

,, Kohonenova sit’ nevyzaduje ke svému uceni ucitele. Je jednovrstva s tim, Ze tato vrstva

miize byt usporadana v radku nebo v plose. “ [1, s. 53]

Zékladni myslenkou tohoto typu siti je nalezeni prostorové reprezentace sloZitych
datovych struktur. Ugelem je, aby tfidy si podobnych vektora byly reprezentovany
neurony, které jsou si v dané topologii blizké. Analogii 1ze nalézt naptiklad i v lidském
mozku. Kazdy konec mozkové kiliry reaguje na jiny typ frekvenci. Jeden konec zpracovava
nizké frekvence a opacny konec zpracovdva frekvence vysoké. Diky tomu lze

mnohorozmérova data zobrazit v jednodus$im prostoru. [6]

74

Obrazek 14: Kohonenova mapa [6]
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II. PRAKTICKA CAST
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5 OAPLIKACI

Webova aplikace vyuzivajici knihovny umélych neuronovych siti pro PHP, je tvoifena
nekolika sekcemi. Jednotlivé sekce simuluji urcity problém, ktery je feSen pomoci umélé
neuronové sité. Aplikace poskytuje moznost exportovani konfiguracnich soubort
neuronové sité, coz umoziuje sit’ opét rekonstruovat bez nutnosti opétovného nastavovani
parametrd umélé neuronové sité. Cela aplikace je dostupna na internetu [19, docasné

umisténi].

5.1 Vyuziti knihovny ANN for PHP5

Projekt je zaloZen na praci Eddy Younga z roku 2002. Zdrojového kdédu se ujal Thomas
Wien z némeckého Diisseldorfu a proved] fadu zmén a vylepSeni, diky kterym je projekt

pouzitelny pro feSeni fady situaci.

Rozhodl jsem se vytvofit aplikaci vyuZzivajici umélé neuronové sit¢ v PHP, z diivodu
dostupnosti z jakékoliv platformy. Dalsi vyhodou PHP je také to, Zze uzivatel nemusi

instalovat Zadny software a vystaci si pouze s internetovym prohlizeCem.

Knihovna spada pod licenci BSD 2-Clause License. Kompletni formulace licence je

k dispozici na internetu [18], stejné jako kompletni balicek knihovny [17].

Knihovna je dostacujici pro ticel demonstrace funkce umélych neuronovych siti, nicméné
nékteré postupy a algoritmy jsou zjednoduSeny kvili uSetfeni vypocetniho casu.

V nésledujicich podkapitolach uvadim uptesnéni téchto zjednoduseni.

5.1.1 Learning rate — u¢ici koeficient

Koeficient je prepocitavan dynamicky v pribéhu uéiciho algoritmu a jeho zjednoduseni
spoCiva v tom, Ze se dynamicky zmenSuje nebo zvétSuje pouze o hodnotu 0,5. Prubéh
zmén koeficientu napfi¢ ucicim algoritmem Ize exportovat a sledovat jako hodnotu

oznacenou zkratkou E.
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5.1.2 Pocet neuronti ve skrytych vrstvach

Pti vytvareni objektu umélé neuronové sit€¢ pozaduje konstruktor tfi celo¢iselné hodnoty:

e pocet skrytych vrstev
e pocet neuronil v jedné skryté vrstve

e pocet vystupti

Nelze vsak definovat pocet neuront ve vrstvé pro kazdou vrstvu zvlast. Proto nastaveni

topologie umélé neuronové sité neni dostatecn¢ flexibilni.

1 Snetwork = new Network (2, 4, 1);
Uvedeny zdrojovy kod vytvoti objekt sité, ktera bude mit:

o 2 skryté vrstvy
e 4 neurony Vv jedné skryté vrstveé

e 1 vystup ze sité
Je tedy patrné, Ze nelze podrobnéji nastavit topologii sité.

Vychozi zdrojovy kod také neposkytuje moznost vytvofit sit’ se skrytou vrstvou obsahujici
pouze jeden neuron. Zasahem do zdrojového kdédu knihovny jsem tento nedostatek
odstranil, aby bylo mozné nastavit skryté¢ vrstvé pouze jeden neuron. Toto feSeni se
nasledné ukazalo jako Spatné, protoze aplikace nepracovala spravné s jednim neuronem a
skripty zptisobovaly chyby. Omezeni knihovny pouze na dva a vice neuronu ve skryté

vrstve tedy mé své opodstatnéni.

5.1.3 Prenosova funkce

Umélé neurony mohou mit rizné pienosové funkce (viz kapitola 3.3). Knihovna vsak
vyuziva pouze jeden typ a tim je logisticka sigmoida. V piipadé potieby dale vystupni
hodnotu upravuje. Ptikladem je sit fungujici binarné, tedy binarni vstupy a binarni
vystupy. Pienosova funkce typu logisticka sigmoida ndm na vystupu generuje realné
neceloc¢iselné hodnoty. Abychom ziskali nami pozadované binarni hodnoty, knihovna
realné hodnoty binarizuje pomoci funkce nazvané threshold, coz znamena, Zze realnou

hodnotu pfevede na hodnotu logicka 0 nebo 1.
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1 public static function threshold($floatValue) {
2 return ($floatValue > 0.5) 2 1 : 0y
3 }

Funkce threshold poZaduje jako parametr realné cCislo, které binarizuje. Pokud je realné
¢islo ostie vétsi nez 0,5 funkce vrati hodnotu 1. Pokud je mensi nebo rovno 0,5 funkce

vrati hodnotu 0.

5.1.4 Ucdici algoritmus

Kazda sit' vytvofena touto knihovhou je schopna se ucit pouze algoritmem

Backpropagation. Vice o tomto uéicim algoritmu v kapitole 4.2.1.1.

5.2 Ovladaci prvky aplikace

Pro aplikaci jsem zvolil jednotnou upravu ovladacich prvki, aby se ovladala co

nejjednoduseji a bylo na prvni pohled zfejme, co ktery ovladaci prvek obsluhuje.

Kazda sekce aplikace obsahuje vpravo nahofe panel s ovladacimi tlacitky, ktera jsou

podobna pro vSechny sekce.

Obrazek 15: Ovladaci panel

5.2.1 Tladitko: Trénovat sit’

Timto tlacitkem uZivatel zobrazi dialogové okno pro nastaveni trénovaci mnoZiny sité.
V dialogovém okné, které miize obsahovat zalozky pro jednodu$$i manipulaci, 1ze také
nastavovat rizné parametry. Napiiklad spoustét logovani vah jednotlivych neuront pfi

uceni sité a nastavit topologii sité.
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Trénovat sit u
Trénovaci mnozina ‘ Rozsirené

Topologie sité

Pocet neuront ve skryté vrstvé: 7

Pocet skrytych vrstev: 2
[ psessninnnsnn— 1

Index narocnosti: 14

Logovani vah neuront

™ Logovat vahy neuron(

Trénovat Zavrit

Obrazek 16: Dialogové okno - Trénovat sit’

5.2.1.1 Logovani vah sité

Logovani vah umoziiuje uzivateli logovat vahy do souboru, ktery lze nésledné stdhnout
v CSV formatu, tedy oteviit v programu Microsoft Excel, nebo pouze analyzovat tyto vahy
piimo v aplikaci. Logovani vah lze vypnout ruéné pomoci zatrzitka v dialogovém okné
trénovani sité pod zalozkou ,,Rozsifené, nebo se vypne automaticky pii predpokladané
vysoké vypocetni naro¢nosti. Pokud lze v trénovaci mnoziné piidavat a odebirat pocet
elementl trénovaci mnoziny, ma tento pocet také vliv na logovani vah. Piekro¢i-li tento
pocet urcitou hranici, logovani vah se automaticky vypne, bez moZznosti ruéniho zapnuti,

pokud nebude snizen pocet elementl trénovaci mnozZiny.
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HO HO HO HO HO HO o o o

E [NO NO NO N1 N1 N1 NO NO NO

wo w1 w2 w0 wi w2 wo w1 w2
1 15 064108 028679 144802 -0.35104 2.01357 -145222 -16673 046671 135888
2 15 06369 029804 144384 -0.34068 2.03931 -144186 -166491 043052 1.36391
3 15 063258 03092 143952 -0.33044 2.06555 -143162 -166246 039371 136911
4 05 063005 032073 145937 -0.31745 2.09204 -140077 -174458 033415 127117
5 1 062539 033171 145472 -0.30695 2.11918 -1.39027 -174107 0.29634 127767
6 15 06098 03138 144361 -0.32356 2.09264 -141559 -1654 035271 137047
7 15 06067 030706 144547 -03109 2.09344 -141179 -16602 035382 1.3605
8 15 059103 030706 145198 -0.32747 2.09344 -141056 -164873 035072 1.3653
9 15 057544 030706 145843 -0.3437 209344 -140898 -163824 034725 136916
10 05 057108 031837 147602 -0.33356 212047 -138042 -171106 0.29074 1.28177

Obrazek 17: Obrazek tabulky logovani vah z aplikace

Zahlavi tabulky popisuje ve zkratkach, jaké hodnoty ve sloupci najdeme.

e Prvni neoznaceny sloupec obsahuje pouze ¢islovani fadkd, pro lepsi orientaci.

e E jetzv. learning rate, v piekladu ucici koeficient, ktery je popsan v kapitole 5.1.1

Kazdy nasledujici sloupec je popsan jiz tiemi zkratkami pod sebou:

e HO - vychazi z anglického hidden layer, coz znamena skryta vrstva a ¢islo

popisujici, o kterou skrytou vrstvu se jedna.

e NO — N1 — zkratka neuronu a ¢islo popisujici pofadi neuronu v dané vrstvé

e WO - W2 —vychazi z anglického weight, coz znamena vaha a ¢islo popisujici o

kterou vahu se jedna

e O —vychazi z anglického output, coz znamena vystup

Nasledujici obrazek znazornuje graficky, kterou vahu ktery sloupec vyjadiuje z tabulky na

obrazku (Obrazek 17). Pro jednodussi orientaci jsem pole zahlavi tabulky vyznadil

stejnymi barvami, jako piislusné sady Sipek na nasledujicim obrazku.
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Vystupni
vrstva O

Skryta
vrstva HO

=
C-WO0

O-1

H

Vstupnl
vrstva

Obrazek 18: Schéma - zn4dzornéni oznaceni vah v logovaci tabulce

5.2.1.2 Topologie sité

Topologii sit¢ lze nastavit pomoci posuvnikli v dialogovém okné trénovani sité pod
zalozkou ,,Rozsitené. Uzivatel miize zménit pocet skrytych vrstev a také pocet neuronti
Vv jedné skryté vrstvé. Knihovna bohuzel neni dostatecné flexibilni a umoziiuje nastavit
pouze stejny pocet neuronit ve vSech skrytych vrstvach. Nikoliv vSak pocet neuronti pro
kazdou skrytou vrstvu zvlast. Ve vychozim stavu knihovna poskytovala moznost nastavit
tento po€et neuront na minimalni hranici dvou neuronti. Zasahem do zdrojového kodu
jsem umoznil vytvofit i sit’ s jednim neuronem ve skryté vrstve, ale z diitvodii nestabilniho

chovani aplikace jsem tuto moznost nastavil opét do vychoziho nastaveni.

5.2.1.3 Index narocnosti

Ucenti sit¢ muze byt v nékterych ptipadech vypocetné velmi nadro¢ny. Webové servery maji

vzdy nastaven maximalni ¢as vykondvéani jednoho skriptu, po némz vykondvani skriptu
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server ukonci. Tento ¢as byva ve vét§iné ptipadd nastaven na 30 sekund. Samotné uceni
muze byt v nékterych ptipadech tak vypocetné narocné, Ze sit’ nebude vytrénovana uplné,
ale pouze z ur¢ité Casti. Pokud by k tomu jesté byla logovana vaha kazdého vstupu pro

kazdy neuron, skript by mohl zptsobit vyjimku a uceni by skoncilo netispésné.

Pii programovani a testovani jsem zjistil rizikové situace, diky kterym aplikace
zpusobovala vyjimky kvili vypocetni naro¢nosti. Témto situacim jsem se snazil zabranit.
Zavedl jsem takzvany index narocnosti, ktery se prepocitava pii kazdé zméné nastaveni
sité JavaScriptem jesté pred potvrzenim vSech nastaveni a odeslanim formuléafe na server.
Index narocnosti méni barvu podle rizikovosti nastaveni od zelené, pfes oranZzovou az po
cervenou, pii které jiz nelze sit’ ucit.

Na hodnotu indexu néro¢nosti méa vliv nastaveni topologie sité. Jeho hodnota je rovna
sou¢inu po¢tu neuront ve skryté vrstvé a poctu skrytych vrstev. Pokud je hodnota indexu
narocnosti kritickd, tedy index ma ¢ervenou barvu, je automaticky vypnuto logovani vah
bez moznosti ruéniho zapnuti, pokud nebude prenastavena topologie sité tak, aby se

hodnota indexu naro¢nosti nepohybovala za kritickou hranici.

5.2.2 Tladitko: Log vah

Chce-li uzivatel po nauceni sit¢ analyzovat vahy a jejich zmény v prub&hu uciciho
algoritmu, muze si zobrazit log vah timto tlacitkem. Otevie se dialogové okno, které
obsahuje vypis ptimo z CSV souboru se zdznamem vah. Pokud bylo ufeni vypocetné

wvewr

radé&ji stahnout a prohlédnout napiiklad v softwaru Microsoft Excel.

5.2.3 Tladitko: Detail sité

Timto tlacitkem otevieme dialogové okno obsahujici tabulku s podrobnym vypisem
konfigurace sité. Tento vypis je zobrazen metodou pro vypis podrobnych informaci o siti

implementovanou v samotné knihovné.
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5.2.4 Tlacditko: Reset

Tlacitkem ,Reset® odstranime aktualné naucenou sit, nebo také odstranime zmény

V u¢icim dialogu jesté pred odeslanim celého formulare.

5.3 Naucéena neuronova sit’

Po ukonceni uciciho algoritmu aplikace vypiSe spoustu informaci o dané siti. Nyni popisSu

jednotlivé ¢asti, které miizeme na obrazovce videét.

5.3.1 Informace o siti
Tato ¢ast nam vypisuje nejdalezitéjsi informace o aktudlni siti.
e Vstupl — pocet vstupt
e Vystupli — pocet vystupii
e Pienosova funkce vystupti — typ vystupnich hodnot
e Pienosova funkce neurontl - typ ptenosové funkce jednotlivych neuronii
e Skrytych vrstev — pocet skrytych vrstev
e Skrytych neuronti — pocet skrytych neuroni v jedné skryté vrstveé
e Epochy — pocet epoch
e (Celkem smycek — celkovy pocet smycek pii uceni
e Cas tréninku — doba, kterou trval uici proces na serveru

e Vytrénovano — procentudlni vyjadieni vytrénovanosti

INFORMACE O SITI

Vstupu: 2

Vystupu: 1

Prenosova funkce vystupia: Binary
Prenosova funkce neuroni: Sigmoid
Skrytych vrstev: 1

Skrytych neuronu: 4

Epochy: 4

Celkem smycek: 200

Cas tréninku: 0s/ 0 min
Vytrénovano: ! 100%

Obrazek 19: Informace o vytrénované siti
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5.3.2 Nahled topologie sité

Obrazek, ktery ma uzivatel k dispozici v nahledu, je vygenerovan grafickou knihovnou
piesné podle topologie sité. Pro kazdou trénovanou sit’ je vygenerovan original pro jeji
topologii. Pro zvétSeny nahled po kliknuti na miniaturu je pouzit plug-in pro
JavaScriptovou knihovnu jQuery. Plug-in se nazyva Lightbox a je urCen pro efektni
zobrazovani obrazku a fotografii. Lightbox je open source projekt (projekt s otevienym

zdrojovym kodem), tzn. je volné ke stazeni [16].

Popis néhledu topologie:

e Zelena — vstupy tvoftici vstupni vektor
o Cervena — jednotlivé neurony skryté vrstvy

e Modré — vystupni neurony

Nahled topologie sité

Obrazek 20: Nahled topologie sité

5.3.3 Tester sité

Tester sité slouzi pro zadavani vstupi do vytrénované sit¢ a sledovani odezvy na tyto
vstupy. Zadané vstupni hodnoty potvrdime tlacitkem ,, Pouzit“. Tester funguje na zéklade
technologie AJAX, kdy jsou data na server odesildna na pozadi aplikace, a stejné¢ tak
pfijimana odezva zpét ze serveru, a tim padem neni nutno nacitat a vykreslovat kompletné

celou stranku znovu.
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Tester sité

Vstup A:
Vstup B:

Vystup Y:
Pouzit

Obrazek 21: Tester sité

5.3.4 Trénovaci mnozina

Tabulka s ptehledem zadané trénovaci mnoziny. Slouzi pro porovnani s vystupy testeru
sité. Uzivatel tak muize vidét vystup ze sité a porovnat s touto tabulkou a tim i ovérit

spravnost vystupnich hodnot proti trénovaci mnoziné, kterou zadal.

Vstup A Vstup B Vystup Y

0 0 0
0 1 1
1 0 1
1 1 0

Obrazek 22: Trénovaci mnozina

5.3.5 Stahnout sit’

Kliknutim na tento odkaz si miize uzivatel stdhnout ZIP soubor se vSemi potiebnymi
soubory k rekonstrukci sité. Neni tedy potfeba si pamatovat nastaveni jednotlivych
parametrti neuronové sité, protoze ji 1ze pomoci téchto soubort rekonstruovat v sekci ,, Sit’

ze soubori .
Stahnout sit

Obrazek 23: Odkaz stazeni ZIP souboru k siti
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5.4 Sekce: Neuron

V této sekci uzivatel nalezne simulaci aktivacnich funkci neuronti. Zde zatim neni vyuzita

knihovna pro umélé neuronové sité. Pouze si zde uzivatel mize nasimulovat jednotlivé

typy aktivacnich funkci a analyzovat jejich zmény na zdkladé zmén riznych parametri,

jako je naptiklad smérnice.

| Prenosova funkce neuronu n

tangenta

Hyperbol.

Linearni
funkce

Nastaveni

Logisticka Radialni Skokova
sigmoida baze funkce
Linearni

omezena

Rozsah vstupu: -50 ; 50

Smérnice k: 0.50

Krok: |1

Aplikovat Zavrit

Obrazek 24: Neuron - dialog pro nastaveni neuronu

Nastaveni pienosové funkce neuronu provadime v dialogu zobrazeném na obrazku

(Obrazek 24). Podle zvolené pienosové funkce se ndm zobrazuji volitelné parametry pro tu

danou funkeci.

e Rozsah vstupii — udava interval, ve kterém se pohybuji vstupni hodnoty do

neuronu.

e Smérnice — udava hodnotu smérnice k.

e Krok — hodnota kroku pii ziskavani funkénich hodnot pienosové funkce (pii

nastaveni hodnoty na 0,1 aplikace vytvoii mnozinu od spodni hranice intervalu po

kroku 0,1 — naptiklad pokud je dolni hranice intervalu -50, potom bude mnozina

vstupnich hodnot za¢inat hodnotami -50; -49,9; -49,8; -49,7 atd. az po horni hranici
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intervalu. Postupnym dosazenim do pfenosové funkce neuronu ziskdme data
potiebna pro vykresleni grafu prenosové funkce).

e Mez — udédva mezni hodnotu u nékterych typu ptenosovych funkci (u skokové
prenosové funkce uddva mez na ose vstupnich hodnot, ¢ili hodnotu vstupu, kde se
binarni vystup pieklapi z0 na 1 a u linearni omezené funkce udava mez na ose

funk¢nich hodnot).

Pfenosova funkce

Typ prenosové funkce: Hyperbolicky tangens
Interval vstupu: [-100; 100]

Krok: 1

Smérnice k: 0.35

Obrazek 25: Informace o aktudlni pfenosové funkcei

Po potvrzeni nastaveni tlacitkem ,, Aplikovat* se nam vykresli graf a vypisi informace o

dané ptenosové funkci.

Pro vykresleni grafu je pouzit plug-in pro JavaScriptovou knihovnu jQuery. Plug-in ma
nazev jqPlot a je kdispozici volné¢ ke stazeni [15] — open source projekt (projekt

s otevienym zdrojovym kédem).

Vykresleny graf je interaktivni. Pokud kurzorem najedeme na plochu grafu, vpravo dole se
nam zobrazuji aktudlni soutfadnice kurzoru. Chceme-li odecist soufadnice konkrétniho
bodu grafu, umistime kurzor na linku grafu. Najedeme-li kurzorem na vykresleny bod (t;.
bod, ktery obsahuje mnozina vypoctenych funkénich hodnot), tento bod se ndm zvétsi a
vedle n¢j se =zobrazi rdmecek se soufadnicemi. Piiblizné soufadnice ostatnich

nevykreslenych bodl 1ze odecitat pomoci zobrazovanych soufadnic kurzoru vpravo dole.
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Hyperbolicky tangens

Funkéni hodnota f(a)

Vstupni hodnota a

Obrazek 26: Graf prenosové funkce vykresleny aplikaci

Tabulku vykreslenych bodli nalezneme pod tlacitkem ,, Funkcni hodnoty* v ovladacim

panelu vpravo nahote. Tato tabulka slouzi jako zdroj hodnot pro vykresleni grafu.

X fix)
-50.00 -1.000
-49.00 -1.000
-48.00 -1.000
-47.00 -1.000
-46.00 -1.000
-45.00 -1.000
-44.00 -1.000
-43.00 -1.000
-42.00 -1.000
-41.00 -1.000

Obrazek 27: Tabulka vstupnich a funkénich hodnot pienosové funkce

5.5 Sekce: Logické funkce

Zde si muze uzivatel vytvofit sit’ S binarnimi vstupy a binarnimi vystupy. Sit' bude po
ukonceni uciciho algoritmu schopna pracovat jako logicky prvek.
Pfi nastaveni trénovaci mnoziny mame moznost vybrat jednu z preddefinovanych

logickych funkci, na kterou bude sit’ vytrénovana. Trénovaci mnoZina se nam pii vybéru

preddefinované logické funkce predvyplni a uzamkne se moznost editace. Pokud chceme
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vytvofit vlastni trénovaci mnozinu, zvolime v roletkovém menu moznost ,, Viastni... "

Jednotlivé kombinace bindrnich vstupt jsou jiz vyplnény pro usnadnéni ovladani.

Trénovaci mnozina Rozsirene
Logicka funkce | vlastni... 3

Obrazek 28: Logicka funkce - trénovaci mnozina

Trénovaci mnozina muze obsahovat pouze bindrni hodnoty 0 a 1, ale sit' bude po

vytrénovani schopna reagovat na redlna ¢isla ve vstupnim vektoru.

Vice o ovladani aplikace v kapitole 5.2.

5.6 Sekce: Detekce jazyka siti

Tato sit’ je schopna rozpoznat, Vv jakém jazyce je vstupni slovo nebo fraze. Je to typicky
piiklad na klasifikaci neuronovou siti. Pfi trénovani musime zadat slovo nebo frazi a
piifadit ji jazyk. Jednotlivé jazyky tvofii tfidy klasifikaéni mnoZiny. Slovo nebo fraze je

vstupem a jazyk vystupem sit&.

Vstup zadany jako fetézec znakl je pfepocitdn na Ciselné hodnoty podle ASCII koda
jednotlivych znakii, a pouzit jako prvek vstupniho vektoru sit€. Vystup sit€¢ je binarni.
Mame-li naptiklad dva jazyky, tak jazyk prvni ma binarni hodnotu 10 a jazyk druhy ma
hodnotu 01.

V ptipadé tii jazyki:
1. Jazyk — dvojkova hodnota 100

2. Jazyk — dvojkova hodnota 010
3. Jazyk — dvojkova hodnota 001

Pro pohodIngjsi a snazsi odecteni vystupu je v knihovné implementovana metoda, ktera jiz
pfi uceni sité t€émto bindrnim hodnotam pfifadi nami definovany slovni nazev, ktery jsme

zadali do trénovaci mnoziny (napft. ,,angli¢tina®, ,,CeStina“ atd.).
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Rozsifené

‘ Trénovaci mnozina

L 3 -

Klicova slova nebo fraze

1. Slovo: ahoj Jazyk: | Cetina aal

2. Slovo: hello Jazyk: | Anglictina ad

Trénovat Zavrit

Obrazek 29: Dialog pro trénovani detekéni sité

V dialogu pro zadani trénovaci mnoziny muizeme volit i pocet vstupnich slov nebo frazi
pomoci tlacitek ,,+ a ,,-,,. Cim podobnéjsi slova nebo fraze pro rizné jazyky zadame, tim

24

hallo).

Vice o ovladani aplikace v kapitole 5.2.

5.7 Sekce: Predikce siti

Jedna se o sit’ schopnou piedpovidat urcitou veli¢inu podle jinych zadanych velicin.
Predpovidani probihd na zakladé naméfenych minulych dat, ktera se pouziji jako jednotlivé
elementy do trénovaci mnoziny. Tato sit simuluje piedpovéd navstévnosti horského

sttediska podle zadané teploty a vysky snéhové pokryvky.

Predik¢ni sit’ je velmi nachylnd na potadi hodnot v trénovaci mnozin€ a jejich vzajemné
vychyleni. Nelze si vymyslet ndhodné jakékoliv hodnoty a ocekavat od sit€ rozumné
predpovédi. U této konkrétni sité pro predpoveéd navstévnosti horského stiediska je potieba

mit na paméti, ze teplota i vySka snéhové pokryvky se v ¢ase vyviji. Nelze tedy napiiklad
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zadat po sob¢ jdouci hodnoty snéhové pokryvky 150 cm, 0 cm, 300 cm, 75 cm, jelikoz
tento vyvoj vysky sn€¢hové pokryvky neni realny. Z toho také vyplyva, ze je nutno data
méfit a uchovavat pravidelné v dostatecné blizkych Casovych tsecich, abychom se vyhnuli
vyse uvedené posloupnosti hodnot. Cim vice dat o systému mame, tim presn&jsi

ptedpoveédi mizeme ocekavat.

‘ Trénovaci mnozina

Rozsirenée

L ] —-—

Zjisténa data v minulosti

Snih [cm] Teplota [°C] Navstévnika
(0 a2 300 cm) (-30 az 30°C) {0 az 1000)
A ->
2. ->
3. ->
4. -
Trénovat Zavrit

Obrazek 30: Dialog pro trénovani predikéni sité

Kazda hodnota trénovaci mnoziny musi byt z intervalu, ktery je uveden vzdy nad sloupcem

v zavorce (Obrazek 30). Pocet fadki je mozno ménit tlacitky ,,+“a ,,-,,.

Vice o ovladani aplikace v kapitole 5.2.

5.8 Sekce: Nacdteni sité ze souboru

Chceme-li rekonstruovat nékterou ze siti, kterou jsme jiz méli vytvofenou, muzeme zde
nacist soubory, které jsou u kazd¢ sité k dispozici ke stazeni v ZIP souboru. Kazdy typ sité
ma rizny pocet a typ souborti potiebny pro inicializaci sit€¢ ze soubortl. Je mozno nahravat

pouze soubory ve formatu *.dat.
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Logicka sit Detekce jazyka siti l Predikce siti

Nacteni souboru predikéni sité

Konfigurace sité: Vybrat soubor | zidny soubor nevybran
Vstupni hodnoty (snih): Vybrat soubor | Zidny soubor nevybran
Vstupni hodnoty (teplota): | vybrat soubor | zidny soubor nevybran

Vystupni hodnoty: Vybrat soubor | Zidny soubor nevybran

Nacist soubory

Obrazek 31: Rekonstrukce sit€ pomoci staZzenych soubort

5.9 Sprava soubori

Vyhodou i nevyhodou knihovny je, Ze si potfebuje pro své vnitini procesy uchovavat data
v souborech, které si sama vytvaii. Tyto soubory jsou ve velké vétSiné piipadi malé
(fadové desitky kB), ale naptiklad CSV soubor pro logovani vah mize dosahovat velikosti
1 n€kolik MB, pokud je u¢eni naro¢né a trva delsi dobu. Bylo tedy nutné vytesit efektivnim
zpusobem spravu téchto souborti, aby zbytecné nebyly uchovavany jiz nepotiebné soubory.

K jedné siti jsou ukladany tii typy soubori:

e DAT —soubory s konfiguracemi sité
e CSV -logvah
e PNG —nahled topologie sité

e Z|P —komprimovany bali¢ek vSech souborti k siti

5.9.1 Ukladani soubora

Pro ukladani soubori jsou vy€lenény dvé slozky. Prvni slozka je na soubory s daty K siti,
ktera obsahuje dalsi podslozky rozdélené podle ucelu sit€. Druha slozka je pro ukladani

nahledu topologie sité, Cili pro obrazky typu PNG.

Samotné ukladani téchto souborh probiha pii uceni sit€. Vzdy pied zacatkem trénovaciho
algoritmu je vygenerovan unikatni identifikator (UID), pouzivany pro tento konkrétni
zpracovavany skript. Toto UID se pfifadi za jméno kazdého ukladaného souboru. UID tedy
spojuje tyto soubory k sobé a vytvaii tak skupinu soubort jedné sité. Tento identifikator je

také pouzit u ZIP souboru, ktery obsahuje sadu vSech pottebnych soubori k siti.
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5.9.2 Kontrola a mazani souboru

Pro manipulaci sjiz existujicimi soubory jsem vytvofil novou tfidu nazvanou

FileHandler, ktera obstarava kontrolu a mazani soubort.

Pti zakladani objektu tiidy FileHandler konstruktor pozaduje jeden parametr a tim je
pocet hodin, po kterém je soubor smazéan. Je tedy mozno tento parametr ménit pii

vytvafeni objektu tiidy. V aplikaci je nastaven na hodnotu 24 hodin.

V této tfide jsou implementovany dvé metody:
1 private function getCriticalDate() {...}

2 public function deleteOldFiles (Spath) {...}

Metoda na fadku €. 1 je volana pfimo v konstruktoru tfidy. Jeji ndvratovou hodnotou je
datum. Soubory stars$i nez toto datum jsou metodou na fadku ¢. 2 smazany. Metoda pro
mazani souborll pozaduje jako parametr cestu ke slozce, kde jsou ulozeny soubory. Projde
i vSechny podslozky a porovna datum vytvotfeni kazdého souboru s datem z metody na

radku €. 1. V pfipadé, Ze je soubor star$i nez toto datum, je smazan.

5.10 Bezpecnost aplikace

Z divodi moznosti nahravat vlastni soubory na server, jsem musel aplikaci oSetfit proti
pfipadnym utokiim. Soubory vklddané na server mohou mit maximalni velikost 100 kB.
Dal$im oSetienim je kontrola pfipony jednotlivych vkladanych souborti. Pfipustna je pouze

ptipona ,, dat“, jelikoz je to jediny format potiebny ke spravnému nacteni sité.

Pro bezpe¢ny chod aplikace jsem také oSetfoval uZivatelsky zadavané vstupy. Pokud
aplikace ze vstupniho pole ocekava ¢islo, tak si také ovéri, Ze jde skutené o ¢islo. Pokud
ne upozorni uzivatele na nekorektni vstup. Jde-li o vstup typu fetézec, aplikuji na n¢j
funkci htmlspecialchars (), ktera v fetézci nahradi vSechny rizikové znaky (<, >, ,

&, $, %, atp.) HTML entitami.
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ZAVER
V dob¢, kdy autor zacal vypracovavat tuto bakalafskou praci, o umélych neuronovych
sitich mé¢l jenom zékladni povédomi, protoze tato problematika je probirana az ve 4.

rocniku. Autor se vénuje jiz par let webovym technologiim, a proto zvolil spojeni

webovych technologii a neuronovych siti.

Na pocatku, kdyz autor hledal knihovnu, ktera by byla vyhovujici pro tuto aplikaci,
ocekaval, ze existuje pro PHP knihovna, diky které¢ bude mozné vytvoftit jakykoliv typ sité
s jakoukoliv topologii. Bohuzel diky tomu, ze webova aplikace pracuje systémem klient-
server, a kazdy pozadavek na server ma predem vymezeny ¢as zpracovani, neni mozné
nékteré rozsahlejsi neuronové sité vibec trénovat, jelikoz Cas vymezeny serverem ke
zpracovani neni dostacujici, a proto né€které principy byly tvlirci knihovny zjednoduSeny,
aby byl usetfen vypocetni ¢as. Nicméné na ukazku zakladnich ptiklada siti je tato knihovna

vice nez postacujici.

Knihovna disponuje metodami, jako je vykresleni topologie sité jako obrazku ve formatu
PNG, a také detailni vypis informaci o siti spolu s nastavenim serveru tykajicim se Casu
vykonavani jednoho skriptu. Tyto metody jsou velmi uZite¢né, protoze diky nim uzivatel

presné vidi konfiguraci sit¢ a také mtze sledovat, jak je ktera sit’ vypocetné narocna.

Knihovna mé dvé velkd negativa. Tim prvnim je vyuZiti pouze jednoho uciciho algoritmu.
Vyuzivd pouze algoritmus Backpropagation, ktery je ale na druhou stranu nejvice
pouzivanym ucicim algoritmem, takZe pro ucely této prace postacujici. Druhym je moZnost
nastavit pocet neuronil ve skryté vrstvé pouze pro vSechny skryté vrstvy soucasné, takze
neni mozno urcit po€et neuronti pro kazdou skrytou vrstvu zvlast. Vsechny skryté vrstvy
tedy musi mit stejny pocet neurond, coz je omezujici. DalSim negativem se zdala byt
moznost nastavit pouze dva a vice neuront do skryté vrstvy. Proto autor provedl drobné
upravy ve zdrojovém kodu samotné knihovny, aby byla moznost nastavit 1 jeden neuron.
Po testovani jednoho neuronu musel tuto Gpravu zmeénit, protoze aplikace zptisobovala

vyjimky a nebyla stabilni.

Diky pouzité JavaScriptové knihovné jQuery, vyuziti jejich plug-int, a pouziti technologie

AJAX, je vysledna webova aplikace interaktivni a uzivatelsky ptivétiva.
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While the author has started to develop this bachelor thesis on artificial neural networks
only had a basic understanding, because this issue is discussed only in the 4th grade. The
author has devoted a few years Web technologies, and therefore opted for the connection
of web technology and neural networks.

At the beginning, when the author was looking for a library that would be suitable for this
application, expecting that exists for PHP library that makes possible to create any type of
network with any topology. Unfortunately, due to the fact that the Web application works
client-server system, and each server has a requirement for a pre-defined processing time
can not be any larger neural networks to train at all, because the time allowed by the server
for processing is not sufficient, and therefore some of the principles were the creators of
the library simplified to spare computing time. However, the demonstration of the basic
examples of networks is that the library is more than sufficient.

The library provides methods such as network topology rendering as a PNG image, and
also a detailed list of information about the network, along with server settings relating to
the execution time of a script. These methods are very useful because they can see exactly

user network configuration and also can see how that network is computationally intensive.

The library has two big negatives. The first is the use of only one learning algorithm.
Backpropagation algorithm uses only that but most used the learning algorithm, so the
purpose of this work is sufficient. The second is the ability to set the number of neurons in
the hidden layer for all hidden layers simultaneously, so it is not possible to determine the
number of neurons for each hidden layer separately. All hidden layer must have the same
number of neurons, which is restrictive. Another downside seemed to be the only
possibility to set two or more neurons in the hidden layer. Therefore, the authors
introduced minor modifications in the source code library to be able to set even one
neuron. After testing a neuron had to change this adjustment because the application

causing the exception and not stable.

Thanks to the jQuery JavaScript library, making use of the plug-ins and use of AJAX

technology, the resulting web application is interactive and user friendly.
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SEZNAM POUZITYCH SYMBOLU A ZKRATEK

f(a)

Xj

k

Wi

e

a

Vx> 0:f(a) =a
A
Va<0:f(a)=0
Va € (—hy, hy)

E

HO-Hn

NO-Nn

WO0-Wn

funk¢ni hodnota aktivaéni funkce pro vstupni hodnotu X
vstupni hodnota i do neuronu

Smérnice

vaha pro vstupni hodnotu X;

Eulerovo ¢islo (=2,71828)

vnitini potencial neuronu

pro vSechna X vétsi nez 0 plati, ze f(X) se rovna x

a soucasn¢ plati

pro v§echna X mensi nebo rovny 0 plati, ze f(x) se rovna 0
pro vSechna X pattici do intervalu od —h; do h; plati
Learning rate — ucici koeficient

skrytd vrstva 0 az n

neuron 0 az n

vaha vstupu 0 az n



UTB ve Zliné, Fakulta aplikované informatiky, 2014

50

SEZNAM OBRAZKU

Obrazek 1: Biologicky NEUTON [2] ..ooivviiiiiiiiiie it 13
ODBTAZEK 2: SYNAPSE ..vvvieiiiiiiiiiie ettt e et nbb e e e nnees 14
Obrazek 3: UmeEly (formalni) NEUron [2]......cocueeiiriiieiieiie e 15
Obrazek 4: Pienosova funkce - logistickd sigmoida..........cccceviiiiiiiniiiinici e 17
Obrazek 5: Pienosova funkce - hyperbolicky tangens..........ccccvcvviiiniiieniie e, 17
Obrézek 6: Pienosova funkce — PEICEPIION ......oocveiiiieiieiieeee e 18
Obrazek 7: Pfenosova funkce - linearni funkce..........ccoovvviiieiiiiiiieccee e 18
Obrazek 8: Pienosova funkce - linedrni omezena funkce..........ccocovveviiiiiiciiccciicicc 19
Obrézek 9: Pienosova funkce - bindrni funkce........ccooveiiiiiiiiiii e 20
Obrézek 10: Prenosova funkce - radidlni bAZe ..........cccoeeviiiiiiiiii e 20
Obrazek 11: Schéma perceptronu [1] ......oocviiiiiiiiiieeee e 23
Obrazek 12: VICEVIStVA NEUTONOVA STt ...c.viiieiiieiiiiciieie e 24
Obrazek 13: HOpfieldova SIt’ [B]....vevvereriiiiiieiiiisieieie et 25
Obréazek 14: Kohonenova mapa [0] .....cccveiieiiiiiiiiiieiie e 25
Obréazek 15: OvIAdaci Panel..........coooiiiiiiiiii e 29
Obrazek 16: Dialogoveé okno - Trénovat Sit'.........ccccceiiiiiiiiiiniice e 30
Obrazek 17: Obrazek tabulky logovani vah z aplikace ..o 31
Obrazek 18: Schéma - zndzornéni oznaceni vah v logovaci tabulce...........cccoviiiiiinne 32
Obrézek 19: Informace 0 VYtrénovane Siti..........cccoooverieiiiinie i 34
Obrazek 20: Nahled topologie SItE.........cuviiiiiriiiie e 35
ODTAZEK 212 TESLET SIEE ....vieieieiie ittt ettt e nbe e e e sbeeenne e 36
Obréazek 22: TrénoVaC MNOZINA.......cueeiiieiieirieiteeaieesiee st e see e sieeabeesteeseeesreeabeesreeeeeeas 36
Obrazek 23: Odkaz stazeni ZIP souboru K Sith ......ceovvviiiiiiiiiiiiiiie e 36
Obrazek 24: Neuron - dialog pro nastaveni NEUTONU...........ccovvrvrereeriienee e 37
Obrazek 25: Informace o aktualni ptenosoveé funkci.........ccooveviiiiiiiiiiicic 38
Obrazek 26: Graf prenosové funkce vykresleny aplikaci.........cccoocvvveiiiiiiiiiiiiicnn, 39
Obrazek 27: Tabulka vstupnich a funkénich hodnot pfenosové funkce...........cccocveiivnnnns 39
Obrazek 28: Logicka funkce - trénovaci MNOZINaA..........ccevververierieneniineseeeesee e 40
Obrazek 29: Dialog pro trénovani deteKEni Sit€ .........ccovvviviiiiiiiiiiie e 41
Obrazek 30: Dialog pro trénovani predikeni Sit€.........ccoovvvviiiiiiiiiiici e 42
Obrazek 31: Rekonstrukce sité pomoci stazenych sSOuborl.........ccovvvveiiiiniiienniiesiiie e, 43



UTB ve Zliné, Fakulta aplikované informatiky, 2014

51

SEZNAM TABULEK

Tabulka 1: Rozdily mezi neuronovou siti a poCitacem



