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ABSTRAKT

Abstrakt cesky

Bakalatska prace cili na vyuziti Python knihoven pro analyzu ¢asovych fad. Soucasti prace
je literarni reSerSe, ktera se zabyva metodami dataminingu pro analyzu ¢asovych fad. Prace
se dale zabyva vytvorenim piehledu typovych uloh, které lze tesit skrze analyzu ¢asovych
fad. V praci jsou také predstaveny bézné i specifické Python knihovny, které l1ze vyuzit pro
datovou analyzu. V ramci této prace jsou vytvoreny I ukazky typovych uloh, které jsou ve

form¢ né€kolika Jupyter notebooka.

Kli¢ova slova: ¢asové fady, datamining, datova analyza, Python, Jupyter notebook

ABSTRACT

The bachelor's thesis aims to utilize Python libraries for time series analysis. The thesis inc-
ludes a literature review that focuses on data mining methods for time series analysis.
Furthermore, it provides an overview of typical tasks that can be solved through time series
analysis. The thesis also introduces common and specific Python libraries that can be utilized
for data analysis. As part of this work, practical examples of typical tasks are created and

presented in the form of Jupyter notebooks.

Keywords: time series, datamining, data analysis, Python, Jupyter notebook
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UvVOD

Tématem bakalaiské prace je vytvoreni pfehledu o aktudlnim vyuziti dataminingovych me-

tod v analyze ¢asovych fad.

Zejména v dneSni dobé se setkdvame s mnozstvim riznych zafizeni, které v redlném case
produkuji obrovské mnozstvi dat. Tyto data je tieba dale zpracovavat a analyzovat, aby se

docililo ziskani cennych znalosti, na kterych 1ze postavit budouci rozhodnuti.

V teoretické ¢asti jsou nastinény typy sektort, ve kterych se miZzeme potkat s praktickym
vyuzitim ¢asovych fad. Dale jsou zde popsany rozdéleni ¢asovych tad, jejich vlastnosti a
jednotlivé komponenty. Nasledné je prace v ramci dalsi kapitoly zaméfena na vysvétleni
pojmu data mining. Soucasti této kapitoly je i popis riznorodych zdroju dat, metodologii a
také samotnych fazi dolovani dat pro konkrétni metodologii. Hlavni teoretickou ¢ast tvoti
komplexni piehled typovych tloh. Typové ulohy jsou zde ¢lenény do podkapitol, které po-
pisuji jejich druhy a dulezité soucasti. Pro typové ulohy jsou zde povrchové predstaveny i
ptiklady algoritmi, které 1ze pro tyto typové ulohy vyuzit. Teoreticka ¢ést je zakoncena pre-
hledem zékladnich ale 1 specifickych Python knihoven, které 1ze vyuzit pro datovou analyzu
v ¢asovych fadach. Tyto knihovny také zahrnuji jiz implementované zakladni feseni, které

JSOu V této praci vyuzity.

V ramci praktické ¢asti je zde vytvoieno nékolik praktickych ukazek typovych uloh. Na sa-
motném zacatku jsou uvedeny datové sady z riznych sektord, aby bylo mozné vidét redlné
vyuziti analyzy Casovych fad. Typoveé ulohy jsou realizovany skrze Jupyter notebooky, ve
kterych je demonstrovano vyuziti riznych pfistupt pro feSeni dil¢ich typovych tloh. Prak-
tické ukazky poslouzi jako podplrné studijni materialy pii vyuce predmétu Datova analyza

a inteligentni systémy.
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. TEORETICKA CAST
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1 CASOVE RADY

Pojem Casova fada lze chapat jako kolekci dat urcité nahodné veli¢iny Y, ktera byly nasbirana
za urdity Gasovy interval t a jsou chronologicky uspoiadany. Casovy interval miZe zahrnovat
malé jednotky jako milisekundy, sekundy, ale i ty, které jsou v fadech tydnti, mésicti nebo i
rokli. Tyto hodnoty mohou byt jak kladné, tak i zaporné, tudiz spadaji pod cela Cisla, které

muzeme matematicky zapsat jako:

teZ kdez=4{...-3,-2,-1,0,1,2,3, ...} (1)
V zavéru tedy mizeme Casovou fadu jednoduse matematicky zapsat jako:

y() = {y(ta), y(©2), y(ta), ..., ¥(tn)} )

nicméné v praxi vzdy vyuzivame pouze ¢asové fady S kone¢nym poctem prvku. Priklad

Casové fady je znazornén na obrazku ¢. 1. [1]

1960 1970 1980 1990 2000 2010

Obrazek ¢.1 — Priklad ¢asové fady [2]

1.1 Oblasti vyskytu

Se zaznamenavanim a zpracovavanim dat se ¢asto mizeme setkat v mnoha oblastech, které
jsou do zna¢né miry ovlivnény prave zpracovanim téchto dat, ze kterych lze ziskat potiebné
znalosti. Priklady riznych oblasti vyuzivajici data jsou uvedeny v nasledujicich podkapito-
lach. [1]
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1.1.1 Finanénictvi

Finan¢ni sféra je typickym piikladem oblasti, kde se ¢asové fady vyuzivaji ve velké mife.
Témét kazda bankovni aplikace v dnesni dobé sbira informace o klientech, které jsou dale
zpracovavany. Bez dal$i analyzy dat by dnes jen stézi mohly fungovat financni instituce
nebo samotné banky. Znalosti ziskané analyzou dat z této sféry casto slouzi k specific-
kym ucelim jako jsou zlepSeni sluzeb pro klienty, maximalizace zisku, ptfedpovidani cho-

vani trhu nebo ménového rizika a spoustu dalsich vyuziti. [3] [4]

1.1.2 Pruamysl

V prumyslovych podnicich dochéazi v poslednich letech k silné digitalizaci a tim i narustu
obrovského mnozstvi dat. S terminem digitalizace do zna¢né miry souvisi i pojem internet
véci (angl. Internet of Things, dale jen 10T). V ramci IoT se v rtiznych oblastech zacaly ob-
jevovat mnozstvi senzort, které v pribchu Casu generuji enormni mnozstvi dat. Typicky by
takové senzory mohly méfit tieba teplotu, tlak, vlihkost, pH, rychlost nebo jiné veli¢iny spo-
jené s prumyslovou sférou. Jest¢ do neddvna bylo mozné skrze data ¢asovych tad pouze
monitorovat chovani riiznych zafizeni. Diky datové analyze muiZeme z téchto dat ziskat
cenné informace, jako jsou vzory a vztahy mezi daty, které mohou mit zadsadni dopad na
zefektivnéni primyslovych procest jako je napf. optimalizace vyroby a nasledné snizeni

néklad. [5]

1.1.3 Zdravotnictvi

Mista jako jsou nemocnice nebo kliniky jsou zdrojem ¢etnych informaci, které by mohly do
budoucna transformovat a posunout oblast zdravotnictvi. Data, které jsou zaznamenavéana o
pacientech, mohou zahrnovat méfeni tepové frekvence, zdznamy elektrické aktivity mozku
nebo monitorovani tlaku pacienta. Spravnou analyzou dat ¢asovych fad Ize v realném cCase
zjistit urcité vzory, které mohou oznaCovat napft. infarkt myokardu, a tim uvédomit vcas
doktora. Dalsim vyuzitim je pak moznost z téchto dat podle urcitych kritérii klasifikovat

pacienta jako zdravého nebo nemocného. [3] [6]

1.1.4 Energetika
Vyvazena vyroba a spotieba jakékoliv energie mé v dne$ni dobé zasadni vliv na zivotni pro-
stiedi a cenu nakladl spojenych s udrzovanim budov. Mezi ty nejvétsi vyzvy uz delsi dobu

patii snizeni emisi a cen energii. K vyfeseni téchto problémii by mohla piispet hlubsi analyza
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energetickych dat a ziskani znalosti, které mizou potencidlné pomoci se spravnou optimali-

zaci produkce energie nebo umoznit predpoveédét spotiebu pro urcité obdobi. [7] [8]

1.1.5 Meteorologie

Meteorologové pro svou praci Casto potiebuji velké mnozstvi dat. Tyto data lze ziskat skrze
specialni pfistroje, jakymi jsou teploméry na méfeni venkovni teploty, barometry pro zjisténi
atmosférického tlaku, vlhkoméry na zaznamenavani vlhkosti, srazkoméry pro urceni hladiny
napadenych srazek, anemometry pro méteni rychlosti vétru nebo dokonce vesmirné satelity.
Z takovych dat se poté mohou provadét analyzy a nasledné predpovédi, jestli bude v nasle-
dujicich dnech pékné nebo Spatné pocasi. Vliv predpoveédi se vSak vztahuje i na ochranu
nasich produkti a majetku. V mnoha ptipadech pak miizou tyto predikce pomoci varovat
fidice kvilli namrzlym cestdm nebo chrdnit obyvatelstvo proti Zivelnym pohromam, které

zahrnuji rozsahlé lesni pozary, povodné, tsunami, tornada nebo hurikany. [9] [10]

1.2 Rozdéleni

Datova sada Casto obsahuje jednu nebo vice vlastnosti pro jeden nebo vice objektl v jakém-
koliv ¢asovém bodé&. V zavislosti na poctu vlastnosti a vztahy mezi nimi je mozné rozd¢lit

casové fady na:

e Jednorozmérné —jedna se Cisté o sledovani jedné proménné nebo vlastnosti dané¢ho
objektu v prubéhu ¢asu. Piikladem by mohlo byt sledovani udaji o pocasi. V ramci
takového ptikladu Ize pozorovat tieba teplotu, tlak nebo vlhkost. Jednorozmérna ¢a-
sova fada vznikne naméfenim Cisté jedné z téchto veli¢in. Na zaklad¢ této zazname-
nané veli¢iny, jakou muze byt prave teplota, je mozné o¢ekavat, kdy mize v pribéhu
dne nastat otepleni nebo ochlazeni. [11]

e Vicerozmérné — tento typ dat se tyka sledovani vice neZ jedné proménné nebo vlast-
nosti pro jeden konkrétni objekt v ¢ase. Pro porovnani ptedchoziho typu poslouzi
stejny ptiklad na sledovani pocasi. Kuptikladu dvourozmérnou ¢asovou fadou by
mohlo byt sledovani pravé dvou veli¢in, jakymi jsou teplota a tlak, které jsou spolu
Casto spojovany a vzajemné se ovliviuji. [11]

e Vicenasobné — jako posledni jsou zde typy dat, které lze chapat jako méfeni jedné
az n¢kolika proménnych nebo vlastnosti pro n¢kolik vzajemné nezavislych objekt

za dané Casové obdobi. Za priklad vicendsobné, ale také i vicerozmérné Casové fady,
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1ze povazovat tu, pti které dochézi k pozorovani udajii o pocasi v n¢kolika vzdale-

nych oblastech, které se 1isi svou lokalitou. [11]
V zavislosti na Case, ve kterém byly pozorovany, se ¢asové fady mohou dale d¢lit na:

e Diskrétni — jako diskrétni Ize oznacit Casovou fadu, jejiz jednotliva data obsahuji
konkrétni pocet hodnot v ramci ur€itého ¢asového intervalu. Jinak feceno jsou hod-
noty téchto dat svym poctem v ramci intervalu kone¢né, jednoduse pocitatelné a dale
ned¢litelné. Jako priklad l1ze uvést tieba pocty prodanych kusti vyrobkt, pocet do-
pravnich nehod nebo vék osob. [12]

e Spojité — tento typ je charakteristicky tim, ze data nemaji koneény pocet hodnot
v ramci ¢asového intervalu. V porovnani s diskrétnimi ¢asovymi fadami tak vzdy
obsahuji daleko vice hodnot, které jsou dale délitelné. Tyto hodnoty nutné nemusi
byt vzdy celoiselné. Casto se mohou vyskytovat ve formé desetinnych ¢&isel nebo
procent. Z ptechoziho vyplyva, Ze je tento typ diky absenci konecnosti poctu hodnot

velmi pfesny. Vhodnou ukazkou jsou napt. méfeni teploty nebo tlaku. [12]

1.3 Stacionarita

Béhem prace s daty ¢asovych fad je ¢asto mozné se potkat se situaci, kdy ¢asova fada vyka-
zuje specificky jev, ktery se nazyva stacionarita. Podle tohoto jevu délime ¢asové fady na
stacionarni a nestacionarni. Stacionarita je stav, ktery sdéluje, Ze se statistické vlastnosti ¢a-
sové fady neméni v zavislosti na ¢ase, tj. jsou konstantni v jakémkoliv intervalu ¢asové fady.
Mezi tyto vlastnosti patii pramér, rozptyl nebo kovariance. Jakakoliv ¢asova fada, ktera ne-
spliiyje tyto podminky, se oznacuje jako nestacionarni. Mezi ¢asova fada, které¢ jsou nesta-
cionarni, miuzeme zafadit specialni druh ¢asové fady zvany bily Sum nebo ¢asovou fadu S
cyklickym chovanim, které je podrobnéji vysvétleno v dalsi podkapitole o komponentach
casovych tad. V ptipadé€, Ze Casova fada obsahuje sezonnost nebo trend, neni mozné tuto

casovou fadu oznacit jako stacionarni. [13] [14]
1.3.1 Druhy stacionarit

U casovych se lze setkat hned s né€kolika druhy stacionarit, které je mozné rozdélit na:

e Striktni stacionarita — Casto oznacovana také jako silna, je druh stacionarity, kdy
Casova fada vykazuje vSechny nebo vétSinu statistickych vlastnosti konstantni neza-

visle pfi jakémkoliv posunu v Case.
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Stacionarita prvniho Fadu — tato varianta zahrnuje konstantni pouze prumér, ale
ostatni vlastnosti se mohou v ¢ase ménit.

Stacionarita druhého Fadu — Castéji oznacovana jako slaba stacionarita, je typ sta-
cionarity, ktery je velmi podobny stacionarité prvniho fadu, ale zahrnuje kromé kon-
stantniho priméru i konstantni rozptyl a kovarianci. Ostatni vlastnosti se poté méni
v ¢ase podobné, jako u piedchoziho typu stacionarity.

Trendova stacionarita — odstranéni trendové slozky u nestacionarni fady, zanecha
Casovou fadu stacionarni. Takova stacionarita se poté oznacuje jako trendova.
Sezonni stacionarita — podobné jako u pfedchozi varianty tato stacionarita vznika
Vv piipad¢, kdyz dojde k odstranéni sezonni slozky.

Diferencni stacionarita — jedna se o typ stacionarity, ktera vyZaduje ¢asto i nékoli-

kanésobnou aplikaci procesu, ktery se nazyva diferencovani.

Techniky pro stacionarizaci jsou ptedstaveny v dalSich podkapitolach. [13] [14] [15]

1.3.2

Zpusoby detekce stacionarity

Existuje hned nékolik zptsobt nebo metod, jak by bylo mozné zjistit stacionaritu. Mezi né-

které ze zpisobi, jak stacionaritu detekovat, je mozné zatadit:

Vizualizace — jednim z nejjednodussich zptsobu, jak zjistit pfitomnost stacionarity,
je grafické vykresleni dat nebo funkci s jejichz pomoci je mozné Iépe rozeznat prvky
stacionarity pro jednotlivé dil¢i celky. Detekovat stacionaritu umoznuji i autokore-
la¢ni funkce a jejich vykresleni. Jako stacionarni mizeme oznacit tu ¢asovou fadu,
u které maji hodnoty tendenci rychle se blizit nule. V opaéném piipadé se jedna o
nestacionarni ¢asovou fadu.

Statistické srovnani — dalsi z moznosti je rozd¢lit si casovou fadu na n€kolik usekd,
kdy se u kazdého tiseku porovnavaji statistické vlastnosti. Pokud jsou tyto vlastnosti
jednotlivych useki blizko sebe, tak je mozné oznacit Casovou fadu jako stacionarni.
Statistické testy — zde se jedna napf. o testy jako je Dickey-Fulleruv test, ktery de-
tekuje ptitomnost stacionarity pomoci p-hodnoty, ktera k oznaceni ¢asové fady jako
stacionarni musi byt mensi nebo rovna 0,05. Jako nestacionarni je poté mozné ozna-

Cit ty Casové tady, které tuto podminku nespliuji.

[14] [16]
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1.3.3

Stacionarizace

Timto pojmem se rozumi prevod nestaciondrni Casové fady na stacionarni. Mezi nejzname;si

zpusoby, jak tento proces uskutecCnit, patii:

Transformace — tento zpusob slouzi k ustaleni nekonstantniho rozptylu v Case.
Existuje hned né€kolik typt, mezi které 1ze zafadit napt. logaritmickou nebo kvadra-
tickou transformaci. U¢innost jednotlivych transformaci je tfeba vyzkouset, protoze
neexistuje transformace, kterd by byla univerzalni.

Diferenciovani — jedna se o dalsi zptuisob pfevodu, Kterym je mozné ustalit pramér
v ¢ase. Docilit toho lze tim, Ze se od kazdé hodnoty odecte hodnota, ktera je opoz-
déna o jednu periodu. Tento princip 1ze aplikovat napt. na dny v tydnu, kdy je mozné

toto diferenciovani oznacit jako sezonni.

[17][18]

1.4 Komponenty

U jednodussich ¢asovych fad je mozné pomé&rné snadno vidét na prvni pohled rizné
vzory nebo alespon ¢astecné pochopit jejich chovani. V oblasti zpracovani velkych
dat je ale mozné narazit i na slozit&jsi ¢asové fady, které je tieba rozlozit na dil¢i
celky, aby zde byla moznost hlubsi analyzy a nasledného pochopeni jejich mecha-
nismu. Samotnou ¢asovou fadu lze rozlozit do ¢tyt zakladnich ¢asti. Jedna se o tren-
dovou slozku, cyklickou slozku, sezonni slozku a o zbyvajici slozku nahodnou, ¢asto
oznac¢ovanou také jako rezidualni nebo stochastickou. Pocet slozek se nicméné mize
lisit v zavislosti na literatufe nebo kontextu. U rozkladu ¢asové fady je mnohdy uva-
déno, Ze trendova slozka zaroven obsahuje i slozku cyklickou a spolu tak piedstavuji

cyklicky trend. Tento ptipad je znazornény na obrazku ¢. 2. [19] [20]
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Obrazek ¢. 2 — Jednotlivé slozky ¢asové fady [21]

Proces rozkladu ¢asové fady se nazyva dekompozice, kterou Ize dale rozdé€lit na:

e Aditivni — u aditivni dekompozice se ptedpoklada, Ze funkce ¢asové fady je
souctem svych slozek. Z logiky s¢itani vychazi, ze sezonni slozka St, trendova
slozka Tt a nahodna slozka Rt musi mit tedy stejné jednotky, aby byla tato

operace proveditelna. Funkci yt pro dekompozici mizeme tedy vyjadfit jako:

Ye =S5 +T + R, (3)

Aditivni dekompozice je vhodné zejména tehdy, kdy se Casova fada v radmci
svého intervalu nerozSituje. V opaéném piipad¢ je lepsi vyuzit multiplika-

tivni dekompozice, kterd je pro tuto situaci vhodng&;jsi.
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e Multiplikativni — tento typ dekompozice je znazornén funkci ¢asové fady,
jejiz celkovy vysledek je roven nasobku jednotlivych slozek. Vysledna jed-
notka nasobeni je urcena trendovou slozkou. Zbylé slozky slouzi pouze k na-

sobeni té trendové a urcuji tak relativni zménu v souéinu. Zapisuje se jako:

Ve =S XTe X Ry (4)

Jak bylo zminéno vyse, multiplikativni dekompozice je vhodna spise Vv pii-
padg, kdy se ¢asova fada v priabéhu ¢asového intervalu rozsituje, tj. se zvét-
Suje jeji rozptyl. V praxi je v§ak mozné se potkat i s hybridni variantou, ktera
muze obsahovat slozky aditivni v kombinaci s témi multiplikativnimi. Obra-

zek €. 3 znazoriuje rozsifovani ¢asové fady v Case pro oba typy dekompozice.

Additive seasonality Multiplicative seasonality

S _|—— Series —— Series o
= o -
0 |—— Level S |— Level e

| w
=

— o
S S

=T

g | :
@ & 3

2011 2012 2013 2014 2011 2012 2013 2014
Year Year

Obrazek ¢. 3 — Porovnani aditivni a multiplikativni dekompozice [20]

V nasledujicich podkapitolach jsou detailnéji rozebrany jednotlivé slozky ¢asové fady. [20]

1.4.1 Trendova slozka

Trendova slozka udava obecny smér casové fady, ktery je pozorovatelny z dlouho-
dob¢jsiho hlediska. Trend sam o sobé muze byt bud’ linearni nebo nelinearni. Dale
1ze rozdélit podle sméru stoupani na vzestupny nebo sestupny. Je tfeba zminit, Ze

jsou i pripady, kdy Casova fada nevykazuje ani jeden z ptedchozich trendd, ale
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1.4.2

143

144

udrzuje trend konstantni neboli horizontalni. Piikladem jasn¢ vzestupného trendu

muize byt vzrist ceny Bitcoinu v pfedchazejicich letech. [22] [23]

Sezonni slozka

Sezonni slozka oznacuje pravidelné kratkodobé obdobi vzristu a poklesu kolem
trendu s fixni frekvenci, kdy je znamo, zZe je tento prub¢h bézny. Takovy Casovy in-
terval mize byt v jednotkach dnd, tydnu, piipadné i mésict. Béznym piikladem ca-
sové fady vykazujici takové sezonni chovani mtze byt zvyseni teploty v letnich mé-
sicich a nasledné snizeni v dobé mésicti zimnich, zvySeny prodej alkoholu pted

svatky nebo zvysena navstévnost exotickych destinaci. [22] [23]

Cyklicka slozka

Stejné jako sezonni slozka vykazuje i slozka cyklicka pravidelné, ale ¢asto i nepra-
videlné vzristy a poklesy kolem trendu. Cyklické slozka byva zasazena do dlouho-
dobgjsiho obdobi s variabilni frekvenci, které byva vétsSinou tézko predvidatelné
z divodu jeho délky a kombinace riznych udalosti, které se v pribéhu vyskytnou.
Priciny téchto udalosti byvaji ¢asto ekonomického charakteru. V samotné ekonomice
byva cyklus také velmi ¢asto spojovan s terminem hospodarského cyklu. Cyklus je
mozné rozdélit do Ctyt etap, kdy se sttida obdobi prosperity, recese, ipadku a obnovy.
Casovy interval cyklu se mize pohybovat i v fadech nékolika let. Piikladem ¢asové
fady vykazujici cyklické chovani mtze byt tieba sledovani prodeje rodinnych domt.
[22] [23]

Nahodna slozka

Nahodna slozka zlistava jako posledni ¢ast po ocisténi Casové fady od slozky tren-
dové, sezonni a cyklické. Jedna se vétSinou 0 tzv. bily Sum, ktery ma téméf nulovou
stiedni hodnotu, konstantni rozptyl a vzajemné nekorelované po sobé jdouci prvky
do takové miry, Ze jsou nasledné posloupnosti témé&f nepredikovatelné. Analyza této
¢isté ndhodné slozky vSak miiZze mit zadsadni vliv na dalsi operace s asovymi fadami.
Typicky se mize jednat o vypadky senzorii ve vyrobé&, ptirodni katastrofy typu
erupce sopky nebo jinou nemén¢ vyznamnou udalost, ktera by do budoucna mohla

ovlivnit tfeba vysledek predikce. [22] [23] [24]
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2 DOLOVANI DAT

Dolovani dat neboli data mining (dale jen DM) je analytickd metoda pro analyzovani
velkého mnozstvi surovych dat. Hlavnim ucelem DM je predevsim identifikovani riz-
nych druhl vzorl nebo ziskani uzitecnych informaci, které mizou mit zasadni vliv na
feSeni spousty rtiznorodych problémi. Dale je diky DM mozné snizovat rizika, optima-
lizovat procesy, zjistit pfilezitosti na trhu a tim i ovlivnit konkurenceschopnost firmy.
Samotny ndzev DM vznikl na zédklad¢é podobnosti s terminem procesu t€Zeni nerostnych
surovin. Samotna hornina zde reprezentuje surova data, kterd musi projit procesem zpra-
covani, aby se docililo ziskdni pomysinych, na prvni pohled neviditelnych, cennych

kovu, které jsou v tomto ptipadé znazornény jako skryté znalosti. [25] [26]

2.1 Zdroje a struktura dat

Data casto pochdzi z riiznych systému a diky tomu se tyto data odliSuji svou strukturou,
ve které se k ndm dostavaji. Podle stupné, jak moc jsou data strukturdlné organizovana,
je mozné rozd¢lit data na strukturovana, semi-strukturovana a nestrukturovana. Vice in-
formaci o téchto strukturach dat i s jejich specifickymi ptiklady je rozebrano v nasledu-

jicich podkapitolach. Ukazka vSech typu tii typl dat je zndzornéna na obrazku ¢. 4. [27]

Structured Data Semi-structured Data Unstructured Data

Obrazek ¢. 4 — Znazornéni struktury dat [28]

2.1.1 Strukturovana data

Tato varianta dat je charakteristickd svou vysokou mirou organizace. Data se nejcastéji
objevuji v tabulkové formé, kterd se sklada z fadkl obsahujicich zdznamy a sloupct
oznacujicich vlastnosti danych zaznami. I ptes fakt, Ze tyto data zastupuji jen pfiblizné
20 % vsech dostupnych dat, tak jsou ¢asto preferovana, protoze jsou diky své struktuie

snadno dostupna. Typickym piikladem jsou data zaznamend v SQL databazi,
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Excelovych souborech nebo velmi ¢asto i souborech obsahujici hodnoty oddélené car-
kami ve formatu CSV. Ackoliv se format CSV casto jevi jako nepiehledny, je mozné ho

prevést piimo do tabulkové podoby, ktera je pro dalsi zpracovani Citelnéjsi. [27] [29]

2.1.1 Semi-strukturovana data

Jako semi-strukturovana data lze oznacit ty, které vykazuji alespon ¢aste¢nou miru or-
ganizovanosti. Mnohdy se jedna o textové soubory, které obsahuji napf. tagy, diky kte-
rym je struktura téchto dat méné chaoticka pro dalsi zpracovani. S dodate¢nymi Upra-
vami lze tyto data pfedélat i do tabulkové formy. Tento proces vSak byva pomérné

pracny. Jedna se zejména o soubory typu HTML, XML nebo JSON. [27] [29]

2.1.1 Nestrukturovana data

Nestrukturované data se vyskytuji v pfedem nedefinovanych forméch a jejich zastoupeni
v ramci vSech dat zabira nejvétsi podil. Z lidského pohledu jsou tyto data pomérné
snadno analyzovatelné, nicméné v ramci pocitacového zpracovani se tato situace zna¢né
komplikuje. Jedna se zejména o textové, zvukové a obrazové soubory, které je tteba dale
zpracovat vhodnymi metodami strojového uceni, aby zde byla mozZnost dal§iho pocita-

¢ového zpracovani a ziskani pottebnych znalosti. [27] [29]

2.2 Metodologie

Na zacatku kazdého datového projektu miZze byt Casto velmi obtizné odhadnout jakym
zpisobem se data budou zpracovavat a jaké bude potadi jednotlivych krokl zpracovani
dat. Podobn¢ jako u vyvoje softwaru je tedy 1 pii praci s daty dilezité dodrzet urcity
postup, ktery Casto vede ke zvySeni Sanci na spravné a efektivni zpracovani dat. Tyto
metodologie do datovych projektti pfinasi jasnéjsi predstavu o pribéhu zpracovani,
vhodnou strategii se stanovenymi cili a celkové 1 lep§i tymovou spolupraci, protoze
kazdy Clen tymu je v priibéhu vice zasvécen do jednotlivych krokl zpracovani dat. V sa-
motném vyvoji softwaru se Casto objevuje metodologie Scrum. V ramci datovych pro-
jekti se vSak tato metodologie kombinuje s riznymi DM metodologiemi, mezi které lze
zaradit KDD (Knowledge Discovery in Databases), SEMMA (Sample, Explore, Modify,
Model, Assess) a snad nejvice pouzivanou CRISP-DM (CRoss-Industry Standard Pro-
cess for Data Mining), ktera je podrobngji vysvétlena v podkapitole o fazich DM. [30]
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2.3 Faze

Metodologie typu KDD a SEMMA jsou Cisté iterativni a zaméfuji se spiSe na samotné
procesy DM. V porovnani s CRISP-DM obsahuji tyto metodologie shodny pocet kroki
S podobnym cilem, zatimco CRISP-DM, kterd je také iterativni, obsahuje jesté dalsi
Kroky navic. Jedna se o faze porozuméni oblasti problému a samotné zprovoznéni. Tyto
dodatecné kroky pozitivné ovliviiuji priabéh dalsiho zpracovani a tim i celkovou rychlost
implementace DM v realnych tulohach. Metodologie typu CRISP-DM je zobrazena na
obrazku ¢. 5. [30]

Business Data
Understanding Understanding
Data
- Preparation

Deployment

Obrazek &. 5 — Jednotlivé fize CRISP-DM metodologie [31]
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2.3.1 Porozuméni problémové doméné

Jedné se o prvni fazi, kdy je tfeba zodpovédet si nékolik otazek, které budou mit za
nasledek stanoveni cili a ureni zakladni strategie pro jejich dosazeni. Nezodpovézeni
zakladnich otazek cill projektu a neuplné pochopeni oblasti problému mutze poté vést ke
Spatnému postupu samotného zpracovani a nasledné i celkové Spatnému vystupu. Hlav-
nimi body tedy jsou:

e Porozumeéni klientovi z jeho thlu pohledu, tj. ktery problém potiebuje vyiesit.

e Posouzeni projektu, které zahrnuje pozadavky, ocekavani a pripadné omezeni.

e Stanoveni cilti z technického hlediska v ramci provedeni a realizace.

e Propracovany plan s postupem, ktery zahrnuje, jak dany problém fesit, faze pro-
jektu a jejich odhadovany ¢as nebo vhodné technologie pro zpracovani.

[32] [33]
2.3.2 Porozuméni datim

Na samém pocatku je sbér dat, ktery jako takovy pfedchdzi samotnému porozumeéni da-
tim. Dalsi operaci je nacteni dat a jejich integrace. Nasledné porozuméni datim muze
probihat formou vizualiza¢nich technik nebo dotazovanim se na konkrétni vzorky dat.
Mezi typické piiklady téchto procest patii vykresleni riznych distribuci dat a zjistovani
jejich statistickych vlastnosti nebo napt. rozklad ¢asové fady na jednotlivé slozky, jak je

vysvétleno v ptedchozich kapitolach o ¢asovych fadach. [32] [34]

2.3.3 Piedzpracovani dat

Samotnd surova data Casto ptichdzeji zanesend Sumem, nekompletni nebo nekonzis-
tentni. V takovou chvili pfichazi na scénu faze zvana pfedzpracovani, kterd ma za cil vzit
tyto hruba data a pfetransformovat je do vhodné podoby k dalSimu zpracovani. Absence
tohoto procesu by mohla mit za nésledek degradaci kvality vystupi z DM algoritmt.
ktera muze zabirat az 90 % celkového ¢asu. Samotné piedzpracovani se déli do 4 kate-

gorii, které jsou znazornéné na obrazku ¢. 6. [34] [35] [36]
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Data Data

Prepmce SSil'Ig Transformation

Data Reduction
or Dimension
Reduction

Obrazek ¢. 6 — Jednotlivé tlohy piedzpracovani [35]

2.3.3.1 Integrace dat

Pro nékteré ulohy je vzhledem k nedostatku dat z hlavniho zdroje potieba Cerpat data
z vice zdrojii najednou. Tyto zdroje je poté tieba vhodné shromazdit, spojit a vytvofit tak

celek. V prubéhu tohoto procesu se obvykle dostavuji problémy, mezi které 1ze zatadit:

Integrita schémat — jedna se o nekompatibilitu dat, které sice obsahuji nebo reprezentuji
informace stejného druhu, ale jsou napf. jinak pojmenované. Piikladem je slouceni dat
ze dvou zdrojt, kdy sloupec z prvniho zdroje obsahuje oznaceni ve zkratce a ten druhy

ho maé jako cely nazev.

Kolize hodnot dat — ke kolizi mize dojit v situaci, kdy data obsahuji stejné hodnoty, ale
zaznamenané tieba v jiném formatu nebo métitku. K tomu mize dojit napt. pfi agrego-
vani ¢asovych tdajl, které mohou byt v jednom zdroji fazeny vzestupné od dnu po roky

a Vv tom druhém zase sestupné.
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Duplicity — dva a vice zdroji mohou obsahovat vice totoznych zaznamu, coz ma za

nasledek nekonzistentnost finalniho zdroje dat. [36]

2.3.3.2 Redukce dat

Neni az tak neobvyklé, ze jsou datové sady obrovské velikosti a obsahuji velké mnozstvi
vlastnosti. Nékdy staci vybrat pouze nejvhodnéjsi vzorek dat nebo jen urcité vlastnosti,
které mohou podstatné urychlit vypocetni ¢as pro dal§i procesy DM. Mezi nejcastéjsi

druhy redukce dat patfi:

Redukce dimenzi — v rdmci datové sady se vhodnou metodou vyberou jen ty vlastnosti,

které jsou dulezité pro dalsi zpracovani.

Redukce ¢etnosti dat — zde se jedna o vybér mensiho vzorku dat, ktery zastupuje celou

datovou sadu, ktera by byla pfili$ naro¢na na zpracovani vzhledem k vypocéetnimu ¢asu.

Komprese dat — snizeni velikosti dat 1ze docilit pomoci dvou zékladnich typi komprese,

které zahrnuji variantu bezeztratovou a ztratovou. [35]

2.3.3.3 Ocisténi dat

Datové sada mliZze mit ¢asto rizné vady, které zahrnuji zaSumeéni dat, neuplné nebo zcela
chybégjici zdznamy. Tyto vady Casto degraduji kvalitu samotnych dat a mizou mit za
nasledek Spatny vysledek analyzy. Proto je tfeba ucinit opatieni vedouci ke zkvalitnéni

dat, které zahrnuji:

VyfeSeni problémi chybéjicich dat — volba feSeni vétSinou silné zavisi na oblasti pro-
blému, ke kterému se tyto data vztahuji. Typickymi akcemi jsou kompletni vynechani
zaznamu, nahrazeni skrze ptedchéazejici nebo nasledujici hodnotu, vyuziti priméru ¢i
medidnu. SofistikovanéjSimi technikami jsou potom predikce co moznéd nejvhodné;si

hodnoty.

VyfieSeni problémi s Sumem a odlehlymi hodnotami — nezadouci Sum je mozné vy-
hladit pomoci procesu, ktery se nazyva binning. Vyhlazovat mtizeme napf. skrze primeér
nebo medidn. Odlehlé hodnoty je poté mozné dale vyhlazovat nebo je zcela odstranit a

dale k nim pfistupovat podobné¢ jako u ptfedchoziho problému s chybéjicimi daty.

VyfieSeni problémiu s nezZadoucimi data — miiZe se jednat o nepodstatna data nebo du-

plicity, které se fesi prostym odstranénim celého zaznamu. [36] [37]
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2.3.3.4 Transformace dat

Jedné se o proces Upravy dat do vhodnéjsi podoby, kterd zavisi na pottebach dané¢ho

projektu. Mezi nejpouzivanéjsi operace patii:

Normalizace — oznacuje zpusob, kterym se data napasuji do vhodného méfitka. Toto

méfitko byva v intervalu od -1 do 1 nebo od 0 do 1.

Standardizace — jedna se o proces, ktery ¢aste¢né slouzi k prevedeni dat do vhodného

formatu.

Agregace — tento proces slouzi k zjednoduSeni dat, kdy je mozné vhodné poscitat napf.
pocet provedenych transakci zaznamenanych za dny k vytvoteni tydenniho ¢i mési¢niho

prehledu.

Vyhlazovani — samotné vyhlazovani jiz bylo ptedstaveno v podkapitole o ¢isténi dat. I
tak je ale tfeba vyzdvihnout nékteré dalsi pfinosy, mezi které patii lepsi pochopeni dat

nebo zlepseni vysledki predikce. [35] [36]

2.3.4 Sestaveni modelu

V tu chvili, kdy jsou vSechny pfedchozi kroky zpracovani hotové a datova sada je kom-
pletné pfipravena, pfichdzi na scénu vytvofeni vhodného modelu. Pro zhotoveni samot-
ného modelu se ¢asto vyuzivaji riznorodé techniky, mezi které 1ze zatadit matematické
a statistické vypocty, algoritmy strojového uceni nebo algoritmy umé¢lé inteligence. Ta-
kovy model je tfeba vybrat s pfihlédnutim k samotnému cili projektu a zejména ke spe-
cifické oblasti daného problému, ktera byla jizZ zminéna v ptedchozi podkapitole o poro-
zuméni problémové domény. Cile modelu zahrnuji nalezeni opakujicich se vzort dat a
jejich vzajemnych vztahi, nebo predpovidani budoucich hodnot. ZjednoduSen¢ feceno

se teda jedna pravé o ten krok, ktery ze surovych dat ziska potiebné znalosti. [26] [38]

2.3.5 Vyhodnoceni

Zde se jedna o f4zi vyhodnoceni uspé&snosti sestaveného modelu, pomoci kterych se poté
rozhoduje o dalSim postupu. Dle vysledku hodnoceni je pak nutné jednoznacné rozhod-
nout o tom, kdy je ptipustné pustit celkové feSeni do dalsi faze. V ptipadé dobrych vy-
sledkd, které jsou ve shodé napft. s obchodnimi plany, se pak cely projekt miZe posunout

do findlni faze. V opacném ptipad¢ je tieba vratit se na samy zacatek a opétovné projit
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veskeré kroky, které by mohly mit za nasledek zlepSeni GspéSnosti daného modelu a jeho

nasledné zprovoznéni v praxi. [34]

2.3.6 Zprovoznéni

Posledni faze DM zahrnuje zptisob realizace celkového feSeni tak, aby byly vysledky
prezentovany s ohledem na uzivatelskou piivétivost. Kromé uzivatelské privétivosti je
tteba navrhnout i podrobny postup, jak se bude vysledné feseni udrzovat nebo sledovat.

Je teda potiebné vytvotit uzivatelsky ptivetivy zptisob, ktery bude mit za nasledek to, ze

vvvvvv

wevr

celého procesu se vSemi jiz zminovanymi kroky v ramci celé spolecnosti, kde je potieba

vyuzit toto feseni. [34]
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3 PREHLED TYPOVY ULOH

Typové tlohy zahrnuji zjistovani dalezitych vzort, vzajemnych vztahti mezi daty, vizuali-

zace a shrnuti, rozdéleni dat do pfedefinovanych skupin, fadit data dle podobnosti a vytvaret

tak skupiny nové nebo piedpovidat nasledujici hodnoty v blizké budoucnosti. Vzhledem

Kk Gcelu, kterému ma typova uloha slouzit, je mozné rozd¢lit Glohy na kategorie, které jsou

uvedené na nasledujicim obrazku ¢. 7 i s uvedenymi ptiklady. [39]

Data Mining
Predictive Descriptive
Classification Prediction Clustering Sequence
discovery
Regression 1ime Servs Summarization Association
analysis rules

Obrazek ¢. 7 - Rozdéleni zakladnich typovych tloh podle ucelu [38]

Deskriptivni — tyto typové ulohy se zabyvaji pouze popisem toho, co se délo v mi-
nulosti a také tim co se d&je zrovna ted’. K tomu dochézi formulovanim otazek, je-
jichz zodpovézeni prinese piesné informace o tom, kde a kdy probihaly uréité typy
dulezitych udalosti, jak Casto se tyto udalosti objevovaly, co jim piedchazelo a tim
také jakd byla vlastné samotna pficina téchto udalosti. Vysledkem tohoto procesu je
poté reakce na tyto udalosti a provedeni ur¢itych opatieni. Mezi typové ulohy, které
jsou popisného charakteru, je mozné zatfadit napf. sumarizaci, klastrovani, hledani
asociaci nebo objevovani sekvenci. [39] [40]

Prediktivni — pomoci prediktivnich iloh je naopak snaha se na zakladé¢ historickych
dat dobrat informaci, co by se v budoucnosti mohlo stat. To zahrnuje predpovédi
chovani urc¢itého objektu, predvidani udalosti v blizké budoucnosti nebo zatazeni
blize neurcitého objektu do predem definovanych skupin. S tim souvisi i vyuziti pre-
diktivnich uloh i jako prevence proti riznym druhiim udalosti, na které by bylo dobré
se predem pripravit. Zde je tfeba pocitat s tim, ze samotné vysledky nikdy dokonale
nereflektuji samotnou realitu a jsou teda piesné jen do uréité miry. Radi se zde napf.

predikce, klasifikace nebo regrese. [39] [40]
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V ramci vyuziti strojového uceni lze pak tyto Glohy fadit jest¢ do zakladnich kategorii, které

jsou také znazornény na nasledujicim obrazku ¢. 8 i s uvedenymi piiklady.

e

Y
UNSUPERVISED )
LEARNING CLUSTERING

Group and interpret
data based only
on input data

MACHINE LEARNING

k., A

A1

Develop predictive
madel based on both
input and output data

\ /

. . CLASSIFICATION
SUPERVISED | )
LEARNING

REGRESSION

Obrazek ¢. 8 - Rozd¢leni zakladnich typovych tloh podle typu uéeni [41]

Ulohy vyuZivajici u¢eni s uéitelem — jedna se o metody vyuzivajici vstupni data,
které maji i pfedem dany vystup, K ziskani souvislosti, diky kterym pak zvladnou
piedpovidat budouci vyvoj nebo spravné zatadit cilova data do ptedem definovanych
skupin. Podle této informace se pak rozliSuji dva druhy typovych tloh. Jsou jimi
regrese zameétujici se na predpovéd’ budouciho chovani a klasifikace, které souvisi
se zatazenim dat do spravné skupiny. Piikladem vyuziti regrese je piedpovidani cen
na burze. U Klasifikace by se na druhou stranu jednalo tfeba 0 zafazeni senzoru do
funk¢ni nebo nefunkéni skupiny senzord. V ramci trénovani algoritmt je vSak tento

zpusob vV mnohych piipadech dosti naro¢ny na ¢as. [42] [43]

Ulohy vyuZivajici u¢eni bez uéitele — jedna se o metody vyuZivajici vstupni data
bez predem znamého vystupu K jejich pochopeni a ziskani logickych souvislosti, po-
moci kterych je poté mozné tyto data popsat. Casto tak dochazi k detekovani vzort,
nalezeni pfedem neznamé struktury nebo vytvoreni skupin dat na zaklad¢ podob-
nosti. Nejcastéji se zde fadi typové tlohy, jako je klastrovani nebo hledani asociaci.
Prikladem klastrovani by mohlo byt vytvoieni skupin zakazniku, ktefi jsou si po-
dobni svym chovanim. Piikladem asociaci by poté bylo nalezeni vztahu mezi vice

kupovanymi predméty daného zékaznika. V porovnani s typem uceni s ucitelem je

vvvvvv
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3.1 Reprezentace, indexovani a hledani podobnosti

Casové fady jsou Casto vicerozmérmé a obsahuji nespocet zdznam, se kterymi roste jejich
komplexnost. V ramci snizeni vypocetniho ¢asu se proto vyuzivaji techniky K zjednoduseni
téchto slozitych ¢asovych fad. Toho je mozné docilit redukci dimenzi, ktera ma za nasledek
kratsi vypocetni ¢as pro dalsi ulohy S ohledem na zachovani co nejvice informaci z ptivodni
Casové fady. Dalsimi rysy této reprezentace jsou také schopnost zachovat lokalni nebo glo-

balni tvary jednotlivych kiivek a jejich odolnost viuéi ptipadnému Sumu. [45]

3.1.1 Rozdéleni technik pro reprezentaci

Techniky 1ze rozd¢lit podle vhodnosti pro data a cili dalsi analyzy na druhy, které jsou uve-

deny v nasledujicich kapitolach.

3.1.1.1 Neadaptivni techniky

Jedna se o techniky, které jsou pevné dané s fixnim mnozstvim parametrii. Mezi takové tech-
niky lze zatadit napt. Discrete Fourier Transformation (DFT), Discrete Wawelet Transfor-
mation (DWT), Principal Component Analysis (PCA) nebo Piecewise Aggregate Approxi-
mation (PAA). [45]

3.1.1.2 Adaptivni techniky

Parametry téchto technik se vhodné voli podle typu dat. Timto zplisobem jsou poté flexibil-
néjsi a efektivnéjsi nez neadaptivni techniky. Lze mezi né zatadit napt. techniku Singular
Values Decomposition (SVD), Symbolic Aggregate Approximation (SAX), Minimum
Description Length (MDL) nebo Derivative Segment Approximation (DSA). [45]

3.1.1.3 ZaloZené na modelu

Jde o techniku, ktera se vyuziva za ptredpokladu, Ze data byly vyprodukovéany néjakym mo-
delem. Jinymi slovy lze mensi dil¢i celky reprezentovat jako body prolozenou kiivku nebo
ptimku. Mezi tyto modely patii AutoRegressive Moving Average (ARMA) nebo Hidden
Markov Models (HMM). [45]
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3.1.2 Indexovaci struktury

Reprezentace casové fady je dale mozné obohatit o indexovou strukturu, ktera slouzi k jesté

efektivnéj$§imu vyhledavani. Tyto vyhleddvaci procedury je mozné rozd¢lit na tfi typy a to:
S rozmezim — dotazanim se z asové fady ziska usek, ktery je v ur¢itém intervalu.

S presnou shodou — nalezne tsek ¢asové tady, ktery je presné definovany.

S pribliznou shodou — vyhleda tisek casové fady, ktery je urcen prolozenim bodi.

Ptikladem indexovacich struktur by mohly byt TS-tree, R-tree nebo R*-tree. Samotné inde-
xovaci struktury jsou déleny jesté do dvou typu, které jsou podrobné vysvétleny v nasledu-

jicich podkapitolach. [45]

3.1.2.1 Struktury zaloZené na vektorech

Po redukovani dimenzi vicerozmérné c¢asové fady vznikaji komprimované vektorové useky,
které jsou dale rozdéleny do jednotlivych shlukd. Uspofadani samotnych shluki miize byt

hierarchické nebo nehierarchické. [45]

3.1.2.2 Struktury zaloZené na metrikach

Oproti predchozimu typu nevyuziva zkomprimovanych vlastnosti, ale pracuje na relativnim

vzdalenostnim pfistupu. [45]

3.2 Sumarizace a vizualizace

Samotné datové sady asovych fad jsou ¢asto velmi komplexni. V jednom ptipad¢ se jedna
tteba o vykresleni béZného spojnicového grafu pro velké mnozstvi dat jednorozmérné ¢asové
fady, ktery by byl pfi takovém mnozstvi dat velmi neptehledny. V jiném piipadé zde mize
zase nastat problém, Ze je ¢asova fada vicerozmérnd a uvédomit si v takové ptipadé souvis-
losti mezi daty z jednotlivych spojnicovych grafii je asto nerealné. Proto existuji techniky,
které jsou schopné tyto problémy vyfesit a tim pfinést cenné informace. Tyto techniky jsou

dale vysvétleny v nasledujicich podkapitolach. [45]
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3.2.1 Vyhledavani podle ¢asového intervalu

Tato technika vyuziva vybéru vzorku dat skrze urceni casového intervalu. Tento interval
neboli dil¢i cast Casové fady se poté muze vyuzit pro vykresleni grafu, ktery zobrazi vice

podrobnosti a informaci pravé 0 tomto konkrétnim tseku ¢asové fady. [45]

3.2.2 Vizualizace zaloZena na kalendari a shlucich

Timto zpusobem je mozné data rtizné seskupovat podle hodin, dnt, tydnd, mésica a roku.
Tyto data se seskupi ¢i agreguji a podle potieby se dale vytvofi primér, median nebo suma,
které jsou potom reprezentovany v jednotlivych grafech jako souhrn pro urcité ¢asové ob-
dobi. Jako priklad poslouzi teploty zaznamenané po hodinach, které je poté mozné prevést
na pramérnou teplotu za den. Jinym piikladem by pak bylo napt. shlukovani dnti s podob-
nym prib&hem teplot. Obrazek ¢. 9 zobrazuje vizualizaci ve formé souhrntt hodnot za obdobi

pro mésice leden, duben, Cervence a srpen. [45]
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Obrazek ¢. 9 — Priklad souhrnu dat za jednotlivé mésice [46]
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3.2.3 Vizualizace zaloZené na spirale

Tato vizualizace je zptsob, jakym lze vykreslit data ¢asovou fadu do kruhové podoby. Z hle-
diska vyuziti se tak jedna zejména o vykresleni periodickych ¢asovych fad. Timto zpisobem
je poté dobie rozeznatelné, jak se Casova fada pribézné chova ve stejném periodickém

useku. Priklad tohoto typu vizualizace je zobrazeny v obrazku ¢. 10. [45]
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Obrazek ¢. 10 — Piiklad zobrazeni dat ve spirale [47]

3.2.4 Vizualizace zaloZené na stromové strukture

Jedna se o zptisob vizualizace, jakym lze docilit odhaleni pfedem neznamych opakujicich se
vzort a odlehlych hodnot. Casova fada se rozlozi na jednotlivé symbolické reprezentace.
Dale se pak vykresli do stromové struktury, ktera obsahuje vétve s barevnym znaceni a jiné
vizualni prvky pro ureni frekvence a vlastnosti jednotlivych vzori. Je nutno zminit, Ze ¢a-

sovou fadu je potieba predem diskretizovat. [45]

distance
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3.3 Segmentace a hledani bodi zmény

Segmentace je ve své podstaté velmi podobna typova uloha jako reprezentace ¢asovych fad.
Obe¢ typové ulohy redukuji dimenze Casovych fad a tim vytvareji segmenty, které zachovaji
rysy a zékladni informace o piivodni casové fad€. Rozdil je zejména v tom, Ze reprezentace
fesi redukei dimenzi ¢asové fady implicitn€. V ramci Cisté segmentace existuji algoritmy,
které raznymi piistupy déli ¢asovou fadu na jednotlivé segmenty. Mezi tyto algoritmy je

mozné zaradit:

Sliding windows — segment se neustale zvétsuje, dokud neptekona urcitou hranici maxi-

malni chybovosti pro tento konkrétni tsek.
Top-down — ¢asova fada se déli dale na mensi useky, dokud neni poruSena urcita podminka.

Bottom-up — funguje na opacném principu jako Top-down, takze z menSich celkl vytvari

postupné vEtsi segmenty.

Ukazka samotné segmentace je k vidéni na obrazku ¢. 11. [49]

Segment 2
Segment 1 Segment 3

Obrazek ¢. 11 — Priklad segmentovani [50]
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3.4 Shlukova analyza

Klastrovani neboli shlukova analyza je technika strojového uceni, kterd vyuziva uceni bez

ucitele k ziskani jistych vzoru dat nebo k seskupeni piedem neur¢enych dat do shlukd, ve

kterych jsou si tyto data vzajemné podobné. Zobrazeni shluki piimo pro ¢asové fady je k vi-

déni na nasledujicim obrazku ¢. 12. [51]
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Obrazek ¢. 12 — Piiklad zobrazeni jednotlivych shluki dat [52]

3.4.1 Rozdéleni

Algoritmy a typy shlukové analyzy 1ze rozdélit na dalsi podskupiny, které jsou k vidéni nize
v dalSich podkapitolach. [53]

3.4.1.1 Hierarchické

V ramci hierarchického klastrovani dochazi k vytvafeni jednotlivych shluki v urcitém po-

fadi. Hierarchické je odvezeno od faktu, Ze jsou jednotlive shluky fazeny v urcité struktute,

ktera je velmi podobna struktufe stromové. Tato struktura je dana tim, Ze Se vzajemné po-

dobné shluky seskupuji. Diky této struktufe jsou rozlozeni shlukt veelku ptehledné, ale do-

chézi tak 1 ke s¢itani chybovosti, kterd ma za nasledek, Ze je tato technika ¢asto nespolehliva.

[54]

vvvvv

Aglomerativni hierarchické shlukovani — bere v potaz kazdy jednotlivy bod jako
samostatny shluk, ktery je nasledné spojovan do vétsich dil€ich celki. Tento typ by
bylo mozné nazvat i jako vzestupny. [53]

Délici hierarchické shlukovani — druhou variantou je ptipad, kdy jsou vsechny
body obsazeny v jednom shluku, ktery se pak dale déli na mensi. Funguje tedy na

opac¢ném piistupu nez aglomerativni, a proto je mozné ho nazyvat sestupnym. [53]
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3.4.1.2 Nehierarchické

Oproti hierarchickému zptisobu se zde nevyuziva specifickych struktur jako jsou ty stro-
mové, ale vyuziva se déleni klastrti na mensi dil¢i celky, které mezi sebou nemaji hierar-
chicky vztah. V tomto ptipad¢ jsou sice shluky méné prehledné, ale na druhou stranu je cely

proces stabilngjsi, S mensi chybovosti, a i vysledky jsou tim padem véruhodnéjsi. [54]

3.4.1.3 Shlukovani zaloZzené na modelu

Jedna se o typ shlukové analyzy, ktery je zalozen na statistickém piistupu. U vice rozmér-

nych dat se ke kazdému vlastnosti piistupuje jako k dil¢imu celku, ktery je reprezentovan

vvvvv

praveé kombinaci riznych distribuci dat. [55]

3.4.1.4 Shlukovani zalozené na hustoté

Funguje na principu shlukovani dat do skupin, které se vyznacuji vysokou hustotou téchto
dat. Oblasti, kter¢ jsou mimo sousedici izolované shluky s vysokou hustotou, jsou poté ozna-

covany jako Sum. [53]

3.4.1.5 Shlukovani zaloZené na hybridnim pristupu

Zde se vyuziva principu kombinovani jednotlivych algoritml pro shlukovou analyzu. Tim
1ze dosédhnout optimalnich vysledkd, které t€zi z vyhod pouzitych typu algoritmii. Tento pfi-

stup se pouziva zejména tehdy, kdy je datova sada velmi komplexni. [53]

3.4.2 Algoritmy

V nésledujicich podkapitolach jsou uvedeny nékteré piiklady algoritmd, které spadaji do
vySe zminénych skupin a podskupin.

3.4.2.1 K-Means

Je to snad jeden z nejvice jednoduchych algoritmu typu uceni bez ucitele, které se pouzivaji
ke shlukové analyze. Vyuziva se zde volby c¢isla K, které slouzi k definovani poctu centro-
ida, které si lze predstavit jako praméry datovych bodi tvotici stfedy shlukti. Na zaklade

nejblizsich centroidu se poté jednotlivé datové body ptifadi k ur¢itému shluku. [56]
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3.4.2.2 K-Medoids

Tento algoritmus Ize oznacit jako modifikovanou verzi K-Means, ktera odstranuje jeho ne-
dostatky. Mezi tyto nedostatky patii to, ze K-Means je nachylny na odlehl¢ hodnoty, které
zvySuji jeho pramér. K-Medoids tento problém fesi tak, ze misto pruméru vyuziva bod, kte-
rému se fika medoid. Tento medoid vyuziva nejmensiho mozného souctu vzdalenosti od

datovych bodu. [57]

3.4.2.3 Fuzzy C-Means

Nejedna se o nic jiného nez dal$i modifikovanou variantu K-Means, kterd v rdmci jednotli-
vych datovych bodu ptipousti i pravdépodobnost, se kterou datové body nalezi do urcitého
shluku. Tento algoritmus je sice pomalejsi nez jeho zakladni varianta K-Means, ale na dru-

hou stranu produkuje lepsi vysledky i pro promichana data. [58]

3.4.2.4 DBSCAN

DBSCAN (angl. Density-Based Spatial Clustering of Applications with Noise) je velmi
znamy algoritmus zaloZzeny na hustoté, ktery seskupuje jednotlivé datové body podle vzda-
lenosti a samotného minimalniho poctu danych bodu, které zavisi na poctu dimenzi datové
sady. Samotné minimum bodt jsou 3 body. Zde je ale nutné si uvédomit, ze s rostouci veli-
kosti datové sady musi byt vétsi i minimalni pocet stanovenych bodi. Dale je potieba se
zvolit jesté parametr eps, ktery pii piili§ nizké hodnoté sice seskupi data do shluki, ale
spousta datovych bodi je poté oznacena jako odlehla hodnota. V rameci pfili§ vysokého ¢isla
se pak Casto stava, Ze se jednotlivé body seskupi pouze do jedno shluku. Obecné se ale vzdy
voli spiSe niz$i hodnota. Kromé hledani vzorh a asociaci se Casto vyuziva i na detekovani

odlehlych hodnot, které jsou charakteristické pro oblast shlukt s nizs$i hodnotou hustoty. [59]

3425 GMM

Model Gaussovské smési (angl. Gaussian Mixture Model) pii shlukovani nachazi vyuziti
zejména tehdy, kdy data nejsou ¢ist€¢ normalni rozde€leni, tj. maji nékolik vrchold. Dalsi pfi-
pad pro jeho vyuziti je situace, kdy shluky nejsou ptimo kulovitého tvaru. Z toho vyplyva,
7e je tento zptisob velmi vhodny pro komplikované datové sady. Casto se vyuzivaji u ¢aso-
vych fad pro zjisténi trendu nebo rozpozndvani vzort, které zahrnuji i sezonni a cyklické
chovani. Dalsi vyhodou je i1 detekce odlehlych hodnot, které se vyznacuji nizkou hustotou

pravdépodobnosti. [60]
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3426 SOM

Samoorganizujici se mapy (angl. Self Organizing Maps) jsou druh neuronovych siti vyuzi-
vajicich uCeni bez ucitele. Tyto neuronove sité se vSak od ostatnich siti pomérné dost lisi.
Vyuzivaji redukce dimenzi vicerozmérnych vstupnich dat k vytvoteni nizkorozmérné mapy,
ktera nabyva vétsinou dvou rozmért. Oproti béznym neuronovym sitim, které vyuzivaji zjis-
téni chyby a nasledného aktualizovani jednotlivych vah, se zde pouziva principu uceni S 0d-
ménovanim. To funguje tak, ze se prvn¢ nastavi vektory vah. Poté se nahodn¢ vybere vzo-
rovy vektor, ktery se nasledn¢€ porovnava, aby se nasli vahy jemu nejvice podobné. Vahy,
které jsou vybrany, jsou poté ohodnoceny jako vice pravdépodobné. To samé se provede i u
sousednich vah téchto vektort, které jsou poté také vice pravdépodobné v porovnani vuci
vzorovému vektoru. Timto zplisobem se pak mapa méni do riznych podob, které casto na-

byvaji ¢tvercovych, obdélnikovych nebo hexagonalnich tvart. [61]

3.5 Hledani motivua

Tato typova tloha ma za cil hledani usekd, které 1ze povazovat jako odlehlé hodnoty, pte-
kvapivé nebo frekventované opakujici se vzory. K hledani motivli se ¢asto miize ptistupovat
jako ke shlukové analyze pro seskupovani podobnych dat. Pti hledani urcitého motivu v§ak
tato typova uloha Casto vyzaduje | parametr, ktery slouzi pro definovani délky tohoto motivu.

Ukézka opakujiciho se vzoru i s testovanou ¢asovou fadou je zndzornéna na nasledujicim

obrazku ¢. 13. [45]
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Obrazek ¢. 13 — Ptiklad hledani vzoru [62]
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3.6 Hledani asocia¢nich pravidel

Jedna se o vyhledavani blizkych vztaht mezi vice vlastnostmi, které jsou ptitomné v opaku-
jicich se vzorech. Aby vsak bylo mozné vzajemné vztahy né&jak nalézt, je tfeba nejprve vy-

hledat Casto opakujici se vzory v casovych fadéach, které jsou jako samostatna typova uloha

popsany v piedchozi kapitole. [45]

3.7 Predikce — regrese

Tato typova uloha je zodpovédna za modelovani vztahti mezi historickymi daty casové fady,
které 1ze poté pouzit pro predikce neboli pfedpovédi budoucich hodnot. Znazornéni predikce

I S jednotlivymi ¢astmi pro trénovani a testovani je na obrazku ¢. 14. [63]
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Obrazek ¢. 14 — Priklad regrese (predikce) [64]

3.7.1 Algoritmy a modely

Algoritmy a modely, které jsou specifické pro regrese jsou uvedeny v dal$ich podkapitolach.
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3.7.1.1 ARMA

Jedné se o model slozeny ze dvou ¢asti pro predpovidani nasledujicich hodnot. Prvni ¢asti
je AR, kterd oznacCuje autoregresy (angl. AutoRegression). Tento proces je mozné chapat
jako predpovidani nasledujici hodnoty na zakladé n-poctu hodnot ptedchozich. Tento pocet
ptedchézejicich hodnot je zndzornén parametrem p. Dalsi ¢asti je MA coz je klouzavy pri-
mér (angl. Moving Average), ktery vyuziva priméru ¢asové fady a n-poctu piedchozich

chyb. Pocet piedchozich chyb je oznaceny parametrem Q. [65]

3.7.1.2 ARIMA

Samotnd ARMA oznacuje autoregresni model s klouzavym primérem. Model ARIMA
(angl. AutoRegressive Integrated Moving Average) vznikne obohacenim tohoto modelu 0
slozku |, ktera oznacuje pocet diferenci, aby se ¢asova fada mohla stat stacionarni. Z toho
vyplyva, ze u Casové fady, ktera diferenciovani nepotiebuje, je nejvhodnéjsi pravé ARMA.

Parametr slozky I se nazyva d a oznacuje tedy pocet diferenci. [65]

3.7.1.3 SARIMA

Pod zkratkou SARIMA (angl. Seasonal AutoRegressive Moving Average) se skryva sezonni
autoregresni model s klouzavym primérem. Jedna se o modifikovanou variantu modelu
ARIMA. Jediny rozdil je v tom, Ze tento typ modelu mé vylepsené diferenciovani, které mu

umoziuje pouzit nastaveni i podle frekvence sezony. [66]

3.7.1.4 SARIMAX

Model SARIMAX (angl. Seasonal AutoRegressive Moving Average with eXogenous
factors) neni nic jiného nez model SARIMA, ktery je modifikovany tak, aby byl schopny

zahrnout i externi vlivy. [66]

3.715 VAR

V ptipadé, Ze je tfeba modelovat vicerozmérné casové fady, tak se vyuziva vektorového mo-
delu VAR (angl. Vector AutoRegression), popt. jeho modifikaci, které zahrnuji i oby¢ejnou
variantu s klouzavym pramérem VMA (angl. Vector Moving Average), kombinaci obou
slozek v ramci modelu VARMA, moznost diferenciovani u modelu VARIMA nebo zahrnuti
externich vlivli u modelu VARIMAX. Samotné znaceni vyplyva z ptedchozi varianty pro

jednorozmérné Casové fady. [67]
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3.71.6 GARCH

Nékteré Casové fady Casto vykazuji ménici se rozptyl v ¢ase. Toto chovani ¢asové fady je
tedy charakteristické zvySenym kolisainim hodnot. V takovém piipadé vétSinou neni Gplné
vhodné pouzivat modely jako je ARIMA. Model ARCH (angl. Autoregressive Conditional
Heteroskedasticity), ktery by bylo mozné ¢esky oznacit jako model s podminénou heteros-
kedasticitou, vyuziva explicitniho modelovani rozptylu v prubéhu ¢asu. V ramci modelu
GARCH (angl. Generalized Autoregressive Conditional Heteroskedasticity) se zde jedna o

zobecnéné rozsifeni modelu ARCH, které pouze dopliiuje o klouzavy pramér. [68]

3.7.1.7 Gradient Boosting

Jedna se o velmi efektivni algoritmus strojové uceni, ktery se vyuziva nejen pro regrese, ale
také 1 pro klasifikace. Samotny princip fungovani je zaloZen na posilovani skrze kombino-

vani n€kolika modeld, kdy pfidanim nového modelu Ize docilit opraveni téch vice chybo-

vych. [69]

3.7.1.8 Random Forest

Algoritmus nahodny les (angl. Random Forest) typu uéeni s ucitelem, ktery hodnoti hodnoty
jednotlivych vlastnosti, které pak vyuZziva pro zjisténi nejmensi mozné chybovosti. Prvni
datovou sadu na vice ¢asti. Podobnym zptisobem pak proces probiha i u dalSich vlastnosti

casové fady, dokud nenarazi na dno stromu nebo nejsou splnéna urcita kritéria. [70]

3.71.9 LSTM

LSTM (angl. Long Short Term Memory) specialni typ neuronové sité pro jednorozmérné i
vicerozmérné ¢asové fady je rozSifenim rekurentni neuronové sité, ktera vyuziva algoritmu
zpétného Sifeni chyby. Misto neuroni ma tato sit’ n€kolik pamétovych bloku, které jsou
pospojovany napii¢ vSemi vrstvami. Timto zptisobem si sit’ v té€chto blocich zaznamenava
aktualni stavy a tim si dokdze pamatovat obrovské sekvence dat. Jedna se tak o efektivni

zpusob, jak si udrzet informace o gradientu. [71]

3.7.1.10 TBATS

V piipadé¢ casové rady, ktera obsahuje mnoho slozitych a Cetnych sezonnich vzort, se zde
naskytuje moznost pouziti modelu TBATS (angl. Trigonometric Seasonal, Box-Cox Trans-

formation, ARMA residuals, Trend and Seasonality) nebo jeho zredukovanou variantu



UTB ve Zliné, Fakulta aplikované informatiky 43

BATS (angl. Box-Cox Transformation, ARMA residuals, Trend and Seasonality). Tento
model hled4d co mozna nejvice vhodny zpiisob, jak vytvoftit finalni model na zdkladé néko-
lika dalSich technik a modeld, mezi které se fadi Box-Coxova transformace, ptipadné apli-
kovani modelu ARIMA ¢i ARMA, uvazeni sezony a trendu i s jeho tlumenim nebo vyu-
ziti trigonometrické sezonnosti. V ramci nalezeni vhodné kombinace je vSak tento typ algo-
ritmu nevhodny pro rozsahlé ¢asové fady vzhledem k délce vypocetniho ¢asu. Také je tieba
zminit, ze oproti modeliim jako je SARIMAX zde neni moZnost, jak zahrnout externi vlivy.

[72]

3.8 Predikce — klasifikace

Jedna se o typovou tlohu uceni se s ucitelem, kdy pomoci vice ¢asovych fad, které jsou
ptifazeny k ur¢ité skuping, jsme schopni zatadit nezndmou casovou fadu do jedné z téchto
skupin. Samotné data je nejprve nutné rozdélit na dvé hlavni slozky, a to na trénovaci a
testovaci. Algoritmus se nejdiive nauci na trénovacich datech a nasledné se zkousi ispésnost
na t&ch testovacich. Casto je zde piitomna i validaéni &ast, ktera slouzi k uréeni optimalniho

algoritmu s nejvyssi ptesnosti. Piiklad klasifikace je znazornén na obrazku €. 15. [73]
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Obrazek ¢. 15 — Priklad klasifikace (predikce) [74]
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Samotna uspésnost klasifikovani se poté musi jest¢ odzkousSet napt. pomoci matice zmatku,

ktera obsahuje shrnuti spravné a $patné klasifikovanych prvki. [75]

3.8.1 Rozdéleni

Na klasifikaci se lze divat z riznych uhla pohledu. Tyto jednotlivé ptistupy ke klasifikaci
jsou dale vysvétleny v nadchazejicich podkapitolach. [76]

3.8.1.1 Pristupy zaloZené na vzdalenostech

Pracuji na principu relativniho porovnani dvou a vice ¢asovych fad. Podle vzdalenosti jed-
notlivych bodi se pak u Casové fady urcuje mira podobnosti. Priklady takovych vzdalenosti,
Casto oznacovanych i jako metrik, jsou potom Euklidovska, Manhattanska, Hammingova

nebo Minkowského, které jsou znazornény na obrazku €. 16. [76]
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Obrazek ¢. 16 — Priklad druhti metrik [77]
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3.8.1.2 Pristupy zaloZené na intervalech

Vyuzivaji rozdéleni casové fady na Gseky, které se nasledné zpracuji jednotlivymi algoritmy.
Vysledné klasifikovani pak probiha podle toho, ktera tfida se vyskytovala nejcastéji. [76]
3.8.1.3 Pristupy zaloZené na slovniku

Tyto ptistupy jsou zalozeny na vhodném pojmenovani kiivek a nasledném zaznamenavani
kolikrat se kiivky v ¢asovych fadach celkové objevi. [76]

3.8.1.4 Pristupy zaloZené na tvaru krivky

Svym zplisobem se jednd o piistup velmi podobny jako je ten zaloZeny na vzdalenosti. Lisi
se pouze tim, ze vuci tfidé porovnava vSechny mozné tiseky ¢asovych tad. [76]

3.8.1.5 Pristupy zaloZené na kombinovani

Skrze kombinaci n€kolika klasifikatort, kdy kazdy z nich zodpovida za jednu tfidu. U tohoto
pfistupu je dulezité, aby chybovost jednotlivych klasifikatorti nebyla korelovana. [76]

3.8.2 Algoritmy

Klasifikaci ¢asovych fad je mozné zrealizovat pomoci nékolik algoritmd. Tyto algoritmy
jsou detailnéji popsany v nésledujicich podkapitolach.

3.8.21 K-NN

K-NN (angl. K-Nearest Neighbours) je jeden z nejjednodussich a nejpopularnéjsi algoritmt
pro klasifikaci zaloZzeného na vzdalenostnim pfistupu. Principialné funguje tak, ze si algorit-
mus dopocita Euklidovskou vzdalenost a najde K pocet neblizsich prvki, jejichZz pocet je
tieba si nejprve zvolit. Nasledné neurcity prvek ptifadi do tfidy, ktera je zastoupena vice

prvky dané tidy. [78]

3.8.22 SVM

Algoritmus SVM (angl. Support Vector Machine) Ize oznacit jako jeden z nejvice popular-
nich algoritmil, jehoZ princip je zaloZen na nalezeni extrémnich boda, které musi vytvofit co
nejvetsi prostor, skrze ktery pak mohou byt jednotlivé tfidy oddeleny od sebe. Diky maxi-
malizaci tohoto prostoru je pak u pfedem neznamého prvku mozné celkem ptesné zjistit, do

které tiidy vlastné spada. [79]
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3.8.2.3 Luogistic Regression

Logisticka regrese je klasifikacni technika pro vyhledavani vztahii mezi dvéma a vice neza-
vislymi proménnymi. V ramci klasifikace slouzi tahle technika nejéastéji k oddéleni dat
kiivkou do dvou tiid. Pro zjisténi vykonu se pak pouzivaji metriky nebo specidlni funkce
pro odhadnuti vykonu. Jedna o efektivni techniku k trénovani, kterd se dobte aplikuje na
linearné oddé¢litelné datové sady. V rameci G¢innosti je vSak casto prekondvana vykonnéjsimi

algoritmy, kter¢ ji mnohdy piedc¢i nejen vykonem ale i svou kompaktnosti. [80]

3.8.2.4 Deep Learning

Modely hlubokého uceni jsou typy komplexnich neuronovych siti, které jsou zaloZzené na
uceni se velkého mnozstvi parametrd. Prvni vrstvy této sit€¢ vzdy slouzi k rozeznéani vzoru,
zatim co ty posledni urcuji, jaké bude rozdéleni do jednotlivych tiid. Jesté do nedévna tyto
typy nebyly zrovna nejvhodné&jsi pro ¢asové fady, nicméné aktualné uz vykazuji celkem
dobry pomér piesnost ku vypocéetnimu Casu, ktery by se mohl poméfovat i s popularnéjsimi

modely. [81]

3.8.25 DTW

Algoritmus DTW (angl. Dynamic Time Warping) odstrainuje problém Euklidovské vzdale-
nosti, ktera je piili§ nadchylnd na posunuti v Case. Vyhledava vzdy nejkrat$i spojeni dvou

bodi a tim minimalizuje zKresleni v ¢ase nebo ¢asovy posun ¢asti Casové fady. [82]

3.8.2.6 Random Forest

Algoritmus Random Forest jiz byl popsan v ptedchozi kapitole o regresich. Nicméné je tieba
zminit, ze tento algoritmu nachazi dobré vyuziti i pfi klasifikaénich tilohach. [83]

3.8.2.7 Decision Trees

Rozhodovaci stromy (angl. Decision Trees) je dalSim algoritmem typu uceni s ucitelem,
ktery se hojné vyskytuje u klasifikacnich tloh. Funguje na bazi rozdélovani dat do mensich
podskupin. Tuto operaci provadi tak dlouho, dokud neni splnéno urcité kritérium, které mize

zahrnovat napf. maximalni hloubku zanofeni. [84]
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3.8.2.8 Gaussian Naive Bayes

GNB (angl. Gaussian Naive Bayes) je dalsi algoritmus vhodny pro klasifikaci, ktery ma
polozené zaklady na Bayesove véte. Jednd se o rozsifenou variantu pivodniho algoritmu

Naive Bayes. Tento algoritmus je jednoduchy a vhodny na rychlé klasifikace. [85]

https://www.upgrad.com/blog/gaussian-naive-bayes/

3.9 Detekce odlehlych hodnot

Odlehla hodnota nebo anomalie je typ zdznamu, ktery se projevuje vyrazné jinak nez vétSina
ostatnich zdznaml. Témto zdznamim by se vzdy méla vénovat pozornost, protoze mohou

zasadné ovlivnit vysledky dalSich operaci. Podle jejich vyznamu je mtiizeme délit na:

Nechténé udalosti — jsou to zdznamy, které mohou vzniknout napt. poskozenim senzoru.

Tyto data je déle potieba odstranit.

Piinosné udalosti — zde se jedna o urcity zaznam, ktery muze pii vhodné analyze pfinést

cenné informace.
Dale je mozZné tyto zdznamy rozdé€lit podle rozsahu porovnavani s ostatnimi zdznamy na:

Lokalni — takhle jsou identifikovany ty zaznamy, které se vyznacuji jinym chovani oproti

zaznamum v blizkém okoli.

Globalni — tyto zdznamy jsou oznac¢ovany jako globalni, protoze se jasné odlisuji vii¢i cho-

vani v ramci celé Casové fady.
Podle samotného rozsahu t€chto anomalii je nakonec délime jesté na:
Bodové — jedna se pouze o jeden necekany zaznam.

Sekvencni — predstavuji sled nékolika po sob¢€ jdoucich zaznamii, které spole¢né tvoii sek-

venci vykazujici atypické chovani vici Casové fade.
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Ukazka detekce odlehlych hodnot je znazornéna na nasledujicim obrazku ¢. 17. [86]

o

N

Anomaly

Value

Time
Obrazek ¢. 17 — Ptiklad detekce odlehlé hodnoty [87]

3.9.1 Algoritmy a techniky k detekovani

V ramci detekce anomalii existuje cela fada algoritmii a technik, které 1ze svou povahou
zafadit mezi statistické, vyuzivajici predikci, neuronovych siti a mnoho dalSich. Ptiklady

nékterych technik a algoritmu jsou uvedeny v podkapitolach nize. [86]

3.9.1.1 Z-Score

Vyuziva se zejména tehdy, kdy jsou data v normadlni distribuci. Pracuje na principu, ktery
vyuziva poctu smérodatnych odchylek k detekovani odlehlych hodnot. Naptiklad pomoci Z-
Score s hodnotou 3 je mozné detekovat odlehlé hodnoty vzdalené vice nez 3 smérodatné

odchylky od priméru. [88]

3912 IQR

IQR (angl. InterQuartile Range) pracuje na principu pouziti rozdilové vzdalenosti mezi prv-
nim a tfetim kvartilem, kterou vynasobi 1,5X ve sméru do plusu i do minusu. VSechny ostatni

body, které lezi mimo tento interval, jsou oznaceny jako potencialni odlehlé hodnoty. [89]



UTB ve Zliné, Fakulta aplikované informatiky 49

3.9.1.3 Autoencoder

Autokoder je druh neuronové sité, ktera se sklada z kodovaci a dekodovaci ¢asti. Pfi kodo-
vani vyuziva ziskané vzory Casové fady, které nasledné sklada a zase rozklada. Diky tomuto

rozkladu zde vznikaji chyby, které se v piipadé odlehlych hodnot zvySuji. [86]

3.9.1.4 PCA

Analyza hlavnich komponent (angl. Principal Component Analysis) rozklada data ¢asovych
fad do vice menSich dimenzi a ty potom zase zpétné sklada. Podobné jako u autokodéra zde
opétovnym rozkladem vznikaji chyby, které se v pfipadé odlehlych hodnot maji tendenci

zvySovat. [86]

3.9.15 LOF

Faktor lokalni odlehlé hodnoty (angl. Local Outlier Factor) je algoritmus typu uceni bez
ucitele, ktery podle blizkosti sousednich bodl vypocita skore, které oznacuje hustotu sou-
sednich bodu. Toto skore se vzdy porovnava i se skorem sousednich bodu. Je-li tato hodnota

od ostatnich pfili§ vysoka, tak je poté mozné oznacit tento bod za odlehlou hodnotu. [90]

3.9.1.6 OCSVM

Jednotiidova metoda podpurnych vektorti (angl. One Class Support Vector Machines) je
jeden z oblibenych algoritmu, které lze pouzit na nalezeni piipadné odlehlé hodnoty. Jedna
se o algoritmus, ktery pracuje na principu minimalizovani prostoru dané tfidy. Zaznamy

mimo ohrani¢eny prostor této téidy 1ze povazovat za odlehlé hodnoty. [91]

3.9.1.7 Isolation Forest

Samotna technika je zaloZzena na rozhodovacich stromech (angl. Decision Trees), které jsou
zaloZeny na rekurzivnim zanotfovani a vétveni nahodnych ¢asti datové sady. Cilem této tech-
niky uceni bez ucitele je zanofit data podle vhodného déleni co mozna nejhloubéji. Zpisob
déleni zalezi na nastaveni patficné hodnoty, podle které se pak data ¢leni doleva nebo do-
prava. Timto zplisobem se bézna data dostanou hloubéji a data obsahujici odlehlé hodnoty

se ¢asem sami izoluji. [92]
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4 PYTHON KNIHOVNY A BALICKY PRO DATOVOU ANALYZU

Pro samotnou analyzu a zpracovani dat existuje nespocet riznych knihoven a balickt. Mezi

nekteré z nich je mozné zaradit ty, které jsou vypsani v nasledujicich podkapitolach.

4.1 Numpy

Tento bali¢ek, ktery byl vytvofen v roce 2005 a je volné dostupny, obecné slouzi jako pod-
pora jazyka Python pro rtizné matematické a védecké vypocty. V ramci datové analyzy se

nejcastéji pouziva pro rychlou a efektivni praci s n-dimenzionalnimi poli. [93]

4.2 Pandas

Vyvoj této knihovny zacal v roce 2008. Jedna se o knihovnu, ktera slouzi zejména pro praci
s tabulkovymi daty, do kterych umi data zapisovat nebo je nacitat z riiznych zdroja, které
zaroven umi 1 spojovat dohromady. Pouziva se také k samotnym tGpravam tabulek, které za-
hrnuji CiSténi, agregovani dat a vytvareni souhrnil, zménu tvaru nebo zobrazovani mensich
usekt v ramci prace s velkymi datovymi sadami. Pak je zde vyuziti i Cisté pro ¢asové tfady,
u kterych jsou dostupné funkce jako je tieba posunovani v €ase. Tuto knihovnu vSak lze

pouzit i K vizualizovani dat. [94] [95]

4.3 Matplotlib

Tato graficka knihovna slouZi pfedevsim k jednoduché vizualizaci, ktera je uZivatelsky pii-
vétiva k vykreslovani cetnych druht grafii. Sama knihovna je postavena na zakladech jiz

zminéné knihovny Numpy. Knihovna byla vytvotena jiz v roce 2003. [96]

4.4 Seaborn

Seaborn je graficka knihovna pro jednoduché i komplexni vizualizace stavici na zakladech
knihovny Matplotlib, ktera je charakteristicka svou uzivatelskou pfivétivosti pro jednoduché
upravy grafu. Oproti Matplotlibu zde Seaborn vytvotena tak, aby poskytovala piehledné

rozhrani pro vytvareni statistickych grafti a dobie spolupracovala s knihovnou Pandas. [97]

4.5 Plotly

Jedna se o dal$i volné dostupnou knihovnu pro vizualizaci, kterd je oproti ostatnim oboha-

cena o moznost interakce, takze je mozné si v grafech zobrazit jednotliva mista vice dopo-
drobna. [98]
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4.6 Scipy

Knihovna Scipy, ktera je postavena na matematické knihovné Numpy, je dal$im rozSifenim

jazyka Python o vestavéné moznosti, jakymi lze feSit matematické rovnice a algoritmy. [99]

4.7 Scikit-learn

V této praci se jednd o velmi dilezitou knihovnu, ktera obsahuje velké mnozstvi algoritmt
strojového uceni, které jsou typu uceni s ucitelem i typu uceni bez ucitele. Tato knihovna je
postavena na tfech dalSich knihovnach, které zahrnuji Numpy, Scipy a Matplotlib. Lze zde
nalézt algoritmy pro regrese, klasifikace, shlukovou analyzu nebo i samotné ptedzpracovani

dat. Samotny vyvoj knihovny bézi od roku 2007. [100]

4.8 Statsmodels

Tato knihovna slouzi k analyzovani riznych statistickych modelt. Jedna se opét 0 knihovnu,
ktera je zaloZena na Numpy a Scipy. Zahrnuje riizné statistické testy, modely linearnich re-
gresi a zpusoby, jakymi lze analyzovat samotné casové fady. Kromé toho obsahuje i ptiklady

datovych sad, na kterych je mozné vyzkouset si samotnou datovou analyzu. [101]

4.9 Pmdarima

Tento balicek obsahuje spoustu rtiznych pomticek pro analyzu ¢asovych fad, mezi které je
mozné zahrnout statistické testy pro kontrolu sezonosti a stacionarity, ale zejména také au-

tomatické vyhledavani parametrti p a q pro modely, jako je tfeba ARIMA. [102]

4.10 Tensor Flow

Jedna se o volné dostupnou knihovnu pro naro¢né matematické vypocty a strojové uceni.
Samotna knihovna byla vytvorena roku 2015 spolec¢nosti Google. Zahrnuje v sob¢ zejména
rizné modely hlubokych neuronovych siti, které je mozné trénovat, testovat a dale s nimi

predikovat. [103]

4.11 Keras

Jedna se o API vytvoirené spolecnosti Google, které slouzi pro jednoduché pouzivani model
a algoritmti neuronovych siti. Keras jakozto API disponuje moznosti vybrat si i back end pro
dalsi vypocty. Tento back end mimochodem zahrnuje 1 mozZnost vyuziti Tensor Flow a ji-

nych jemu podobnych knihoven. Pokud se jednéa o knihovnu Tensor Flow, tak ta je zde pfimo
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vestavénd v ramci Keras API. Keras se ani tak moc nevyznacuje svou rychlosti jakozto spise

svou uzivatelskou privétivosti. [104]

4.12 PyTorch

Popularni knihovna PyTorch byla vyvinuta spole¢nosti Facebook v roce 2017. Jedna se 0
knihovnu podporujici rizné algoritmy a modely hlubokého uceni, u kterych umoziuje velmi
rychly proces vytvoreni. Z ptfedchozich informaci tedy vyplyva, Ze se ziejmé jedna o kon-

kurenci knihoven jako je Tensor Flow od spole¢nosti Google. [105]

4.13 XGBoost

XGBoost je balicek, ktery je zaméfeny zejména na prediktivni ulohy, jako jsou regrese nebo
klasifikace. Jedna se o velmi efektivni zplisob implementace algoritmu strojového uceni,
ktery si obecn¢ velmi dobie vede na velkém poctu riznorodych datovych sad, pro které je

potieba ud¢lat predikce. [106]
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PRAKTICKA CAST
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5 VYUZITE DATOVE SADY

Jednotlivé typové ulohy se ¢asto hodi pro rizné specifické ucely nebo jsou svou povahou
typické pro urcité odvétvi. Z toho také vychazi, Ze se n¢které ulohy v téchto sektorech mo-
hou vyskytovat frekventovanéji. Z toho diivodu byly pro jednotlivé typové ulohy vybrany
datové sady, které pochazi pravé z riznych prostredi a zdrojti, aby bylo zietelné vidét vyuziti
téchto uloh na realnych datech. Soucasti tohoto seskupeni datovych sad jsou zejména data
z pramyslu, obchodniho sektoru, energetiky a meteorologie. Samotné datové sady jsou
mensi velikosti, aby bylo mozné typové ulohy demonstrovat v relativné kratkém ¢asovém

intervalu. Detailnéji jsou vyuzité datové sady popsany v nasledujicich podkapitolach.

5.1 Prumyslova data z teplotnich senzoru

Senzory existuji z mnoha divodu. Jednim z nich je monitorovani provoznich teplot, které se
tykaji néjakého vyrobniho zatizeni. Senzor je zde z vétsi ¢asti vyuZzit pro monitorovani pra-
behu teploty, aby bylo mozné vcas reagovat na ptipadné nezadouci chovani vyrobniho stroje,
které mize zahrnovat prehtati nebo i poSkozeni samotného teplotniho ¢idla. V ramci piehiati
se mize jednat o extrémné vysoke teploty, které jsou signifikantné odlisné od vSech normal-
nich teplot. V piipad€ vypadku senzoru se zde mohou napft. objevit atypické teploty, které
pro tyto senzory nejsou realné. Tato datova sada schvalné obsahuje n€kolik zaznamd, které
jsou zarucen¢ globalni odlehlé hodnoty zptisobené nezddoucim chovanim senzoru. Zarovei
obsahuje i zaznamy vykazujici znamky lokalnich odlehlych hodnot, které je dale velmi
vhodné analyzovat, aby se zjistilo, zda jsou tyto hodnoty normalni ¢i ne. Samotna datova
sada pochazi z webové stranky Kaggle, ktera je plna podobnych volné€ dostupnych datovych
sad. Konkrétné je tato datova sada velka 2,45 MB a obsahuje celkem 62 629 hodnot zazna-
menané provozni teploty senzoru zatizeni z vyrobniho prostiedi za obdobi od 1. 8. 2016 do
1. 9. 2019. Datova sada je ve formatu CSV. Sada mimo jiné obsahuje i Cislo senzoru, které
se vSak neméni, a proto neni relevantni. Pokud pominu fakt, ze se zde vykytuje i tento iden-
tifikator senzoru, tak je mozné data této sady povazovat za data jednorozmérné. Dalsi po-
drobnosti a konkrétni statistické vlastnosti jsou k vidéni na obrazku ¢. 18, ze kterého 1ze
jasné usoudit, ze datova sada opravdu obsahuje maximalni hodnoty, které se velmi 1isi od
primérné hodnoty Casové fady. Z tohoto diivodu bude tato datova sada dale analyzovana
V typové tloze na detekci odlehlych hodnot skrze n€kolik algoritmt a technik. Samotné vy-

kresleni ¢asové fady je poté k dispozici na obrazku ¢. 19. [107]
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Sensorld

Value

count  62629.0 62629.000000

mean 1.0
std 0.0
min 1.0
25% 1.0
50% 1.0
75% 1.0
max 1.0

24.203861
5.411599
6.886155

21.369419

24.550188

27443704

149.601822

Obrazek ¢. 18 — Statistické vlastnosti ¢asové fady pro teplotni senzory [107]

Sensor data

,—I — Time Series Data
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Obrazek ¢. 19 — Vykresleni ¢asové fady pro teplotni senzory [107]

5.2 Obchodni data prodeje domu a byti

Jedna se o datovou sadu vicerozmérné asovée fady, kterd obsahuje zdznamy o prodeji domt

a bytd. V datové sadé jsou ptitomné sloupce pro cenu, lokaci prodeje, po¢ty mistnosti urée-

nych ke spani a klasifikovani zaznamu jako prodej bytu ¢i domu. Pocet mistnosti se pohybuje

od 0 do 5. Datova sada obsahuje celkem 29 580 zaznami a zabira 1,43 MB. Stejn¢ jako ob¢

predchozi datové sady i tato pochéazi z webové stranky Kaggle a je také ve formatu CSV.

Datova sada bude vyuzita v prediktivni typové uloze pro klasifikaci ¢asovych zaznamu do
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dvou skupin podle poctu pokoji a ceny. Obdobné jako u ptedchozich datovych sad je i zde
souhrn statistickych vlastnosti zobrazeny na obrazku ¢. 20. Zobrazeni prubézné ceny proda-

nych byti a domt je poté znazornéno na obrazku ¢islo ¢. 21 pomoci knihovny Pandas. [108]

&M

&M

41

2M

postcode price bedrooms

count  29580.000000 2.958000e+04 29580.000000
mean  2730.249730 6.097363e+05 3.250169
std 146717292  2.817079e+05 0.951275
min  2600.000000 5.650000e+04 0.000000
25%  2607.000000 4.400000e+05 3.000000
30% 2615000000 5.500000e+05 3.000000
75% 2905000000 7.050000e+05 4.000000
max  2914.000000 3.000000e+06 5.000000

Obrazek ¢. 20 — Statistické vlastnosti ¢asové fady pro prodej domu a byt [108]

2008 2010

Obrazek ¢. 21 — Vykresleni ¢asové fady pro prodej domu a byt [108]

2012

2014

datesold

2018
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5.3 Energeticka data produkce energie

Tato datova sada obsahuje data o produkci energie za obdobi od 1.1.1985 do 1.8.2017. Cel-
kovy pocet zdznamu ¢ini 397 hodnot zaznamenanych po jednotlivych mésicich vzdy k prv-
nimu dnu daného mésice. Celkova velikost sady je jen pouhych 8 kB. Plivod datové sady je
rovnéz ze stranky Kaggle a je také ve formatu CSV. Datova sada neobsahuje vyjma hodnoty
produkované energie zadné dalsi sloupce, a proto se jednd 0 dalsi pfipad jednorozmérné
Casové fady. Tato datova sada bude vyuzita v typové uloze pro predikci vyroby energie na
nékolik nadchazejicich mésict, ktera by napi. mohla vést k optimalizaci vyrobnich procest
Vv energetickém sektoru. Statistické vlastnosti jsou k vidéni na obrazku ¢. 20. Samotné vy-

kresleni ¢asové fady je poté zobrazeno na obrazku ¢. 21. [109]

Production
count  307,000000
mean  83.847218

std 15387834
min 55315100
25% 77105200
50%  89.779500
75%  100,524400
max 129.404800

Obrazek ¢. 22 — Statistické vlastnosti pro vyrobu energie [109]

130 1 —— Time series data

120 A

110 A

100 A

90 -

Production

80

70 A

60 -

T T T T T T T T T
1984 1988 1992 1996 2000 2004 2008 2012 2016
Date

Obrazek ¢. 23 — Vykresleni ¢asové fady pro vyrobu energie [109]
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5.4 Meteorologicka data pro mésto Zlin

Pro oblast meteorologie je zde datova sada pfimo z mésta Zlin, ktera se od piedchozich 1isi
zejména zdrojem, ze kterého pochdzi. Samotné data byly ziskana z fotovoltaického geogra-
fického informa¢niho systému (angl. Photovoltaic Geographical Information System, dale
jen PGIS), ktery umoziuje Cerpat meteorologicka data z riznych lokaci skoro po celém
svété, které zahrnuji napf. data o osvitu, rychlosti vétru nebo teploté. Tyto data je mozné
ziskat za riizné Casové intervaly, kdy mohou byt data zaznamenavana po hodinach, dnech
nebo mésicich. Konkrétné pro mésto Zlin byly vybrana data zaznamenana po hodinach
v pribéhu jednoho roku. Pro tuto sadu byly vybrany pravé sloupce, jako jsou jiz zminéné
osvity, rychlosti vétru a teploty. Z toho diivodu se zde podobné jako u ptedchozi piikladu
jedna o vicerozmérnou ¢asovou fadu. Cela datova sada o velikosti 420 kB byla poté vyex-
portovana do formatu CSV. Zaznamy o pocasi poslouzi v typové uloze pro shlukovou ana-
lyzu, kde se budou shlukovat jednotlivé dny do klastr podle toho, jestli byly spiSe studené
nebo teplé. [110] [111]

Gbii) Gd(i) Grii) H_sun T2m WS10m

count 8784000000 8724000000 8724.000000 878400000 8784.000000 8784000000
mean 06.841930 63.322110 3.336248 1331038 0.853973 2676355
std 206301424 01.571014 5450347 17.90045 7.736601 1.4296091
mmin 0.000000 0.000000 0.000000 0.00000 -7.480000 0.000000
25% 0.000000 0.000000 0.000000 0.00000 3177500 1.660000
5004 0.000000 0.000000 0.000000 0.00000 9.420000 2410000
T5% 47772500 113.340000 4.490000 23.53250 16.080000 3.520000
max 1000.680000  415.930000 22.600000 £3.92000 29.530000 8.760000

Obrazek ¢. 24 — Statistické vlastnosti ¢asové fady pro pocasi ve Zling [111]
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Obrazek ¢. 25 — Ukazka nastaveni systému PGIS [111]
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Obrazek ¢. 26 — Ukazka vyhledavani na mapé pomoci systému PGIS [111]
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6 IMPLEMENTACE TYPOVYCH ULOH

Kazda typova uloha vyzaduje n¢kolik ukonii. Nekteré ukony se vSak budou Casto opakovat,
a proto budou popsany piimo v této kapitole. Jedna se zejména o funkce pro nacteni dat a

zobrazovani dat. Zakladni piikaz napt. pro nacteni dat je zobrazen na nasledujicim tadku.
df = pd.read_csv('./Dataset_sensor_fault_detection.csv', delimiter=';")

Ptikazi pro vypis dat je hned nékolik. Patii mezi n€ ptikazy pro vypsani uréitého poctu za-
znamil, vypis statistickych vlastnosti nebo ziskani obecného piehledu o datové sadé. Tyto
ptikazy jsou uvedeny v nasledujicich fadcich.

df.info()

df.describe()

df.head()

Dale se zde Casto objevuji ptikazy pro Gpravu dat v tabulkéch, které zahrnuji funkce pro
pfejmenovani sloupct, tfidéni dat, formatovani, praci s rozméry tabulky nebo mazani dat
samotnych sloupct. Nékteré z nich jsou k vidéni nize.

df.rename()

df.sort_index()

pd.to_datetime()

df.values.reshape()
df.drop()

Déle je tfeba uvést i zakladni knihovny, které se zaru¢ené objevuji ve vSech datovych sa-
déach. Radime mezi n¢ knihovny na nasledujicich tadcich.

import numpy as np

import pandas as pd

import matplotlib.pyplot as plt
import seaborn as sns

6.1 Detekce odlehlych hodnot

Prvnim krokem pro tuto tlohu je importovani potiebnych knihoven. Zakladni knihovny,
které¢ budou potieba, jsou Numpy, Pandas, Matplotlib a Seaborn pro vykresleni dat. Dalsi
potiebna knihovna je potom Scikit-learn, ze které se budou pouzivat modely pro detekci
odlehlych hodnot. VSechny potfebné importy, které¢ budou v této typové uloze vyuzivany,

jsou k vidéni na nasledujicich fadcich.
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from sklearn.preprocessing import StandardScaler
from sklearn.svm import OneClassSVM

from sklearn.ensemble import IsolationForest
from sklearn.neighbors import LocalOutlierFactor
from sklearn.decomposition import PCA

Dalsim krokem je nacéteni datové sady, ktery se provede nasledujicim zptisobem, kdy je po-

tieba zvolit cestu k souboru a zpisob pro oddélovani dat, aby se sada spravné naformatovala.

df = pd.read csv('./Dataset_sensor fault detection.csv', delimiter=';")

Po nacteni nasleduje zobrazeni dat, kdy si tato data zobrazim v tabulkovém provedeni po-

moci nasledujicich piikazi. Informace o datech si nasledné zobrazim pomoci piikazi zmi-
nénych v hlavni kapitole. Data si poté jesté vykreslim skrze spojnicovy graf, abych ziskal

zakladni pfehled o tvaru ¢asové fady. Samotny graf je vykreslen piimo na obrazku ¢. 19.

plt.figure(figsize=(12, 6))

sns.lineplot(data=df, x=df.index, y='Temp', label='Time Series Data')
plt.xlabel('Date")

plt.ylabel('Temperature")

plt.legend()

plt.title('Sensor data')

plt.show()

V ramci této typové tilohy je implementovan OCSVM, Isolation Forest, LOF, PAC a IQR,

6.1.1 Priklad ¢. 1 - OCSVM

V ramci prvniho piikladu se zde jedna o algoritmus One Class Support Vector Machines.
V nasledujicim kodu se nejprve upravi tvar samotné tabulky a ulozi se do proménné X. Poté
dojde k vytvofeni modelu, u kterého se nastavi parametr nu, ktery oznacuje maximalni hra-
nici poétu odlehlych hodnot. V dal§im fadku se modelu piedlozi data z upravené tabulky.
Nasleduje samotnd predikce odlehlych hodnot. Tyto hodnoty je nasledné nutné vyfiltrovat a
ulozit si je do dalsi tabulky, ktera bude slouzit pro vykresleni odlehlych hodnot v ptiivodnim
grafu. Filtrovani probiha tak, ze odlehlé hodnoty jsou ozna¢eny hodnotou -1. Samotny pocet
odlehlych hodnot si jesté dodateéné zobrazim v procentech, abych véd¢l, jakou ¢ast v datové
sad¢ zabiraji.

X = df.values.reshape(-1, 1)

OSVM_model = OneClassSVM(nu=0.01)

OSVM_model.fit(X)

y_pred = OSVM_model.predict(X)

df_outliers = df[y_pred == -1]

print('Percent of outliers: ' + str(round(len(df outliers)/len(df) * 100,
2)) + '%")
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V dalsi fazi se data ptivodniho grafu a zjisténé odlehlé hodnoty zobrazi v jednom grafu,
aby bylo vidét, kde se tyto body nachazi. K vykresleni grafu poslouzil kéd, ktery je kombi-
naci bodového a spojnicového grafu. Samotny vykresleny graf s objevenymi odlehlymi
hodnotami je na obrazku ¢. 27.

plt.figure(figsize=(12, 6))

sns.lineplot(data=df, x=df.index, y='Temp', label='Time Series Data')
sns.scatterplot(data=outliers, x=outliers.index, y='Temp', color='red',
label="0Outliers")

plt.xlabel('Date")

plt.ylabel('Temperature")

plt.title('Detecting outliers using Isolation Forest')

plt.legend()

plt.show()

Detecting outliers using One Class Support Vector Machine
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Obrazek ¢. 27 — Detekce odlehlych hodnot pomoci OSVC [107]

Z obrazku je patrné, ze datova sada obsahuje né¢kolik globalnich odlehlych hodnot. Zaro-
ven je zde 1 spousta lokdlnich odlehlych hodnot. Celkovy pocet odlehlych hodnot zahrnuje
Vv ramci celé datové sady 2,88 %.

6.1.2 Priklad ¢&. 2 — Isolation Forest

Dalsim algoritmem je Isolation Forest. V prvni fadé je tieba vytvotit model. Do modelu za-
dam parametr n_estimators, ktery slouzi k urceni tzv. odhadct. Tento pocet nastavim na 100.
Dale se po nastaveni modelu musi zvolit hranice pro maximalni pocet odlehlych hodnot,

ktera byla nastavena na 2,5.
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isolation_forest = IsolationForest(n_estimators=100)
isolation_forest.fit(df)

outlier scores = isolation_ forest.decision function(df)
outlier_threshold = np.percentile(outlier_scores, 2.5)

V ramci Isolation Forest bylo detekovano celkem 2,38 % odlehlych hodnot.

Samotné vykresleni detekovanych hodnot je obdobné zobrazeno v nasledujicim grafu na ob-

razku ¢. 28.

Detecting outliers using Isolation Forest
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Obrazek ¢. 28 — Detekce odlehlych hodnot pomoci Isolation Forest [107]

6.1.3 Priklad ¢. 3—- LOF

U algoritmu LOF je nejdiive potifeba zménit format tabulky obdobné jako v prvnim ptikladu.
Nasledné vytvotim LOF model, pro ktery specifikuji parametr n_neighbours pro uréeni po-
¢tu sousednich bodu. Tento parametr nastavim na hodnotu 10. Z toho vyplyva, ze oznaceni
zaznamu jako odlehlé hodnoty bude zaviset pravé na 10 nejblizsich prvcich. Nésledné si
vypisu jednotlivé hodnoty s jiz vypoc¢itanym skorem pro uréeni, zda se jedna o odlehlou
hodnotu.
X = [[x] for x in df.Temp.values]
lof = LocalOutlierFactor(n_neighbors=10)
outliers = lof.fit_predict(X)
for i, score in enumerate(outliers):

print(f'Data point: {df.Temp.values[i]}, Outlier Score: {score}')
Dale si do pivodni tabulky pfidam sloupec s hodnotami oznacenymi 1 a -1. Tuto modifiko-

vanou tabulku nasledné obdobné vyfiltruji podle hodnoty -1, aby obsahovala jen zaznamy
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s odlehlymi hodnotami a cely vysledek ulozim do nové tabulky. Poté si uz jen zobrazim
procenta vyskytnutych odlehlych hodnot a vykreslim graf, ktery je na obrazku ¢. 29. Sa-
motny vysledek detekovanych hodnot je pouhych 0,06 %.

Detecting outliers using Local Outlier Factor
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Obrazek ¢ 29 — Detekce odlehlych hodnot pomoci LOF [107]

6.1.4 Priklad ¢. 4 — PCA

Pro PCA je nejdiive nutné si data standardizovat skrze StandardScaler() z knihovny Scikit-
learn. Poté si vytvoiim model PCA, ktery zahrnuje parametr n_components, ktery ponecham
na hodnoté 0. Samotna data poté jesté transformuji do vhodné podoby. Dale je tieba vypo-
Citat vzdalenost, ktera se méti od jednotlivych datovych bodu az k samotnému prostoru PCA.
Tyto vzdalenosti se poté vyuziji k porovnani s maximalni hranici pro pocet detekovanych
hodnot. Hranice byla vzhledem pfedchozim pfikladiim nastavena také na hodnotu 2,5. Hod-
noty s vyssi vzdalenosti jsou tedy vyfiltrovany do listu, ktery se vyuZzije pro vykresleni grafu
s odlehlymi hodnotami na obrazku ¢. 30

scaler = StandardScaler()

data_scaled = scaler.fit_transform(df)

pca = PCA(n_components=0)

pca.fit(data_scaled)

components = pca.transform(data_scaled)

distances = np.linalg.norm(data_scaled - pca.inverse_ transform(components),
axis=1)
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Detecting outliers using PCA

ﬂ —— Time Series Data

140 1 e Outliers

120 ~
100 A

80 4

Temperature

60
40

T T T T T T T
2016-09 2016-11 2017-01 2017-03 2017-05 2017-07 2017-09
Timestamp

Obrazek ¢. 30 — Detekce odlehlych hodnot pomoci PCA [107]

V ramci PCA doslo k detekci 2,19 % odlehlych hodnot z celé datové sady.

6.1.5 Piiklad &5 IQR

U této statistické metody neni tfeba provadét Zadné specialni tkony jako zménu métitka
nebo transformace. Pouze se vyuzije np.percentile() k ziskani 25 % a 75 % kvartilu. Tyto
kvartily potom vyuZiju pro vypocet prostoru, ktery je dan pravé témito kvartily. Nastavim si
hranici pro maximalni pocet odlehlych hodnot a ten déle vyuziju pro vypocet vrchni a spodni
hranice celého prostoru. Jako odlehlé hodnoty jsou nésledné oznaceny veskeré hodnoty,

které se v tomto prostoru nenachazi. K vyfiltrovani se vyuzije funkce np.where().

gl = np.percentile(df.values, 25)

g3 = np.percentile(df.values, 75)

igr = g3 - q1

threshold = 2.5

lower_point = ql - threshold * igr

upper_point = g3 + threshold * igr

outliers = np.where((df < lower_point) | (df > upper_point))[0]

IQR detekovala pouze globalni odlehlé hodnoty, které zahrnuji jen 0,01 %. Vykresleny graf

je poté k dispozici na obrazku ¢. 31.
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Detecting outliers using IQR
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Obrazek ¢. 31 - Detekce odlehlych hodnot pomoci IQR [107]

6.1.6 Zhodnoceni

Kazdy z algoritmt byl schopny detekovat vsechny globalni odlehlé hodnoty. V ramci po-
rovnani byly hranice maximalniho po¢tu odlehlych hodnot nékterych algoritmi nastaveny
schvalné na stejnou uroven a byly provedeny procentualni vypocty K zjisténi celkového po-
¢tu odlehlych hodnot v datové sad€. Z uvedenych je tfeba zminit IQR, ktery byl schopny
zaznamenat pouze globalni hodnoty, ale lokalni hodnoty nikoliv. Tento vysledek by mohl
byt ovlivnén do zna¢né miry pravé nastavenou hranici maximalniho poctu odlehlych hodnot.

Vysledky jsou k dispozici v tabulce ¢. 1.

CCSWVM Isalation Forest LOF PCA IQR

2,88% 2,38% 0,06% 2,19% 0,01%

Tabulka ¢. 1 — Procentualni vyhodnoceni detekce odlehlych hodnot [107]
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6.2 Shlukova analyza

Kromé zakladnich knihoven je zde tfeba importovat ¢asti z knihovny Scikit-learn, které po-

mohou se spravnym zvolenim poctu klastri.

from sklearn.metrics import silhouette_score

Dale je tfeba importovat jiz zminénou funkci pro predzpracovani z také knihovny Scikit-

learn.

from sklearn.preprocessing import StandardScaler

Samotna datova sada je specificka tim, ze byla ziskana z jiného zdroje. Pro ziskani spravné
naformatované tabulky je potteba provést trochu odlisni zptisob nez u ostatnich datovych
sad. Pfi naditani je tfeba zadat parametr, ktery oznacuje pocet sloupct. Zpusob, jakym data
spravné nactu a naformatuju je na dal$im radku.

df = pd.read_csv("./Dataset_Zlin_weather.csv", on_bad_lines='skip",
delimiter = ',', header = 6 )

Samotné data je poté potieba taky naformatovat. S tim souvisi vytazeni NaN hodnot, vy-
mazani nepotfebnych sloupctl, pfejmenovani, pfetypovani, nastaveni spravného formatu
datumu a jeho indexu.

df = df.dropna()

df = df.drop(columns = 'Int")

df['time'] = pd.to_datetime(df['time'], format = '%Y%m%d:%H10")
df = df.set_index('time")

df.rename(columns = {'time':'Date'}, inplace=True)
df['Gb(i)"'] = df['Gb(i)"'].astype(float)

Dale je tfeba vytvofit rysy, které budou dodatecné poméhat pti samotném klastrovani. Tyto
rysy budou hodnoty za dny béhem celého roku s jejich hodinovymi hodnotami pro kazdy
sloupec. Cislovani téchto rysu je provedeno od 0.

df[ 'Day_of_year']
df[ "hour']

df.index.dayofyear - 1
df.index.hour

Data je poté tieba dale transformovat a upravit do vhodného tvaru.

scaler = StandardScaler()
scaler.fit(df['T2m"'].values.reshape(-1,1))
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df['T2m_scale']

scaler.transform(df['T2m"'].values.reshape(-1,1))

Dalsim krokem je vytvoteni tabulky podle rysu, ktera se sklada ze vSech hodinovych hod-
not teplot zaznamenanych za kazdy jednotlivy den v roce.

df pivot =
"T2m")

df.pivot table(index

'Day_of year', columns

"hour"',

Vysledkem je poté tabulka, kterd je zobrazena na nasledujicim obrazku ¢. 32.

values

hour o 1 2 3 4 5 [ T 8 9 14 15 16 17 18 18 20 21 22 23
Day_of_year

0 071 046 041 -026 -063 -039 -077 -151 -D32 123 . 238 118 070 083 o068 057 172 -234 278 -z04

1 -294 -264 -243 -276 -285 -28D -297 4A¥6 -358 -064 . 317 131 100 -24% -320 -351 -348 -333 -382 -386

i -3608 -375 -406 -427 -443 -455 -459 397 285 -168 .. 043 -086 -148 1Tt -188 -232 -231 186 -148 15

-1.03 -045 0419 103 188 270 348 334 310 A3 . 238 172 117 074 057 164 172 167 123 066

4 015 -023 -D24 040 -D55 -068 -0F6 084 -047 004 . 105 OOD8 -083 -136 -198 -201 262 -26T7 | 1.84

Obrazek ¢. 32 — Hodinové teploty pro kazdy den v roce [111]
6.2.1 Priklad €. 1 - K-Means
K-Means algoritmus je tfeba importovat z modulu knihovny Scikit-learn.

from sklearn.cluster import KMeans

Prvni véc, ktera se musi ud¢lat, je zjistit K pocet klastrti. To se provede za pomoci loktového
pravidla a Silhouette skore. Jedna se o vykresleni riznych poctu klastr, u kterych je pak

mozné pomoci vyse zminénych dvou zplisobll vybrat optimalni pocet klastrt.

K = range(2,20)
distortions = []
sill = []
for k in K:
kmeans = KMeans(n_clusters=k)

kmeans.fit(df_pivot_scaled.values)

distortions.append(kmeans.inertia )

sill.append(silhouette score(df pivot scaled.values, labels=kmeans.pre-
dict(df_pivot_scaled.values), metric='euclidean'))

Vykreslenim ziskam dva grafy, které jsou ukazany na obrazku ¢. 33 a €. 34. Z obrazku pro
loktové pravidlo neni upln¢ jasné, ktery pocet klastrii zvolit. V ramci Silhouette se vSak vét-
Sinou oplati vzit hodnotu, ktera doséhla nejvyssiho skore. V tomto piipad¢ se jedna teda o 2

Klastry.
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Obrazek ¢. 33 — Loktové pravidlo pro K-Means [111]
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Obrazek ¢. 34 — Silhouette skore pro K-Means [111]

Po zjisténi optimalniho poctu klastri je mozné vytvofit samotny model, pro ktery teda na-
stavim pocet na 2 klastry. Z toho vyplyva, ze dny v roce se budou d¢lit podle teploty do dvou
shluki, kdy jeden bude obsahovat teplejsi dny a druhy ty studenéjsi. Pro tyto klastry je vSak
jesté tieba pridat sloupec, ktery bude obsahovat 1 a 0 podle toho, o ktery klastr se jedna.
kMeansModel = KMeans(n_clusters=2)

kMeansModel.fit(df_pivot_scaled.values)
clusters = kMeansModel.predict(df_pivot_scaled.values)
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df_pivot_scaled['cluster'] = clusters

Samotné data je poté jesté potieba dostat zpatky do puvodni podoby, kdy se aplikuje maska,
ktera tento proces zapfiicini.
for day in df['Day_of_year'].values:

mask = (df['Day_of_year'] == day)
df.loc[mask, 'cluster'] = int(df_pivot_scaled.loc[day]['cluster'])

Pro zjisténi a lepsi porovnani jsem také vytvotil vypocet pro procentualni znazornéni hodnot

v kazdém klastru.

cold_days
warm_days

df.cluster.loc[(df.cluster == 0)]
df.cluster.loc[(df.cluster == 1)]

cold days percents = len(cold _days) / len(df.cluster) * 100
warm_days_percents = len(warm_days) / len(df.cluster) * 100

print('Cold days:
print('Warm days:

+ str(round(cold_days_percents, 2)) + '%")
+ str(round(warm_days_percents, 2)) + '%")

V ramci algoritmu K-Means se podafilo vytvofit dva pfirozené shluky dat. Shluk dat pro
teplejsi dny tvoii 48,91 % zatim co ty chladngjsi tvoii v druhém shluku zbylych 51,09 %.

v

Samotné rozdéleni dnti na teplejsi a chladnéjsi je na obrazku €. 35.

K-means

cluster
0.0
1.0

T T T T T T T
2020-01 2020-03 2020-05 2020-07 2020-09 2020-11 2021-01
Date

Obrazek ¢. 35 — K-Means klastrovani dnti na teplejsi a chladngjsi [111]




71

UTB ve Zliné, Fakulta aplikované informatiky

6.2.2 Priklad ¢. 2 - DBSCAN

Pro implementaci algoritmu DBSCAN je tfeba importovat nasledujici.

from sklearn.cluster import DBSCAN

Obdobné jako u predchoziho typu klastrovani je i zde tteba vykreslit graf pro Silhouette

skore. V ramci DBSCANU se vsak nejedna o optimalni pocet klastrd, ale o vhodnou kom-

The Silhouette Methed for showing optimal combination of epsilen and min_samples

binaci parametrti eps a min_samples. Vykresleni tohoto grafu je na obrazku ¢. 36.
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Obrazek ¢. 36 — Silhouette skore pro kombinaci parametrii eps a min_samples [111]
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Vysledkem shlukové analyzy jsou dva klastry, kdy chladné;si dny zahrnuji 63,05 % a teple;jsi
dny zbylych 36,95 %. Samotny graf je pak k dispozici na obrazku ¢. 37.

DBSCAN

30 4 cluster
0.0
1.0

259

201

15 4

104

T T T T T T T
2020-01 2020-03 2020-05 2020-07 2020-09 2020-11 2021-01
Date

Obrazek ¢. 37 — DBSCAN klastrovani dni na teplejsi a chladngjsi [111]

6.2.3 Priklad ¢.3 - GMM
V prvnim kroku si importuju z modulu mixture knihovny Scikit-learn model GMM

from sklearn.mixture import GaussianMixture

Dal$im krokem je zjisténi optimalniho poctu klastri obdobné jako v prvnim piikladé. Jediny

malni pocet klastrti byl znova zvolen jako ¢islo 2. Graf se Silhouette skore je zobrazeno na

obrazku ¢. 38. Samotny graf pro GMM pak na obrazku ¢. 39.

K = range(2,20)
sill = []
for k in K:

gmm = GaussianMixture(n_components=k)

gmm.fit(df pivot scaled.values)

sill.append(silhouette_score(df_pivot_scaled.values, labels = gmm.pre-
dict(df_pivot scaled.values), metric='mahalanobis'))

V ramci GMM byly dny rozdéleny do shlukii na spise teplé dny zahrnujicich 43,17 % a spise
chladnéjsi dny, které tvoii zbylych 56,83 %.
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Sillhouette for K
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Obrazek ¢. 38 - Silhouette skore pro GMM [111]

Gaussian Mixture Model

T
17.5

cluster
0.0
1.0

T T
2020-01 2020-03

Obrazek ¢. 39 - GMM klastrovani dnti na teplejsi a chladngjsi []

6.2.4 Zhodnoceni

T
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T
2020-07
Date

T
2020-09

T
2020-11

T
2021-01

Z jednotlivych modeld se podobné projevily zejména K-Means a DBSCAN, které témér

striktné odd¢lily chladné dny od teplych. Na druhou stranu GMM zvladlo rozliSit 1 nékteré

chladnéjsi dny v letnich mésicich a teplejsi dny v téch zimnich.

K-Means DBSCAN GMM
Warm days 51,09% 36,95% 43,17%
Cold days 48,91% 63,05% 56,33%

Tabulka €. 2 - Procentualni vyhodnoceni klastrovani teplych a studenych dna [111]
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6.3 Predikce — klasifikace

Stejné jako vzdy je prvnim krokem nacteni datové sady. V tomto ptipad€ neni potieba spe-

cifikovat zddné dalsi parametry jako tfeba oddélovace nebo pocty sloupcti.

df = pd.read_csv("./Dataset_sales.csv")

Dale si obdobnym zptisobem jako v minulych pifikladech upravim tabulku. Tyto Gpravy za-

hrnuji zvoleni indexu a nastaveni spravného formatu pro datum.

df.index = pd.to_datetime(df['datesold'])

Poté si vytvoiim dodate¢né vlastnosti dat, které klasifikace vyuZzije pro lepsi zatazeni, pro-
toze prodeje domu nejsou stejné pro kazdy den. Tyto vlastnosti teda zahrnuji roky, mésice,
dny v tydnu a také to, jestli je zrovna vikend. Vysledkem je tabulka na obrazku ¢. 40.
df['year']
df[ 'month']

df[ 'day_of week']
df['is_weekend']

df.index.year

df.index.month

df.index.day_of week
(df['day_of_week'] >= 5).astype(int)

datesold postcode price propertyType bedrooms year month day_of week is_weekend

datesold
2007-02-07  2007-02-07 00:00:00 2607 525000 house 4 2007 2 2 0
2007-02-27  2007-02-27F 00:00:00 2906 250000 house 3 2007 2 1 0
2007-03-07  2007-03-07 0D:00:00 2905 328000 house 3 2007 3 2 0
2007-03-09  2007-03-09 00:00:00 2905 330000 house 4 2007 3 4 0
2007-03-21  2007-03-21 00:00:00 2906 310000 house 3 2007 3 2 0
2019-07-25  2019-07-25 00:00-00 2620 172500 unit 1 2019 T 3 0
2019-07-25  2019-07-25 00:00:00 2603 297500 unit 2 2019 T 3 0
2019-07-25  2019-07-25 00:00-00 2606 321000 unit 1 2019 T 3 0
2019-07-25  2019-07-25 00:00:00 2603 320000 unit 1 2019 T 3 0
2019-07-25  2019-07-25 00:00:00 2612 ATS000 unit 2 2019 7 3 0

Obrazek ¢. 40 — Tabulka obohacena o dodate¢né vlastnosti [108]

V ramci tabulky jsou k vidéni informace, jestli se jedna o byt ¢i dam. Tyto informace je dale
tieba pievést do numerické podoby, aby se mohly pouzivat ke klasifikaci.
le = preprocessing.LabelEncoder()

le.fit(df[ 'propertyType'].values)
df[ 'property_type encoded'] = le.transform(df['propertyType'].values)
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Predchozi tabulka obsahuje sloupec s vlastnostmi, které jsou plné riiznych hodnot. Na-
sledn¢ si vytvoiim novou verzi této tabulky, kdy jednotlivé hodnoty vlastnosti budou brany
jako sloupce jejichz hodnoty budou nabyvat 1 nebo 0 podle toho, zda je vlastnost ptitomna
nebo nikoli.

df dummed = pd.concat([pd.get dummies(df[ 'bedrooms']), pd.get dum-
mies(df['postcode']), pd.get_dummies(df['is_weekend']), pd.get_ dum-
mies(df['year']) ,df['price'], df['property type encoded']], axis = 1)

Tato tabulka by vSak mohla byt nepiehledna, protoze nékteré sloupce by se pak mohly
jmenovat stejné. Proto si sloupce této tabulky jesté oc€isluji, aby byly sloupce jednozna¢né
identifikovatelné. Cela tabulka je poté jesté normalizovana od 0 do 1. Vysledna tabulka je
pak k vidéni na obrazku ¢. 41.

ordered_names = df_dummed.columns.astype(str) + ' '
med.shape[1]).astype(str)

df_dummed.columns = ordered_names

+ np.arange(df_dum-

price_column = df_dummed.columns[df_dummed.columns.str.contains('price')][0]
df_dummed[price_column] = df_dummed[price_column]/df_dummed[price_co-
lumn].max()
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Obrazek ¢. 41 — Normalizovana tabulka s o¢islovanymi vlastnostmi [108]

Poslednim krokem v ptipravé dat pred samotnou aplikaci algoritmi je rozdéleni dat na tré-
novaci a testovaci mnozinu.

X_train, X_test, y_train, y test =

train_test split(df_dummed

[df_dummed.columns[© : df_dummed.shape[1l] - 1]].values,

df_dummed][ 'property_type_encoded' + ' '
+ str(df_dummed.shape[1l] - 1)].values, test size = 0.2)

V ramci implementace byly vybrany algoritmy Logistic Regression, SVN, KNN, Decision
Tree, Random Forest a GNB.
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6.3.1 Priklad ¢. 1 — Logistic Regression
Prvné si importuji z knihovny Scikit-learn modul pro logistickou regresy.

from sklearn.linear_model import LogisticRegression

Trénovaci data mam pfipravené, takze je uz je jen vlozim do modelu, ktery tak natrénuji.
Nasledné vyzkousim predikci na testovacich datech a vypisu vystup z matice zmateni, ktera
mi zobrazi poCty spravné a Spatn¢ zarazenych zaznamt pro kazdou jednotlivou tiidu.
logistic_regression = LogisticRegression().fit(X_train, y_train)

logreg prediction = logistic_regression.predict(X_test)

conf_matrix = confusion_matrix(y_test, logreg_prediction)
print(conf_matrix)

Samotnou matici vyuziji k vypocitani procentualni piesnosti zafazeni do jednotlivych ttid.

Zpramérovanim vysledka kazdé t¥idy zjistim i celkovou piesnost klasifikace.

TP = conf_matrix[0][0]
FP = conf_matrix[0][1]
FN = conf_matrix[1][0]
TN = conf_matrix[1][1]

houseAccuracy = TP / (TP + FP) * 100
unitAccuracy = TN / (FN + TN) * 100
overallAccuracy = (houseAccuracy + unitAccuracy) / 2

print('House classification accuracy: ' + str(round(houseAccuracy, 2)) +
l%l)

print('Unit classification accuracy:
print('Overall classification accuracy:
l%l)

+ str(round(unitAccuracy, 2)) + '%")
" + str(round(overallAccuracy, 2)) +

Procentualné vyslo zatazeni do skupiny domi s piesnosti 97,5 %. Pro byty byla poté pres-
nost 84,54 %. Celkova ptesnost klasifikace pomoci logistické regrese je 91,02 %.

6.3.2 Priklad ¢. 2 - SVM

Zapis kodu pro SVM je obdobny jako u prechozi varianty s logistickou regresi.

svm = svm.SVC().fit(X_train, y_train)
svm_prediction = svm.predict(X test)
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6.3.3 Priklad ¢. 3— KNN

KNN se lehce lisi tim, Ze je tieba zadat pocet sousedit v okoli pro klasifikovani kazdého

zaznamu. Tento pocet byl nastaven na 20.

knn = KNeighborsClassifier(n_neighbors = 20).fit(X_train, y_train)
knn_prediction = knn.predict(X_test)

6.3.4 Priklad €. 4 — Decision Tree

Zapis rozhodovacich strom je téméf totozny s vétsSinou variant.

decision_tree = tree.DecisionTreeClassifier().fit(X_train, y_train)
tree_prediction = decision_tree.predict(X_test)

6.3.5 Priklad ¢. 5 - Random Forest

Zapis ndhodného lesu se 1isi zejména tim, ze je potieba specifikovat pocet odhadct. Tento

pocet byl nastaven na hodnotu 100.

random_forest = RandomForestClassifier(n_estimators=100)
Fit(X_train, y_train)

forest_prediction = random_forest.predict(X_test)

6.3.6 Priklad ¢. 6 — GNB

Zapis GNB je totozny jako pro logistickou regresy.

gnb = GaussianNB().fit(X_train, y_train)

gnb_prediction = gnb.predict(X_test)

6.3.7 Zhodnoceni

Pro ptehlednost byly data matice zmateni uvedeny pro vsechny pifipady az na samotném

konci podkapitoly. Celkové shrnuti je nasledné v tabulce ¢. 3.

Logistic Regression SVM KNN Decision Tree Random Forest GNB
Houses True 4739 4316 4777 4769 4731 4080
False 122 121 113 132 120 858
Houses accuracy 97,50% 97,50% 97,69% 97,31% 97,55% 32,60%
Units True 875 806 873 849 862 931
False 160 173 153 166 153 47
Units accuracy 84,54% 82,33% 85,09% 83,65% 84,93% 95,19%
Overall accuracy 91,02% 89,94% 91,39% 90,48% 91,24% 88,91%

Tabulka ¢. 3 — Vyhodnoceni klasifikace [108]
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6.4 Predikce — regrese

Stejné jako u predchozi typové ulohy je i zde prvni krok importovani potiebnych knihoven.
Obdobn¢ si nactu 1 datovou sadu, pro kterou si zobrazim informace v tabulkach. V ramci
datové sady provedu nékolik Gprav sloupcu, které jsou zobrazeny nize v kddu. Ty zahrnuji
pfejmenovani sloupci, nastaveni indext a spravného formétu datumu.
df.rename(columns={"'IPG2211A2N": 'Production'}, inplace = True)
df.rename(columns={"'DATE"':'Date'}, inplace = True)

df['Date'] = pd.to_datetime(df['Date'])
df = df.set_index(['Date'])

Data si poté vhodné vykreslim. Samotny graf je k dispozici na jiz uvedeném obrazku ¢. 23.

Zejména pro srovnani jednotlivych modeli bude také potieba importovat jednu dilezitou

funkci z knihovny Scikit-learn, ktera je zobrazena nize.

from sklearn.metrics import mean_squared_error

6.4.1 Priklad ¢. 1 — SARIMA

Cist¢ v ramci modelu SARIMA je zprvu nutné importovat dalsi dodateéné knihovny a ba-
licky. Jedna se zejména o knihovnu Statsmodels a jeji soucasti. Pro samotné testovani para-
metrt modelu SARIMA bude potieba jesté ptidat i knihovnu Pmdarima.

import statsmodels.api as sm

from statsmodels.tsa.arima.model import ARIMA

from statsmodels.tsa.seasonal import seasonal_decompose
from pmdarima.arima import auto_arima

Dalsim krokem je poté vykresleni klouzavého priméru a smérodatné odchylky, aby se jsem
zjistil, jestli je tfeba fadu prevést na fadu stacionarni. Vysledek je k vidéni na obrazku ¢. 42.
roll _mean = df.rolling(window=12).mean()

roll std = df.rolling(window=12).std()
print(roll_mean, roll_std)
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Rolling mean and rolling std

—— Time series data
— Rolling mean

120 1 — Rolling std
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Obrazek ¢. 42 — Zobrazeni klouzavého praméru a klouzavé smérodatné odchylky [109]

Z obrazku ¢. 42 je mozné usoudit, ze ¢asova fada nebude mozna potiebovat diferenciovani
pro odstranéni nestacionarity. Samotnym pohledem do grafu ale toto pfesvédéeni nic nepo-
tvrzuje. Proto je nutné provést Dickey-Fullertuv test, ktery zjisti kritické hodnoty a hodnotu

p-value.

adf_test_result = sm.tsa.adfuller(df)
test_statistic = adf_test_result[0]
p_value = adf_test result[1]

critical values = adf_test_result[4]

print("Test Statistic:", test_statistic)
print("P-value:", p_value)
print("Critical Values:")

for key, value in critical_values.items():
print("\t{}: {}".format(key, value))

Samotna hodnota p-value indikuje, ze by bylo vhodné provést diferenciovani. Kritické
hodnoty jsou nicméné velmi blizko testované hodnoté, a proto je potieba vyuzit funkei kni-
hovny Pmdarima, ktera automaticky urci nejen parametr pro diferenciovani, ale také
vSechny dal§i parametry. S tim také souvisi, ze automaticky také zvoli nejvhodnéjsi model.

Jesté pred vyuzitim této knihovny je tfeba rozd¢lit si data na trénovaci a testovaci cast.
split_index = int(len(df) * ©.8)

train_data = df[:split_index]
test _data = df[split_index:]



UTB ve Zliné, Fakulta aplikované informatiky 80

Poté uz Ize vyuzit funkce auto_arima(), do které jako parametry vlozim trénovaci data, na-
staveni sezonosti a samotny pocet sezon. Vysledkem je poté report o celém testovani mo-
delu, ktery zahrnuje i vstupni parametry pro nejlepsi model i s jeho chybovosti. Tento re-
port je k dispozici na obrazku ¢. 43.

SARIMAX Results

Dep. Variable: y  Mo. Observations: 317
Model: SARIMAX(1, @, 2)x(@, 1, [1], 12) Log Likelihood -674,288
Date: kWed, 24 May 2823 AIC 1364.481
Time: 15:456:15 BIC 1382.723
Sample: B1-81-1985 HQIC 1369.329
- 85-81-2811

Covariance Type: opg

coef std err z P>|z| [@.825 8.975]
intercept 8.1189 B8.865 1.696 8.8%a -8.817 B.239
ar.Ll B.9381 B.841 22.423 B.08a B.849 1.811
ma.L1l -8.3383 8.879 -4,.315 8.88a -8.493 -8.185
ma.L2 -8.3423 B8.867 -5.111 B.82a -8.474 -8.211
ma.5.L12 -8.65949 8.848 -14.534 B.82a -8.789 -8.681
sigmad 4.7444 B8.286 16.581 B.82a 4,134 5.385
Ljung-Box (L1} (Q): @.85  Jargue-Bera (JB): 56.94
Prob(Q): 2.83 Prob{JB): 3.ea
Heteroskedasticity (H): 2.48  Skew: -@.32
Prob(H) (two-sided}): @.88 Kurtosis: 5.82

Obrazek ¢. 43 — Report 0 modelu SARIMAX [109]

Z reportu je vidét, ze se jedna dokonce o model SARIMAX, ktery zahrnuje externi vlivy.
Pro nase potfeby vSak dobfe poslouzi i jeho varianta bez X. Zakladni model ARIMA vysel
s parametry (1, 0, 2). To znamena, ze model ARIMA bude mit v rimci slozky AR zavislost
na jedné hodnoté zpatky, nebude potieba standardni diferencovani a MA bude zaviset na
dvou pfedchozich hodnotach. V rdmci modelu SARIMA se zde vyskytuji 1 parametry pro

sezonni chovani zahrnujici i Cetnost sezon, které jsou v nasledujicim potadi (0, 1, 1, 12).
Nasledné uz jen staci vzit tyto parametry a vlozit je do modelu spole¢né s trénovacimi daty
a model necham trénovat.

model = ARIMA(train_data, order=(1, 0, 2), seasonal order=(0, 1, 1, 12))
model fit = model.fit()

Poté samotny model odzkousim na testovacich datech a nasledné vykreslim graf, ktery za-
hrnuje trénovaci data, testovaci data a predikované hodnoty. Tento graf je k vidéni na ob-

razku ¢. 44,
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SARIMA Prediction
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Obrazek ¢. 44 - Predikce s vyuzitim modelu SARIMA [109]
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Aby vsak bylo mozné tento model dale posoudit s jinymi modely, tak je tfeba vypocitat i
chybovost modelu, kterou zjistim pomoci funkce mean_squere_error(), ktera je soucasti kni-
hovny Scikit-learn.

rmse = np.sqrt(mean_squared error(test data, prediction))

Chybovost modelu se zaokrouhlenim na dvé desetinna mista vysla s hodnotou 3,81.
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ZAVER

Na zacatku teoretické Casti byly uvedeny oblasti vyuziti datové analyza a ¢asovych fad. Poté
byly vysvétleny jednotlivé druhy ¢asovych fad, dekompozice ¢asové fady na jednotlivé
slozky a dilezity jev zvany stacionarita. V ramci stacionarity byly pfedstaveny i jeji druhy a
jak ji u ¢asové fady dosahnout. Dale byla pozornost vénovana samotnému dataminingu, kdy
doslo k rozebrani dat podle struktury a jejich ptivodu, uvedeni a rozdéleni metodologii a
zejména pak zpracovani vSech jednotlivych fazi pro metodologii CRISP-DM. Béhem popi-
sovani jednotlivych fazi byla zdiiraznéna a podrobné¢ji rozebrana predevsim ¢ast o predzpra-
covani dat. V hlavni teoretické ¢asti doslo k vytvoreni komplexniho pfehledu o jednotlivych
typovych tlohach. Na zacatku bylo uvedeno rozdéleni podle ucelu analyzy a dale pak roz-
déleni podle typu uceni. Kromé hledani motivl a hledani asocia¢nich pravidel bylo u vSech
typovych tloh zobrazeno jejich podrobné&jsi rozdéleni a také né€kolik piikladi, jak danou
typovou ulohu fesit. V ramci dalsi kapitoly 0 Python knihovnach byly povrchové zminény
zakladni knihovny pro matematické vypocty, praci s daty a jejich naslednou vizualizaci.
Také doslo ke zminéni nékolika knihoven, které obsahuji jiz implementované zakladni verze

algoritmd.

V praktické ¢asti doslo k tivodu do pouzitych datovych sad. V ramci vybéru datové sady
byla pozornost vénovana predevsim ucelu analyzy téchto dat. Byly vybrany datové sady
z obchodniho, primyslového, energetického a meteorologického sektoru. VéEtsina datovych
sad byla pouzita ze stranky Kaggle. V rdmci ozvlastnéni byla ptidana i datova sada o pocasi,
ktera byla ziskana z fotovoltaického geografického informac¢niho systému pfimo pro mésto
Zlin. V ramci samotnych ukazek byly vytvofeny praktické ptiklady v Jupyter notebooku vy-
uzivajici Python knihovny pro hledani odlehlych hodnot u teplotnich senzorti, shlukovou
analyzu pro identifikovani teplych a studenych dnii, klasifikovani ¢asovych zaznami ob-
chodnich dat a predikovani budoucich hodnot produkce energie. V ramci prvnich tii ptipadt

bylo provedeno i srovnani ve formé tabulek se zdkladni statistikou.
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SEZNAM POUZITYCH SYMBOLU A ZKRATEK

AR
ARCH
ARIMA
ARMA
BATS
CRISP-DM
DBSCAN
DFT
DM
DSA
DTW
DWT
GARCH
GMM
GNB
HMM
IQR
KDD
K-NN
LOF
LSTM
MA
MDL
OCSVM

PAA

AutoRegression

Autoregressive Conditional Heteroskedasticity
AutoRegressive Integrated Moving Average
AutoRegressive Moving Average

Box-Cox Transformation, ARMA residuals, Trend and Seasonality
CRoss-Industry Standard Process for Data Mining
Density-based spatial clustering of applications with noise
Discrete Fourier Transformation

Data mining

Derivative Segment Approximation

Dynamic Time Warping

Discrete Wawelet Transformation

Generalized Autoregressive Conditional Heteroskedasticity
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