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ABSTRAKT

Cilem prace bylo vytvotfeni nastroje pro identifikaci slabych mist evolu¢nich algoritmt
s dirazem na popsani vnitini dynamiky algoritmu v kontextu jeho vykonnosti. Teoreticka
¢ast obsahuje uvedeni do problematiky evoluc¢nich algoritmi a resersi poslednich poznatkt
z oblasti evolucnich algoritmli. Byla sestavena sada testovacich problému a nésledné
analyzovano chovani instanci evolucnich algoritmu pfii jejich feSeni pomoci vytvoreného
softwarového nastroje. Bylo sledovano vytvareni clusterii v populaci, zmény jeji diverzity,
konvergenc¢ni trajektorie, dynamika pohybu jedincti v prohledavaném prostoru a robustnost
algoritmu. Vystupy analyzy upozorniujici na odhalené potencialni slabiny jsou uvedeny

v zaveéreCné Casti prace.

Kli¢ova slova: evolu¢ni algoritmus, diverzita populace, clustery, konvergence,

prohledévany prostor, analyza

ABSTRACT

The aim of the thesis was to create a tool for identifying weaknesses in evolutionary
algorithms with an emphasis on describing the internal dynamics of the algorithm in the
context of its performance. The theoretical part contains an introduction to evolutionary
algorithms and the research of the latest knowledge of evolutionary algorithms. A set of
test problems were set up and the behavior of instances of evolutionary algorithms was
analyzed by the created tool as the solution was being produced. The analysis was focused
on creating clusters in the population, changes in its diversity, convergence trajectory,
dynamics of individuals' movement in the search space and the robustness of the
algorithm. Analysis outputs discuss potential weaknesses and are presented in the final part

of the thesis.

Keywords: evolutionary algorithm, population diversity, clusters, konvergence, search

space, analysis
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UvVOD

Cilem této prace bylo vytvoieni nastroje pro identifikaci slabych mist evolu¢nich
algoritmii, pomoci analyzy vybranych aspektii vnitini dynamiky algoritmu. K naplnéni
tohoto cile bylo nezbytné stanovit mnozinu jevi, jejichz analyza je pfedmétem cinnosti
nastroje, aplikace, a popsat tyto jevy spolu s jejich teoretickymi zaklady. Uvodem
do problematiky je v teoretické casti popis zdkladni terminologie zkoumané oblasti,
a zakladnich pfistupt k feSeni optimalizanich probléma pomoci evoluc¢nich algoritmi.
Vychodiskem pro popis procesi spojenych s hledanim globalniho optima je popis
genetickych algoritmd, jejichz principy selekce, kiizeni a mutace rezonuji soucasnymi
metodami feSeni optimaliza¢nich problémi. V névaznosti na genetické algoritmy jsou
v teoretické Casti popsany dalsi zakladni sméry, jejichz predstaviteli jsou DE (Differential
Evolution), PSO (Particle Swarm Optimizer) a SOMA (Self-Organizing Migrating
Algorithm), a byly pfedstaveny jejich pokrocilé varianty. Testovani vykonnosti algoritmti
ptedstavuje doplitkovy aspekt pii analyze vedouci k identifikaci slabych mist algoritmd,
aje mu veénovdna samostatnd kapitola teoretické¢ ¢asti. Hodnoceni vykonnosti instanci
algoritmu tvofi kriterium analyzy prabéhti konvergenci pomoci aplikace pouze z hlediska
uspéchu nebo neuspéchu konvergence, nebo jako indikator jeji stagnace. Cilem analyzy
je pokusit se odhalit pfi¢iny neschopnosti algoritmli nalézat lepsi feSeni v souvislosti
s dynamikou pohybu jedincti po hyperplose, tvorbou clusterit v populaci a vyvojem jeji
diverzity. Praktickd Cast prace pojednava o funkcich aplikace, jeji struktuie, uzivatelskych
odezvach, a definuje pozadované parametry datovych vstupti. Popisuje zptsob, jakym jsou
feSeny jednotlivé kroky analyzy, a definuje parametry vystupii aplikace. Zaznamy
konvergenci a populaci, tvoficich vstup aplikace, byly vytvofeny algoritmy DE, PSO,
a SOMA T3A (SOMA Team To Team Adaptive), na sad¢ testovanych probléma, které
jsou definovany v této ¢asti prace, ptiCemz vystupy pokrocilé varianty SOMA jsou vyuzity
jako etalon k porovnani s vystupy DE a PSO. Zdrojovy kod aplikace tvoii pfilohu této
prace, vystupy aplikace jsou zdznamy tvorby clusteri v jednotlivych bézich algoritmd,
diverzity populaci a velikosti primérnych pohybu, skoki, jedincii v jednom opakovani.
Vystupy predstavuji strukturovany a vizualizovany popis chovani instanci evolu¢nich
algoritmi na zvolenych optimalizacnich problémech v kontextu nalézanych feSeni.
ZavereCna cast praktické casti je veénovana interpretaci vysledkli analyzy pro trojici
algoritmii na definovanych testovacich funkcich, a ve vybranych ptikladech k identifikaci

slabych mist evolu¢nich algoritmti.
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TEORETICKA CAST
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1 EVOLUCNIi ALGORITMY

Evolu¢ni algoritmy (EA) jsou iterativni soubory procest, ve kterych dochéazi ke zménam
v uspoiadani skupiny moznych feSeni optimalizacniho problému za ucelem postupného
nalezeni jeho globalniho extrému. Zmény v uspotfadani nastavaji ptisobenim definovanych
deterministickych a stochastickych vlivii, a jsou inspirovany pfirodnimi evolu¢nimi
procesy piirozeného vybéru, selekci, kiizenim a schopnosti pies-generatni adaptace
potomkl na zmény prostiedi, mutaci [1]. Proces hledani optimalniho feSeni problému
je hledanim nejvyhodnéjsi kombinace jeho vstupd, pfi pouziti atributi daného jedince.
Optimum realného problému Ize jen obtizné¢ nalézt analytickymi nebo numerickymi
metodami s ohledem na vypocetni narocnost nebo proveditelnost, nalezeni globalniho
extrému prostfednictvim EA je proto aproximaci nejlepSich feSeni redlnych
optimaliza¢nich problémi [2]. Zivotni cyklus EA je zahajen inicializaci, tvorbou skupiny
moznych fteSeni, jejich evoluci a prubéznym vyhodnocovanim vhodnosti feSeni
do okamziku splnéni kritéria pro zastaveni evolu¢niho procesu. Metodiky téchto krokl
jsou zavislé na typu EA. Evoluéni procesy jsou ovlivilovdny nastavenim fidicich
parametrq, jejichz mira uplatnéni zavisi na komparaci pseudondhodné generovanych cisel
s konstantami, jedna se tedy o pravdépodobnostni jevy souvisejici s Bernouliovskymi
experimenty s vystupem typu uspéch nebo netspéch [3]. Mezi klasické EA patii genetické
algoritmy (Genetic Algorithms, GA), evolu¢ni strategie (Evolution strategies, ES)
a diferencidlni evoluce (Differential Evolution, DE) [4]. Z pohledu modernich
optimaliza¢nich pfistupll 1ze mezi EA zatfadit také metody inspirované chovanim skupin
zivocichli, zejména v  hejnech. Vyznamnymi zastupci hejnovych  metod
jsou samo-organizujici se migracni algoritus (Self-Organizing Migrating Algorithm,
SOMA) a algoritmy rojeni castic (Particle Swarm Optimizer, PSO) [4]. EA najdou
uplatnéni naptiklad pfi trénovani neuronovych siti za ucfelem aproximace odhadu
parametrd  materidlnich  modelli  z experimentalnich  vysledkli, topologickych
optimalizacich, planovani logistiky, robotizované vyrob¢, stanoveni mechanickych
parametra stavebnich a montdznich prvki, optimalizaci toku tepla a redukei ztrat tepelnych

soustav, nebo provadeéni regresnich analyz [5].

1.1 Uéelova funkce

Optimaliza¢ni problém je matematicky popsdn a reprezentovan ucelovou funkci (Cost

Function), a D rozmérnym prostorem moznych feSeni, ve kterém se nachazi globalni
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extrém, optimum. Kvalita kazdého feSeni je matematicky vyjadfena jako funk¢ni hodnota
ucelové funkce na D rozmérné plose lezici v D+ rozmérném prostoru [4]. V souvislosti
s typem problému jsou ekvivalentnimi pojmenovanimi cilova, kriteridlni, ztratova nebo
nakladova funkce. Dimenzemi D jsou vyjadieny argumenty ucelové funkce a odpovidaji
mnozstvi parametri redlnych problémii. Optimalizacni problémy mohou byt
jednokriteridlni (Single-objective) ve kterych je hledano nejlepsi feSeni vzhledem
k jednomu kritériu, veli¢iné, nebo vicekriterialni (Multi-objective), ve kterych jsou hledana
feSeni kompromisem mezi jednotlivymi kritérii a mohou tvofit pareto mnoziny, ve kterych
plati, ze zménou kteréhokoliv argumentu jednoho kriteria ve sméru vhodnéjSich feseni
dojde vzdy ke snizeni vhodnosti u argumentl konkurencéniho kritéria [6]. Prostor,
hyperplocha, mé4 obvykla stanoveny hranice (Boundaries) a mulze také obsahovat
penalizované oblasti, ve kterych neni pfipustné nebo ucelné hledat optima (Constraints)
[1][4], predstavujici omezeni argumentti ucCelové funkce. Piekro¢enim hranic prostoru
nebo penalizovanych oblasti nastavaji krizové stavy. Pokud mechanizmy EA umozni
pohyb jedince ve sméru za hranice povolené¢ho prostoru, je vyuzita nékterd z hrani¢nich
strategii (Boundary Strategies). Jedinec je zastaven na hranici a jeho poloha bude pouzita
jako vychozi pti dalsi iteraci (Clipping), nahodné€ opétovné vygenerovan jako novy jedinec
uvnitt povolené oblasti (Random), velikost ¢asti skoku wuvnitf zakdzané oblasti
je aplikovéana opacnym smérem (Reflection), nebo algoritmus jedince po dosaZeni hranice
umisti na protilehly pocatek prohledavaného prostoru a velikost ¢asti skoku uvnitf
zak4zané oblasti je aplikovdna v pivodnim sméru (Periodic) [4]. Jedinci vyskytujici
se uvnitt prostoru omezené¢ho argumenty ucelové funkce nemusi byt piemistovani
v souladu s hrani¢nimi strategiemi, mohou setrvat ve svych pozicich, avSak jejich ucast
na evolu¢nim procesu je penalizovana pficitanim vysokych hodnot k nalezenym feSenim
[4]. Toto znevyhodnéni ¢asto znamena jejich nahrazeni novymi jedinci prostfednictvim

mechanizmii evolu¢nich procest.
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Rastrigin 2D CF example

2304

225

220

215

210 4

205

200

195

190 4

Obrazek 1: Piiklady ucelovych funkci

Optimaliza¢ni problémy jsou definovany jako spojité nebo diskrétni funkce, nebo jejich
kombinace, jejichZz optimum je nalézdno v globdlnich extrémech jako minimum nebo
maximum [4]. Uéelova funkce mize byt multimodalni, mize obsahovat vice lokalnich
extrému. Tvar hyperplochy je ovlivnén separabilitou problému, asymetrii, vyskytem Sumu
nebo plochami v okoli extrému [1]. Globalni optimum muze byt také reprezentovano celou
plochou. Ukolem EA je nalezeni globalniho optima na ti¢elové funkci jeji minimalizaci
nebo maximalizaci, v z&vislosti na typu optimaliza¢niho problému. Obecné matematické

vyjadfeni minimalizace / maximalizace Ucelové funkce s argumenty proménnych X [1] [3]
[4]:

min/max f.,s (X) (H

1.2 Populace

Skupina N moznych feSeni vyskytujici se ve stejny okamzik v prostoru moznych feSeni
predstavuje populaci, generaci jedinci, vektord, jejichz atributy poctem odpovidaji
dimenzi problému D [1][4]. Velikost populace a dimenzionalita problému jsou fidicimi

parametry EA. Obecny zapis N jedinct v podobé vektor s atributy [1]:
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X1 = (x1,X2,%3 ... Xp)
X2 = (xl,xZ,X3 xD)

X3 = (x1,%2,X3 ... Xp)

Xy = (x1,%2,X3 ... Xp) (2)

PocateCni populace je ve vétsingé piipadli generovdna pseudondhodné s rovnomérmnym
rozlozenim, za dodrzeni podminek existence uvnitt povoleného, ohrani¢eného prostoru [1].
Po kazdé iteraci algoritmu jsou jedinci vstupni generace nahrazovani uspes$néjSimi nebo
stejné kvalitnimi jedinci vystupni generace na zakladé zvolené populaéni strategie. Rodice
p jsou nahrazeni potomky A, nebo v piipad¢ uplatnéni principu elitismu [4] jsou do nové

generace vybirdni nejvhodnéjsi jedinci ze skupiny rodict a zaroven ze skupiny potomkul

[1].

Obrazek 2: 3D reprezentace rozmisténi 2D jedincli na

hyperploSe CF Schwefel

Pti zpracovavani evolu¢nich vypocetnich technik pomoci vypocetni techniky, a v zavislosti
na definici Gcelové funkce, jsou atributy reprezentovany rliznymi datovymi typy, readlnymi
Cisly, boolean operatory, binarnimi hodnotami nebo celymi ¢isly [1][4]. V této préaci budou

analyzovana pouze data jednokriteridlnich optimaliza¢nich problémii.
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1.3 Konvergence

Konvergence feSeni algoritmu ptedstavuje sméfovani doposud ziskanych ohodnoceni
ucelové funkce k feSenim blizkym globalnimu optimu v celé populaci. Je reprezentovana
ktivkou nejlepSich nalezenych feSeni, pfi¢emz jeji pribéh muize byt konstantni po dobu
odpovidajici iteracim, v nichzZ neni nalezeno vhodnéjsi feSeni. Proces piiblizovani
ke globalnimu extrému pfi béhu algoritmu musi mit vzdy konvergencni charakter [4]
v celém jeho pribéhu. Kazdy béh je ukoncen v zavislosti na definici ukoncovaci
podminky, kterou lze stanovit jako uspokojivou miru dosazené kvality pfiblizeni optimu
nebo vycerpani povoleného mnozstvi ohodnoceni ucelové funkce (Cost Function
Evaluation, CFE, f(x)) dané¢ho algoritmu (Budget). Vzhledem k existenci stochastickych
vlivii u EA jsou ziskavany pro kazdy jeho béh rtizné pribchy. Ukoncovaci podminka

je fidicim parametrem EA [1][4].

DE - Random - 30 convergences

0.03

fi(x)

0.021

0 20 40 60 80 100
CFEs (Samples)

Obrazek 3:  Ptiklad prabéhu konvergenci EA pro 30 opakovani

1.4 Explorace a exploitace

Multimodalita implikuje nebezpeci uvaznuti algoritmu a pfedcasnou konvergenci. Proto
je nezbytné fidici parametry EA volit s ohledem na vyrovnany podil schopnosti
prohledavat nové oblasti prostoru moznych feSeni, explorace, a schopnosti reagovat
na signdly pfitomnosti moznych optim, exploitace. Rovnovaha téchto dvou vlastnosti

je zésadni ochranou proti uvaznuti v lokalnich extrémech a pfedCasné konvergenci [1] [4].
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1.5 Selekce

Vstupem obecného evolu¢niho procesu v EA je definovany pocet jedinct populace, rodict,
ktefi se podileji na tvorb¢ jedincii nové generace. Novi jedinci poskytuji stejnou nebo lepsi
kvalitu feSeni optimaliza¢niho problému [1]. V zavislosti na typu EA jsou vybirdni rodice
na zdkladé vlastni kvality (Fitness), nebo jsou vybirdni ndhodné pomoci
pravdépodobnostnich operaci matematickou komparaci deterministicky stanovené hodnoty
s hodnotou pseudonahodné vygenerovanou v definovaném rozlozeni pravdépodobnosti [1].
Oba pristupy lze kombinovat vybranim vét§iho nez pottebného poctu rodi¢i s nejvyssi
kvalitou, z nichz dojde ke kone¢nému vybéru pravdépodobnostnimi metodami. Potadi
operace selekce odpovida pouzitému typu EA. Pouha selekce ndhodnych jedinct nebo téch
nejlepSich z populace bez implementace dalSich evoluénich operaci algoritmu
by odpovidala metodam heuristik nahodného prohleddvani prostoru moznych feSeni
a lokalniho prohledavani [1] [4].

1.6 Ki¥iZeni

Jedinci nové generace mohou byt tvofeni kombinacemi casti vybranych jedinct staré
generace. KfiZeni (Crossover) pfedstavuje deterministicky a stochasticky fizené nahrazeni
definovaného poctu atributh vybraného jedince atributy jiného vybraného nebo
vytvofeného jedince [1]. Deterministicky mechanismus urcuje rozsah a pocet atributl
rodi¢d, ze kterych bude kombinovan potomek, stochasticky je pak stanoveno, s jakou
pravdépodobnosti dojde k uplatnéni konkrétniho atributu [5]. Metodika pouziti kiizeni
je zavisla na typu EA. KfiZeni je fidicim parametrem EA a mize mit pevnou hodnotu
pro cely béh algoritmu nebo miZe byt dynamicky upravovana jinymi fidicimi parametry
pro dosazeni rovnovahy mezi exploraci a exploitaci [5]. Vhodnost potomka vzniklého
kfizenim neni imérnad pouze kvalité¢ rodicu, ale také jednotlivym jejich atributim, které
mohou mit vlastni relativni kvalitu vzhledem k extrémim ucelové funkce. Pii ptisné
deterministickém vybéru nejkvalitnéjSich c¢asti jedincti pro kiiZzeni hrozi predcasna
konvergence v lokdlnim extrému a algoritmus bude mit exploitativni sklony.

Pro vyrovnané kiiZeni je tedy nutné zapojit také stochastické vlivy [1] [4].

1.7 Mutace

V pribéhu této operace dojde k pravdépodobnostné tizené zméné vlastnosti jedince

nahrazenim nékterych jeho atributli jinymi a vytvofeni odvozené varianty jedince [4].
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V zavislosti na typu EA je proces mutace proveden vektorovymi operacemi nebo bindrnimi
zménami. Pravdépodobnost mutace je fidicim parametrem EA a mze mit pevnou hodnotu
pro cely béh algoritmu nebo muize byt dynamicky upravovana jinymi fidicimi parametry
pro dosazeni rovnovdhy mezi exploraci a exploitaci, pfiCemz vysoky vliv mutace

na vznikajici jedince podporuje exploraci, nizsi exploitaci [1] [4].
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2 VYBRANE GENERICKE ALGORITMY

Pfi feSeni optimaliza¢nich problémt lze obecné vyuzit kterykoliv vhodny typ EA v jeho
generické nebo modifikované podobé. Modifikaci dochéazi k utilizaci EA na urcity typ
feSen¢ho problému. Principidln€ lze rozlisit nékolik zakladnich vétvi, lisicich se poradim
operaci selekce, kfizeni, mutace a systémem uplatnéni téchto operaci v rdmci jednoho behu
[4][5]. Existence mnoha typi EA v generickych i modifikovanych variantich vychazi
z principu No Free Lunch Theorem (NFLT) [7], ktery odrazi potfebu uziti konkrétnich EA

na konkrétni optimaliza¢ni problémy.

2.1 Genetické algoritmy GA

Zakladni mysSlenka GA rezonuje ostatnimi nastroji vyvijenymi a uplathovanymi
k optimaliza¢nim ucelim. Inspirace biologickymi systémy je v GA promitnuta v zivotnim
cyklu kvality jedincti, kterd je pomoci selekce, kiizeni a mutace predavéna, iterativné
rekombinovana a zdokonalovana ve formé& genetické informace, chromozomu. Jedinci
populace, chromozomy, jsou zapisovani v bindrni podobé a jejich atributy, geny,
reprezentuji pfimo bindrni hodnoty moZzného feSeni optimaliza¢niho problému, zastupné
hodnoty redlnych ¢isel nebo hodnoty celych cisel [4]. Binarni zéapis jedince je vhodny
pro feSeni diskrétnich optimalizanich tloh, napiiklad pro problém batohu nebo
obchodniho cestujiciho. Pocatecni generace jedincl je vytvofena uvnitt prohleddvaného
prostoru  uplatnénim  pseudonahodnych procesi s rovnomérnym rozloZenim
pravdépodobnosti. Miize byt také inicializovana na zaklad¢ vystupt piedeslych
heuristickych analyz problému, coZ vSak miZe mit nepfiznivy vliv na diverzitu populace
a tim i na vysledny prubeh konvergence. Pro kazdého jedince je vypoctena fitness hodnota,

na jejimz zaklad¢ vstupuji jedinci do procesu selekce [1] [4].

2.1.1 Selekce

Pti pouziti Ruletového pravidla (Roulette) vybéru jsou hodnoty fitness usporadany do fady
predstavujici soucet vSech fitness v populaci, a v této fad¢ je ndhodné vybran bod, ktery
je ukazatelem na rodice. Pravdépodobnost vybéru rodice je tedy ptimo tmérna hodnoté

fitness jedinct.
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Roulette selection

Obrazek 4: Ruletové pravidlo selekce
s procentualnim vyjadienim

pravdépodobnosti vybéru

Variantou ruletového vybéru je univerzalni stochastické vzorkovani (Stochastic Universal
Sampling), pfi kterém jsou nahodnym vybérem dvou bodl vybirani v fadé fitness jedinct
najednou dva rodie. Ke zmirnéni vlivu rozdilti velikosti fitness v populaci lze vyuzit
metodu vybéru dle pofadi (Rank Selection), pfi niZ je rodi¢ vybiran ndhodnym bodem
v fadég, ktera je tvofena rovnomérné odstupnovanymi reprezentanty potadi fitness hodnot

napfi¢ populaci.

Rank selection

Obrazek 5: Pravidlo Rank Selection

s poradim jedinct podle fitness

Odlisny pfistup k procesu selekce predstavuje vybér turnajem (Tournament), ve kterém
je ndhodné vybrano £k jedinci, ze kterych je ten snejlepSi hodnotou fitness vybran
jako rodi¢. Aby nedochazelo kifizenim a mutaci ke ztraté nejlepSich jedinc populace,
muze byt do evolucnich procesti promitnut elitismu [4], tedy mechanismus vybéru k&

nejvhodnéjsich feSeni, ktera jsou bez dalSich operaci zatazena do dalsi generace [1].
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2.1.2 K¥izeni

Jedinci vybrani jako rodice vstupuji v dal§im kroku do procesu kiizeni, ve kterém dochazi
ke kombinaci jejich Casti za ucelem tvorby potomkti. Operator kiizeni slouzi k urceni,
které Casti kterého jedince budou vyménény, slouceny a vyuzity jako nové chromozomy.
Velikost pravdépodobnosti kiizeni se obvykle pohybuje v rozmezi 75 az 95% [8].
Chromozom rodice Ize rozdélit jednim nebo nékolika body na dvé a vice ¢asti urenych

k rekombinaci, a to prostiednictvim deterministicky nebo stochasticky fizenych pravidel.

1
1
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Obrazek 6: Jednobodové, dvoubodové a vicebodové
kiizeni v GA
Metodou rovnomérného kiiZzeni jsou prostfednictvim pravdépodobnostniho vybéru
dedikovany jednotlivé geny rodict konkrétnim potomkiim, z nichZ jsou sestavovany.

Prostfednictvim aritmetické rekombinace jsou jednotlivé geny potomkii stanovovany

na zakladé vazenych primért jednotlivych gend rodict [1].

2.1.3 Mutace

V chromozomu jedince je pravdépodobnostnimi procesy vybran ndhodny atribut, u kterého
dojde k jeho zméné€. Pravdépodobnost kiizeni je obvykle 1% [8]. Velikost zmény je vazana
s datovym typem konkrétniho atributu jedince. V piipadé¢ redlnych cCisel dojde k nahrazeni
pseudondhodné vygenerovanym C¢islem v rozsahu stanoveném fidicimi podminkami,
u binarniho zéapisu dojde k zdméné 1 za 0 a naopak, coz ale mize vést ke skokové zméné
hodnoty celého jedince, proto je vhodné vyuzit zastupné kodovani, kde zména jednoho bitu

chromozomu znamena malou zménu jedince [1].
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Obrazek 7:  Jednobodova mutace v GA

2.2 Samo-organizujici se migracni algoritmus SOMA

Algoritmus je fazen mezi memetické algoritmy [9] s hejnovou inteligenci (Swarm
inteligence) [4] a je zalozen na soutéZeni a kooperaci jedinct pfi jejich pohybu, migraci
po hyperploSe v souladu s fidicimi parametry a zvolené strategii. PoCate¢ni generace
je generovana v prostoru moznych feSeni pseudondhodné s rovnomérnym rozloZenim
pravdépodobnosti. V prubéhu iterace algoritmu, migra¢niho kola, je vyhodnocena fitness
vSech jedinct a podle zvolené strategie se jedinci po trase definované délky PathLength
pohybuji po krocich Step smérem k lepSim feSenim. Smér pohybu jedincii je ovliviiovan
ruSenim (Perturbance), reprezentovan¢ho parametrem PRT, ktery spolu s velikosti
populace PopSize, délkou pohybu PathLength a krokem Step tvofti fidici parametry SOMA
[1][4][9]. Ukoncovacim parametrem je povoleny pocet migracnich kol algoritmu, nebo
dosazeni uzivatelsky volené konstanty minimalni vzdéalenosti mezi nejlepSim a nejhor§im

feSenim v rdmci jednoho migracniho kola [1] [4].

2.2.1 Migracni kolo

Na zaklad€ parametru PRT je v migracnich kolech vypocitavan pro kazdého aktivniho
jedince zvlast’ pertrubacni vektor PRTVector. Ten je vytvofen matematickou komparaci
hodnoty PRT s hodnotou pseudondhodné vygenerovanou v definovaném rozloZeni
pravdépodobnosti, a zapsan v binarni podob¢ s poctem atributi odpovidajici poctu atributii
jedince. RusSeni pohybu jedinct posiluje diverzitu populace a lze jej chapat jako analogii
mutace, hodnota parametru PRT jako ekvivalent prahu kifizeni standardnich EA [4]. Pohyb
jedince k lepSim feSenim je pak realizovdn jen v atributech, dimenzich, pro které

je odpovidajici atribut PRTVector roven 1, ostatni atributy zlistavaji neménné [9].
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forj €(0,1,...dimension)

if rand; < PRT: PRTVector; = 1 = Move; else PRTVector; = 0 = Freeze; 3)

Tabulka 1:  Ptiklad uplatnéni PRT

Atribut 0 1 2 3 4
rand 0,560098 | 0,275579 | 0,496681 | 0,213485|0,181261
PRT 0,3 0,3 0,3 0,3 0,3

rand<PRT Nepravda| Pravda |Nepravda| Pravda Pravda

PRTVector 0 1 0 1 1

Jedinec 0,738155 |2,593896 | 1,017954 | 1,331127|1,206731

Pohyb/Staj Staj Pohyb Stuj Pohyb Pohyb

Pohyb jedince probiha po diskrétnich krocich Step od 0 do hodnoty PathLength, pticemz
délka pohybu a velikost kroku jsou zvoleny tak, aby v kazdé fazi pohybu nedochézelo
k prekryti pfesné pozice lepSiho feSeni [9], ale aby tato pozice byla vzdy piekrocena
o pomérnou ¢ast. Pro kazdy krok je vypoctena funkéni hodnota CFE a po ukonceni pohybu

je jedinec presunut do mista nejlepSiho nalezeného feSeni.

2.2.2 Migracni strategie

Strategiemi je v SOMA stanoveno, které jedince maji aktivni jedinci nésledovat
v migracnim kole Migration. Zakladni variantou je vsichni k jednomu (AllToOne) [9],
ve které je zvolen jedinec s nejlepsi hodnotou fitness a ten je oznacen za viiddce (Leader)
a vSichni ostatni jedinci jej nasleduji a pohybuji se po hyperploSe smérem k nému.
V kazdém dalS$im migracnim kole je urovan novy vidce. Strategie vsichni ke vsem
(AllToAll) [9] stanovuje pohyb kazdého jedince ke kazdému jinému jedinci. Dochézi
k vypoctu velkého mnozstvi CFE, a tim 1 nariistu vypocetni ndrocnosti, je vSak vice
explorativni a globalni extrém mitiZze byt nalezen s vyssi pravdépodobnosti [4]. Pocet CFE

v ramci migracniho kola odpovidajici strategii SOMA:

(PopSize — 1) - PathLength - Migrations

CFEAuTo0ne = Step “4)

PopSize - (PopSize — 1) - PathLength - Migrations

CFEquroan = Step (5)
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Modifikacemi uvedenych strategii jsou varianty vsichni k jednomu ndahodné zvolenému
(AllToOneRand), ve které je viidce vybiran z populace pro kazdé migracni kolo nahodné,
a adaptivni vsichni ke vsem (AllToAllAdaptive), pfi niz je vyhodnocovano a aktualizovano

nejlepsi nalezené feseni po kazdé migraci jedince k jinému jedinci [4].

2.3 Particle swarm optimizer PSO

Algoritmus je inspirovan hejnovou inteligenci (Swarm intelligence) [4] v pfirod¢€, vyuziva
kooperaci jedincu, Castic (Particle), a sdileni znalosti o nalezenych fesenich v populaci
[4][10]. Pocatecni generace je generovana pseudondhodné s rovnomérnym rozlozenim
pravdépodobnosti v prostoru moznych feSeni. V pribéhu hledani globalniho optima
se jedinci pohybuji po hyperplose rychlosti v, ve sméru lepSich feSeni. Disponuji paméti
vlastnich, doposud nejlepSich nalezenych teSeni pBest, zdroven je zaznamenavano
globalni, doposud nejlepsi nalezené feseni v rdmci celé populace gBest [1]. Vektor nové
rychlosti pohybu jedince je ovlivnén jeho rychlosti v pfedeslé iteraci, rozdilem vektoru
aktudlni pozice jedince x od pBest a gBest. Po inicializaci populace na zacatku bchu
algoritmu je rychlost nastavena na hodnotu vy = 0, nebo generovana pseudondhodné [11].
Véha, setrvacnost, w (Inertia weight) pifedstavuje koeficient zapominani rychlosti,
a vyjadiuje velikost vlivu plivodni rychlosti a novou [4]. Hodnota setrva¢nosti mlize byt
mezi iteracemi upravovana, nebo miZe mit konstantni hodnotu po celou dobu b&hu
Algoritmu. Prioritni faktor ¢; reprezentuje tendence jedince k navratu k vlastnimu
nejlepSimu nalezenému fteSeni, faktor ¢, tendence jedince k posunu ke globalnimu
nejlepSimu  feSeni. Pomér vlivu prioritnich faktori je moderovan néasobenim
pseudondhodnymi Cisly rand; v intervalu [0, 1] s normalnim rozlozenim pravdépodobnosti
[10]. Index i reprezentuje jedince v rdmci generace, index j atributy vektort. Vypocet nové

rychlosti v je vyjadfen vztahem [10]:

t+1

v =w v +c - randy (pBest;; — xfj) + ¢, - rand, - (gBest; — xf]) (6)

Nova pozice jedince xfjJr1 je déna vektorovym souctem s novou rychlosti [10]:

xp+1 — xitj + Ut~+1 (7)

ij ij
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¢, rand; - (pﬁ’esti}- = xfj-)

‘¢, rand, - (gBest; — x{;)

t+1
i

Obrazek 8: Smér pohybu jedince
ovlivnény ptvodni rychlosti a hodnotami

pBest a gBest

Iterace je ukoncena po pfesunu celé populace na nové pozice v prostoru moznych fesent,
hodnoty CFE vsech jedinct jsou porovnany s pBest a gBest a v ptipadech, kdy je nalezeno

v

lepsi feseni dojde k ptepisu starého jedince jedincem novym [4] [10].

2.4 Diferencialni evoluce DE

Jedna se o algoritmus, jehoz evolu¢ni proces je tvofen diferencidlni mutaci a diskrétni
rekombinaci jedincl.. Poc¢ateni generace je generovana pseudondhodné s rovnomérnym
rozloZzenim pravdépodobnosti v prostoru moznych feSeni. V kazdé iteraci je z kazdého
jedince, rodice, vytvoien potomek ptisobenim evolu¢nich procesti v pofadi mutace, kiizeni
a selekce pomoci vektorovych operaci. Ridicimi parametry DE jsou muta¢ni konstanta F
s obvyklou hodnotou 0,5 az 0,9 [12], a prah kiizeni CR s obvyklou hodnotou 0,7 az 0,9
[12]. Ukoncovacim parametrem je maximalni dovoleny pocet generaci populace Gmax [4].
Evoluéni procesy v DE jsou fizeny zvolenymi strategiemi urcujicimi typ mutace m, pocCet
diferenci n uplatnénych béhem mutace a typem kiiZeni c. Formalni znaceni zvolené

strategie je reprezentovano zapisem DE/m/n/c [1] [4].

2.4.1 Mutace

Jedinec ureny k mutaci je oznaCen jako aktivni a v zavislosti na zvolené strategii
je sestaven prislusny mutacni, Sumovy, vektor v. Tento vektor je souctem ur¢eného, jiného
nez aktivniho jedince s vazenymi vektory rozdili dvojic dalSich, jinych nez aktivnich

jedinct, pficemz vahu ptredstavuje mutacni konstanta F. Pro zakladni variantu DE/rand/I
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jsou nédhodné vybrani tfi jedinci [4], riizni od aktivniho, z nichz dva vstupuji do operace
vazeného rozdilu, diference a jsou seCteny se tietim jedincem. Spolu s aktivnim jedincem
tato varianta pracuje se ¢tyfmi rodici pro jednoho potomka, jedna se o minimalni mozny
pocet rodicii a velikost populace v DE. Varianta DE/rand/2 k sestaveni Sumového vektoru
analogicky vyuziva aktivniho jedince a péti dalSich jedinct pro dvé diference a jednu
operaci souctu. Minimalni pocet rodici je Sest. Vypocet Sumového vektoru v; pro variantu
DE/rand/1[4][12]:

Vi = Xpgng 1 T F (Xrand 2 ~ Xrand _3) ®)

Vypocet Sumového vektoru v; pro variantu DE/rand/2:

Vi = Xrand 1 +F- (xrand 2~ Xrand _3) +F- (xrand 4 — Xrand _5) (9)

Jednou z modifikaci je varianta DE/randrl/I pouzivajici nejlepsiho z ndhodné vybranych

jedincii pro operaci souctu:

Vi = Xrand _1_best _of _the_three +F- (xrand 2 Xrand _3) (10)

V dalsich modifikacich tvorby mutaéniho vektoru DE/best/I, DE/best/2 jsou pro soucet

s diferencemi vybirdni jedinci s nejlepsi hodnotou fitness [12]:
UV = Xpest T+ F- (xrand 1~ Xrand _2) (1 1)

Vi = Xpest +F+ (xrand 1~ Xrand _2) +F- (xrand 3~ Xrand _4) (12)

Mutaéni vektor je ve variantdch DE/current to best/l, DE/current to_rand/I modifikovan
pfiddnim hodnoty K [13], nasobenou diferenci nejlepStho nebo ndhodného jedince
od aktivniho  jedince, ktery figuruje soucasn¢ v operaci souctu. Proménna
K je pseudonahodné generované cislo vintervalu [0, 1] snormélnim rozlozenim

pravdépodobnosti [13]:
Vi = Xeurrent + K * (Xpest = Xcurrent ) + F * (Xrand 1 — Xrand 2) (13)
Vi = Xeurrene + K" (Xrand 1 = Xcwrrent ) + F * (Xrand 2 — Xrand 3) (14)
Obdobn¢ je mutacni vektor sestaven u variant DE/rand _to _best/I:

Vi = Xeyrrent T+ K- (xbest — Xrand _1) +F- (xrand 2~ Xrand _3) (15)
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2.4.2 Kr¥izeni

Atributy aktivniho jedince jsou nahrazovany atributy muta¢niho vektoru metodikou
zéavislou na typu kiizeni c¢. U binomického kiizeni je postupné, pro kazdy atribut aktivniho
jedince, provedena matematickd komparace hodnoty CR s hodnotou pseudonahodné
vygenerovanou v definovaném rozlozeni pravdépodobnosti v intervalu [0, 1], a pokud
plati, ze CR je v¢tsi nebo rovno tomuto ndhodnému ¢Eislu, je atribut aktivniho jedince
nahrazen odpovidajicim atributem muta¢niho vektoru [4]. Zapis zdkladni varianty

s binomickym kfiZenim je reprezentovan zapisem DE/rand/1/bin:
forj €(0,1,...dimension)

if rand; < CR:

individual_attribute; =
else:
individual_attribute; =

mutant_attribute; ;

(16)

individual_attribute;;

Tabulka 2:  Ptiklad uplatnéni CR pfi kiizeni
Atribut 0 1 2 3 4
rand 0,513262 | 0,880787 | 0,181286 | 0,96478 |0,402596
CR 0,7 0,7 0,7 0,7 0,7
rand < CR Pravda |Nepravda| Pravda |Nepravda| Pravda

Mutovany vektor | 1,207382 | 3,381736 | 2,753085 | 3,174235 | 1,537404
Stary jedinec 4,005833 | 0,825025 |4,075671 | 0,055454 | 3,708294
Novy jedinec 1,207382 | 0,825025 | 2,753085 | 0,055454 | 1,537404

V exponencialnim kfiZeni je nejprve pseudondhodné zvolen atribut jedince jako vychozi
pro aplikaci kiiZzeni. Vychozi atribut je vZdy nahrazen atributem muta¢niho vektoru.
Je pseudondhodné vygenerovan parametr f v definovaném rozlozeni pravdépodobnosti
v intervalu [0, 1]. Zaroven je inicializovan parametr délky kiiZeni L na hodnoté 1. Cyklus
dalsiho nahrazovani atributy muta¢niho vektoru je zah4jen, jestlize je L ostfe mensi nez
pocet atributii N zmenSeny o vychozi atribut, a zaroven dokud je hodnota f neostfe mensi
nez CR. Tato podminka je v platnosti pro smycku i v dalSich opakovanich, pficemz
parametr S je pokazdé nové generovan. Timto opatfenim exponencialné klesa

pravdépodobnost nahrazeni atributii v dalSich opakovanich smyc¢ky [1] [13].
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2.4.3 Selekce

Po uplatnéni procesit mutace a kiizeni pro celou populaci vznikaji novi jedinci, ktefi jsou
na zéklad¢ fitness porovnavani s ptivodnimi, aktivnimi jedinci. Do nové generace jsou

akceptovani jedinci s vySsi hodnotou fitness [1][4].
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3 BENCHMARKING A SOUDOBE ALGORITMY

Prioritnim tkolem soudobych EA je nasazeni k feSeni redlnych optimalizac¢nich problému.
Takova nasazeni ptfedstavuji vysoké naroky na vypocetni vykon prostfedku, na kterém
je EA nasazen [14], a tim také vysoké finan¢ni a casové vydaje. Z tohoto diivodu
je nezbytné EA po ukonceni produkéniho stadia tvorby testovat, upravovat a eliminovat
zékladni chyby, az po findlni ladéni. Za timto ucCelem existuji platformy umoziujici

testovani EA pfed jejich komerénim nasazenim [14].

3.1 Benchmarking

Relevanci feSeni poskytnutych EA lze ovéfit prostiednictvim jejich vystupii na souboru
definovanych, znamych, abstraktnich, testovacich problémut [15]. U vétSiny z nich jsou
znamy matematické definice ucelovych funkci a globalni extrémy [15]. Testovani
je mozné ale také provadét na redlnych optimalizacnich problémech srovnanim vysledkt
zkouSené¢ho algoritmu s vysledky jinych EA nasazenych v minulosti. Testovaci problémy,
funkce, predstavuji optimalizacni problémy se Skalou obtiznosti reprezentovanych
patologiemi ve form¢ multimodality, plochy v okoli extrému nebo Sumem [15]. MnoZinou
takovych funkei je testovaci sada (Benchmark set) [4]. Pro kaZzdou funkci je testovany EA
spustén 30 az 51 krat. Kritériem hodnoceni mize byt nalezené mozné feSeni pii dosaZeni
povoleného maximalniho poctu provedenych CFE (Budget based), pfesnost piiblizeni
se globalnimu optimu (Target based), rychlost dosazeni optima, nebo jejich kombinace
[4][15]. Pouzitim neparametrickych testi jsou vyhodnocovany statistické tdaje

konvergenci pro vSechny béhy algoritmu v uréenych ¢asovych okamzicich [16].

3.1.1 Testovaci funkce

Matematické predpisy testovacich funkci jsou reprezentovany rovnicemi, na jejichz levych
stranach jsou funkcéni hodnoty vyjadiujici CFE, a na pravych stranach vstupy funkcnich
argumentll x;, z nichZ kazdy vstupuje do matematické operace stanovené predpisem funkce
[15]. PocCet argumentl odpovidd poctu dimenzi testovaného problému a je ekvivalentem
soufadnic polohy jedince X v D rozmérném prostoru moznych feSeni. Funk¢ni hodnota
je potom rovna sumé vysledki matematickych operaci nad vSemi argumenty. V zavislosti
na predpisu testovaci funkce mohou do téchto operaci vstupovat také souradnice dané¢ho

jedince v sousedni dimenzi x;;; [15]. Ptiklad zapisu funkce Rastrigin:
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D
f(x)=A-D +Z[xi2 — A -cos2nx;)] ;X =[xy, %y ...xp]; A= 10 (17)
i=1

Rastrigin

260

250
240
230
220
210
200
190

Obrazek 9: 3D reprezentace Rastriginovy funkce

3.2 IEEE Congress on Evolutionary Computation Competition

Institut pro elektrotechnické a elektronické inZenyrstvi (Institute of Electrical
and FElectronic Engineers, IEEE) je mezinarodni organizace sdruzujici odborniky z profesi
souvisejicich s elektronikou, zabyvajici se standardizaci, vzdélavanim a pokrokem v této
oblasti. Publikovani védeckych praci prostfednictvim IEEE zvySuje prestiZz autora nebo
kolektivu autorlt v rdmci védecké komunity [17]. Institut kaZzdoroné potradda Kongres
o evolucnich vypocetnich technikach (Congress on Evolutionary Computation, CEC),
vramci kterych probihaji soutéze (Competition) tyml nasazujicich vlastni varianty
existujicich EA na soubory testovacich funkci (Testbed). Pocet a matematické definice
funkci, velikost populace, dimenzionalitu problémt, velikost prostoru moznych fesSeni

a dalsi parametry jsou vefejné¢ dostupné pied zahdjenim kongresu a jsou kazdorocné

ménény [17].
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3.2.1 IEEE CEC 2022

Vroce 2022 se bude soutéz tymil v nasazeni EA konat vradmci svétového kongresu
pocitacové inteligence (World Congress on Computational Intelligence, WCCI)
potadan¢ho pod zastitou IEEE [17]. Parametry dvanacti testovacich funkci a kritéria
pro hodnoceni algoritmt pfii jejich feSeni jsou zvefejnény v technické zpravé pristupné
na webovych strankach IEEE [18]. Matematické definice jsou k dispozici
v programovacich jazycich C, Python a Matlab. Globalni extrémy vSech funkci predstavuji
jejich minimum. Velikost prohledavaného prostoru je [-100, 100] v dimenzich /0D a 20D
a je pozadovano 30 bé&hu algoritmu na kazdy problém [18]. Za tucelem sjednoceni
vychozich podminek je soucasti kazdého problému ndhodné vygenerovand prvotni
populace 1000 jedinct podle rovnomérného rozloZeni v prostoru moznych feSeni, spolu
s pravidly pro generovani prvotnich populaci pro kazdy dalsi béh algoritmu. Maximalni
mozny pocet CFE je stanoven hodnotou MaxFEs (Maximum Function Evaluations) na 200
000 pro 710D a 1000 000 pro 20D. VSechny funkce maji ndhodné posunuty globalni extrém
o hodnotu o; podle poskytnutych tabulek a funkce jsou rotovany uzitim rotacnich matic M,
které jsou soucasti dokumentace balicku. Mimo jedné unimodalni a ¢tyfech samostatnych
zakladnich funkci jsou soucasti zadani také tfi funkce hybridni, tvofené N funkénimi
predpisy gi(x) ve stanovenych pomeérech p; a ve stanovenych intervalech o; a omezenou
dimenzionalitu. Tento piistup mize mit za nésledek ztratu spojitosti funkénich hodnot
a vice se piiblizuje optimaliza¢nim problémim realného svéta s mnoha komponentami.
Soucasti balicku jsou také ctyfi kompozitni funkce, kde kombinace N posunutych
a rotovanych funkénich ptedpist g;(x) je komponentou funkce F(x), a plati F(gi(x)). Vliv
jednotlivych komponent je regulovan vahou w;, kontrolou vysky /;, jsou distribuovany
ve stanovenych pomérech o; a globalni minimum je stanoveno na zakladé proménné bias;.
Zakladni funkce, hybridni 1 kompozitni varianty, jsou sestaveny ze Sestnicti
matematickych ptedpisii f; az f;4. Kritéria pro hodnoceni soutéznich EA nejsou zaméiena
pouze na piesnost nalezeného feseni, ale také na rychlost. Jsou zaloZena na Wilcoxonové
testu a hodnoti velikost odchylky dosaZzené algoritmem po vycerpani MaxFEs
od globalniho minima, vyjadiené vztahy pro chybu funkce (Fi(x)-Fi(0;), Fi(0)=F;, nebo
dosazeni mezni hodnoty této odchylky se stanovenou velikosti 10™ pred vy&erpanim
MaxFEs. Test vyuziva znadmkovani (rank) jednotlivych konvergenci jednotlivych

algoritmt na obou ukoncovacich kritériich, jejichz soucet (sum) tvoti celkové hodnoceni
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algoritmu SR (Sum-Rank) [18]. Tento test bude pouzit v praktické ¢asti a bude oznacovan

jako Rank-test.

(F ,'(X)'F ;( 0;)) )
A Algorithm
EA BB C
Worst
(rank1)
mB
C
Best mA
(rank12) C
mA
10-8 H A B N |
A B C C B AB
p FES
MaxFEs

Obrazek 10:  Graf hodnoceni Sum-Rank-testu CEC 2022

Tabulka 3:  Vyhodnoceni Rank-testu Sum-Rank-testu CEC 2022

Rank order A|lB|lC|C|B|A|B|JA|]C|A|C|B SR
Rank 2(11(10(9 8|7 |6|5|4]3]2]|1
Algorithm A 12 7 5 3 27
Algorithm B 11 8 6 1 26
Algorithm C 10| 9 4 2 25

Dosazené hodnoty CFE (FES) jsou dale v tabulkich zaznamenavany v Sestnacti

okamzicich kazdého béhu algoritmu podle stanoveného vztahu [18]:

k
FESPOint = [D57° - MaxFES sk = [k, kg . kqg] (18)

Ukoncovaci hodnota FE,,, je zapsdna do tabulky vysledkii algoritmu jako sedmnécta
v poradi, konvergence EA je tak zaznamenavana v osmnacti bodech od prvotni populace
po termindlni FES [18]. Vysledky jsou doplnény o zdznam statistickych hodnot
konvergenci pro kazdy testovany problém pro obé¢ stanovené dimenze. Evaluacnim
faktorem je také slozitost algoritmi a jeji dopad na vypocetni vykon pomoci vypocetnich

Casii etalonu 7)), samostatné prvni testovaci funkce 7, a celého baliku funkci 7>
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na hardware soutézniho tymu [18]. Soubor vysledkll algoritmli je poté piedan

organizatorim CEC k zévérecnému vyhodnoceni a volbé vitézi [17].

3.3 Soudobé algoritmy

V soucasnosti jsou pii feSeni optimalizacnich problému vyuzivany algoritmy, principielné
zalozené na generickych variantach EA [1]. Modifikovany jsou metody selekce, kiizeni
1 mutace, metody vzajemné komunikace a koordinace jedincii v ramci populace, fidici
parametry algoritmii jsou dynamicky wupravovany, populace jsou rozdélovany
do sub-populaci a je modifikovana jejich velikost [4]. Algoritmy spolupracuji
s vestavénymi (Embedded) nastroji v podob¢ lokalnich prohledavaci, nebo jsou voleny

hybridni ptistupy pouzitim nékolika konkurencnich typt EA [4].

33.1 jDE

Samo-adaptacni DE (Self-Adaptive DE, jDE) je jednou z prvnich upravenych variant
a vyuziva evolucni proces pro ladéni fidicich parametri. Muta¢ni konstanta F; a prah
kiizeni CR; jsou dynamicky upravovany ve stanovenych mezich na zdkladé vysledku
komparace pseudondhodné generovanych <d&isel rand, a rand; z intervalu [0, 1]
v normalnim rozlozeni hustoty pravdépodobnosti, s konstantami 7; = 7, = 0.1 podle

nasledujicich vztaht [13]:
if rand, < 11:
F/*' = F, +rand, - E,
else:
FiHl — Fit

if rand, < Ty:

CR*! = rand,
else:

CR{™ = CR! (19)

Cisla rands; a rand, jsou generovana stejnym zptisobem jako rand; a rand,, proménné
Fi=0.1 a F,=0.9 [13]. Hodnota muta¢ni konstanty pro dalsi iteraci se pohybuje v intervalu

[0.1, 1], hodnota prahu kiizeni v intervalu [0, 1] [13].
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3.3.2 SaDE

Tato samo-adaptacni varianta pracuje s archivem vysledkt hledani za ucelem ptizpiisobeni
mutacni strategie algoritmu. Pro kazdou strategii k£ je uchovavana informace o jeji
uspesnosti, a mechanizmy algoritmu, uzitim pravdépodobnostnich nastroji, zvoli jednu
z ulozenych strategii pro kazdého jedince. Mutacni konstanta F; je pseudondhodné
generovana z intervalu [0.5, 0.3] v normalnim rozlozeni, adaptacnim parametrem je tedy
pouze prah kiizeni CR;, ktery je generovan stejnym zpusobem z intervalu [CR,, 0.1], kde

CR,; ptedstavuje medidn hodnot CR; ulozenych v paméti pro strategii k [3] [13].

3.3.3 ARPSO

V zékladni verzi PSO je vyuzita pamét’ nejlepsich doposud nalezenych feseni k modifikaci
pohybu jedincii, ktefi jsou tak pfitahovani (attraction) jeden k druhému, coz mulze vést
ke ztraté diverzity populace a pifedCasné konvergenci. Modifikovand verze ARPSO
(Attraction — Repulsion PSO, pfitazlivost — repulze PSO) pracuje s pfepindnim mezi
rezimy pritazlivosti a repulze na zakladé kontroly diverzity populace, a je jim fizen béh
algoritmu (diverzity guided). Algoritmus obsahuje operator dir [-1, 1] fidici rezZim ARPSO
[19]:

vitj+1 =w - vit]. + dir (Cl ‘rand; - (pBeStl-j — ij))

+ dir ( c; - rand, - (gBest; — xfj)) (20)
Pti béhu algoritmu je v kazdé iteraci vyhodnocovan stav operatoru dir a hodnota diverzity
populace, métena jako vzdalenost k primérnému bodu (Distance to average point, DAP).
Jestlize dojde k poklesu diverzity v rezimu pfitazlivosti pod uZivatelsky nastaveny prah
divLO, dojde k prepnuti operatoru dir do rezimu repulze. Jestlize dojde k prekroceni

hodnoty diverzity ptipadé b&hu algoritmu v reZimu repulze nad uZivatelsky nastavenou

hodnoty divHI, dojde k ptepnuti operatoru dir do rezimu [19]:
if (dir > 0 AND diversity < divLO):

dir= —1
if (dir < 0 AND diversity > divHI):

dir = 1 Q1)
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3.3.4 OLPSO

Tato varianta PSO vyuziva pokrocilé metody ortogonalniho uceni (Orthogonal Learning
PSO) zalozené na ortogonalnim experimentalnim designu (Orthogonal Experimental
Design, OED). OLPSO vyuziva OED k sestavovani ortogonalnich poli faktorti a urovni,
a umoznuje nalezeni optimalnich kombinaci atributi pBest a gBest pro kazdou dimenzi
optimaliza¢niho problému. Experimentalnimi faktory jsou atributy jedincti v dané dimenzi,
urovn¢ piedstavuje preference vlastniho pBest a gBest. Ortogonalni pole minimalizuje

pocet moznych kombinaci atributéi z hodnoty 2° na 21°g2®*D)]

¢imz je zrychlen proces
sestavovani rychlostniho vektoru pfi vyssi stabilit€ pohybu jedinci pii pohybu

po hyperplose [20].

3.3.5 SOMA T3A

Strategie T3A (Team To Team Adaptive, adaptivni strategie tym k tymu) je sestavena
z operaci inicializace, organizace populace, migrace a aktualizace. Ve fazi organizace je
z populace pseudondhodné vybrana skupina m jedinci, z nichz je na zaklad¢ hodnoty CFE
vybrano n jedincli, tym, urenych k migraci. Ke kazdému jedinci ze skupiny migrantii
je nasledné z celé populace pseudondhodné vybrana skupina k jedincti, z nichZ je vybran
jedinec s nejlepsi hodnotou CFE jako leader, pfi¢emz vybér leadera probihd n-krat.
Skupiny m a k jsou vybirany vzdy z celé populace, miize tedy nastat situace, kdy se leader
vyskytuje také ve skupiné migranti n. V takovém piipadé je tento jedinec ve skupiné
migrantl » ignorovan. Adaptacnim faktorem SOMA T3A je iterativni zvySovani velikosti
perturbac¢niho vektoru PRT s ohledem na pomér poctu provedenych ohodnoceni tcelové

funkce CFE; a maximalniho povolené¢ho poc¢tu ohodnoceni maxCFEs [21].

CFE;
PRT =0.084+090 - —— 22
+ maxCFEs 22)

Alternativa parametru PathLength pro tuto verzi SOMA je stanoven parametrem poctu
provedenych skokil jedince Njups o velikosti Step, ktery je dalSim adaptacnim faktorem
algoritmu. V kazdém opakovani algoritmu je sniZovana jeho velikost [22].

CFE,

Step = 0.15-0.08 - ——
°p maxCFEs

(23)

Diky adaptacnim faktoriim mé pohyb jedinci po hyperplose zpocatku vice explorativni

charakter, ktery se postupné¢ meéni v charakter exploitativni [1] [21][22].
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3.3.6 ESP-SOMA

Jednd se o adaptivni variantu SOMA, ktera prostiednictvim souboru strategii
a perturbacniho parametru (Ensemble Strategies and Pertrubation parameter, ESP)
modifikuje fidici parametry a pouzitou strategii algoritmu. Kazdému jedinci je piifazena
vlastni migracni strategie z trojice AllToOne, AllToAll a AllToOneRand, a velikost PRT
z mnoziny hodnot [0.1, 0.3, 0.5, 0.7, 0.9]. Pro tuto variantu SOMA je zaveden fidici
parametr gap, mezera, vrozmezi celoCiselnych hodnot 7 az 19, urCujici maximalni
povoleny pocet netispéSnych iteraci jedince, po jehoz piekroceni je jedinci pfifazena jina

migracni strategie a jind hodnota PRT [23].
3.4 State of the art algoritmy

3.4.1 L-SHADE

Adaptivni varianta diferencidlni evoluce zaloZzena na historii uspéchii, doplnéna o funkci
deterministicky fizené redukce populace pomoci linearni funkce (Success-History based
Adaptive DE with Linear Population Size Reduction, L-SHADE), a vitéz CEC 2014.
Skupina fidicich parametri generické verze DE je rozSifena o pamét hodnot muta¢niho
faktoru Mp; a prahu kiizeni Mcgyi, schopnou zaznamenavat k=(1, 2, ...,H) hodnot.
Mutovany vektor je tvofen s vyuzitim mutacni strategie current to pBest/1/bin. Jedinec
pBest je pravdivostnimi operacemi vybran ze skupiny N nejlepSich jedinct v rdmci

generace prostiednictvim parametru p [0, 1], mutovany vektor ma pak podobu [24]:

Vi = Xcurrent + Fcurrent ' (xpBest — Xcurrent ) +F- (xrand 1= Xrand _2) (24)

Velikost parametru p ma vliv na charakter b¢hu algoritmu, pficemz nizkd hodnota
ma za nasledek exploitativni chovani a naopak. Po procesu kiizeni a selekce jsou v paméti
uloZeny hodnoty fidicich parametri CR; a F; pro kazdého jedince v piipadech, kdy bylo
nalezeno lepsi feseni do poli Sr a Scr. Po ukonceni evolu¢niho procesu pro jednu generaci,
jsou s vyuzitim vdzeného lehmerova pruméru meany; do paméti My a Mg zaznamendny
pramérné hodnoty téchto fidicich parametri k vyuziti pro tvorbu dalsi generace
pravdivostnimi operacemi. Véha predstavuje velikost zlepSeni CFE mezi rodicem x;
a zkuSebnim vektorem u;. Pocet jedincli nové generace Ng:; je redukovan s ohledem
na pomeér poctu provedenych ohodnoceni ucelové funkce CFE; a maximalniho povoleného
poctu ohodnoceni maxCFE, a uzivatelsky stanovené hodnoté minimélniho poctu jedinct

v populaci N,,;, a velikosti pocatec¢ni populace N, [24].
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Nipin — Ninit)
_ Nmin = DNinie) g 2
Ng41 = round (( - CFE; + Ny (25)

Do nové generace nejsou pieneseni jedinci s nejhor§imi nalezenymi feSenimi. Vzhledem

k pouzité mutacni strategii je nezbytné stanovit N,,;, ne nizsi nez 4 jedinci [24].

3.4.2 Db-SHADE

Algoritmus odvozeny od varianty SHADE s adaptaci muta¢niho faktoru F' a prahu kiizeni
CR zalozené na euklidovské vzdalenosti atributli zkuSebniho vektoru u; a rodice x;
(Distance based, Db). Vazeny Lehmerav pramér meany; je vypocitavan s vyuzitim vahy
odpovidajici velikosti pohybu jedince, ¢imz je podporovano explorativni chovéni

a je zachovavana diverzita populace [25].
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4 VNITRNi DYNAMIKA ALGORITMU

Proces hledani nejlepsiho feSeni optimalizacniho problému je ovlivnén souhrnem faktora
ovliviiujicich pohyb jedinci po hyperploSe a tim tvar vysledné konvergencni kiivky.
Sociélni chovani populace a nasledovani lepSich feSeni, vzdjemnd komunikace a predavani
informace o vlastnich, ale i populac¢nich nejlepsich doposud nalezenych feSenich, vytvareni
shlukii nad moznymi extrémy, a rychlost pohybu v prostoru moznych feSeni, jsou
ovlivitovany fidicimi parametry algoritmu a v idedlnim piipadé pracuji ve vzajemné

rovnovaze [4][5].

4.1 Trajektorie konvergence a pred¢asna konvergence

Vzhledem k zapojeni stochastickych jevii vykazuji rizné béhy algoritmu na konkrétnim
problému méfitelné rozdily, které jsou statisticky vyhodnocovéany k ziskani komplexni
pfedstavy o vykonu algoritmu. Periodicita a velikost zmén konvergencni kiivky od prvotni
populace po nalezeni globalniho extrému, jsou ukazatelé vykonu na daném problému,
pricemz muze dochdzet k pred¢asné konvergenci v podobé stagnace v roviné, nebo
uvaznuti v lokdlnim extrému multimodalni ucelové funkce. Tvar konvergencni kiivky
jeurovan pomérem mezi exploraci a exploitaci v daném okamziku. Plochy prib¢h
predstavuje dominanci explorace, vysoka strmost kiivky je projevem exploitace algoritmu.
Typické pribéhy konvergenénich kiivek jsou sloZzeny z ¢asti vykazujici stiidavé prevahu
obou tendenci. Konstantni pribéh hodnot CFE od nestandardniho okamziku béhu

algoritmu az do ukon¢ovaci podminky ukazuje na pfedasnou konvergenci [26].

DE - Schwefel - 30 convergences

3000

40 60
CFEs (Samples)

Obrazek 11: Ptiklad ptedCasné konvergence béht

algoritmu DE na funkci Schwefel
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4.2 Diverzita populace

Vykon EA je zavisly na mife rozdilnosti poloh jedinci v populaci, diverzité, ktera
je dulezitym piedpokladem pro ochranu pred predCasnou konvergenci. Vysoky tlak selekce
elitnich jedinci méa za nasledek snahu prochézet jiz prohledany prostor moznych feSeni,
zarovenn muze velky vliv rekombina¢nich mechanizmii zpiisobit postupnou podobnost
jedinct. Oba vlivy mohou vést ke konecné homogenité populace a uvaznuti v lokalnim
extrému. Diverzitu, rtznorodost, Ize vyjadfit velikosti vzajemnych rozdila
u odpovidajicich atributii jedinct, a jeji kontrola a udrzovani po celou dobu b&hu algoritmu
podporuje exploraci. Pokud je diverzita populace zachovavéana i v okamziku nalezeni
slibného feSeni, s vys§i pravdépodobnosti dojde k eliminaci predCasné konvergence

a k vyhledéni vice lokalnich optim u multimodalnich problému [1] [4] [27].

4.2.1 Stanoveni miry diverzity populace

Metody vypoctu diverzity vyuzivaji vztahy pro vypocet euklidovské vzdalenosti jedinct
v prostoru moznych feSeni, a statistickych veli¢in derivovanych z atributl jedincti [28].
Variantou stanoveni diverzity je vypocet vzdalenost jedinci od primérného bodu avg
(Distance to Average Point, DAP) [26], ve které figuruje velikost diagondly L prostoru
moznych feSeni, velikost populace P, soufadnice jedincii x;;, soufadnice bodu avg
x; a dimenzionalita problému N. Index i identifikuje jedince v populaci, index j predstavuje

potadi atributu jedinct a avg, dimenzi. Vypocet DAP je vyjadien vztahem [28][29]:

|P| N

1
diversity(P) = Rk z Z(xij — EJ)Z (26)
j=1

i=1
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Prostor moznych feseni

Jedinec 2
Jedinee 1 [ ]

Z o
[T
N

X(1,2)

Jedinec 3

Jedinec 6
®

&l

Jedinec 7

Jedinec 4 ®

® i TJedinec5

: = D,
Xa,1) Xy

Obrazek 12:  Schéma populace a bodu primérného bodu

avg

Obdobou DAP je zprimérnéna diverzita populace (Averaged Population Diversity, APD),
jejiz formulace nezohledniuje velikost prohleddvaného prostoru, vyuzivd vypoctu
euklidovské vzdalenosti od stfedni hodnoty atributd celé populace a priméruje ji poctem

jedinct N, je vyjadiena vztahem [27]:

1 N D
= v ZZ% %) @n

i=1j=

Dalsim pfistupem je stanoveni dimenzionalni diverzity (Dimension-Wise Diversity,
DWD), ktery je pocitan jako priimér sumy rozdilli atributti kazdého jedince od spolecného

medianu [28]:

D N
1
Div = D Z Z median(x;) — x;; (28)

j=1i=1

4.2.2 Mechanizmy ke kontrole diverzity populace

Algoritmy ftizené kontrolou diverzity (Diversity Guided EA, DGEA) [19] vyuZivaji
nastroji pro Upravu fidicich parametri pro kazdy evoluc¢ni proces. Velikost zmény
diverzity populace je deterministickymi metodami ovéfovana pii kazdé zmeéné atributl

jedince a pfipustény jsou pouze zmeény vedouci k jejimu zachovani. Mechanizmy fizeni
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udrzuji diverzitu ve stanoveném rozmezi a reaguji jejim zvySovanim smérem k dj;n nebo
snizovanim k dj,,, podle vyvoje populace bez ohledu na kvalitu nalezenych feSeni.
U dynamickych optimaliza¢nich probléma mize byt vyhodné, kdyz dpien = djow a diverzita
balancuje na prahové hodnoté. Mechanizmy zdsahu do evolu¢niho procesu mohou byt
tfizeny sledovanim fitness hodnot kazdého jedince a jsou aktivovany, naptiklad kdyz jsou
nalezena dv¢ feSeni, kterd jsou v ramci stanovené tolerance stejna. Tento mechanismus

je vyuzit u nékterych GA (No fitness duplicates) [30].

4.3 Clustery v populaci

Pti analyze pohybu populace po hyperplose v pribéhu konvergence EA mohou jedinci
v ramci generace vytvaret shluky, clustery. Dochdzi k vzajemnému pftiblizeni jedincii
vramci vSech atributii, dimenzi, pfi¢emz toto pfiblizeni vykazuje cela populace nebo
skupiny jedinct. Vznik clustert je ovliviiovan typem EA, nastavenim fidicich parametra
a vlastnostmi optimaliza¢niho problému, a jsou protivahou diverzity populace [28], pokud
je métfena s ohledem na velikost prohledavaného prostoru [29]. Clustering je projevem
expoitace a v okoli globalniho optima vede k jeho rychlejSimu nalezeni. Zaroven miize
ale v okoli lokélnich extrému byt pfi¢inou pfedcasné konvergence [25]. Zékladni varianta
DE ukazuje niz8i sklony k vytvéteni clusterii diky absenci navigace pohybu ostatnich
jedinct ve sméru lepSich feSeni [13]. Nasledovani vhodnéjSich feSeni zbytkem populace
je typické pro algoritmy PSO, jejichz populace jsou v idedlnim ptipadé clusterem
pohybujicim se po prostoru moznych feSeni [5]. Algoritmus SOMA, v mife zavislé
na zvolen¢ strategii, také disponuje mechanismem nasledovani lepSich feSeni, avSak diky
odli$né koncipovanému prohledavani hyperplochy ma sklony tvofit clustery pozvolngji
v pribéhu konvergence [1][9]. Shluky v populaci lze klasifikovat na zakladé vzajemného
postaveni jedincii a jejich vzdjemné vzdalenosti. Pro Ucely této prace je v praktické Casti
vyuzivan nastroj DBSCAN [34][35], ktery deterministicky hodnoti clustery na zaklad¢
hustoty jedincl (density based clustering). Uzivatelskymi parametry DBSCAN jsou
velikost sousedstvi jedince N, (p) a minimalni pocet bodll v sousedstvi MinPts nutnych
k tomu, aby byl hodnoceny jedinec oznacen jako jadrovy bod (core). Jedinec v sousedstvi
jadrového bodu, ktery ve vlastnim sousedstvi nespliiuje podminku MinPts je oznaen jako
hrani¢ni (border). Jedinci nespliiujici podminku jadrového ani hrani¢niho bodu jsou
oznaceni jako Sum (noise) [34]. Metrika, zplisob vypoctu vzdalenosti a dosazitelnosti

jedinct v sousedstvi metric je volitelnym nastavenim DBSCAN. [35].
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@ Jadrovy bod
@ Hraniéni bod
Sum
MinPts = 4

7= Ngps

Obrazek 13: Princip hodnoceni clusteringu nastrojem

DBSCAN

4.4 Dynamika pohybu

Projevem explorace EA je schopnost jedinci pohybovat se po celém rozsahu prostoru
moznych feSeni. Dynamika pohybu jedinct je vyjadienim miry pohybu jedinct a jeji
stagnace nebo zastaveni piedstavuje uvaznuti v lokalnim extrému nebo nalezeni optima.
Pred¢asnd konvergence miize byt indikovana stejnymi hodnotami nalezenych feSeni
u nejhorsich 1 nejlepSich jedinct v populaci, rozdilné hodnoty ukazuji na nepferusené
prohledavani hyperplochy 1 pfi nalezeni potencidlniho extrému. Pohyb jedinct
lze analyzovat na zakladé velikosti dil¢ich pohybl v prubéhu konvergence, skokd,
a celkové sumy vsech skokt za celou konvergenci. Je-1i porovnavana mira pohybu jedincti
vzhledem k délce trvani béhu algoritmu, kterd je pro celou populaci shodnd, 1ze oznacit
velikost pohybu za rychlost jedince, kterd je jednim z vystupll analyzy v praktické casti

této prace [36].

4.5 Robustnost algoritmu

Teoretickym vychodiskem EA je konzistentni vykon na skupiné podobné definovanych
problémt za podobn¢ definovanych podminek [37]. Robustnost algoritmu Ize tedy chapat
jako schopnost konkrétniho algoritmu produkovat uspokojivé vystupy na mnoziné
problémt s blizkymi charakteristikami [38]. NFLT ukazuje nutnost pfizptisobovat EA
konkrétnim problémiim, zejména s ohledem na dimenzionalitu problému. V této praci
robustnost generickych, optimalizacnim problémim nijak specificky pfizptisobenych

algoritmu, testovdna na trojici EA s osmi zékladnimi testovacimi funkcemi, a pomocnou
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veli¢inou pfi tvorbé vystupti praktické casti. Robustnost algoritmu je manifestovana
stabilitou vykonu na skupin¢ testovacich funkci, a pfedstavuje rovnovahu mezi diverzitou

populace a clusteringem, exploitaci a exploraci [37][38].
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5 APLIKACE PRO IDENTIFIKACI SLABYCH MIST
EVOLUCNICH ALGORITMU

Konzolova aplikace s nazvem evalGeval (Evolutionary Algorithm Evaluation, Evaluace
Evolu¢nich Algoritmil) je vytvofena v programovacim jazyce Python a jejim ucelem
je provadéni statické analyzy vystupli evolucnich algoritmt k identifikaci jejich slabych
mist. Vystupni data algoritmii pfedstavuji vstupy aplikace. Analyza je zameéfena
na vystupy minimaliza¢nich jednokriteridlnich tloh. Programovaci jazyk byl zvolen
z diivodu moznosti multiplatformniho vyuziti. Konzolové rozhrani provadi uzivatele
procesem zadavani vstupnich dat, informuje uZivatele o probihajicich operacich, jejich
uspéSném vykonani, a zdroveil upozoriiuje na nastalé chyby a problémy. Po konceni
analyzy nabizi volbu opakovani zadavani vstupnich dat. Aplikace je slozena ze Ctyr
modulli. main.py definuje uzivatelské rozhrani a odezvy aplikace v konzolovém
prostiedi, csv_test.py provadi kontrolu vstupnich souborti s daty, csv_reader.py
slouzi ke ¢teni obsahu vstupnich souborti a vytvareni poli dat ve formatu vhodném
k provedeni analyzy, analyzer.py vyhodnocuje zulozenych poli konvergence
algoritmi, diverzitu populace, clustering a dynamiku pohybu jedincti po hyperplose,
vytvaii a uklddd vystupy aplikace. K aplikaci je pfipojen soubor README.md
s instrukcemi pro tvorbu vstupnich souborti ve formatu csv (Comma Separated Values,
hodnoty oddélené ¢arkami) [39]. Pro ucely aplikace jsou jako primarni oddélovace vyuzity
sttedniky, aby byla usnadnéna prace v tabulkovych procesorech pii pfevodu desetinnych
te¢ek na Carky a nedolo tak k rozpadu integrity ulozenych dat. Radky souborii definuji
obsah specificky pro kazdy soubor a jsou ukonceny standardnimi CRLF (Carriage Return,
Line Feed) znaky [39]. Struktura dat ulozend ve vstupnich souborech mé zasadni vyznam
pro spravny pribéh analyzy a je popsédna v souboru README.md. Text v aplikaci
je vanglickém jazyce z divodu mezindrodni univerzélnosti. Aplikace vyuziva ke své
¢innosti balikii Python os, numpy, modul pyplot z knihovny matplotlib, tfidu

Lightcsv, atfidu DBSCAN zbaliku sklearn.cluster.

5.1 Vstupy aplikace

Vzhledem k potencidlni vysoké vypocetni ndroCnosti analyzy kompletnich vystupii
evolu¢nich algoritmil, zejména kompletnich zdznaml populaci, a s ohledem na velikost
vystupnich dat, piedstavujicich piilohu diplomové prace, byl uptfednostnén pftistup

provedeni analyzy pouze na zdznamech populaci a konvergenci z kazdého béhu algoritmu,
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vznikajicich ulozenim dat kazdou n-tou iteraci. Tyto zdznamy budou dale oznacovany jako
vzorky, v grafech jsou fady vzorkli na osidch x oznaceny jako CFEs (Samples) (Cost
Function Evaluatuions, pocet ohodnoceni ucelové funkce, vzorky). K analyze je pro kazdy
beh algoritmu 100 vzorka pribéhit konvergenci v jednom csv souboru, a 100 vzorkt
populaci ve druhém csv souboru, vzdy od prvni generace az po ukoncovaci podminku.
Okamziky vzniku vzorkd populaci odpovidaji okamzikim vzniku vzorkti prabéhu
konvergenci. Pocet vzorktli pro jeden béh je zohlednén také ve vystupnich grafech, jejichz
osa x bude mit v této praci hodnoty odpovidajici indexiim vzorkt 0 az 99. Aplikace nema
vytvoten zadny limit velikosti populace, poctu dimenzi, ani po¢tu zdznamu, které tak
mohou obsahovat uplna vystupni data algoritmu. Vstupnimi soubory jsou dva zaznamy dat
ve formatu csv pojmenované pro Ucely této prace podle pouzitého algoritmu, testovaci
funkce a typu obsazenych dat algorithm fnumber typeofdata.csv. Prvnim
znich je soubor obsahujici zaznamy vzorkli populaci, pojmenovany naptiklad
DE f6 p.csv, pro vSechny opakovani béhu algoritmu. Opakovani jsou definovana
samostatnymi fadky obsahujicimi populace s jedinci, oddélenymi jednoduchou mezerou,
jejichz atributy jsou oddé€leny stiedniky bez mezer. Formalni zapis populaci jedinct o tfech

atributech, dimenzich, pro dv€ opakovani béhu, bude mit v souboru nasledujici format:
1 X0,07X0,17X0,2 X1,07X1,17X1,2 7 - 7 Xn,07Xn,17Xn,?2
2 X0,0i%0,17%0,2 X1,07X1,17X1,2 i - i Xn,0;%n,17%n,2 (29)

Realny zapis populaci o deseti jedincich se tfemi atributy pro dvé opakovani béhu

algoritmu ma ve vystupu konzoly nasledujici podobu:

Obrazek 14: Ukazka vypisu vzorkl populaci v konzole

Druhym vstupem je soubor, ktery obsahuje pribéh konvergence daného algoritmu,
pojmenovany napiiklad DE_£6 c.csv. Opakovani béhu jsou definovana samostatnymi
fadky. Predepsanym formatem je zdpis hodnot jednoho béhu do jednoho fadku,
s hodnotami oddélenymi stfedniky bez mezer. Formalni zépis CFE pro tii opakovani béhu

bude mit v souboru nasledujici format:
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1 CFEO;CFE1;CFE2;...;CFEn
2 CFEO;CFE1;CFE2;...;CFEn
3 CFE0;CFEl;CFE2;...;CFEn (30)

Realny zapis CFE dvou opakovani béhu algoritmu mé ve vystupu konzoly nasledujici

podobu:

Obrazek 15: Ukazka vypisu vzorkl konvergenci v konzole

Podminkou spravné funkce aplikace jsou stejné parametry vystupu EA ve dvojicich
vstupnich soubor. Témito parametry jsou pocet opakovani algoritmu a pocet

zaznamenanych vzorkl konvergenci a populaci.

5.2 Tvorba vstupii aplikace

Pro tucely této prace a kziskdni dat pro vstupni soubory aplikace byly vytvoreny
samostatné moduly, vyuzivajici ke svému béhu vazbu na modul s kédem evolu¢niho
algoritmu a parametry béhu algoritmu, vyuZivajici knihovnu Python numpy. Modul
k vytvareni souborii s daty k analyze neni standardni soucésti aplikace. Vkladani dat
do soubort je provedeno pomoci smycek pracujicich s datovymi poli, které jsou produkty
evolu¢niho algoritmu. K vyuziti tohoto modulu bylo tfeba v téle algoritmu definovat pole
s prubéhem konvergence, pole se zdznamy vzorkil populaci, a tato pole podle ur¢enych

pravidel napliiovat daty.
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Obrazek 16: Pseudokod umisténi zaznamu dat do poli pro
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vstupni soubory uvniti algoritmu

Vzorky populace analyzované v této praci jsou ulozeny v denormalizované podobé¢ kazdou

n-tou generaci, ¢ehoz je docileno komparaci operace modulo pocitadla generace

a konstanty n-té¢ho opakovani s nulou:

if generation

o)

% runman.nth == 0:

samples.append (X denormalized.tolist())

samplegeneration.append (generation)

€1)

K analyze bylo ziskdno 100 vzorkli populaci a 100 vzorkti konvergenci v kazdém be&hu

kazdého algoritmu. Vysledna pole jsou ve smyckach zpracovavana v souladu s parametry

algoritmu od nejvyssi instance opakovani b&hu, aZ po jednorozmérné data. V piipadé

vzorkl populaci je zpracovavano péti-rozmérné pole poli od kompletniho poctu opakovani

aZ po atribut jedince.

All population samples
)les [[[[150.51714%94

1lation samples in

Individulal:
samples[0] [0] [0]

S T e T S

| 20 S A S RSO G 5 I Ol

[150.51714948 12 e =8 d SIELH 909 D529 5

Individual attribute:
sampl 0] [0][0][0] 150.517149488

Obrazek 17:

Vystupy obsahu multidimenziondlniho pole se vzorky v konzole
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Ve vnitini smycce zapisového modulu byla vytvofena podminka pro vkladani
oddélovaciho znaku stfedniku mezi atributy, mezery mezi jedince populace a symbolu
pro novy fadek \n po skonceni ¢teni dat z jednoho opakovani algoritmu. Data konvergenci
jsou zpracovavana obdobnou smyckou a ulozena v jednorozmémém poli v jednom fadku
souboru, pocet fadkli odpovidd poctu opakovani béhu algoritmu. Zaznamy posledniho
jedince ve vzorku populace a posledni CFE v opakovani b&hu nejsou opatteny
odd€lujicimi znaky. Posledni tadky, zdznamy, obou soubor nejsou opatieny znakem
pro dalsi tfadek. Postup pro tvorbu vicerozmérnych poli byl zvolen s ohledem na operace
nasledné analyzy nastroje pro identifikaci slabych mist evolu¢nich algoritmli se zaméfenim

na dosazitelnost libovolné instance dat.

5.3 Béh aplikace

Po spusténi aplikace je uzivatel dialogy vyzvan k zadani systémovych cest k souborim
se vzorky konvergenci a populaci, a umoziuje provést analyzu ve dvou rezimech,
v zavislosti na uzivatelskych vstupech. V ptipad€¢ zadani cest ke dvéma samostatnych csv
souboriim je aktivovan souborovy rezim, ktery umozni provedeni jedné analyzy na dvojici
soubort se vzorky populaci a konvergenci. Umisténi souborti pfi ¢innosti v souborovém

reZimu neni nijak omezeno.

Obrazek 18: Logo aplikace s prvotnimi instrukcemi

Obrazek 19: Dialog pro vloZeni cest k samostatnym csv soubortim

V ptipad¢ potieby provedeni analyzy na vice souborech soucasné v ramci adresarového

rezimu je nezbytné data rozdé€lit do dvou adresari. V jednom adresafi soubory se vzorky
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populaci, ve druhém soubory se vzorky konvergenci. Pojmenovani soubori a adresait
pfi pfipravé dat je uzivatelskou volbou a neni aplikaci nijak omezeno. Po zadani cest
ke dvéma adresariim obsahujicim data je aktivovan adresafovy rezim a analyza bude

provedena pro kazdou dvojici vstupnich soubora se vzorky populaci a konvergenci.

1 multip

Obrazek 20: Dialog po vlozeni cest k adresaiim s csv soubory

Aplikace upozorni uzivatele v piipadé zadani systémové cesty, kterd neexistuje, nebo
se n¢ktera z cest shoduje s jiz zadanym udajem. Za ucelem kontroly vstupnich souborti
je vytvofena funkce csv_test, kterd v adresdfovém reZimu porovnava pocty souborli
v zadanych adresatich, v obou rezimech provadi kontrolu poctu fadkli v zadanych nebo
nalezenych souborech a jejich ptipony. Pii testovani vraci funkce hodnotu poctu opakovani
algoritmu, velikost populace, pocet dimenzi a pocet vzorkil zaznamenanych v jednom béhu
algoritmu. Proces probéhne u kazdé dvojice soubortl, a v adresafovém reZimu jsou na jeho

konci porovnany parametry vSech dvojic.

g file de_f3_c.

Obrazek 21:  Probihajici kontrola csv soubora

v adresafovém rezimu

VSechny dvojice souborli musi mit stejné parametry. V piipad€é konfliktu je uZivatel
informovan pfisluSnym dialogem a vyzvan k opakovani kroku. Jedinym udajem, ktery
nelze zulozenych dat extrahovat, a je nezbytny k provedeni analyzy, je velikost
prohleddvaného prostoru, a je nutné ji uzivatelsky zadat. Nésleduje dialog s vyzvou

k zadani zplisobu uloZeni vystupnich souborti. Uzivatel ma na vybér stiskem klavesy Enter
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automaticky vytvorit podadresar s ndzvem evalGeval results v umisténi vstupnich souborti
nebo adresarii, nebo je mozno zadat plnou cestu k jinému existujicimu adresati. Dialog

je v kodu aplikace oSetien proti zadani neplatné cesty nebo prepisu existujici slozky.

Obrézek 22: Dialog pro zadani velikosti prohledavaného prostoru a

umisténi vystupnich souborti aplikace

Po tomto poslednim kroku volby vstupnich parametrti je uzivateli predloZzena sumarizace
zadanych dat a dialog s vyzvou k volbé pro opakovani zadavaciho procesu, spusténi

analyzy nebo ukonceni programu.

Obrazek 23: Sumarizace zadanych Gdaji a vyzva k uZivatelské volbé

Od tohoto okamziku je bé&h aplikace automatizovan a je nejprve vytvoren adresar
pro ukladani vyslednych souborii a poté je spusténo cteni dat ze vstupnich souborl csv

prostfednictvim modulu csv_reader.py.
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Obrazek 24: Informace o zpracovavanych souborech a provadénych

operacich analyzy

5.4 Pouzité evoluéni algoritmy

Pro ucely této prace byly pouzity dva evolu¢ni algoritmy v generickych podobach,
ptedstavujici zakladni pfistupy k optimalizaci. DE, PSO a pokrocild SOMA T3A, pficemz
1ze predpokladat vyrovnangjsi pribéhy konvergenci nez u dvojice generickych algoritmu,
proto vysledky SOMA T3A predstavuji etalon. Algoritmy byly vytvofeny
v programovacim jazyce Python a nejsou soucésti standardni aplikace. V kodu kazdého
z nich byly implementovany mechanismy pro zapis poli potfebnych pro vznik vstupnich
souboril aplikace k provedeni analyzy. DE je zvolena ve variant¢ DE/rand/l s prahem
kfizeni Cr = 0.9 [1] a muta¢ni konstantou F = 0.5 [1]. Pro PSO v zékladni varianté jsou
stanoveny prioritni faktory c¢; = ¢, = 2 [1], setrvacnost w = 0.8 [1]. Algoritmus SOMA
se strategii TeamToTeamAdaptive s parametry Njymps= 45, m = 10, n = 5, k = 10 [22].
Algoritmy byly na testovacich funkcich spousStény pouze jako zdroje dat pro analyzu,
jejimz ucelem je odhalit slaba mista téchto algoritmi. Hodnoceni vykonu jednotlivych
algoritmii neni cilem této prace, dale v praci budou ale pouzity hodnotici metody, které
si kladou za cil identifikovat nedostatky a selhani algoritml na testovacich funkcich

a vyuzit je jako markanty slabych mist.

5.5 Testovaci funkce

Optimaliza¢ni problémy pro analyzu vystupti algoritmi byly zvoleny jako minimalizac¢ni,
a bylo vybrano nebo definovano osm testovacich funkci f; az fs s argumenty ve formé

atributu att a dimenze dimension. Pro vytvofeni dat pro analyzu v aplikaci byly
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algoritmy DE, PSO i SOMA na kazdé testovaci funkci spustény 30 krat, s populaci
o velikosti 50 jedincti v /0D prostoru. Jako ukoncovaci podminka byl zvolen maximalni

povoleny pocet ohodnoceni ucelové funkce maxCFEs = 5000 x D = 50000 [40].

5.5.1 Dejongl —f;

D

Predpis funkce: flx) = Z x;? (32)
i=1

Velikost prostoru: [-5, 5]

Globalni minimum

D: (x1,x2) = (0,0)

Funkéni hodnota
» y=0
minima 2D:

Zapis v kodu Python:

def dejongl (att, dimension):
cfe =0
for i in range(dimension) :
cfe += att[i] ** 2

return cfe (33)

Dejongl

Obrazek 25: 3D reprezentace funkce f; Dejongl
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5.5.2 Dejong2 - f;

D-1
Piedpis funkce: flx) = Z 100(x;% —x;41)% + (x; — 1)? (34)
i=1

Velikost prostoru:  [-5, 5]

Globalni minimum
2D (xl,XZ) = (1l 1)

Funkéni hodnota
. y=0
minima 2D:

Zapis v kodu Python:

def dejong2 (att, dimension):
n = dimension
cfe = 0
for i in range(0, n - 1):
cfe += 100 * (attf[i] ** 2 - att[i + 1]) ** 2 +
(att[i] - 1) ** 2

return cfe (35)

Dejong2

sooooy

600007

400007

200007

Obrazek 26: 3D reprezentace funkce f> Dejong2
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5.5.3 Schwefel - f;

D

Piedpis funkce: flx) = Z —x;sin (/x| (36)

i=1
Velikost prostoru: ~ [-500, 500]

Globalni minimum

(x1,x2) = (420.969, 420.969
D: A2 ( )

Funkéni hodnota
o y = 2(—418.983)
minima 2D:

Zapis v kodu Python:

def schwefel (att, dimension):
cfe = 0
for i in range(dimension):
cfe += (-att[i]) * np.sin(np.sqrt(abs(att[i])))

return cfe (37)

Schwefel

Obrazek 27: 3D reprezentace funkce f; Schwefel
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5.5.4 Nahodna funkce (Random) — f;

D
Piedpis funkce: f(x) = Z rand x;
i=1

Velikost prostoru:  [-5, 5]

Globalni minimum

X1,%2) = (rand, rand
D, (x1,x2) = ( )

Funkéni hodnota
o y = rand
minima 2D:

Zapis v kodu Python:

def random(att, dimension):
n = dimension
cfe =0
for i in range(dimension):
cfe = np.random.random ()

return cfe

Random

Obrazek 28: 3D reprezentace funkce f; Random

(38)

(39)
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5.5.5 Saturovana inversni koule (Inversed saturated sphere) — f5
D

: 2: if —x? < —10D: — 10D

Ptedpis funkce: fx) = {1 % 5 (40)
else: — x;
i=1
Velikost prostoru: [-5, 5]
Globalni minimum
D- (X1,XZ) = (0; 0)
Funk¢ni hodnota
.. y =-20

minima 2D:
Zapis v kodu Python:
def invsphere(att, dimension):

cfe =0

for i in range(dimension) :

if -1 * att[i] ** 2 <= -10 * dimension:
cfe = -10 * dimension
else:
cfe = -1 * att[i] ** 2
return cfe (41)

Inverse saturated sphere

Obrazek 29:

3D reprezentace funkce fs5 Inverse

saturated sphere
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5.5.6 Svah (Slope) — f5

D
Piedpis funkce: f(x) = Z X; (42)
i=1
Velikost prostoru: [-5, 5]

Globalni minimum

D: (x1,x2) = (—5,-5)

Funkéni hodnota
.. y=-10
minima 2D:

Zapis v kédu Python:

def slope(att, dimension):
n = dimension
cfe =0
for i in range(dimension):
cfe += (-attf[i])

return cfe (43)

Slope

Obrazek 30: 3D reprezentace funkce f5 Slope
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5.5.7 Saturovana koule (Saturated sphere) — f>

D
e 2 a2
Piedpis funkce: f(x) = Z {lf xi > 5D:xj (44)
< else: 5D
Velikost prostoru: [-5, 5]

Globalni minimum

D: (x1,x2) = (0,0)

Funkéni hodnota
.. y=0
minima 2D:

Zapis v kodu Python:

def satsphere(att, dimension):
cfe =0
for i in range(dimension):
if att[i] ** 2 <= 5 * dimension:
cfe = 5 * dimension
else:
cfe = att[i] ** 2

return cfe (45)

Saturated sphere

Obrazek 31: 3D reprezentace funkce f7 Saturated sphere
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5.5.8 Rovina (Plateau) — f;s
Piedpis funkce: f(x)=0 (46)
Velikost prostoru: [-5, 5]

Globalni minimum

(x1,x,) = (cely prostor
D 1, X2 (celyp )

Funkéni hodnota
.. y=0
minima 2D:

Zapis v kédu Python:

def plateau(att, dimension):
n = dimension
cfe =0
for i in range(dimension) :
cfe =0

return cfe (47)

Plateau

Obrazek 32: 3D reprezentace funkce fs Plateau
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Pouzité testovaci funkce byly zvoleny s ohledem mimo jiné na analyzu rychlosti
konvergence (f;, fs), Skalovatelnosti (f), schopnosti uniku z lokalnich extrémui (f3, f%)
a nelezeni vicero globalnich extrémt (f5, f7) ¢i studium zanotovani (konvergence populace)

v nepiitomnosti gradientu (f7, fs).

5.6 Vystupy aplikace

Po zadani a ovéfeni vstupnich dat spusti aplikace analyzu vstupli, o ¢emz uzivatele
informuje prostfednictvim konzoly. Soubory vystupti jsou v aplikaci zapisovany na konci
provedené analyzy. Aplikace vytvoii vystupni data z jedné kombinace souborii se zdznamy
populaci (Inpput 1) a souboru zaznami priubéhu konvergenci (Input 2) prostiednictvim

dialogu v aplikaci podle konvence:
Inpit 1 Input 2 typeofdata.csv
Inpit 1 Input 2 typeofdata.jpeg

Pfi pouziti v praxi bude mit nazev vystupniho csv souboru se sumarizaci pro zaznam
populaci DE f4 p.csv a zadznam konvergenci DE fl c.csv podobu
DE fl p DE fl ¢ summary.csv. Pouze pro UcCely této prace, za ulelem piehlednosti,
je u vystupnich souborit /mput I nazev algoritmu a Input 2 oznaceni testovaci funkce.
Polozka typeofdata je stanovena aplikaci na zédklad€ souvisejicich analyzovanych dat.
Obrazové vystupni soubory jsou grafy ve formatu jpeg a tabulky s daty ve formatu csv.
Tato data jsou obsazena ve Ctyfech csv souborech. Prvnim znich je summary.csv
obsahujici data ze vSech behli analyzovaného algoritmu. Obsahuje hlavicku z&znam,
pfiemz kazdy dalsi fadek predstavuje jeden béh algoritmu. Ukladanymi daty jsou index
béhu Run_index, pravdivostni Udaj o pfedCasné konvergenci daného b&éhu premature,
nejlepSi dosazend CFE bestfx, index vzorku, ve kterém byla nejlep$i hodnota CFE
dosazena bestfx reach index. Dal§imi sloupci jsou hodnoty popisujici procentudlni
velikost diverzity za cely béh, a jeji maximalni hodnotu, minimalni hodnotu, a hodnotu
v okamziku nalezeni nejlepsi dosazené CFE. V poslednim sloupci je uveden nejvyssi pocet

vytvotenych clustert ze vSech béht algoritmu.
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5

EI
‘E 5 ol S; EE = ‘Lj‘-:
£ 08 x 2= 5 = s
c| 5% g B = i =
€ | o| o o = = o =
0 T 4.1655230210713162-06 17 56.47108592741481 2.1679146488540773 4.175113455829787 1
1 F 9.72491561515054e-07 84 48.37923043573356 1.590023981496151 1.8445731785633461 2
2 T 2.9153509082424434e-06 74 51.209065157474654 1.17803412157803359 1.3135435573959386 3
3 T 7.3434786991288Be-06 59 50.33132979177813 1.3658643929945262 4.026725533904739 2
4 T 6.3495115905087832-00 27 51.604282171032674 1.3275771411017587 2.9860608252432855 2
5 T 1.8207895922106587e=-06 40 51.812926375015949 1.1074551721908366 1.5639142591684296 1
6 T 1.3143640699153636e-06 1 50.75202085242323 1.0162672016187395 50.75202085242323 2
7 F 2.0705429984415107e-00 87 50.35201030439547 1.109850660570525 3.3272139945321513 1
8 T 2.5372574828930183e-06 80 50.338086377439296 1.5023527403523065 1.6033313991422282 2
9 F 2.890391884724508e-07 2 51.712235947212235 0.8963485792749804 10.204522410410737 1
10 F 1.5670129093834411e-07 28 50.9475304320330894 0.822128838018688> 2.5848895069060531 3

Obrazek 33:

Nahled obsahu souboru PSO_f4 summary.csv

Dal$imi tfemi soubory jsou zdznamy pribéhu diverzity populace diversities.csv, vyvoje
clusteringu clustering.csv a vyvoje prumérné velikosti skoku v populaci avg jumps.csv.
Soubory neobsahuji hlavicku, fadky predstavuji pocet béhu algoritmu, jednotlivé zaznamy
v fadku jsou oddéleny stfedniky. Jako dopln€k k csv souborim jsou aplikaci vytvoieny
béhem analyzy také Sest obrazovych souborl. Soubor avg jumps.jpeg obsahuje graf
procentudlné vyjadienych primérnych velikosti skoktl jedincti mezi vzorky populaci
za vSechny beéhy algoritmu, prematurejpeg ukazuje vysledky analyzy piredCasné
konvergence, characteristics.jpeg obsahuje skupinu grafii, nejhor§i a nejlepsi prib&h
konvergenci, diverzity populaci, clusteringli a velikosti primérnych skokid pro obé
konvergence. V grafu characteristics.jpeg jsou svislymi Carami zobrazeny okamziky

dosazeni nejlepsitho feSeni pro nejlepsi 1 nejhor§si prabéh. Grafy v souboru

characteristics.jpeg vztahujici se k nejleps§imu pribéhu jsou zobrazeny modfe, nejhorsi

cervene.
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SOMA - Random - characteristics

Convergences
i —— Best convergence, f(x) = 0.0

0.04 | i —— Worst convergence, f(x) = 0.0002

\ i e best f(x) convergence index 1 reached at CFEs (Sample) 53

i worst f(x) convergence index 13 reached at CFEs (Sample) 27

Diversity develbpment
i o | N
- - e (.

56 . Zr~ ~ =
® s e L

—

Clustering development
0.04 i
0.02
0.00
-0.02
-0.04

Number of clusters

Average jump size development

Jump size %

| e NNV AGAVAYS Wi VAN AN AN AV NN V=N,
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100

Obrazek 34: Grafy v souboru characteristics.jpeg

Dalsimi obrazovymi soubory jsou konvergenci za vSechny béhy algoritmu
convergences.jpeg, graf diverzit populaci diversities.jpeg a graf tvorby clustert
v populacich. Celkem vystup obsahuje 6 obrazovych soubort a 4 soubory csv. Pro vSechny
kombinace algoritmt a testovacich funkci f; az fs je v této praci vytvoreno 96 csv soubori

a 144 obrazovych soubort jpeg, celkem 240 soubord.
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6 FUNKCE APLIKACE

6.1 Konvergence a pred¢asna konvergence

U vSech pouzitych testovacich funkci jsou zndma globalni minima nebo oblasti
predstavujici plochu globalntho minima. U téchto funkci lze analyzou prabéht
konvergenci urcit, kdy doSlo k uvaznuti v lokdlnim minimu a pfedcasné konvergenci.
Uvaznuti je charakteristické¢ pribéhem konvergence rovnob&znym s ¢asovou, vzorkovaci
osou, a to od posledniho okamziku zmény do okamziku ukoncovaci podminky s CFE
vyrazn€ odlisSnou od hodnoty globalniho optima. Do pole konvergenci je v algoritmu
uklddana vzdy jen doposud nejlepsi nalezend hodnota jedince a lze tak urcit okamzik
zmény. V okoli téchto okamziki lze sledovat chovani a vlastnosti populace pii pohybu
nahyperplose, a urcit tak mozné pfi¢iny nalezeni nespravného optima. Analyzator
konvergence obsahuje néstroj pro odhad pfedcasné konvergence na zdkladé porovnavani
hodnot CFE stanovené ¢asti konce b¢hu algoritmu s nejlépe dosaZzenou hodnotou v ramci
vSech opakovani. V kédu analyzéatoru neni stanovena hodnota globalnich optim testovacich
funkei, z divodu pouzitelnosti aplikace na vystupech algoritmii nasazenych na realnych
optimaliza¢nich problémech snezndmymi hodnotami extrémid. Z tohoto divodu
je vysledkem analyzy pouze odhad piedCasné konvergence. Velikost zkoumané oblasti
je ur€ena na poslednich 25% poctu vzorkli konvergenci, které jsou ve smycce ukladany
do samostatnych poli ke komparaci. K provedeni porovnani je aplikaci vypoctena tolerance
vysledkit CFE ve zkoumané oblasti na principu zaokrouhlovani, jehoz mira
je deterministicky stanovena v zavislosti na rozsazich CFE na zacatku a na konci b&hu
koncovou hodnotou CFEbest pro tvorbu tolerance pro rozliSeni nejlepsi dosaZené
konvergence od vyrazné horSich, a dale nejvyssi koncové hodnoty CFEworst a nejlepsi
dosazené CFEbest pro tvorbu tolerance pro stanoveni neménného pribéhu konvergence
ve zkoumané oblasti. Tolerance pracuji na principu zaokrouhlovani k nejbliz§imu ¢islu o 3

rady niZe, nez je rozdil porovnavanych hodnot.

CFEmaxstart — CFEbest = XX. XXXXXXXXXX

Distinguis ing tolerance => compare all rounded to xx.x (48)
CFEworst — CFEbest = x. xxxxxx

Continuous tolerance => compare all rounded to x.xx (49)
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Premature
—— Best f(x)
PSO - Schwefel - 30 convergences + f(x)_max start
- f(x)_worst
- f(x)_best

f(x)_max start = 3380.903455840196 :
Analysis boundary

fix)_worst = 2250.538106823972
3000 fix)_best = 1105.4598172783394

2500

25%

f(x)

2000

1500

1000
0 60
CFEs (Samples)

Obrazek 35: Ptiklad vyhodnoceni pied¢asné konvergence

6.2 Diverzita populace

K analyze diverzity populace je v aplikaci pouZzita metoda vzdalenosti k primérnému bodu
(Distance to Average Point, DAP), ktera bere v tvahu velikost prohleddvaného prostoru
podle vzorce uvedeného v teoretické Casti této prace, v kapitole Diverzita populace.
Za timto ucelem byla v modulu analyzer.py vytvofena funkce disttoavg, ktera
ve smycce pracuje postupné se vSemi atributy kazdého jedince v populaci za ucelem
vypoctu primérného bodu avgpoint. V dal§i smycce jsou atributy primérného bodu
srovnavany s odpovidajicimi atributy vSech jedincl v populaci pomoci vzorce DAP.
Vysledna hodnota je uloZena do pole diversitydata pro vSechny vzorky populaci
ve vSech opakovanich. Vyjadfeni diverzity populace v grafech predstavuje procentualni
hodnotu maximalni teoretické diverzity populace, kterd byla vypoctena pro populaci 50
jedinct v 10D prostoru v situaci, kdy maji vSechny atributy poloviny populace hodnotu
minima, a atributy druhé poloviny populace hodnoty maxima. Primérmny bod se nachézi
uprostied diagonaly prostoru. Pro ob€ varianty velikosti prohledavaného prostoru [-5, 5]
a[-500, 500] byla podle vzorce DAP experimentdln¢ vypoctena stejnd hodnota
diversityMax = 1.1180339887498942. Aplikace vypocitd hodnotu diversityMax podle
parametrii vstupnich soubori a uzivatelsky zadané velikosti prohledavaného prostoru.
Velikosti diverzit populaci jsou ukladany do pole hodnot diversitydata pro vSechny
vzorky populaci ve vSech opakovénich, ve formé& procentudlni velikosti maximalni

teoretické diverzity populace. Nulova hodnota diverzity populace podle tohoto vypoctu
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znamena situaci, kdy maji vSichni jedinci populace shodné vSechny své odpovidajici
atributy, nachazeji se vjednom bod¢. V souboru diversities.jpeg jsou zndzornény
procentualni velikosti diverzit populace pro kazdy vzorek, v kazdém béchu, zaznamy

diverzit pro vSechny b&hy algoritmu jsou ulozeny v souboru diversities _jumps.csv.
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Obrazek 36: Ptiklad riznych hodnot diverzity

péti populaci o ¢tyfech jedincich ve 2D reprezentaci

v prostoru [0, 6]

Obrazek 37: Ptiklad vypisu konzoly s polem poli zaznamii realnych hodnot diverzit dvou

vzorkll populaci ve dvou opakovanich s adresovanim podle indexti

6.3 Clustery v populaci

Pro detekci vytvafeni clusterd je v aplikaci vyuzit nastroj DBSCAN z knihovny
sklearn.cluster, ktery poskytuje grafické i numerické vystupy. Grafické vystupy
jsou tvoreny grafy a reprezentuji pouze vzdjemné vztahy dvou atributi jedince.
Pro analyzu vzorkd populaci v 10D prostoru je pro Ucely této prace pouzita numericka
reprezentace. Hodnoty parametrQt Ng,,= [% searchspace, MinPts = 4 [31]. Metrika
nastroje DBSCAN byla ponechana vychozi, default, a odpovida méteni euklidovskych

vzdalenosti jedincti v sousedstvi.
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Obrazek 38: Priklad 2D reprezentace

clusteringu v nahodné populaci

Podobné jako u zdznam diverzit populaci je pro kazdy vzorek populace jednotlivych béhli
algoritmu zaznamenavan pocet vzniklych clusterd do pole cludata. Udaje o poctu
clusterli jsou soucasti vystupniho souboru summary.csv a tvofi také samostatny soubor

clustering.csv.

6.4 Dynamika pohybu

Pii analyze dynamiky je v aplikaci sledovan pohyb jedincii po hyperploSe vypoctem
euklidovské vzdalenosti polohy jedince ve vSech dimenzich mezi po sob& jdoucimi vzorky.
Ve smycce jsou tyto rozdily zpracovavany u vSech jedincl v populaci, v kazdém vzorku
a kazdém opakovani a jsou ukladany do pole poli jumpsdata. Vysledkem analyzy jsou
vSechny jednorazové piekonané vzdalenosti jedincii, skoky. Maximalni teoreticka velikost
skoku pro prohleddvaného prostoru [-5, 5] v 10D je velikost diagonaly prohledavané¢ho
prostoru s hodnotou Jumpmax = 31,62277, pro velikost prostoru [-500, 500]
Jumpmax = 3162,27766. Velikost diagonaly prostoru je vypocitana podle nasledujiciho

vztahu:

D
2
]umpmax = Z (xjmax - xjmin ,) (50)
j=1

Aplikace vypocita hodnotu Jumpmax podle uzivatelsky zadané velikosti prohledavaného

prostoru. V souboru avg jumps.jpeg jsou znazornény prumérné velikosti skokii jedinct
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po hyperplose pro kazdy vzorek, v kazdém béhu, zaznamy primérnych skokl pro vSechny
behy algoritmu jsou ulozeny v souboru avg jumps.csv. Tato data jsou podplrnymi
informacemi k analyze clusteringu, diverzity a pfed¢asné konvergence, a vyjadiuji miru
explorace v kazdé konvergenci algoritmu. Velikost skoku je v grafech znazornéna jako

procentudlni velikost maximalniho teoretické ho skoku Jumpmax.

DE - Saturated sphere - Average jumps development

50

45

B
=]

Jump size %
&

30

25

20

100
CFEs (Samples)

Obrazek 39: Primérné velikosti skokil ve vSech opakovanich u DE na funkci f5
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7 INTERPRETACE VYSLEDKU

Vysledky analyzy jsou hodnoceny v piipadech, kdy dosSlo k vyraznému selhdni
konvergenci algoritmu v porovnani s ostatnimi dvéma. Bude hodnocena mira piedcasné
konvergence v kontextu s tvorbou clustert a diverzitou populace. Pro dany ptipad budou
komentovany vysledky analyzy pro trojici algoritmil na jedné funkci. Hodnoceni vysledkt
analyzy se vzdy vztahuje pouze na konkrétni instanci algoritmu, v dalSim textu prace jsou
reference na algoritmus vzdy referencemi na instance dané¢ho typu algoritmu s konkrétnimi
fidicimi parametry, pouzité pro tvorbu vstupi aplikace v této praci. Pfi provadéni analyzy
nastaly situace, kdy algoritmus diky po¢ate¢nimu rovnomérnému rozlozeni nalezl globalni
optimum jiz v druhém vzorku. Diky tomu nebyly deterministické ndstroje analyzatoru
schopny vyhodnotit nejlep$i ani nejhor$i pribéhy konvergenci, diverzit a clusteringli
populaci, a zobrazené kiivky znézoriuji prub&hy charakteristik vztahujicich se pouze

ke konvergenci s indexem 0.

SOMA - Inverse saturated sphere - characteristics

Convergences
-23.001 R

-23.25 | —— Best convergence, f(x) = -25.0
-23.50 Worst convergence, f(x) = -25.0
-23.75 i best f(x) convergence index 0 reached at CFEs (Sample) 1 |

*;:-gg‘ |‘ worst f(x) convergence index 0 reached at CFEs (Sample) 1
~24.50 |
-24.75 |
-25.00 !

fix)

Diversity development

Clustering development

Number of clusters.
)
=
5]

Average jump size development

0 20 a0 60 80 00
CFEs (Samples)

Obrazek 40: Piiklad grafu charakteristik s vyhodnocenim pouze pro

konvergenci s indexem 0

Vsechny vystupni soubory a grafy pro vSechny kombinace funkci a algoritmi jsou soucasti

pfilohy této prace.



UTB ve Zliné, Fakulta aplikované informatiky 70

7.1 Robustnost algoritmu

Stanoveni této charakteristiky neni vystupem vytvofené aplikace, avSak vyuzivd data
shromazd’ovana v pritb¢hu analyzy, a je zde uvedena pro doplnéni kontextu zkoumanych
dat. Pro ucely této prace je robustnost algoritmu stanovena jako velikost dosazeného skore

Rank-testu trojice algoritmt pro jednotlivé testovaci funkce.

Tabulka 4: Vysledky Rank-testu na vSech testovacich
funkcich
DE PSO SOMA
f1 1422 2006 667
12 1365 465 2265
f3 1574 465 2056
fa 1889 1500 1706
fs 2265 2265 2265
fs 1469 1725 901
f7 2265 465 1365
fs 0 0 0
Celkem 12246 8892 11227

Rank-test je v této praci pouzit jako podpora k rozliSeni algoritmli se slabymi misty,
samotny vykon neni pro analyzu relevantni. Vysledky ukazuji miru univerzalnosti
a stability vystupti pro f; az fs. Hodnota pfiblizeni ke globalnimu optimu je odvozena
z analyzy konvergence uvedené v kapitole Konvergence a predCasna konvergence,
ajerovna hodnoté distinguishing tolerance, kterd definuje dosaZenou hodnotu, kterd
je rovna nejlepsi hodnoté CFE, pokud se jeji hodnota nachazi v toleranci 10 . Tato
hodnota je v souboru summary.csv ve sloupci premature.csv oznaCena jako F' (False).
Misto v pribéhu konvergence, ve kterém doSlo k dosazeni této hodnoty je v souboru
uréeno sloupcem bestfx_reach_index. Hrani¢ni hodnotu ptedstavuje ukoncovaci podminka
dosazeni povoleného poctu provedenych ohodnoceni ucelové funkce, a je reprezentovana
poslednim vzorkem konvergence sindexem 99, ackoliv vizualizace v grafu ukazuje

na hodnotu rovnajici se poctu vzorka 100.
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Obrazek 41: Ptiklad vizualizace Rank-testu pro funkci f;
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Obrazek 42: Ptiklad vizualizace Rank-testu pro funkci f4
7.2 Vystupy pro f; Schwefel

7.2.1 DE

Algoritmus DE se v Rank-testu umistil na druhém misté. Analyza detekuje vznik clustert,

skokovy pokles diverzity pfi jejich vzniku, a minimalizaci primérného pohybu jedinct.
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DE - Schwefel - characteristics
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Obrazek 43:  Charakteristiky algoritmu DE na funkci f;

Clustery vznikaji v kazdém béhu algoritmu, jejich maximalni pocet je 4. U nejhorsiho
prubéhu konvergence s indexem béhu 26, doslo v bodé¢ CFEs (Samples) = 34 ke vzniku
jednoho clusteru, poklesu diverzity o 8,6881%, a snizeni velikosti primérného skoku
na 0,8139%. Ve zbyvajici ¢asti tohoto b&hu nedoslo k nalezeni lepsi hodnoty f(x), a diky
prevaze exploitace doSlo k uvaznuti v lokdlnim minimu na hodnoté f(x) = 593,7087.
V nejlepSim pribéhu s indexem béhu 7 konvergence DE v bodé¢ CFEs (Samples) = 66
doSlo ke wvzniku jednoho, kratkodob& dvou clusterti, poklesu diverzity populace
0 12,1338%, a snizeni velikosti primérného kroku na 0,4471 %. Nejlepsi nalezené feSeni
pro viechny béhy ma hodnotu f{x) = -2,7243x10®. Pro udely této prace lze diky znalosti
globalniho optima problému konstatovat, Ze vznik clusteru a ztrata diverzity v tomto behu
vedly k aproximaci nejlepsiho mozného teSeni v bodé CFEs (Samples) = 91. Vznik
clusterli v pocatecnich fazich konvergence DE spojeny se zna¢nym poklesem diverzity
populace muize ukazovat na exploitativni tendence algoritmu. Spolu s vysledky analyzy
pfedcasnych konvergenci vSech bé&hu, tvoficich 76,66% jejich celkového poctu, lze

pfevahu exploiatce nad exploraci oznacit jako slabé misto algoritmu.
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DE - Schwefel - 30 convergences
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Obrazek 44: Analyza predc¢asné konvergence algoritmu DE na funkeci f;
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Obrazek 45:  Analyza clusteringu algoritmu DE na funkci f3

7.2.2 PSO

Algoritmus PSO ziskal se v Rank-testu umistil na tfetim misté. Jeden cluster vznika

u vSech beha v bod¢ CFEs (Samples) = 2.
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PSO - Schwefel - characteristics
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Obrazek 46: Charakteristiky algoritmu PSO na funkci f;

V nejhorSim pribéhu konvergence s indexem 26 pietrvava po celou dobu béhu 1 cluster
v populaci, jehoZ vznik doprovazi vyrazny pokles diverzity o 34,7245% a zastaveni
konvergence algoritmu. Velikost primérného skoku v populaci klesla na hodnotu
2,9847%. Ve zbyvajici €asti tohoto béhu nedoslo k nalezeni lepsi hodnoty f{x). Z téchto
udaji vyplyva, Ze doslo k uvaznuti v lokdlnim minimu na hodnoté f(x) = 2329.5505.
Nejlepsi pribeh konvergence PSO s indexem 15 ukazuje shodny prib¢h tvorby clusteru
v bodé¢ CFEs (Samples) = 2, diverzita populace poklesla po jeho vzniku o 48,2099%,
velikost primérného kroku na 2,9847%. Nejlepsi nalezené feSeni pro vSechny béhy
ma hodnotu f(x) = 671.1560. Pro ucely této prace lze diky znalosti globalniho optima
problému konstatovat, ze v zddném z b&éhi PSO nedoslo k nalezeni nebo aproximaci
nejlepSiho mozného feseni. Vznik clusteru a ztrata diverzity v tomto behu vedly k uvaznuti
v lokédlnim extrému. Spolu s vysledky analyzy ptedCasnych konvergenci vSech béht,
tvoticich 100 % jejich celkového poctu, 1ze vyraznou pievahu exploiatce nad exploraci

oznacit jako slabé misto algoritmu.
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7.2.3

PSO - Schwefel - 30 convergences
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Obrazek 47:  Analyza predc¢asné konvergence algoritmu PSO na funkci f3

SOMA T3A

Algoritmus SOMA T3A byl Rank-testem vyhodnocen jako nejlepsi na této funkci.
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Obrazek 48: Charakteristiky algoritmu SOMA na funkci f;
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Clustery vznikaji v kazdém bé&hu algoritmu, jejich maximalni pocet je 2. Pro nejhorsi
pribéh konvergence s indexem béhu 3, doslo v bodé¢ CFEs (Samples) = 54 ke vzniku
jednoho clusteru, diverzita vtomto bod€¢ predstavuje hodnotu 54,4437%, velikost
primérného skoku shodnotou 2,9804%. Velikost skokli mé sestupnou tendenci
odpovidajici postupnému snizovani diverzity populace. K nalezeni nejnelepSiho feSeni
f(x)=1,1451x10" doslo v bodé¢ CFEs (Samples) = 99. V nejlepsim pribéhu konvergence
s indexem b¢hu 28 vznikl v bodé CFEs (Samples) = 47 jediny cluster, diverzita populace
dosahuje 55,3533%, velikost primérného kroku ma hodnotu 0,9501%. Obé& hodnoty
se vSak v dalSich c¢astech b&hu algoritmu snizuji a jejich sestupnd tendence odpovida
postupnému snizovani diverzity populace. Nejlepsi nalezené feSeni pro vSechny béhy
ma hodnotu f(x) = -2,6714x10° a bylo nalezeno v bodé CFEs (Samples) = 99. Pro ucely
této prace lze diky znalosti globdlniho optima problému konstatovat, ze doslo k aproximaci
nejleps$iho mozného teseni. Spolu s vysledky analyzy predcasnych konvergenci vsech
beht, tvoticich 0 % jejich celkového poctu, se tato instance algoritmu SOMA T3A jevi

jako vhodné zvolend na dany problém a z analyzy nejsou patrna z4dné slaba mista.

SOMA - Schwefel - 30 convergences

f(x)_max start = 3314.302304253249 f(x) in tolerance
3000 | w= f(x)_worst = 1,1451837053755298e-05 —— Best f(x)

Kt f(x)_best = -2.6714578780229203e-06 « f(x)_manx start
f(x)_worst
f(x)_best
Analysis boundary

2500

2000

25%

f(x)

15007

10001

500 {

0 20 40 60 80 100
CFEs (Samples)

Obrazek 49:  Analyza predcasné konvergence algoritmu SOMA na funkci f;
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SOMA - Schwefel - Clustering development
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Obrazek 50:  Analyza clusteringu algoritmu SOMA na funkci f3

7.2.4 Srovnani analyz algoritmu

Instance algoritmu DE vykazovala prudky pokles diverzity po vytvoreni clusterti, coz mélo
za nasledek uvaznuti v lokalnim extrému, oproti SOMA T3A, jejiz priib&hy diverzit mély
rovnomérne sestupny charakter i v okamzicich vzniku clustert, az do okamziku nalezeni
nejlepSich feSeni. PSO ve srovnani s obéma predeslymi algoritmy ukazuje prudkou ztratu
diverzity populace v jednom clusteru na zacatku béhu. Algoritmus SOMA T3A dokézal
jako jediny nalézt globdlni minimum problému v obou piipadech hodnocenych
konvergenci, DE pouze ve své nejlepsi konvergenci, PSO globalni extrém nenalezlo

ani v jedné konvergenci.
7.3 Vystupy pro f; Random

7.3.1 DE

Algoritmus DE byl Rank-testem vyhodnocen jako nejlepsi na této funkci. V Zadném béhu

algoritmu nevznikaji clustery.
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DE - Random - characteristics
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Obrazek 51: Charakteristiky algoritmu DE na funkci f4

Pro nejhorsi prabéh konvergence s indexem béhu 11, doslo k nalezeni nejlepsi hodnoty
fix) = 7,1515x10° v bodé CFEs (Samples) = 8, diverzita populace méla hodnotu
63,2679%. V nejlepsim pribehu konvergence s indexem béhu 2 byla nalezena nejlepsi
hodnota f{x) = 7,5555x10” v bod& CFEs (Samples) = 16, diverzita populace méla hodnotu
60,6588%. Oba prubeéhy vykazuji postupny nariast diverzity populaci s n¢kolika poklesy,
pficemz nakonci obou béhit méla diverzita hodnotu pro nejhor$i béh 64,0829%,
pro nejlepsi 62,6859%. Primérné velikosti praimérnych skokd od okamzikli nalezeni
nejlepSich feSeni az do konce béhi mély pro nejhors$i pribéh velikost 5,090694%,
pro nejlepsi 4.729177%. Pro tcely této prace 1ze diky znalosti globalniho optima problému
konstatovat, ze doSlo k aproximaci nejlep§iho mozného feSeni. V obou prubézich lze
pozorovat rovnovahu exploiatce a explorace. Spolu s vysledky analyzy piedCasnych
konvergenci vSech béht, tvoficich 23,33% jejich celkového poctu, se tato instance
algoritmu DE jevi jako vhodné zvolena na dany problém a z analyzy nejsou patrna zadna

slaba mista.
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Obrazek 52:  Analyza pred¢asné konvergence algoritmu DE na funkci f;
7.3.2 PSO

Algoritmus PSO se v Rank-testu umistil na tfetim misté. Clustery vznikaji v populaci

v kazdém béhu algoritmu, jejich maximalni pocet je 3.

g 8 g

10

PSO - Random - characteristics

Convergences

— Best (onv‘ergen(e. fix) = 9.914767240548628e-08
—— Worst convergence, f{x) = 9.064892721233342e-06

-~ best f(x) convergence index 22 reached at CFEs (Sample) 71
- worst f(x) convergence index 20 reached at CFEs (Sample) 96

Diversity development

Clustering development

VL wamu——Y |y
S st v i Vs

Aﬁerage jump size develupfnent

. |

Obrazek 53:

7

0 60 g 80
CFEs (Samples)

Charakteristiky algoritmu PSO na funkci f4



UTB ve Zliné, Fakulta aplikované informatiky 80

V  nejhor§Sim pribéhu konvergence sindexem béhu 20 dochdzi od bodu
CFEs (Samples) = 3 ke vzniku clusteru, kterému pifedchazi prudky pokles diverzity
na hodnotu 7,2976%. Cluster trvd po dobu jednoho vzorku, dal§i se objevi v bodé
CFEs (Samples) = 16. Dalsi prub¢h clusteringu méa rovnomérny charakter s vyjimkou
vzniku dvou clustertt v bodé CFEs (Samples) = 51, od bodu CFEs (Samples) = 68 pak
dochdzi ke stfidani poctu clusterd, avSak diverzita populace jiz neptekroci 3%. Nejlepsi
nalezené feSeni pro tento b&h ma hodnotu f{x) = 9,0648x10° v bodd CFEs (Samples) = 96
pfi hodnoté diverzity 1,91%. Nejlepsi pribéh konvergence s indexem béhu 22 také ukazuje
vznik clusteru na zacatku konvergence v bodé CFEs (Samples) = 6 doprovazeny poklesem
diverzity na 6,0706%. Od tohoto bodu dochazi ke stfidani poctu clusterd, avSak diverzita
populace jiz nepiekro¢i 6%. NejlepSi nalezené feSeni pro vSechny béhy ma hodnotu
fx) = 9,9147x10® v bod& CFEs (Samples) = 71 pfi hodnots diverzity 2,458%. Priimérné
velikosti primérnych skokl od nejlepSich feSeni az do konce béhi mély pro nejhorsi
prabéh velikost 9,5373%, pro nejlepsi 9,5642%. Pro ucely této prace lze diky znalosti
globalniho optima problému konstatovat, ze doSlo k aproximaci nejlepsSiho mozného
feSeni. Oba pribéhy vykazuji znacnou ztratu diverzity na zacatcich konvergenci, u obou
vSak doSlo k pfiblizeni ke globdlnimu minimu navzdory vyraznému exploitativhimu
charakteru. Spolu s vysledky analyzy pfedCasnych konvergenci vSech beha, tvoticich 0%
jejich celkového poctu, se tato instance algoritmu PSO Ize vyraznou pievahu exploiatce
nad exploraci oznacit jako slabé misto i pfesto, ze doSlo k nalezeni optima ve vSech

konvergencich.
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PSO - Random - 30 convergences
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Obrazek 54: Analyza ptedcasné konvergence algoritmu PSO na funkci £

7.3.3 SOMA T3A

Algoritmus SOMA T3A se v Rank-testu umistil na druhém misté. Ke vzniku clusteri

nedoslo v Zddném z beht algoritmu.

SOMA - Random - characteristics

Convergences

—— Best convergence, f(x) = 1.479040518281849¢-06
—— Worst convergence, f(x) = 0.0004495757814990675

best f(x) convergence index 10 reached at CFEs (Sample) 86
= 0.015 worst f(x) convergence index 12 reached at CFEs (Sample) 25

Diversity development

Clustering development

Number of clusters
o
=
o

Average jump size development

o - 20 40 60 - 80 - 100
CFEs (Samples)

Obrazek 55: Charakteristiky algoritmu SOMA na funkci fy

V nejhor$im prabéhu konvergence s indexem béhu 12 dochazi k nartstu diverzity populace

0 hodnotu 2,764%, poté diverzita udrzuje primérnou hodnotu 57,4385%, a do konce béhu
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nepiesdhne 58%. Nejlepsi feseni s hodnotu f(x) = 0,0004495757814990675 je pro tento
béh nalezeno v bod¢ CFEs (Samples) = 25, pti diverzité populace s hodnotou 57,8781%.
V nejlepsim prib¢hu konvergence s indexem béhu 10 je nalezeno nejlepsi feSeni ze vSech
b&hii s hodnotu f{(x) = 1,4790x10° v bodé CFEs (Samples) = 86, pii diverzité populace
s hodnotou 57,1322%. Primérné velikosti primérnych skokti od nejlepSich feSeni
az do konce béhti mély pro nejhorsi prabéh velikost 1,5057%, pro nejlepsi 1,3938%.
Pro ucely této prace lze diky znalosti globalniho optima problému konstatovat, ze doslo
k aproximaci nejlepSiho mozného feSeni. Oba prubéhy se vyznacuji stabilitou pribéht
a prumérnych skokl i po nalezeni nejlepsiho feSeni a vyznacuji se rovnovahou explorace
a exploitace. Spolu s vysledky analyzy predCasnych konvergenci vSech bé&hi, tvoticich
16,66% jejich celkového poctu, se tato instance algoritmu SOMA T3A jevi jako vhodné

zvolena na dany problém a z analyzy nejsou patrnd Zadnd slaba mista.

SOMA - Random - 30 convergences

0.06 I f(x) in tolerance
f(x)_max start = 0.06097569775680789 — Best f(x)
f(x)_worst = 0.0002298523117203466 Premature

s f(x)_best = 2.3278395517856154e-06 « f(x)_max start

- f(x)_worst

f(x)_best

0.04 Analysis boundary

25%

f(x)

0.02

0.014

0 20 40 60 80 100
CFEs (Samples)

Obrazek 56: Analyza predcasné konvergence algoritmu SOMA na funkci f;

7.3.4 Srovnani analyz algoritmu

Instance algoritmu SOMA T3A vykazovala stabilni pritb¢h diverzity populace a v zddném
jejim béhu nevznikly clustery, stejné jako u algoritmu DE, jehoZz diverzita méla také
stabilni pribéhy. U PSO doslo na zacatku algoritmu ke zna¢né ztraté diverzity, kterd méla
po sestupu stabilni charakter, pficemz dochazelo k intenzivni tvorbé clustert. Uvaznuti
v lokédlnim minimu vSak u algoritmu PSO nenastalo. VSechny algoritmu byly schopny

aproximovat globdlni minimum testovaci funkce v obou hodnocenych bézich.
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ZAVER

Cilem této prace bylo vytvoieni nastroje pro identifikaci slabych mist evolu¢nich
algoritmii, pomoci analyzy vybranych aspekt vnitini dynamiky algoritmu. V teoretické
¢asti byla popsana zakladni terminologie oblasti evoluénich algoritmti, fundamentalni
principy pfistupil k feSeni optimalizacnich uloh a vychodiska téchto ptistupl. V praci byl
kladen diraz na rovnovahu mezi exploitaci a exploraci, jako produktu vyrovnaného vlivu
deterministickych a stochastickych komponent evoluc¢nich algoritmi. Disbalance téchto
vlivii ma za nasledek nekonzistentni vykon a selhdvani pfi hledani globalnich optim.
Ugelem této prace nebylo hodnotit vykon jednotlivych instanci algoritmi, ale pokusit
se stanovit, za jakych podminek dochézi k selhdni, nebo jaké jsou pfi¢iny vzniku patrnych
rozdili vysledkil instanci pifi snaze o nalezeni globalniho extrému optimaliza¢niho
problému. Za timto Ucelem byla sestavena specificka sada testovacich funkci, cilend
na lepsi pochopeni vnitini dynamiky populace pomoci indikatort diverzity a dalSich
charakteristik. Soucasti této prace je softwarovy nastroj, ktery byl vytvofen k analyze
jiz existujicich vystupii evoluénich algoritmil, za Gcelem extrapolace a piifazeni hodnot
témto jevim, jejichz prubehy jsou méfitky funkénosti algoritmu. Aplikace evalGeval
poskytuje uZzivateli strukturovany a vizualizovany popis dynamiky populace ve formé
velikosti pohybu jedincti, skokd, tvorby clustert v populaci, a prib&hu jeji diverzity.
Aplikace umoziuje uZivateli centralizovany pohled na vnitfni procesy algoritmu
ausnadnuje tak orientaci v komplexu vlivii na ¢innost algoritmu. Analyzu je mozné
provést hromadné na mnoziné¢ dvojic soubort, které jsou vystupy instanci evolu¢nich
algoritml. V ramci ovéfeni funkénosti vytvorené aplikace bylo provedeno srovnani
priub&hii konvergenci generickych algoritmit DE a PSO s etalonem ve formé pokrocilé
SOMA, pti¢emz byly zohlednény ukazatele vyvoje populace pii pohybu po hyperplose,
v kontextu vhodnosti nalezenych feSeni. V posledni kapitole prace byla provedena
interpretace vysledkl analyzy prostfednictvim komentovanych grafickych a tabulkovych
vystupt aplikace. Interpretace vysledki ukdzala moznost detekce nechténého chovani
algoritmu, naptiklad vyrazna ztrata diverzity populace nebo uvédznuti v lokdlnim extrému
pii vzniku clustert. V ptipadé€ interpretace vystupi analyzy trojice algoritmi na funkci f;
Random, lze detekovat neocekavané chovani ve formé ztraty diverzity populace,
atoivsituaci, kdy jsou algoritmem nalézdna nejlepSi feSeni. Kompletni grafické
1 tabulkové vystupy aplikace pro vSechny kombinace algoritml a testovacich funkci jsou

soucasti ptilohy této prace, stejn¢ jako zdrojové kody aplikace evalGeval.
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SEZNAM POUZITYCH SYMBOLU A ZKRATEK

EA Evolu¢ni algoritmus

GA Geneticky algoritmus

ES Vyznam tfeti zkratky

DE Diferenciélni evoluce

SOMA Self-Organizing Migrating Algorithm

PSO Particle Swarm Optimization

CF Cost function

CFE Cost Function Evaluation

NFLT No Free Lunch Theorem

PRT Pertrubance

IEEE Institute of Electrical and Electronic Engineers
CEC Congress on Evolutionary Computation

WCCI World Congress on Computational Intelligence
MaxFEs Maximum Function Evaluations

SR Sum-Rank

SaDE Self-Adaptive Differential Evolution

ARPSO Attraction-Repulsion Particle Swarm Optimization
OLPSO Orthogonal Learning Particle Swarm Optimization

SOMA T3A Self-Organizing Migrating Algorithm Team To Team Adaptive

ESP-SOMA Ensemble Strategies and Pertrubation parameter Self-Organizing Migrating
Algorithm

L-SHADE  Success-History based Adaptive Differential Evolution with Linear
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Db-SHADE Distance based Success-History based Adaptive Differential Evolution

DAP Distance to Average Point

APD Averaged point Diversity
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DWD Dimension-Wise Diversity

DGEA Diversity Guided Evolutionary Algorithm
CFEs Cost Function Evaluations

CSv Comma Separated Values

CRLF Carriage Return Line Feed



UTB ve Zliné, Fakulta aplikované informatiky 91

SEZNAM OBRAZKU

Obrazek 1:

Obrazek 2:

Obrazek 3:

Obrazek 4:

Obrazek 5:

Obrazek 6:

Obrazek 7:

Obrazek &:

Obrazek 9:

Obrazek 10:

Obrazek 11:

Obrazek 12:

Obrazek 13:

Obrazek 14:

Obrazek 15:

Obrazek 16:

Obrazek 17:

Obrazek 18:

Obrazek 19:

Obrazek 20:

Obrazek 21:

Obrazek 22:

Priklady ucelovych funkci.......ccooeveieeiiiieiiiiece e 14
3D reprezentace rozmisténi 2D jedinci na hyperplose CF Schwefel.......... 15
Ptiklad pribéhu konvergenci EA pro 30 opakovani.........c.ccceeevveruieeneenee. 16

Ruletové pravidlo selekce s procentualnim vyjadfenim pravdépodobnosti

AT 07<) 1) B SRRR 20
Pravidlo Rank Selection s pofadim jedinct podle fitness..........ccccecveeuneeneee. 20
Jednobodové, dvoubodové a vicebodové kiizeni v GA ....cccvvvvveveviieecnnn, 21
Jednobodova mutace vV GA .......ccoviiiiiiee e 22

GBOSE ..o e e s 25
3D reprezentace Rastriginovy funkce .........ccoceevveeciienieniiienienieeiesie e 30
Graf hodnoceni Sum-Rank-testu CEC 2022..........cocovveviieiniieeeiieeeiee e, 32

Priklad pfedc¢asné konvergence béht algoritmu DE na funkci Schwefel ....38

Schéma populace a bodu primérného bodu avg...........cccceviieiiiiiiininn. 40
Princip hodnoceni clusteringu nastrojem DBSCAN.........cccoovvviieiiieiinennne. 42
Ukazka vypisu vzorkd populaci v konzole ..........ccceevveveieniieciieniieiie, 46
Ukézka vypisu vzorkl konvergenci v konzole .........ccccceceeveriiniincincnnenne. 47

Pseudokod umisténi zédznamu dat do poli pro vstupni soubory uvnitt

] Fe00) 013 101 SO 48
Vystupy obsahu multidimenzionalniho pole se vzorky v konzole............... 48
Logo aplikace s prvotnimi insStrukCemi..........ccueerveeriienieerieenieeiieeieeieeeee 49
Dialog pro vloZeni cest k samostatnym csv SOubOrtim ...........ccoeeveeevennenne. 49
Dialog po vlozeni cest k adresaiim s ¢SV SOUDOTY ...ocvveeeivieeiieeeiieeeiieee, 50
Probihajici kontrola csv souborii v adresafovém reZimu ..........cccccveeenneeennee. 50

Dialog pro zadani velikosti prohleddvaného prostoru a umisténi vystupnich

SOUDOTT APITKACE. ... .eiiiieiiieeiiieiie ettt 51



UTB ve Zliné, Fakulta aplikované informatiky 92

Obrazek 23:

Obrazek 24:

Obrazek 25:

Obrazek 26:

Obrazek 27:

Obrazek 28:

Obrazek 29:

Obrazek 30:

Obrazek 31:

Obrazek 32:

Obrazek 33:

Obrazek 34:

Obrazek 35:

Obrazek 36:

Obrazek 37:

Obrazek 38:

Obrazek 39:

Obrazek 40:

Obrazek 41:

Obrazek 42:

Obrazek 43:

Obrazek 44:

Obrazek 45:

Obrazek 46:

Sumarizace zadanych tidajli a vyzva k uzivatelské volbe..........cccocenenin. 51

Informace o zpracovavanych souborech a provadénych operacich analyzy 52

3D reprezentace funkce f; Dejongl........ccoveeiiieeiiiieiiieceeee e 53
3D reprezentace funkce f> DeJong2........ccceeeviiieeiiieeiiieeeeeeee e 54
3D reprezentace funkce f3 SChwefel.........ocovvviiiiiiiiiiiniiieeeeee 55
3D reprezentace funkce f; Random..........cccoeeeviiiiiiniienieniiicieieeceee e 56
3D reprezentace funkce fs5 Inverse saturated sphere...........cccceeveeeeiienienne. 57
3D reprezentace funkce f5 SIOPE .....ccueeeiieiieiiiiiieeeee e 58
3D reprezentace funkce f7 Saturated sphere............ccoevvvevviieiieniiienienieene, 59
3D reprezentace funkce fs Plateau.........c..coceeviieiiieiiienienieciieeieeeese e 60
Nahled obsahu souboru PSO_f4 Summary.csyv..........cccceceevceeveececneenennene. 62
Grafy v souboru characteristiCS.JPEg......couveruerierierierienieenieereneeieneeneenenn 63
Ptiklad vyhodnoceni pred€asné Konvergence ..........ccccceeeeveeerveeecveeseneeennne, 65

Ptiklad riznych hodnot diverzity péti populaci o ¢tyfech jedincich ve 2D

reprezentaci v prostoru [0, 6] ......c.eovevueriiriininienieeeeneeeeeee e 66

Ptiklad vypisu konzoly s polem poli zdznamt realnych hodnot diverzit dvou

vzorkl populaci ve dvou opakovéanich s adresovanim podle indexii........... 66
Ptiklad 2D reprezentace clusteringu v nahodné populaci ...........cccceeueeeee. 67
Primérné velikosti skokt ve v§ech opakovanich u DE na funkci f5............ 68

Ptiklad grafu charakteristik s vyhodnocenim pouze pro konvergenci

S ANAEXEM 0.nenieiiiiiieieet ettt 69
Ptiklad vizualizace Rank-testu pro funkci f3.......ccccceeevieieciieiniiecieeeiee, 71
Ptiklad vizualizace Rank-testu pro funkci fy.......ccceevvievniieinieiiieciee, 71
Charakteristiky algoritmu DE na funkci f3.......ccooeeveriiniiiiniiniininceee 72
Analyza ptedc¢asné konvergence algoritmu DE na funkci f3........ccoeeneneee. 73
Analyza clusteringu algoritmu DE na funkci f3 ......ccccoeeeeiiiiiieeeiieeeiee, 73

Charakteristiky algoritmu PSO na funkci f3......cccceeeeiiiecieiniieeee e, 74



UTB ve Zliné, Fakulta aplikované informatiky 93

Obrazek 47:

Obrazek 48:

Obrazek 49:

Obrazek 50:

Obrazek 51;

Obrazek 52:

Obrazek 53:

Obrazek 54:

Obrazek 55:

Obrazek 56:

Analyza pted¢asné konvergence algoritmu PSO na funkci f3.......ccccevuenneee. 75
Charakteristiky algoritmu SOMA na funkci f3......ccceoeveenenienieniniineeene 75
Analyza predCasné konvergence algoritmu SOMA na funkci f;.................. 76
Analyza clusteringu algoritmu SOMA na funkci f3....c.ccoeeveeeeieeecieeeieee, 77
Charakteristiky algoritmu DE na funkci fs.......ccooeveneniininiiniiiciicnceee 78
Analyza pted¢asné konvergence algoritmu DE na funkci fy........cceeneneee. 79
Charakteristiky algoritmu PSO na funkci fy......cccoooerieniininiinienniieeene 79
Analyza pted¢asné konvergence algoritmu PSO na funkci fy......ccceevennene. 81
Charakteristiky algoritmu SOMA na funkci fy......cccoeoevieninienieninieeeene 81

Analyza pted¢asné konvergence algoritmu SOMA na funkci fy.........c........ 82



UTB ve Zliné, Fakulta aplikované informatiky 94

SEZNAM TABULEK

Tabulka 1:  Ptiklad uplatnéni PRT ........coooiiiiiiiiiieiececee e 23
Tabulka 2:  Pfiklad uplatnéni CR pii KFIZent .......cceeevuvieeiiiieiiieieeeee e 27
Tabulka 3:  Vyhodnoceni Rank-testu Sum-Rank-testu CEC 2022 ..........cccceevvvrveuennnene. 32

Tabulka 4:  Vysledky Rank-testu na vSech testovacich funkcich ..........cccccoevviveeiennnnnn. 70



UTB ve Zliné, Fakulta aplikované informatiky 95

SEZNAM ELEKTRONICKYCH PRILOH

Ptiloha P I:  Adresar projektu aplikace evalGeval v jazyce Ptyhon

Ptiloha P II: Adresar se zaznamy vzorkl populaci a konvergenci algoritmiit DE, PSO

a SOMA T3A

Ptiloha P III: Adresat s vystupy analyzy aplikace evalGeval



