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ABSTRAKT

Ciel'om diplomovej prace je navrhnut a implementovat’ vhodny systém na orezdvanie ob-
razkov, ktory bude slazit’ k vytvaraniu nahl'adov z danych vstupnych obrazkov. Systém by
mal rozoznat’ objekty na obrazkoch a nasledne podl'a vhodnej techniky vybrat’ objekty alebo
samostatny objekt k orezaniu. Nasledne vygenerované nahl'ady roznych velkosti sa pouziji
pri automatickom generovani marketingovych materialov ako su plagaty, billboardy, atd’.
Ako vhodné techniky na rozoznavanie a detekciu objektov sa javi umeld inteligencia a kon-

krétne umelé neurénové siete.

KTlacové slova: umela inteligencia, neurénové siete, detekcia objektov, konvolucné siete,

darknet

ABSTRACT

The main goal of my diploma thesis is to design and implement a suitable solution for image
cropping, which will be used to create thumbnails of given input images. The system should
recognize and detect objects in the images and then select object or more objects for cropping
and generating thumbnails. Generated thumbnails of different sizes will be used to automa-
tically generate marketing materials such as posters, billboards, etc. Artificial intelligence
and neural networks appear to be suitable techniques for the recognition and detection of

objects.

Keywords: artificial intelligence, neural networks, object detection, convolution networks,

darknet
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UvVOD

Umeld inteligencia je v sucasnosti vel'mi aktualnou a dynamicky sa rozvijajucou oblast'ou
v informatike. Je to vedna disciplina, ktora za pomoci strojov alebo pocitacovych systémov
simuluje spravanie 'udskej inteligencie. V pocitacovej vede zasahuje umela inteligencia do
niekol’kych odborov medzi ktoré patria napriklad hry, rozpoznévanie obrazu, rozpoznavanie
re€i, riadenie robotov, spracovanie a analyza dat, triedenie vzorov, analyza a predpovedanie

Statistickych postupnosti atd’. Aplikécii a moznosti rozsirenia kazdym dilom pribuda.

Popri rozvoji umelej inteligencie kontinudlne narastd aj moznost’ automatizacie niektorych
I'udskych ¢innosti. V nedavnej dobe sa na vyrobu marketingovych materidlov podiel’al cely
graficky tim. S prichodom automatizacie uZ odpada nutnost’ manualneho nastavovania jed-
notlivych textovych odstavcov pri marketingovych plagatoch. O vSetko nastavenie sa pos-

tard naprogramovana aplikécia, ktora je pouzivatel'sky privetiva a jednoducha.

Ako programator a pouzivatel’ danych aplikacii sa stretdvam pri problémoch hlavne s obraz-
kami. V pripade ak chce pouzivatel nastavit’ novy obrdzok na plagat, musi nastavit’ jeho
poziciu manuélne. Tento proces je velmi zdihavy a neefektivny. Ak chct dané sluzby, po-
skytujuce vytvaranie a upravu marketingovych materidlov konkurovat’ konkurencii, musia
drzat’ krok o sa tyka technologického napredovania. Preto som sa snazil prist’ na to ako
zautomatizovat’ generovanie relevantnych ndhl'adov z obrdzkov l'ubovolnych rozmerov.
Dané néhl'ady sa d’alej pouZzivajl napriklad pri vytvarani bilboardov alebo uZ spominanych
plagatov. V sticasnom rieSeni sa nahl'ady generuju a prispésobuju podla stredového bodu.
Toto rieSeni spdsobuje, Ze je odrezana alebo zanedbana celd podstata obrazku a pri vytvarani
plagatu s danym obrazkom je vysledok nedostatocny a je nutné manualne prispdsobit’ obra-
zok. Preto som sa rozhodol pouZit’ a vyuzit silu umelej inteligencie pri spracovani a analyze

obrazu.

V prvej kapitole sa Citatel’ zozndmi s medialnou kniznicou DAM a jej vlastnostami. DAM
uz obsahuje prvky automatického spracovania obrazu, ale pre dany pripad generovania nah-
ladov a pouZitel'nosti pri vytvarani marketingovych materidlov je nedostato¢ny. Preto som

sa ho rozhodol rozsirit’ a vylepsit’ danu funkcionalitu.

V dalsich kapitolach bude popisany princip umelej inteligencie, neuronovych sieti a ich po-
uzitie. Detailne sa pozriem na konvolu¢né siete a ich pouzitie pri spracovani obrazu. Po-
stupne prejdem na metddy detekcie objektov, ktoré vyzivaju princip umelej inteligencie

a konvolucnych sieti.
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V stvrtej kapitole sa pozriem na najznamejsiu kniznicu pri spracovani obrazu OpenCV a jej
modul na podporu hlbokych neurénovych sieti. Dalej v tejto kapitole ukazem a opisem fra-
meworky, ktoré sa pouzivajl pri praci s neurénovymi sietami medzi ktoré patria TensorFlow

alebo Darknet.

Nasledne vyuzijem nadobudnuté vedomosti z predchadzajucich kapitol a navrhnem rieSenie
na orezdvanie a generovanie nahl'adov z obrdzkov pomocou detekcie objektov a umelej in-
teligencie. V poslednom kroku dané rieSenie implementujem do mediadlnej kniznice DAM

a ukdzem jeho pouzitie pri generovani marketingovych materialov.



UTB ve Zliné, Fakulta aplikované informatiky

10

I. TEORETICKA CAST
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1 MEDIALNA KNIZNICA — DAM

Medialna kniZznica zhromaZzd'uje, organizuje a umoznuje zdiel'anie marketingovych materia-
lov roznych spolo¢nosti. Kniznica je produktom firmy Brandmaster v ktorej pracujem ako
programator. VSetky materialy pouzité pri vyrobe plagatov, bilboardov alebo ostatnych mar-
ketingovych produktov stt uchovavané na jednom mieste. Pouzivatel’ medialnej kniznice ma
moznost’ ich organizovat’ do adresarov. Pontika aj moZnost’ nastavovania pristupu pre jed-
notlivé materialy urcené zamestnancom, prispievatelom, ¢itatel'om alebo len administrato-
rom. DAM ponuka rozsiahly filter materidlov pomocou kategorii, formatu, vel'kosti suboru,
autora a d’alSich moznosti. Pri nahravani novych materidlov sa automaticky vykonéava ana-
l1yza nahravaného stiboru s cielom identifikovat’ typ suboru, textovy obsah, obsah obrazka,
orientaciu, velkost’ suboru, I'udi, farbu, polohu, datum, scenériu a tpln¢ XMP o obrazku.
XMP je standard, povodne vytvoreny spolocnostou Adobe Systems Inc., na vytvaranie,
spracovanie a vymenu Standardizovanych a vlastnych metadat pre digitalne dokumenty a su-
bory udajov [28]. Na rozpozndvanie tvari a objektov na obrazku DAM vyuZiva plateni

sluZzbu Google Vision API [1].

Information ~ Sharing  Attachments  Comments  Locaon  History  Usage

Smart phone with map gps navigation application on the screen

A Sharewilh colleagues 4 Shareon socialmeda 4 Recommend 4 Rale this asset

biack
Date 2015.01-12
Publish date 20150807
File size 13427746
Originator / Photographer  Aleksey Boldin

- L cor [ prona | movic I8
Categorised as Transportation

Face detection No faces datected

Scenes/Objects mabile phone
gos navigalion device driving
o scenes found

Recognized logos

taxt and meta-data  error
Addtoighibox  Ad private bockmar Dorsinerk colons Sacondary;

Obr. 1. Ukazka z medialnej kniznice DAM [1].
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1.1 Google Vision API

Rozhranie API sluzby Google Vision umoziiuje vyvojarom porozumiet’ obsah obrazka po-
mocou vykonnych modelov strojového ucenia v 'ahko pouziteI'nom rozhrani REST API.
Typicka poziadavka na API obsahuje ako vstup déata obrazkov, na ktorych sa ma vykonat’

detekcia a subor operacii, ktoré sa maju spustat’ na kazdom obrazkom.

Vision API je zname pre svoje presné vysledky a rozsiahlu dokumentacia obsahujucu
zbierku vyukovych programov, ktord poskytuje vel'mi podrobny prehl'ad o rozhrani API.

Vyvojari maji moznost’ 'ahko integrovat’ aplikacie z nasledovnych funkcii.

e Optické rozpoznavanie znakov (OCR): Toto je klasicky priklad pocitacové videnia,
ktoré sa primarne zaobera extrakciou textu z obrazu.

e Detekcia vlastnosti obraz: Pomocou danej funkcii je moznost ziskat vSeobecné
vlastnosti obrazu, farby a podobne.

e Detekcia objektov: Tuto funkciu spolu s detekciou tvari vyuziva aj medialna kniznica
a na jej vystupe je pole objektov, ktoré dana sluzba nasla na vstupnom obrazku.

e Detekcia tvari: Ulohou danej funkcii je na obrazku alebo na mnozine obrazkov roz-

poznat’ tvare, ktora su v nich pritomne. VyuZitie je pri systémoch sledovania.

Dané rozhranie a cely pristup sluzby Google Vision API vychadza z umelej inteligencie a
neurdnovych sieti. Sluzba je vel'mi jednoducha a presné ale mé dva zapory, ktoré rozhodli,
ze je lepSie pouzit’ vlastné rieSenie. Prvou nevyhodou je, Ze vyvojar nema kontrolu nad rie-
Senim a mdze vyuzivat’ len triedy objektov, ktoré poskytuje dané sluzba. Pouzitie Vision
API je na principe Ciernej skrinky, kde vyvojar vloZi vstup a dostane vystup, ktory nemoze
nijak ovplyvnit. Druhou nevyhodou je cena sluzby. V pripade menej €astého pouzivania
sluzby, ¢o je 1-1000 obrazkov za mesiac, je sluzba zadarmo. Pri medialnej kniZnici je nut-
nost’ pouzivat’ sluzbu ¢astejsie, kde sa cena za vstupny obrazkov pohybuje v rozsahu od 13

az po 1.50% [2].

1.1.1 REST API

Rest architektlira, ktord sa najcastejSie pouZiva pri vytvarani API (Application programming
interface) rozhrani, vyuziva na komunikaciu HTTP protokol. Hypertext Transfer Protocol
(Hypertextovy prenosovy protokol) je internetovy protokol, ktory pracuje na aplikacnej
vrstve podl'a modelu TCP/IP. Posobi ako primédrna metdda na prepravu informacii vo webo-

vych aplikacidch. Pracuje na principe request — response (poziadavka — odpoved’) medzi
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klientom a serverom. Medzi metddy definované protokolom HTTP patria GET, POST, PUT,
DELETE, HEAD, TRACE, OPTIONS a CONNECT [30].

REST je skratka pre Representational State Transfer a vytvoril ju v roku 2000 Roy Fielding.
Rozhranie, vyuzivajice REST architekttru, je pouzite'né pre jednotny a jednoduchy pristup
ku zdrojom dat. VSetky zdroje dat majt vlastné identifikatory URI a REST, ktoré definuju
zakladné metddy pre pristup k nim [31].
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2 UMELA INTELIGENCIA

Ludsky mozog je vrcholom evoltcie na nasej Zemi a zatial’ najdokonalejsim ,,nastrojom* na
spracovanie informacii. Co je umeld inteligencia? Kedy mozeme povedat, Ze vytvorené za-
riadenie alebo aplikécia je inteligentna? Obecné testovanie umelej inteligencie je mozné na-
priklad vo forme Turingovho testu, ktory publikoval Alan Touring v roku 1950 vo svojom
¢lanku ,,Computing machinery and intelligence®. Tento test spo¢iva tom, ze mame ¢loveka,
ktory kladie otazky 2 respondentom, ktorych ale nevidi. Jeden z respondentov je pocitac
a druhy je ¢lovek. Konverzicia trva 5 minut a rozsah tém nie je nijako ohrani¢eny. Samo-
zrejme konverzacia prebieha vyluéne v textovej podobe. Pokial’ osoba, ktora kladie otazky
nie je schopnd rozlisit’, ktory z respondentov je pocitac, mdézeme ho povazovat’ za inteli-

gentny [3].

Existuje niekol'’ko druhov algoritmov a aplikécii, ktoré maju za ucel napodobnit’ inteligentné

spravanie. Jednou z nich st pravé umelé neurénové siete.

2.1 Umelé neuronové siete

Neuronove siete su siete pospdjanych uzlov, v naSom pripade neurénov. Neurdny st prepo-
jené nasledovnym spdsobom. Kazdy vystup z neurénu sluzi ako vstup do d’alSich neurénov.
Princip fungovania je inSpirovany 'udskom mozgom. Ktory obsahuje biologické neurény
a synapsie (spojenie medzi neurénmi). Sila 'udského mozgu je vo vyuZiti obrovského mnoz-
stva "pomalych" neurdénov, zoskupenych do vel'mi zloZitej masivne paralelnej siete, ktore;j
velkost’ a topoldgia je v simulaénych procesoch zatial' zd’aleka nenapodobnitelna. Umely

neurdn pozostava z nasledujucich zakladnych €asti vid’ obr. 2 [5].
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Yk

Uy

Obr. 2. Model neurénu [6].

Xn — VStupy

Win — synaptické vahy pre vstup
¥ — sumacna funkcia

ux — vystup sumacnej funkcie
¢(.) — aktiva¢na funkcia

yk — vystup neurénu

Ok — prah neurénu(threshold)

Model na obrazku obsahuje aj prah neurdnu, ktory zabezpecuje zniZenie (threshold) alebo
zvysenie (bias) hodnoty vstupu do aktivacnej funkcie. Matematicky moZem opisat’ neuron
nasledujucimi rovnicami (1,2,3).

n

u(k) = ) (Wi %) M

i=1
U(k) = U — Gk (2)

y(k) = o(vy) (3)
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Z rovnice (1) dostavame vystup linedrneho kombinatora, ktory predstavuje sumu vstupnych
hodnoét vynasobenych ich prislusnou vahou. Pouzitim prahu 6, v rovnici (2) dostavam vnu-
tornu aktivitu neurénu k. Rovnice mézem zapisat’ aj inym spoésobom ak pridam vstup xo = -

1 a vahu wio = 0, [5].
v() = ) (W + 1) )
i=0

y(k) = (Vi) (5)

xu:]

W=t {prah)

Vi

o) [

Obr. 3. Model neurénu s prahovou hodnotou -1 [5].

2.1.1 Aktivaéna funkcia

Cielom aktivacnej, inak nazyvana aj prenosova, funkcie je ohranicit’ vystup z neurénu. Ty-
picky normalizovany rozsah vystupu je z interval <0,1> alebo <-1,1>. Existuje vel'a preno-
sovych funkecii ale vSetky rozliSujeme do troch zdkladnych skupin: skokové, linearne a neli-
nearne. Vyber funkcie je podmieneny aky problém neurdénova siet’ riesi. NajCastejSie pouzi-
vané aktivacné funkcie su nelinedrne funkcie. Funkcie su ostro rastuce funkcie, ktoré pred-

stavuji rovnovahu medzi linedrnym a nelinearnym spravanim funkcie [6].
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Skokova prenosova funkcia je podmienend prahu neurénu. Ak je vstupnd hodnota vicsia
alebo mensia ako prah, neuron je aktivovany a na vystupe dostdvame hodnoty [0,1]. Hlavny

problém danej funkcie je, Ze na vystupe dostaneme len binarnu hodnotu [6].

Obr. 4. Skokova prenosova funkcia.
Po castiach linearne funkcie vytvaraju vystup, ktory je imerny vstupnym signalom ale
umoznuje viac vystupov, nie len 4no a nie. Problém nastdva ak by sme chceli trénovat’ dany
model pomocou backpropagation. PretoZze derivacia danej funkcie je konStanta a nema
ziadny vzt'ah k danému vstupu. Tym padom nie je mozné sa vratit’ a identifikovat’, ktoré

vahy vstupného neurdénu by po zmene dali lepsi vysledok [6].
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A=cx

Obr. 5. Lineédrna prenosova funkcia.
Moderné neurénové siete pouzivaju nelinearne aktivacné funkcie, ktoré poskytuju vytvore-
nie komplexného prepojenia medzi vstupmi a vystupmi. Po derivécii funkcie nedostdvame
konStantu ale funkciu, ktorda ma prepojenie na vstup a tym je mozné trénovanie a modelova-

nie dat napriklad obrdzkov, videa, audia atd’. PouZziva sa nasledujica rovnica sigmoidnej

funkcie (6).

1

o(v) = Tte® (6)

kde a je parameter strmosti a mozno nim menit’ tvar sigmoidnej funkcie. Je definovana ako

monotonne rastica, hladka a ohrani¢ena funkcia [6].
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Obr. 6. Nelinearna sigmoidna funkcia.

2.1.2 Architektira neuréonovych sieti

Pri rieSeni zloZitejSich problémov jeden neurdn nestaci. Z tohto dévodu sa neurdny spajaju
do takzvanych neurénovych sieti. Pocet neurénov a ich vzajomné prepojenie sa nazyva ar-
chitektura alebo topoldgia neurdénovej sieti. V sieti rozdel'ujeme neuroény do troch zéklad-
nych kategorii. Prvl kategdriu tvoria vstupné neurdony. Na vstupné neurdny privadzame
spravidla data. Napriklad jeden vstupny neurén moéze predstavovat’ hodnotu odtienia sivej
farby pre jeden pixel. Druht kategoriu tvoria skryté neurdny a poslednou kategoriou st vy-
stupné neurdny. Na vystupnych neurdénoch dostdvame prislusné vysledky. Skryté neurdny

sa nachadzaju medzi vstupnymi a vystupnymi neurénmi [7].

Stavy vSetkych neurdnov v sieti uréuju stav neuréonovej siete a vahy spojov urcuju konfigu-
raciu neurdnovej siete. Neurénova siet’ sa v ¢ase vyvija, meni sa prepojenie a stav neuréonov,
adaptuju sa vahy. Existuje mnoho druhov neurénovych sieti. Je ich v§ak mozné rozdelit’ do
dvoch zékladnych kategorii. Rozdelenie podl'a topologie siete je jedno z najCastejSich, pri-
¢om zakladné su dopredna (feedforward) a rekurentnéd (feedback, recurent). V dopredne;j
neuronovej sieti sa nikdy nevytvara prepojenie medzi neurénmi z vyssej vrstvy s neuronmi
z niz8ej vrstvy. Tym padom sa nevytvaraju cyklické prepojenia. St Specifické najméd svojou
rychlostou. Je mozné pouzit’ Siroku Skalu konvenénych numerickych metoéd (napriklad

Levenberg — Margardtova metoda) na trénovanie [7].
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Vstupna vrstva Skrytd vrstva Vystupna vrstva

Vystup

Vstup ——

Obr. 7. Schéma doprednej neurénovej siete [7].

V pripade rekurentnych neurénovych sieti je mozné vytvarat’ cykly. Nevyhodou niektorych
sieti tohto typu je, ze musi kazdy novy vstup iterovat’ dlht dobu pred dosiahnutim ziadiceho

vysledku. Preto rekurentné siete sa ucia vela tazSie ako dopredné [7].

Vstupna vrstva Skryta vrstva Vystupna vrstva

Vstup

[
N

Vstup

Obr. 8. Schéma rekuretnej neurénove;j siete [7].

2.1.3 Ucenie neurénovych sieti

Ucenie je proces, v ktorom sa menia parametre neurdnovych sieti v zavislosti od nastave-

nych pravidiel. Zmysel trénovania alebo ucenia je zabezpecit' schopnost’ produkovat
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spravne zodpovedajuce vystupy pre rdézne vstupné data. Pri trénovani je vel'mi dblezité, aby
trénovacie data neboli prili§ Specifické pretoze to spdsobuje preucenie (overfitting). Preuce-
nie je stav, v ktorom siet’ produkuje vel'mi dobré vysledky na vstupné data z trénovacej sady

ale pre ostatné data je takmer nepouzitel'nd. Ucenie sa rozdel'uje do troch hlavnych kategorii:

e ucenie s ucitelom (supervised),
e ucenie bez ucitel’a (unsupervised),

e ucenie s posililovanim (reinforcement learning) [9].

Pri uceni s ucitel'om je siet’ opakovane vystavovana vstupom, ktoré maji ocakavanil odpo-

ved’. Prikladom ucenia s u¢itel'om je ucenie pomocou spiatného Sirenia chyby [9].

Trénovanie bez ucitel’a (unsupervised) je odlisné v tom, Ze ku trénovacim vstupom nie je
priradeny vystup ale neurénova siet’ musi sama odvodit’ vyznam zo vstupnych dat a extra-
hovat’ ich vlastnosti. NajcastejSim typom trénovania je kompetitivné ucenie, kde neurony
navzajom sut'azia medzi sebou o to, kto vyprodukuje najlepSie vystupné data zo vstupnych

vzoriek. Prikladom ucenia bez ucitel'a su samoorganizujuce mapy [9].

Pri trénovani s posililovanim sa siet’ snazi namapovat rozne situacie tak aby mala ¢o najvac-
Siu numerickll hodnotu. Siet’ nevie aké akcie mé vykonat’ ale sama musi objavit, za ktoré
akcie dostane najvacSiu numerickl hodnotu. Trénovanie je o postupnom rozhodovani kde

vystup zavisi od aktudlneho vstupu a d’alsi vstup zavisi od predchadzajuceho vstupu [9].

Proces trénovania sa moZe interpretovat’ ako problém optimalizacie, kde je poZadované mi-
nimalizovat’ strednu kvadraticki chybu (MSE, Mean Square Error) na trénovacich datach.
Na rieSenie problému sa pouzivaju Standardné optimalizacné heuristiky ako napriklad simu-
lované Zihanie alebo $pecializované gradientové metody. Pri neurdnovych siet'ach sa naj-

CastejSie vyuziva metdda ucenia pomocou spéatného Sirenia chyby [8].

2.1.4 Algoritmus spéitného Sirenia chyby

Metoda ucenia pomocou spitného Sirenia chyby (error back-propagation) je jeden z najdo-
leZitejSich sposobov trénovania viacvrstvovych neurénovych sieti. Ako to vyplyva z nazva
algoritmus pracuje spatne od vystupnej vrstvy k vstupnej a siet’ musi byt’ plne prepojena. To
znamena, ze kazda vrstva je plne prepojena s nasledujicou vrstvou. Zakladnym ciel'om je
minimalizovat’ celkovll chybu siete. Na obrazku je zndzorneny zjednoduSeny algoritmus

spatného Sirenia chyby [10].
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Inicializacia vah a
vrstiev
Vypodet vystupu
Vypodet chyby

Uprava vah

Dosiahnuté
zastavovacie
kritérium?

Ang
Ukonéenie algoritrmu

Obr. 9. Diagram algoritmu spatného Sirenia chyby.

1. inicializacia vah
Inicializacia véh je moZna pomocou urcitého algoritmu, ako napriklad Nguyen-Widrow al-

goritmus alebo ndhodne. Pri ndhodne;j inicializacii sa pouzivaju vel'mi malé hodnoty v inter-

vale <-1, 1>.
2. vypocet vystupu

Vypocet vystupu, alebo aj inak nazyvany forward pass, je vlastne vypocet vystupu siete.

Vstup prechadza zo vstupnej aZ na vystupnu vrstvu.
3. vypocet chyby

V tomto kroku sa vypocitavaju chybu podl'a ktorych sa d’alej pouzivaji na Gpravu véah. Naj-

prv st vypocitané chyby na jednotlivych neurénoch podl'a vztahu (7).
& =d;—Y (7)

Kde ¢; je chyba na konkrétnom neurone, d; je pozadovany vystup na neurénu a y; je aktualny
vystup z neurénu. Hodnota g; sa d’alej pouziva na vypocet hodnoty §;. Tato hodnota sa pocita

podl’a nasledujuceho vzorca (8).

5 = &*f'(y) )]
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Kde f' je derivacia aktivac¢nej funkcie neuronu. Hodnota §; je potrebna na vypocet hodnoty

d; pre predchadzajuce vrstvy podl'a pomocou vztahu (9).

N
6 = “*f'(Yj)*25i*Wji )]
i=0

V rovnici (9) je K hodnota, ktora udava pocet neurénov v danej vrstve. Dal§i parameter je

a, nazyvany aj rychlost’ u€enia, ktory rozhoduje o miere ako ma byt vaha w upravena.
4. Gaprava vah

Vypocitané hodnoty z predchadzajuceho kroku s d’alej pouZit¢ na vypocet rozdielu Awy;,

ktory sa vypocita podl'a vzt'ahu (10).
Awj; = 6+ y; (10)

Vysledok rozdielu pripo¢itame k aktudlnym vdham. Tymto vztahom dostdvame novl hod-

notu vah (11).

5. zastavovaci algoritmus

Algoritmus konc¢i, ak je dosiahnuté zastavovacie kritérium, ktoré je zvycajne vypocitané ako
priemerna kvadraticka chyba po kaZdej iteracii na trénovacich datach. Zastavovacia hodnota
MSE je volend pouZivatel'om algoritmu. Niekedy sa pouzivaju na zastavovanie algoritmu aj

iné techniky ako napriklad pouzitie validacnej mnoZiny dat [10].

2.2 Konvoluc¢né siete

Konvolu¢né neuréonové siete (CNN) st Specidlnym typom neurdnovych sieti. Vychadzaja
z doprednych neurénovych sieti a najcastejSie sa vyuzivaju pri detekcii objektov na obraz-
kach alebo videach. Konvolucné siete vznikli kvoli tomu aby vylepsili dopredné neurénoveé
siete, ktoré sa spajaji s niekol’kymi problémami. Plne prepojené vrstvy s vel'kym poctom
neuronov mozu mat’ stovky tisic vahovych prepojeni. Siete sa tak stavaju vel'ké, v procese
ucenia obsahuju vel'a vol'nych parametrov a st nachylné napriklad na posun znaku pri ro-

zoznévani objektov [11].

Konvoluéné siete vyuzivaju zdiel'anie vah, ¢o zmensuje pocet vol'nych parametrov a zarovei

zvysuje robustnost’ siete proti posunu. Ich zéklad je postaveny na principe neocognitronu,
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ktory predstavil Kunihiko Fukushima v roku 1980. Medzi ich hlavnll vyhodu patri, ze sa
vedia vysporiadat’ s ur¢itou mierou posunu alebo deformaciou vstupnych dat. Je to sposo-
bené hlavne ziskavanim priznakov z recepcnych poli vstupnych neurénov, zdielanim dat
a priestorovym vzorkovanim. Priznaky z recepénych poli ndm pomahaju ziskat’ zakladné
priznaky, napriklad hrany alebo rohy. Tieto priznaky su v d’alSej vrstvy kombinované a tym
ziskam priznaky na vysSej urovni. Zrychli sa tym proces zlozitého predspracovania a ziska-

vania priznakov [11].

Na obr. 10 je znazorneny typicky priklad konvolu¢nej neuronove;j siete. Na prva konvolucnu
vrstvu, ktord sa sklada z konvolu¢nych priznakovych map, je privedeny vstupny obraz. Pri-
znakové mapy medzi sebou zdiel'aju svoje parametre. Vystup z vrstvy je privedeny na vzor-
kovaciu vrstvu, ktorej ciel'om je zmensSit’ dany vystup. Tieto dvojice vrstiev sa striedajii a ich
mnozstvo zéalezi od konkrétnej implementécie. Vystup z poslednej vzorkovacej vrstvy je
d’alej privedeny do plne prepojenej neurénovej siete [11].

Convolution Pooling Convolution Peoling Fully Fully Qutput Predictions
Connected Connected

- ~———— dOg (0.01)
cat (0.04)
boat (0.94)
bird (0.02)

-

.,
|

b-

—

e |

Obr. 10. Priklad konvolu¢nej neurdnovej siete [29].

Konvoluéna siet’ je tym padom rozdelend na konvoluénu ¢ast’ a vystupnu ¢ast’. Konvolucna
Cast’ obsahuje konvolu¢né a vzorkovacie vrstvy a vystupna Cast’ je klasicky viacvrstvovy

perceptrén [11].

Kazdy neurdn v konvolucnej vrstve je prepojeny s nejakym malym okolim k spracovanému
obrazku na zodpovedajucich stiradniciach, ktoré tvoria mapu. Kazda priznakové mapa ob-
sahuje vlastné zdiel'ané jadro vah pre prepojent mapu z nizsej vrstvy. Zdielanie véh je vel'mi

prospesné na vypoctovu zloZitost’ v procese ucenia a taktieZ na pamatovi narocnost’ [8].
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Obr. 11. Konvoltucia medzi mapami [8].

Na obr. 11 je zndzornend konvolucia medzi konvoluénou mapou a mapou predchadzajicej
vrstvy. Je to zékladna funkcia, ktord neurdny v tychto vrstvach pocitaju. Vstupné data si
modzeme predstavit’ ako obrazok o velkosti 5x5. Vstupné data su vynasobené s vahami jadra

3x3. Na vystupe dostavame priznakovi mapu. Jadro vah sa nastavuje v procese ucenia. [§]

Vzorkovacia vrstva obsahuje rovnaky pocet priznakovych map ako v predchadzajucej kon-
voluénej vrstve. Hlavnym cielom vzorkovacej vrstvy je redukovat’ priestorové rozliSenie
priznakovych map. Rozdielom medzi konvolu¢nou a vzorkovacou vrstvou je v prepojeniach
s nizSou vrstvou. V pripade konvolu¢nej mapy je jadro vah aplikované na skupiny neurénov,
ktoré sa postivaju po jednom a spdsobuje to vzajomné prekryvanie. Vzorkovacia mapa apli-

kuje jadro na vzajomne nezavisle skupiny neurénov [8].

Eofre0iuing writva Veorkowacis vrstva

Filter (3 * 3)

Obr. 12. Ukazka konvolucie a vzorkovania [8].
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2.2.1 Ucenie konvolu¢nych sieti

Najbeznejsim uciacim algoritmom pre ucenie konvoluénych sieti je algoritmus spatného §i-
renia chyby, ktory je takmer totoZzny ako som popisal pre Standardnt viacvrstvovu siet’ per-
ceptronov. Jediny rozdiel je v tom, Ze treba brat’ do tvahy zdiel'anie vah v konvolu¢nych
a vzorkovacich vrstvach. Kazdy neurdn mé svoje prepojenie s niz§ou vrstvou a neurony
zdiel'aju véahy a bias, ¢im je znacne zniZeny pocet trénovanych parametrov. Vzorkovacie
vrstvy maju len jednu vaha a jeden trénovatel'ny bias. Maly pocet parametrov, ktoré sa upra-
vuja, vedie k vyznamne mensej potreby vypoctového vykonu pri trénovani. Konvolu¢né
siete su vel'mi vhodné a Casto pouzivané na implicitnu extrakciu vlastnosti pri istej miere
skreslenia. Preto sa pouzivaju v klasifikaénych tllohach, najma pri rozpoznévani vzorov, pi-

sanych pismen, ¢islic, inych znakov alebo pri rozpoznévani objektov, tvari na obrazku [8].
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3 DETEKOVANIE OBJEKTOV

Ciel'om detekcie objektov je identifikovat’ vSetky objekty zo znamej alebo naucenej triedy
ako napriklad I'udi, auté alebo tvare. Typicky je na obraze len maly pocet objektov ale exis-
tuje vel'ké mnozstvo moznych umiestneni, ktoré treba nejakym spdsobom najst’. Kazda de-
tekcia objektu obsahuje nejaku formu informacie o polohe daného objektu. Najcastejsie sa
pouzivaju suradnice ohranicené¢ho ramceku (bounding box). V niektorych situaciach je in-
formacia o polohe detailnejSia a obsahuje parametre linearnej alebo nelinedrnej transforma-
cie. Napriklad detektor tvare mdze pocitat’ aj suradnice o¢i, nosa alebo ust. Pozicia mdze byt
tiez definovana trojrozmernou transformaciou, ktora Specifikuje umiestnenie objektu vzhla-
dom na kameru. Systémy na detekciu objektov vytvaraju model z tréningového stiboru. Pre
jeden dany objekt je potreba velké mnoZstvo rovnakych alebo podobnych trénovacich ob-

jektov jedného druhu. Dévodom je aby model bol prispdsobeny na variabilitu [8].

Vel'mi Casto sa zamiena detekcia s rozpoznavanim objektov. Metddy rozpoznavania objek-

tov vracaju na vystupe len popis objektu a nie informacie o polohe dané¢ho objektu.

Rozpoznavanie objektov

L8

Vystup: Auto Vystup: Auto + sUradnice

Obr. 13. Rozdiel medzi rozpoznavanim a detekovanim objektov.

Metody detekcie objektov zarad'ujeme do dvoch hlavnych kategorii podl'a pristupu na me-
tody zalozené na strojovom uceni a metddy zalozené na hlbokom uceni. Pre metddy strojo-
vého ucenia najprv treba definovat’ vlastnosti (features) a potom pomocou techniky ako je
Support Vector Machine (SVM) sa vykona klasifikacia. Pri metddach z druhej kategorie je
mozné robit’ detekciu objektov bez Specifikovania vlastnosti. Metody zalozené na hlbokom

uceni typicky vyuzivaju silu konvolu¢nych neurénovych sieti [12].
Medzi metody prvej kategorie patria napriklad:

e Viola-Jones,
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e SIFT (Scale-invariant feature transform),

e HOG (Histogram of oriented gradients).

Pre moje ucely som sa rozhodol pouzit’ a popisat’ metddy zaloZzené na hlbokom uceni, medzi

ktoré patri:

e R-CNN,

e Fast R-CNN,

e Faster R-CNN,
e SSD,

e YOLOTI12].

3.1 Metody zaloZené na hlbokom uceni

3.1.1 R-CNN

R-CNN spolu s Fast R-CNN a Faster R-CNN patria medzi metédy zalozené na navrhova-
nych regionoch. R-CNN metodu prvy krat predstavili v roku 2014 Ross Girshick, Jeff Do-
nahue, Trevor Darrell a Jitendra Malik. Podstatou celej metody je vyber 2000 regionov, ktoré
sa vyberaji pomocou selektivneho vyhl'adavacieho algoritmu. Teda namiesto toho aby sa
klasifikovalo obrovské mnoZstvo regionov, algoritmus pracuje len s 2000 regionmi. Selek-

tivny algoritmus pracuje v nasledujtcich troch krokoch:

1. Generovanie po€iato¢nej subsegmentacie, ktord vytvori mnoZzstvo kandidatskych re-
gionov.

2. Nasledne sa pouzije Greedy algoritmus, ktory rekurzivne kombinuje podobné re-
giony a zlucuje ich do vécsich regionov.

3. V poslednom kroku sa z generovanych regiénov vytvoria navrhované regiony [13].
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Obr. 14. Schéma R-CNN metody [13].

Tychto 2000 navrhovanych regionov je nasledne upravenych na Stvorcovy tvar a kazdy z
regionu je vlozeny do konvolucnej neurdénovej siete. Vystup z konvolucnej siete je 4096
dimenzionalny vektor. Konvulu¢na siet’ sa stard o extrakciu vlastnosti a vzorov, ktoré su v
poslednom kroku pomocou algoritmu SVM (Support Vector Machine) klasifikované do jed-
notlivych naucenych tried [13].

Sdradnlce reglénu SVM
Sdradnice reglénu SVM
SVM

Suradni<e reglénu

CNN

CNN

Obr. 15. Schéma R-CNN s implementovanym SVM algoritmom [13].
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R-CNN pracuje dobre ale nie je vhodny pre detekovanie objektov v redlnom Case, pretoze
kazdy jeden navrhovany region sa musi poslat’ cez konvulucné siete. Tym padom na jeden
obrazok potrebujeme urobit’ CNN analyzu 2000 krat. Trénovanie pri danej metddy je vel'mi
naro¢né, pretoze sa musia trénovat’ tri rozne modely separatne — konvolu¢na siet’ na genero-
vanie vlastnosti, klasifikator na predikovanie tried a regresny model na zlticenie vyslednych

ohrani¢enych ramcekov [13].

3.1.2 Fast R-CNN

V roku 2015 sa Ross Girshick, rovnaky autor ako v pripade R-CNN, snazil vyrie§it’ prob-
lémy predchadzajiicej metody, aby vytvoril rychlejsi algoritmus detekcie objektov, ktory
nazval Fast R-CNN. Namiesto toho aby sa do prvej konvolucnej siete privadzali navrhované
regiony, algoritmus privadza na konvoluénu vrstvu vstupny obraz. Vystup z konvolucnej
vrstvy je mapa vlastnosti. Z mapy vlastnosti sa vypocitaji navrhované regiony, ktoré sa
upravia na Stvorcovy tvar a pouzije sa Rol (Region of interest) zdruzovanie. Vektor na vy-
stupe z Rol zdruzovania sa vlozi ako vstup do plne prepojenej neurénovej siete. Z Rol zdru-
Zovania taktiez pouzijeme softmax vrstvu na predikovanie triedy objektu a posun pri ohra-

nicovani ramcéekov [14].

Z tejto architektiry vyplyva, Ze Fast R-CNN je rychlejsi ako R-CNN pretoZe nie je nutné
posielat’ vSetkych 2000 navrhovanych regionov do konvoluénej neurénove;j siete. Pri tréno-
vani sa trénuje naraz CNN, klasifik4tor a regresny model na zli€enie ohrani¢enych ramce-
kov. SVM Kklasifikétor bol nahradeny softmax vrstvou, ktord navyse sa pouziva aj ako reg-

resny model na ziskanie suradnic pre ohrani¢ené ramceky [14].
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Obr. 16. Architektura Fast R-CNN algoritmu [14].

3.1.3 Faster R-CNN

Neskor v roku 2015 sa Ross Girshick a ostatni ¢lenovia z jeho timu zo spolo¢nosti Microsoft
Research snazili eSte vylepsit algoritmus Fast R-CNN. Pri predchadzajiacich dvoch me-
tddach sa na generovanie navrhovanych regiénov pouziva algoritmus selektivneho hl'adania.
Préave tento spdsob generovania navrhovanych regionov spomal’oval celti metodu a tak sa

vedci snazili tento spdsob vylepsit. Novl vylepSent metédu nazvali Faster R-CNN [15].

Ako aj pri Fast R-CNN architekture sa vstupny obraz posiela do konvolucnej siete z ktorej
vystup je konvolu¢na mapa vlastnosti. Namiesto pouzitia algoritmu selektivneho hl'adania
sa na generovanie navrhovanych regiénov pouziva samostatne plne prepojena neurénova
siet’. Navrhované regiony sa potom pouZziji ako vstup do Rol zdruzovacej vrstvy. Vystup
Rol vrstvy je klasifikacia objektov pre navrhovany region a hodnoty posunu pre ohranicu-
juce ramceky. Vd’aka tymto vylepSeniam je mozné pouzit’ Faster R-CNN metodu aj na de-

tekovanie objektov v realnom case [15].
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Obr. 17. Architektura Faster R-CNN metody [15].

3.1.4 SSD (Single Shot Detector)

V roku 2016 vydal C. Szegedy a jeho tim nova metodu na detekovanie objektov. Okamzite
zaznamenal uspech z hl'adiska vykonu a presnosti pri loh4ch na detekciu objektov. Dosiahli
viac ako 74% mAP (priemernd presnost’) pri 59 snimkach za sekundu na Standardnych da-
tovych sadach ako je Pascal VOC [32] alebo COCO [33]. Single Shot v preklade znamena
,jediny vystrel* a v podstate popisuje, ze lokalizacia a klasifikécia objektov sa robi jedinym

prechodom cez neurénovu siet’ [16].
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Obr. 18. Architektira SSD metody [16].
Ako je vidiet’ z navrhu tak SSD metoda je postavena na VGG-16 architekture, ktora sa sklada
z dvanastich konvolu¢nych vrstiev. Niektoré z tychto vrstiev s nasledované maximalnymi
zdruzovacimi vrstvami (maximum pooling layers). Néasledne nasleduji 4 plne prepojené
vrstvy a na konci sa nachadza 1000 pasmovy softmax klasifikator. Této architekttra je vel'mi

popularna pri vysoko kvalitnych obrazkoch [16].

M 2243 F2L = TR e Gd

56| 56 x 256
DA 28w 28 x 512 FxTx512

]rf]’u%%rlr 1%1% 4096 113 1000

[':I] convolution+RelU
 max pooling
fully connected4HealL

| softmax

Obr. 19. VGG architektara [16].

Na zlepSenie presnosti vysledkov sa pouzivaju malé konvolucné filtre na predpovedanie
tried objektov a posunov pri ohrani¢enych raméekov. Dalej sa pouzivaju aj samostatné filtre
aby zvladli rozdiel v pomeroch stran pri ziskani predvolenych ramcekov. SSD na rozdiel od
R-CCN metdd dokaze lepSie detekovat’ objekty pri zniZzenej kvalite vstupného obréazka.
Preto pri mensich obrazkoch a detekovani v redlnom Case prekonava najmodernejsi Faster

R-CNN [16].
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3.1.5 YOLO

YOLO metoda pouziva podobny pristup ako SSD metdda ale s tym rozdielom Ze neurénova
siet’ pracuje s celym obrazkom a nie len s navrhovanymi regionmi. Celt architektaru tvori
jedné neurdnova siet, ktord v ramci jednej iterdcie klasifikuje triedy objektov a zaroven pre-
dikuje ohranicujuce rdmceky. Vd'aka tejto jednoduchej postupnosti spracovania, dokaze
v sucasnej verzie predikovat’ 45 snimkov za sekundu na grafickej karte NVIDIA Titan X.
Skratka YOLO vychédza z ndzvu You Only Look Once, ¢o v preklade znamena ,,Pozrie§ sa

ibaraz“[17].

Algoritmus YOLO pri detekcii rozdeli vstupny obraz do mriezky s rozmerom N x N. Podla
stredobodu jednotlivych objektov sa rozhoduje o tom, ze do ktorej bunky patria objekty. V
ramci tychto buniek sa vytvara M ohranicujicich ramikov a urci sa pravdepodobnost’ toho,
Ze sa v nich nachadza dany objekt. Ak je pravdepodobnost’ vysSia ako minimalna hodnota
bunka sa pouzije. Pri jednotlivych ohrani¢ujicich ramcekoch sa predikuje ich stredobod v
ramci mriezky a taktiez ich rozmery. Algoritmus sa riadi pravidlom, ze v jednej bunke sa
detekuje iba jeden objekt. Ako detekovany objekt je najCastejSie sa vyskytujuca trieda z pri-
sluSnej bunky. Zvolené bunky sa d’alej prestivaju do neurénovej sieti, ktorej Struktira je
Standardna konvolu¢na siet’, obsahujtca zlu¢ovaciu vrstvu nasledovani dvomi plne prepo-

jenymi vrstvami [17].

y [

Ohranicujice ramceky + ohodnotenie

N x N pole

Findlna detekcia

Pravdepodobnost tried

Obr. 20. Znazornenie fungovania YOLO metddy [17].
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3.1.6 Porovnanie metod

Kazda metoda je prisposobend na nieco iné a preto by mala byt’ uréend podl'a zdmeru. Nie-
ktoré metddy su pomalSie ale vyhodnocuju detekciu alebo klasifikaciu presnejsie ako rych-
lejSie metody. Na porovnanie metdd sa pouziva mAP skore (Mean Average Precision). Pri
vypocte detekcie objektov sa vypocita priemerna presnost’ pre kazdu triedu z idajov na za-
klade predpovedi modelu. Priemerna presnost’ sa vzt'ahuje na plochu pod krivkou presnosti
pre dant triedu. V poslednom kroku sa spravi priemer tychto priemernych presnosti pre dant
triedu a vystupom je mAP skore pre dani metédu alebo model. Nasledujuca tabulka zna-
zoriiuje mAP skore pre vybrané metody s ich nau¢enym modelom spustené na réznych da-

tasetoch. Namerané hodnoty su z oficialnych publikacii od autorov metdd [27].

Tab. 1. Porovnanie metod detekcie objektov [13,14,15,16,17]

FASCAT PASCAL VOC PASCAL

Model / Dataset VOC COCO 2015

2007 2010 VOC 2012

neuvedené 62,4% neuvedené neuvedené
70,0% 68,8% 68,4% neuvedené
78.,8% neuvedené 75,9% neuvedené
63,7% neuvedené 57,9% neuvedené
78,6% neuvedené neuvedené 44,0%
83.2% neuvedené 82,2% 48,5%

3.2 Frameworky hlbokého ucenia

Vytvorit’ a implementovat’ neurénovu siet’ od uplného zékladu je vel'mi ndrocne a moze to
trvat’ niekol’ko mesiacov alebo rokov aby boli dosiahnuté asponi porovnatelné vysledky
s dneSnymi frameworkami hlbokého ucenia. Preto sa v dnesnej dobe mnoho vyvojarov pri-
klana ku optimalizovanym a komplexnym frameworkom, ktoré uz maji mnoho veci a vlast-

nosti implementované.

Framework hlbokého ucenia je rozhranie, kniznica alebo nastroj, ktory umoziuje l'ahsie a
rychlejsSie vytvarat modely hlbokého u€enia bez toho, aby pouzivatel’ musel riesit’ do detai-
lov zakladné algoritmy. Poskytuju jasny a vystizny spdsob definovania modelov pomocou
kolekcie prednastavenych a optimalizovanych komponentov. Medzi najznadmejSie frame-

worky hlbokého ucenia patri:
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e TensorFlow,

e Darknet,
e PyTorch,
o Caffe,
e Keras.

3.2.1 TensorFlow

TensorFlow je open source kniznica urcena na numerické vypocCty a rozsiahle strojové uce-
nie. Na reprezentaciu vypoctov sa pouzivaju grafy datovych tokov. Uzly v grafe reprezentujii
matematické operacie a hrany reprezentuji viacrozmerné pole dat (tenzory). To vedie k niz-
kouroviiovému programovaciemu modelu, v ktorom sa najprv definuje graf datovych tokov
a potom sa vytvori reldcia na spustenie Casti grafu cez mnozinu lokalnych a vzdialenych
zariadeni. Flexibilna architektira podporuje pracu na CPU a GPU a taktiez podporuje pra-
covat’ s jednym alebo viacerymi jadrami. Framework je naprogramovany v programovacich
jazykoch Python, C++ a CUDA a je mozné s nim pracovat’ na platformach ako je Windows,
Linux, MacOS, Android, i0S. Pévodne Tensorflow bol vyvinuty ¢lenmi timu Google Brain
pre interné pouzitie vo firme Google. Od roku 2015 bol zverejneny pod Apache 2.0 open-

source licenciou [18].

3.2.1.1 Architektura

V TensorFlow su zastupene algoritmy ako vypoctové grafy. Vypoctovy alebo datovy graf
sa sklada s uzlov, ktoré predstavuju operacie. Hrany medzi uzlami predstavuju data, ktoré
prudia medzi operaciami. Ak vystupnd premennd z vysledkom binadrnej operacie medzi

vstupmi x a 'y, potom sa vytvori orientovana hrana zo vstupu x a y do z [18].

o
° @ +°
dot

—

Obr. 21. Priklady vypoctovych grafov [18].
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Hlavnou vyhodou reprezentovania algoritmu vo forme grafe je nielen vizualne vyjadrenie

zavislosti ale aj vSeobecné vyjadrenie zavislosti medzi jednotkami modelu. Operacia moze
b : 4 : 4 v .

predstavovat’ matematicku rovnicu, premennu, konstantu, smernicu pre kontrolu toku alebo

operacie pri praci so subormi. Konstanta moze byt predstavovana za operaciu, ktora nema

ziadne vstupy a na vystupe je vzdy rovnaka hodnota. Analogicky, premenna je len operécia,

ktord nemé ziadny vstup a produkuje aktualny stav alebo hodnotu danej premennej. Kazda

operacia musi mat’ svoju implementaciu [18].

Hrany medzi uzlami reprezentuju tok dat z jednej operacie do druhej. V TensorFlow sa ozna-
¢uju ako tenzory. Tenzor je viacrozmerné pole homogénnych hodnot s pevne stanovenym
typom. Jeho tvar je popisany ako n-tica, ktora popisuje poc¢et komponentov v kazdom roz-
mere. V matematickom smere je tenzor vSeobecne zapisand dvojrozmernd matica, jednoroz-
merny vektor alebo skalar, ktory ma nulovil hodnost’. Tenzor sam nedrzi ani neuklad4 hod-
noty do paméte. Jeho funkcia je poskytnut’ rozhrania na nac¢itanie hodnoty na ktora odkazuje.
Pri jednoduchej operacii ako je x + y sa vrati objekt tenzora, ktory sa nasledne moze pouzit’

ako vstup do inych vypoctov [18].

Pri réznych situaciach je ale nutnost’ model grafu vykonavat’ od zaciatku do konca viackrat
pre jeden experiment. Kazda iteracia experimentu zni¢i vi¢sinu tenzorov. Casto je ale po-
trebné udrziavat’ stav a hodnoty pocas iteracii napriklad vahy a parametre pri neurénovych
sietach. Na tento ucel st v TensorFlow architekture operacie nazvané premenné. Premenné
mozno opisat’ ako perzistentné, premenlivé operacie, ktoré drzia svoju hodnotu pocas itero-

vania modelu grafu [18].

Vykonavanie operacii a vyhodnocovanie tenzorov sa mdze vykonavat’ len v §pecialnom pro-
stredi, ktoré sa nazyva relacia(session). Jednou z jej tloh je alokovat’ a spravovat’ zdroje ako
napriklad vyrovnavaciu pamit’ premennych. Interface reldcie taktiez poskytuje aj beziacu
rutinu, ktord je primdrnym vstupnym bodom pre vykondvanie Casti alebo celého vypocto-
vého grafu. Tato metdda berie uzly grafy ako vstup, ktorych tenzory by mali byt’ vypocitane
a vratene na vystupe. TensorFlow pontka aj moznost’ 'ubovol'ne namapovat uzly pre spus-
tenie. Po spusteni behu za¢ne na pozadovanych vystupnych uzloch a smerom dozadu skima
zavislosti grafov a pocita Gplné tranzitivne uzavretie vSetkych uzlov, ktoré musia byt’ spus-
tené. Tieto uzly mozu byt priradené k jednej alebo viacerym vykondvajucim jednotkdm CPU
alebo GPU na jednom alebo viacerych pocitacoch. O synchronizéaciu a spustanie uzlov na
viacerych jednotkach sa stara algoritmus umiestnenia (TensorFlow’s placement algorithm)

[18].
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3.2.1.2 Vykonanie modelu

Na vykonavanie vypoctovych grafov, ktoré sa skladaju z r6znych prvkov, TensorFlow roz-
del'uje ulohy do Styroch skupin: master, klient (client), skupina pracovnikov (worker) a
viacerych zariadeni (devices). Ked’ klient pozaduje vyhodnotenie grafu pomocou spustacej
rutiny, tato poziadavka sa posle master procesu. Master nasledne deleguje tlohy jednému
alebo viacerym pracovnikom a koordinuje ich vykonévanie. Kazdy pracovnik je nasledne
zodpovedny za spravu nad jednym alebo viacerymi zariadeniami. Medzi zariadenia patria

fyzicky spracovatel’ské jednotky, pre ktoré su implementované jadra operacie [18].

V ramci tohto modelu existuji dve moznosti skalovania. Prvy stupen Skalovania sa tyka
poctu strojov na ktorych sa graf vykonava. Druhy stupeni sa tyka poctu zariadeni na danych

strojoch. Na jednom stroji méZu byt napriklad tri nezavislé GPU a dve CPU jadra [18].

worker A
GPUy | | CPUy
_ run
client > master
worker B
CPUy | |CPU,y

Obr. 22. Vizualizacia vykonavania modelu s viacerymi strojmi [18].

Zariadenia su najmenSimi a najzakladanejSimi entitami v realizacnom TensorFlow modeli.
Vsetky uzly v grafe musia byt namapované na dostupné zariadenia, ktoré sa maju vykonat'.
V praxi je zariadenie najcastejSie CPU alebo GPU. Tensorflow ale podporuje aj d’alSie druhy
spracovatel'skych jednotiek. V roku 2016 spolo¢nost’ Google predstavila svoju vlastnua spra-
covatel'sku jednotku Tensor Processing Unit (TPU), ktord ma aplikacne Specificky integro-

vany obvod, optimalizovany Specialne pre rychle vypocty tenzorov [18].

3.2.2 Darknet

Darknet je open source framework na pracu s neurénovymi sietami. Framework je napisany
v programovacich jazykoch C a CUDA a vyznacuje sa najma rychlostou a jednoduchou

inStalaciou. Pri vypoctoch je mozné pouzit’ vypoctovy vykon z CPU alebo GPU. Darknet je
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nainstalovany len s dvomi volitelnymi zavislostami. Prvéa je OpenCV kniznica, ktora po-
skytuje moznosti pri spracovani obrazu. Druh4 je CUDA podpora na pouzitie vypoctovej

sily z GPU [19].

Framework ma priamu podporu metédy na detekciu objektov YOLO. Na grafickej karte,
NVIDIA Titan X, spracuje 40-90 obrazkov za sekundu pri GspeSnosti detekcie 78.6% na
datasete VOC 2007. Darknet taktiez poskytuje moznost’ spustania rekurentnych neuréno-
vych sieti. Rekurentné neurénové siete stt vykonnymi modelmi pre reprezentaciu dat, ktoré
sa menia v Case. Darknet tieto siete dokaze spustit’ aj bez podpory CUDA alebo OpenCV.
Framework obsahuje aj neurénovu siet’, ktora predpoveda najpravdepodobnejsie najblizsie

tahy v hre GO [19].

3.2.2.1 InStalacia

InStaldcia a implementacia Darknet frameworku je vel'mi jednoducha. Cela inStalacia spo-
¢iva v troch riadkoch. Prvy riadok stiahne Darknet framework z oficialneho repozitara vy-
vojara do sucasného adresara. Druhy riadok otvori naklonovany framework. Nasledne sa
spusti inStalaciou pomocou treticho prikazu. Adresar repozitara obsahuje MakeFile subor,

ktory sa postara o celd inStalaciu [19].

1. git clone https://github.com/pjreddie/darknet.git
28 cd darknet
3. make

Predvolend inStalacia nastavi pouzitie iba vypoctovej sily z CPU. V pripade ak je na danom
stroji nainstalovany program na podporu CUDA, je moZné nastavit’ aby framework pracoval
s GPU. Darknet na GPU je 500-krat rychlejsi ako na CPU. Celé nastavovanie predvoleného
zariadenia sa nastavi v subore MakeFile. Po zmene hodnoty parametra GPU z 0 na 1, je
nutné znova prekompilovat’ framework pomocou prikazu make.

1. GPU=1
2. make

V tomto momente je Darknet framework pripraveny na pouZitie.
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3.2.2.2 Pretrénované modely

Darknet je ve'mi vhodny na testovanie a experimentovanie s pretrénovanymi modelmi. Mo-
Zzem ho napriklad pouzit’ na klasifikovanie obrazkov pre ImageNet Challenge, ktory obsa-
huje 1000 tried objektov. Pred spustenim klasifikdcie obrazkov je nutné stiahnut stbor s kla-

sifikacnymi vdhami pre dany model [19].

|1 . wget https://pjreddie.com/media/files/darknet19.weights

V danom pripade som pouzil pretrénovany model z neurdnove;j siete darknet19, ktora obsa-
huje 19 konvolu¢nych vrstiev. Pre kazdy model st dolezité dva stbory. Prvy je stibor s va-
hami a druhy je konfiguracny subor. Konfiguracny stubor pre model darknet19 a datovy su-
bor pre ImageNet su sucastou frameworku. Na spustenie klasifikéacie obrazku (data/dog.jpg)

sa pouZziva nasledovny prikaz [19].

|1. ./darknet classifier predict cfg/imagenetlk.data cfg/darknet19.cfg darknetl19.weights data/dog.jpg

Obr. 23. Testovaci obrazok pouzity pri klasifikéacii [19].

Na vystupe z klasifikacie pomocou Darknet frameworku je mozné vidiet’ aké vrstvy boli

pouzité pri klasifikacii a v dolnej Casti sa nachadza 5 najlepSich tried pre dany obrazok.
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Obr. 24. Vystup z klasifikécie pomocou Darknet frameworku.

3.2.2.3 Trénovanie

Ako aj pri ostatnych ulohach hlbokého ucenia, najddlezitejSia Cast’ u€enia je priprava da-
tasetu. Vel'mi dobry dataset pontka spolo¢nost’ Google. OpenlmagesV4 je velky dataset,
ktory obsahuje az 600 rozli¢nych tried objektov. Dataset obsahuje aj anotacie ohraniceného
ramika pre tieto objekty. Pre detekovanie viacerych tried objektov je potreba mat’ ¢im naj-

viac prikladov pre dant triedu.

Kazdy tréning strojového ucenia zahfia najprv rozdelenie dataset nahodne do dvoch setov.
Tréningovy set obsahuje data na ktorych trénujeme model. Zvycajne to byva medzi 70% az
90% dat z celého vybraného datasetu. Data v testovacom sete slizia nasledne na testovanie
natrénovaného modelu. Typicky je to 10% az 30% z celkového stboru. Délezité aby sa jedna

snimka nenachadzala v obidvoch setoch sucasne.

Pri trénovani vlastného detektoru objektov je dobré vyuzit’ existujuce modely, ktoré s na-
trénované na velkych datasetoch aj v pripade ak novy detekovany objekt nebol sucast’ou
toho datasetu. Tento proces sa nazyva transfer learning. Pomocou pretrénovaného modelu

sa pouziju natrénované vahy o zrychl'uje u¢enie nové modelu.
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Na trénovanie vlastného modelu pomocou Darknet frameworku je nutné vytvorit” datovy

subor, napriklad darknet.data, ktory obsahuje informacie a Specifikaciu pre detektor objek-

tov.

1. classes =1

2. train = object_train.txt
3. valid = object_valid.txt
4. names = classes.names

5. backup = /

V tomto pripade sa trénuje model, ktory je schopny detekovat’ len jednu triedu. Textové
subory object train.txt a object valid.txt obsahuju cesty k obrazkom na trénovanie a testo-
vanie. Stbor classes.names obsahuje len ndzov novej triedy. Darknet pri trénovani odportaca
pouzit’ pri trénovani vlastného modelu na detekciu objektov konfiguracny subor z YOLOV3
modelu, ktory je sicast'ou frameworku a nazyva sa yolov3.cfg. Ako bolo vyssie uvedené nie
je vhodné zacinat’ trénovanie uplne od nuly, ale je lepSie vyuzit’ vahy z pretrénovalo modelu,
ktoré st uloZzené v subore pre-trained.weights. Nésledne sa pouZzije jednoduchy prikaz na

spustenie trénovania [19].

1. ./darknet detector train darknet.data darknet-yolov3.cfg pre-trained.weights

Trénovanie vlastného modelu je vel'mi naro¢ny proces na vypoctovu silu. Preto sa odporuca
trénovat’ modely na GPU. Po tspeSnom natrénovani sa novy model nachddza v adresari
backup, ktory sa nastavuje v subore darknet.data. Cas a kvalita trénovania zavisi od roznych
parametrov, ktoré sa daju nastavovat’ v konfiguracnom subore. Medzi parametre napriklad
patri parameter batch, ktory je na zaciatku nastaveny na hodnotu 64. V tomto pripade to
znamena, Ze 64 obrazkov sa pouZije v jednej iteracii na aktualizovanie parametrov neuréno-
vej siete. Na trénovania ma vplyv aj nastavenia rozliSenia vstupného obrazka, ¢im vacsi ob-
razok tym model bude presnejsi ale trénovanie trva podstatne dlhSie. Prednastavené rozliSe-
nie je 416 x 416. Nakoniec je dolezité urcit, kolko iterdcii by mal tréningovy proces bezat’
pomocou parametru max_batches. Zvycajne sa pouziva na pocet iteracii pre objektovy de-

tektor n-tried nasledujici matematicky vzorec(12) [19].

max_batches = 2000 *n (12)
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4 HLBOKE NEURONOVE SIETE V OPENCV

OpenCV je najznamejsia kniznica na manipulaciu s obrazom. Jej zameranie je prevazne na
pocitacové videnia a spracovanie obrazu. Za 19 rokov si kniznica ziskala obrovské mnozstvo
pouzivatel'ov a stala sa Standardom v oblasti poc¢itacového videnia. Medzi hlavné vyhody
kniznice patri ponuka prostredia pre programovacie jazyky C++, Python, Matlab, C# a Java.
Taktiez podporuje najpouzivanejSie operacné systémy Windows, Linux, MacOS, i0S a An-
droid. Naprogramovana je v C/C++ preto kniZznica podporuje pracu na viacerych jadrach
procesora alebo grafickej karty. OpenCV kniznica sa neustale vyvija a pridavaju sa nové
a zaujimavé moduly. Od verzie 3.1 je dostupny novy modul, DNN modul, na podporu hlbo-
kych neurénovych sieti [20].

V poslednych rokoch sa v mnohych oblastiach ukazuje, Ze vysledky pomocou hlbokého uce-
nia prevysuju vysledky klasickych algoritmov. To plati a pre oblast’ poc¢itacového videnia,
kde sa mnozstvo problémov riesi pomocou neurénovych sieti. Vzhl'adom na tato skuto¢nost’
bola nutnost’ pridat’ podporu neurénovych sieti do OpenCV kniznice. Modul na sptstanie
hlbokych sieti vyrazne zjednodusuje postup vytvarania algoritmov, ktoré kombinuju rych-
lost’ klasického pocitatového videnia a pozoruhodnt generalizacnu schopnost’ hlbokych ne-

urénovych sieti [20].

Hlavnou vyhodou dnn modulu je nacitavanie a spustenie neurénovych sieti. V tomto pripade
mdze byt model vytvoreny z niektorych podporovanych frameworkov pre hlboké ucenie.

Medzi podporované frameworky patri:

o C(affe,

e TensorFlow,
e Torch,

e Darknet,

e Modely v ONNX formate [21].

ONNX je otvoreny format reprezentujuci modely hlbokého uc¢enia. S ONNX modzu vyvojari
jednoduchsie prestivat’ modely medzi najmodernej$imi nastrojmi a zvolit’ si kombinaciu,
ktora je pre nich najvhodnejsia [21].

Podpora piatich popularnych frameworkov poskytuje moznost’ jednoducho kombinovat’ vy-

sledky modelov. Pri nac¢itani modelu sa kazdy model prevedie na internt reprezentaciu, ktora

je blizka reprezentacii pouzitej z frameworku Caffe. Je to z historickych dévodov, pretoze



UTB ve Zliné, Fakulta aplikované informatiky 44

prvy podporovany framework bol prave Caffe. Napriek tomu medzi reprezentdciami neexis-

tuje ziadna vzajomna koreSpondencia [21].

V najnovsej verzii DNN modul podporuje az 32 vrstiev. Od tych zakladnych ako konvolu¢né
a plne prepojené az po Specializované ako napriklad AbsVal, Crop, MaxPooling atd’. Okrem
podpory jednoduchych vrstiev modul podporuje aj Specifické architektury neurénovych
sieti. Modul obsahuje priklady pre klasifikaciu (AlexNet, GoogLeNet, ResNet, SqueezeNet),
segmentaciu (FCN, ENET), detekciu objektov (SSD) [21].

Ako aj pri ostatnych moduloch pre OpenCV, tak aj DNN modul poskytuje vel'mi dobrt do-

kumentaciu s praktickymi prikladmi. Priklady st pripravené v programovacom jazyku C++

[

Python. Dokumentécia sa nachadza na nasledujicom odkaze

https://docs.opencv.org/4.1.0/d6/d0f/group _ dnn.html [21].

4.1 Presnost’

Vzhl'adom k tomu, Ze DNN modul nacitava a prevadza modely z r6znych ramcov do svojej
vnutornej reprezentacie, vznikli rozne diskusie ¢i po prevedeni modelu ostala zachovana
kvalita natrénovaného modelu. Na porovnanie boli testované modely z existujucich prikla-
dov pre rozne frameworky na klasifikacnych problémoch. Merania boli vykonané na vali-
da¢nom datasete ImageNet 2012, ktory obsahuje 50000 poloziek. Namerané hodnoty boli

porovnavane s oficidlnymi vysledkami danych modelov [22].

Tab. 2. Vysledky hodnotenia kvality pre klasifika¢nt ulohu [22].

Oficialna Namerana . : : o
L Priemerny rozdiel me- | Maximalny roz-
Model zverejnena hodnota v dzi elementmi diel vostupu
hodnota DNN ystup

AlexNet
(Caffe) 80,2% 79,1% 6,5x 1071 3,01 x 10

GoogLeNet
(Caffe) 88,9% 88,5% 1,18 x 10? 1,33x 107

GoogLeNet
nezverejnené 89.,4% 1,84 x 10° 1,47 x 10
(Tensorflow) )

ResNet — 50
(Caffe) 92,2% 91,8% 8,73 x 1071° 429x 106

SqueezeNet
v1.1 (Caffe) [REUSEC 80,4% 1,91 x 107 6,77 x 10°°
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Z tabul’ky vyplyva, Ze pre klasifikacné problémy je rozdiel presnosti ve'mi minimalny medzi
poévodnym frameworkom a pouzitim DNN modulu v OpenCV. Preto mézem tvrdit, Ze mo-
dul sa mdze pouzivat’ pri danych modelov bez strachu z nepredvidatel'nych vysledkov.
Drobny rozdiel medzi publikovanymi a experimentalne ziskanymi vysledkami je mozné od-
ovodnit’ tym, Ze autori modelov pouzili vykonnostny vykon GPU a pri tomto porovnani boli
vysledky ziskané len pomocou CPU. Dalsim problémom mdzZe byt spracovanie vstupného

obrazku, kde kazda kniznica dekoduje format jpeg inak.

4.2 Produktivita

Jednym z ciel'ov, ktory si vyvojari z OpenCV pri vyvoji DNN modulu stanovili, bol dosiah-
nut’ slusny vykon na rdéznych architektirach pri pouziti vypoctovej sily na CPU bez pouZitia

grafickej karty. Experimenty sa vykonavali s pouZzitim Intel Core 17-6700k [22].

Tab. 3. Porovnanie produktivity povodnych frameworkov a DNN modulu [22].

RozliSenie Vykon poévodného | Vykon DNN .
1,6x

AlexNet
(Caffe) 227x227 23,7 ms 14,7 ms ,

GoogLeNet

(Caffe) 224x224 44,6 ms 20,1 ms 2.2x
GoogLeNet
(Tensorflow) [IEZaeSZ 17,9 ms 21,1 ms 0,8x
ResNet — 50

(Caffe) 224x224 70,2 ms 58,8 ms 1,2x
SqueezeNet
VL@ 227x227 12,4 ms 5,3 ms 2,3x

Z tabul’ky vykonnosti vyplyva, Ze vo vécSine pripadoch DNN modul presahuje vykonnost’

povodnych frameworkov.

4.3 Dalsie plany DNN modulu

Modul si ziskal mnoho fantisikov medzi pouzivateI'mi prave kvoli rychlosti vykondvania
modelov a jednoduchej implementécie. Preto vyvojari modulu uz teraz pracuju na vylepse-

niach. Jednym z navrhovanych vylepSeni je pridanie vizualizacie siete ako aj rozsirenie sady
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podporovanych vrstiev a frameworkov. Pokial’ ide o vykon, tak momentalne sa experimen-
tuje so znizenim bitness vypoctu, ktory sa nazyva kvantovanie. Tento krok by mal viest’
k zvyseniu rychlosti ale moZno na tkor presnosti. DalSou optimaliza¢nou myslienkou je pa-
ralelné vykondvanie vrstiev. V sucasnej implementacii pracuje v jeden Cas len jedna vrstva.
V niektorych pripadoch vSak moze byt’ vypocet paralelizovany na Grovni samostatnych vrs-

tiev. To by mohlo rozdelit’ pracu do viac vlakien, ¢im sa znizia ndklady na vypocet [22].
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II. PRAKTICKA CAST
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5 METODA CHYTREHO OREZAVANIA OBRAZKOV

V praktickej Casti diplomovej prace navrhnem, naprogramujem a implementujem novi me-
tddu orezavania obrazkov v medialnej kniznici DAM. NajdolezitejSim prvkom novej metody
je pouzitie umelej inteligencie na detekciu objektov, ktora by mala pomoct’ pri urCovani
takzvaného ohniskového bodu na obrazkoch. Podl'a ohniskového bodu by sa mali nasledne
generovat’ nahl'ady pre rozne rozliSenia. Celé rieSenie by som rozdelil do troch kategorii,
ktoré postupne opiSem. Medzi tri hlavné kategorii patri detekcia objektov, webové rieSenie
na upravu ohniskového bodu a prepojenie medzi detekovanymi objektami a webovym rie-

Senim.
5.1 Detekcia objektov a vyber ohniskového bodu

Najdolezitejsia Cast’ celého rieSenia je implementacia algoritmu na detekciu objektov. Ako
programovaci jazyk pri implementacii algoritmu na detekciu objektov som si vybral Python
v najnovsej verzii 3.7.2. Vybral som si ho kvoli predoslym sktisenostiam, jednoduchej syn-

taxi a vel'kej podpore pri praci s umelou inteligenciou a neurénovymi sietami.

Pocas vyberu vhodného rieSenia na detekciu objektov som bral do tivahy aj finan¢nu stranku
vypoctovej sily. Mojim ciel'om bolo poskytnut’ rychly algoritmus, ktory je schopny pracovat’
aj na CPU bez pouzitia grafickej karty. Ako vhodné rieSenie mi pris$lo pouzit' kniZnicu
OpenCV, ktord sa prevazne zameriava na pocitacové videnie a spracovanie obrazu, ktora ma
priamo modul DNN na pracu s umelymi neurénovymi sietami. Pri experimentovani som
mal mozZnost’ si vyskuSat’ pracu s roznymi frameworkami ako je Darknet, TensorFlow alebo
Caffe. Vel'kym pozitivom pri DNN module je priama podpora spominanych frameworkov,
¢im odpada nutnost’ inStalovat’ ro6zne kniZnice pri experimentovani. Rozhodoval som sa me-
dzi najznamej$im frameworkom TensorFlow a celkom novym a menej zndmym framewor-
kom Darknet. Nakoniec som si vybral framework Darknet, kvoli rychlosti detekcie, jedno-
duchej implementacii a nau¢eného modelu na detekciu a rozoznavanie objektov z obrazu
YOLOv3. YOLOV3 pri porovnani s ostatnymi suc¢asnymi modelmi vysiel najlepSie vid’ obr.

25 [23].



UTB ve Zliné, Fakulta aplikované informatiky 49

W YoLOv3

—@- RetinaNet-50

4 RetinaNet-101
Method mAP-50 time
[B] SSD321 45.4 61
[C] DSSD321 461 85
[D] R-FCN 519 85
[E] SSD513 50.4 125
[F] DSSD513 533 156

[G] FPN FRCN 59.1 172
RetinaNet-50-500 50.9 73
RetinaNet-101-500 53.1 a0
RetinaNet-101-800 57.5 198

YOLOv3-320 515 22
48 - YOLOv3-416 55.3 29
YOLOv3-608 579 51

50Ig @ 100 150 200 250

inference time (ms)

Obr. 25. Porovnanie YOLOV3 s ostatnymi modelmi [23].

5.1.1 Nauceny model YOLOV3

YOLOvV3 model je jednym z najpopularnejSich objektovych detektorov v pocitacovom vi-
deni. Nakonfiguroval, naucil a implementoval ho rovnaky ako autor ako v pripade frame-
worku Darknet. Z toho dévodu je optimalizovany a vel'mi rychly s pouzitim OpenCV a Dar-
knet frameworku. Prave pri pouziti kombindcie Darknet a OpenCV s DNN modulom je

mozné dosiahnut’ az 9x rychlejsie vysledok ako pri pouziti OpenMP APIL.

Je to najnovsia verzia populdrnej metédy na detekciu objektov YOLO. Nauceny model ob-
sahuje 80 tried, ktoré je schopny detekovat. V mojom pripade je to dostacujice mnozstvo.
Obsahuje zédkladné triedy ako napriklad osoba, auto, macka, pes ale aj menej pouzivané
triedy ako je kniha, pocita¢, pizza a podobne. Pri testovani a implementéacii som pracoval
s CPU na operacnom systéme macOS, preto bola pre mna rychlost’ detekcie vel'mi rozhodu-
juca. Z tabul’ky porovnania vidim, Ze najlepsi ¢as detekcie dostdvam ak pouzijem graficka
kartu ale v mojom pripade je dostacujlica kombindcia Darknet + OpenCV na procesore 3

GHz Intel Core i5. Cas detekcie vysiel priblizne 232 ms.
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Tab. 4. Porovnanie YOLOvV3 modelu pri pouziti rtéznych frameworkov, vypocto-

vej sily a operacného systému [23].

Operacny Cas detek-
system cie

12x Intel Core 17-6850K CPU @

Linux 16.04 Darknet B 9370 ms
. 12x Intel Core 17-6850K CPU @
s VAR Darknet + OpenMP 3 60GHz 1942 ms
. 12x Intel Core i17-6850K CPU @
Linux 16.04 4+
- Darknet + OpenCV 3 60GHz 220 ms
Darknet + OpenCV 2.5 GHz Intel Core i7 CPU 400 ms
Linux 16.04 Darknet NVIDIA GeForce 1080 Ti GPU 23 ms
Darknet 2.5 GHz Intel Core i7 CPU 7260 ms
Darknet 3 GHz Intel Core i5 CPU 4300 ms
Darknet + OpenCV 3 GHz Intel Core 15 CPU 232 ms

5.1.2 Implementacia detektora objektov

Instalaciou OpenCV kniznice a Pythonu sa budem venovat’ v neskorsSej kapitole. Este pred
implementaciu a pouzitim YOLOvV3 modelu som musel stiahnut’ do nového projektu konfi-
guracny subor, subor s nauc¢enymi vahami a textovy subor s triedami. Subory sa nachadzaju
v repozitari autora modelu. Pouzijem wget program, ktory slizi na stahovanie stiborov po-
mocou HTTP/HTTPS alebo FTP protokolu. Dany program je predvolenou sti¢ast’ou operac-

nych systémov macOS a Linux.

=

wget https://pjreddie.com/media/files/yolov3.weights

wget https://github.com/pjreddie/darknet/blob/master/cfg/yolov3.cfg?raw=true -

0 ./yolov3.cfg

wget https://github.com/pjreddie/darknet/blob/master/data/coco.names?raw=true -0 ./clas-
ses.txt

N

w

V tomto kroku uzZ mam vSetko potrebné na implementaciu detektora. Zacnem nastavenim

neurénovej siete.

modelConfiguration = "src/yolov3/yolov3.cfg"

modelWeights = "src/yolov3/yolov3.weights"

net = cv.dnn.readNetFromDarknet(modelConfiguration, modelWeights)
net.setPreferableBackend(cv.dnn.DNN_BACKEND_OPENCV)
net.setPreferableTarget(cv.dnn.DNN_TARGET_CPU)

uih wnN -
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Stiahnuté subory nasledne pouzijem pri konstruovani neurénove;j siete. V tomto pripade som
pouzil framework Darknet, ktory vyzaduje ako prvy parameter cestu ku konfiguraénému
suboru a druhy parameter je cesta k suboru s vahami. Na riadku 4 a 5 je nastavenie prostredia,

kde vyberdm na ¢om bude neurénova siet’ pracovat. V mojom pripade OpenCV a CPU.
Dal§im dolezitym krokom implementacie je pripravit' vstupny obraz pre nastavenii neuré-
novu siet. Tu sa mi vel'mi osved¢ilo pouzit’ zékladné funkcie kniznice OpenCV. Najprv si

overim ¢i vstupny obrazok sa nachadza v adresari. Ak nie tak vyhodim podmienku a d’alej

nepokracujem.

1. image = cv.imread(sourcelImage)

2. if image is None:

3. raise ValueError('Missing source file ' + sourcelmage)

Vstupny obraz nasledne musim spracovat’ aby bol vhodny ako zdroj do neurénovej siete.
Neuronova siet’ vyzaduje ako vstup obraz v bindrnom tvare. Preto sa pouZziva format BLOB
¢o je skratka pre Binary Large OBject a oznacuje skupinu pripojenych pixelov v bindrnom
obraze.

1. imageBlob = cv.dnn.blobFromImage(image, 1 / 255, (416, 416), [0, 0, 0], 1, False)
net.setInput(imageBlob)

N

Na prevod do binarneho formatu mi pomohla funkcia blobFromlmage. Kazdy framework

vyZzaduje iné vstupné parametre danej funkcie. Parametre funkcie st nasledovné

1. image — vstupny obraz,
2. scalefactor — miera zmensenia vstupného obrazu,

3. size — velkost ktorti pozaduje konvolu¢na siet’,

4. mean — strednd hodnota, ktora sa odpocita od kazdej farebnej zlozky,

5. swapRB — OpenCV kniznica predpoklada, ze farebné zlozky su vo formate BGR,

preto tento parameter slizi na otoCenie zloziek na format RGB.

Binarnu podobu obrazku nasledne vlozime ako vstup do neurénovej siete. NajdolezitejSia
funkcia siete v OpenCV je forward funkcia. Ked'ze chcem aby vstup bezal cez celu siet’
potrebujem vlozit’ ako parameter do funkcie vystupné vrstvy siete.

1. layers = net.getlLayerNames()
2. outLayers = [layers[i[@] - 1] for i in net.getUnconnectedOutLayers()]

Pomocou metddy na prvom riadku priloZzeného kodu dostanem nazvy vsetkych vrstiev

v umelej neurdénovej sieti. Nepripojené a v podstate vystupne vrstvy dostaneme pomocou
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metddy getUnconnectedOutLayers(). Vysledok ulozim do lokalnej premennej outLayers

a nasledne ju pouzijem ako parameter do funkcie forward.

1. outs = net.forward(outLayers)
5.1.3 Spracovanie vystupu detekcie

Z predchadzajucej kapitoly dostavam vystup z neurdnovej siete a ostdva uz len spracovanie
vystupu. Lokdlna premenna outs obsahuje dvojrozmerné pole s detekovanymi objektami.
Dolezite pri spracovani vystupu je inicializécia prahovej hodnoty spol'ahlivosti. Hodnota je
v rozsahu od 0 po 1. Kazdy najdeny objekt z vystupu neurénovej siete obsahuje hodnotu
spol’ahlivosti pre danu triedu. Z tohto dovodu slizi prah spol'ahlivosti ako takzvany filter,
ktory ignoruje ndjdené objekty s menSou hodnotou spolahlivosti ako nastavena hodnota
prahu spol’ahlivosti. V mojom pripade som ju nastavil na hodnotu 0.6, pretoze detekované
objekty, ktorych hodnota spol'ahlivosti je mensia ako 0.6, mézu byt nespravne detekované

a tym ovplyvnit’ vysledky pri hl'adani nového ohniskového bodu.

1. minThreshold = 0.6

Najdena detekcia okrem hodnoty spol'ahlivosti obsahuje aj d’alSie dolezité hodnoty. Medzi
tieto hodnoty patria x a y stradnice stredu pre najdeny objekt z dané¢ho vstupného obrazka.
Dalej sem patria hodnoty predstavujuce Sirku a vysku obrazka. Vietky hodnoty st normali-
zované a preto ich musim previest’ na skuto¢né hodnoty vynasobenim prislusnou hodnotou

vysky a Sirky daného vstupného obrazka.

center_x = int(detection[@] * frameWidth)
center_y = int(detection[1] * frameHeight)
width = int(detection[2] * frameWidth)
height = int(detection[3] * frameHeight)
left = int(center_x - width / 2)

top = int(center_y - height / 2)
resultsObjects = detection[5:]

classId = np.argmax(resultsObjects)
confidence = resultsObjects[classId]

VCoOoONOTUVEA WNER

V tomto kroku uz mame vsetky potrebné informacie o najdenych objektoch z obrazka. V pri-
pade ak je viacej objektov na obrazku nastava jav prekryvania, Ze na vystupe dostavam pre
jeden objekt viacej ohranicujicich rdmikov. Preto vykondm potlacenie ohranicujucich rami-

kov(non maximum suppression) pomocou funkcie z DNN modulu.

1. indexes = cv.dnn.NMSBoxes(boxes, confidences, minThreshold, nmsThreshold)
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Prvym parametrom pre funkciu NMSBoxes je pole najdenych objektov s ich suradnicami
a vel’kost'ou. Druhy parameter obsahuje pole spolahlivosti pre ndjdené objekty. Treti para-
meter je nastavend hodnota prahu spol'ahlivosti. Posledny parameter je nastaviteI'na hodnota
potlacania ohranicujicich rdmikov. Hodnota je v rozmedzi od 0 po 1. Ak nastavim hodnotu
napriklad 0,1 prekryvajiuce objekty nebudu detekované. Naopak ak tuto hodnotu nastavim
na vysoké ¢islo napriklad 0.9 dostanem niekol’ko ohrani¢ujucich ramikov pre jeden deteko-
vany objekt. Preto som zvolil hodnotu 0,4. VSetky objekty a ich prisluSné parametre si ulo-
zim do pol'a objektov. Trieda detect je definované nasledovne.
def __init__ (self, title, importance, confidence, x, y, width, height):

self.title = title

self.importance = importance

self.confidence = confidence

self.x = x

self.y =y

self.width = width
self.height = height

oNOUVT DA WN PR

Obr. 26. Ukazka detekcie objektov.

5.1.4 Hl’adanie ohniskového bodu

Ako som uz spominal dolezitym faktorom pri orezdvani a vytvarani ndhl'adov pre dany ob-
razok je urcit’ ohniskovy bod. Na urcenie ohniskového bodu pouzijem ndjdene objekty

z predchadzajucej kapitoly. Pouzivam dve moznosti na najdenie ohniskového bodu.
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Prva moznost’ sa zameriava na zoskupenie vSetkych objektov a ndjdenie stredu tychto bodov

bez ohl'adu na délezitost’ danej triedy objektu.

oNOOTUVT A~ WNBR

xObject = min(self.detectObjects, key=itemgetter('
yObject = min(self.detectObjects, key=itemgetter("'
right, bottom = 0, ©

for object in self.detectObjects:

if object.x + object.width > right:
right = object.x + object.width
if object.y + object.height > bottom:
bottom = object.y + object.height
return Rect(xObject.x - self.padding,
yObject.y - self.padding,

))
"))

(right - xObject.x) + self.padding * 2,
(bottom - yObject.y) + self.padding * 2)

Vysledkom z danej metddy je zoskupeny jeden velky objekt, ktory obsahuje aj stradnicu

stredu.

Obr. 27. Ukazka zoskupenia objektov a ohniskového bodu.

Druh4 moznost’, ktort som navrhol a implementoval je zoskupenie iba dolezitejSich objek-

tov tried. Kazdej triede, ktort je schopna neurdnova siet’ detekovat, som priradil hodnotu

dolezitosti. Napriklad trieda osoba ma vyssiu hodnotu ddlezitosti ako napriklad trieda noz-

nic¢ky. Samozrejme v tomto Stadiu som si urcil hodnoty ddlezitosti subjektivne, ale v pripade
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potreby je moznost’ ich upravit. Pri tejto moznosti je vel'mi dolezity parameter, ktory obsa-
huje minimalnu hodnotu dolezitosti. Napriklad ak chcem zoskupit’ a pouzit’ iba dolezité
triedy ako je osoba nastavim tito hodnotu na 10. Implementacia oproti prvej moznosti je iba

roz$irena o filter doleZitosti nasledovne.

1. self.detectObjects = [object for object in detectObjects if object.importance >= minImportance]

V tomto pripade dostavam stradnice ohniskového bodu len z objektov, ktoré spiiiajii hod-

notu doblezitosti.

5.2 Prepojenie detektoru pomocou API

Momentalne detektor funguje len lokélne a je mozné ho spustit’ len pomocou prikazového
riadku. Na to aby som vytvoril komplexné rieSenie som musel vytvorit’ rozhranie API. API
bude fungovat’ ako prepojenie medzi webovym rieSenim a detektorom vyuzivajuc REST
architektiiru. Aby som zachoval konzistentnost’ rozhodol som sa pouzit’ webovy framework
Flask napisany v Pythone. Flask je klasifikovany ako mikro framework pretoze nevyzaduje
ziadne pridavné nastroje alebo kniznice. API bude komunikovat’ s webovou aplikaciou po-
mocou HTTP poziadaviek a ako vystup som rozhodol pouzit’ forméat JSON kvoli jednodu-

chosti spracovania. [24]

5.2.1 Dokumentacia API sluzieb

Popis: Sluzba vracia pole najdenych objektov vo formate JSON.
URL: <server>/smartc/detections
Metoda: POST

Telo poziadavky: imageUrl: povinny parameter

1. {
2. "imageUrl": "http://smartc.dsoft.bid/2782381_ORIG.jpg"
3. }

Odpoved’: 200 — vSetko prebehlo v poriadku, 500 — serverova chyba

{"objects":

[{"title": "person",
"importance": 10,
"confidence": 0.996971070766449,
"x": 559,
"y": 475,
"width": 107,
"height": 174}]

VCoONOOUVIDE WNERE
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Popis: Sluzba vracia suradnice zoskupeného objektu a ohniskového bodu
URL: <server>/smartc/groupObject
Metoda: POST

Telo poziadavky: imageUrl: povinny parameter, minlmportance: voliteI'ny parameter

"imageUrl": "http://smartc.dsoft.bid/2782381_ORIG.jpg",
"minImportance"”: 8

A WNPRE

}

Odpoved’: 200 — vsetko prebehlo v poriadku, 500 — serverova chyba

1. {

2. "groupObject": {

3. "x": 218,

4. "y": 368,

5. "width": 603,
6. "height": 484,
7. "focalPoint": {
8. "x": 519.5,
9. "y": 610.0
10. }

11. }

12. }

Popis: Sluzba vracia odkaz na obrazok s vyzna¢enymi ohrani¢enymi ramikmi
URL: <server>/smartc/detectionBoxes
Metéda: POST

Telo poziadavky: imageUrl: povinny parameter

1. {
2o "imageUrl": "http://smartc.dsoft.bid/2782381_ORIG.jpg"
3. }

Odpoved’: 200 — vSetko prebehlo v poriadku, 500 — serverova chyba

1. {
2 "outputImageUrl": "<server>/smartc/output/2782381_ORIG_boxes.jpg"
3.}

Popis: Sluzba vracia odkaz na obrazok s pozadovanymi rozmermi vygenerovany pomocou
ohniskového bodu.

URL: <server>/smartc/cropping

Metoda: POST



UTB ve Zliné, Fakulta aplikované informatiky 57

Telo poziadavky:
e imageUrl: povinny parameter
e width: povinny parameter(Sirka pozadovaného vystupného obrazka)
e height: povinny parameter(vyska pozadovaného vystupného obrazka)

e minlmportance: volitel'ny parameter

1. {

2o "imageUrl": "http://smartc.dsoft.bid/2782381_ORIG.jpg",
3. "width": 600.0,

4. "height": 200.0

5. }

Odpoved’: 200 — vSetko prebehlo v poriadku, 500 — serverova chyba

Ul

"outputImageUrl": "<server>/smartc/output/2782381 ORIG_600 200.jpg"

5.3 Webova aplikacia

Dalsou poziadavkou komplexného riesenia bolo navrhnit’ a naprogramovat’ webové riese-
nie, ktoré sa pouzije v pripade ak sa nenasli Ziadne objekty na obrazku alebo navrh ohnisko-
vého bodu nie je spravny. Této situdcia moze nastat’ ak pouZivatel’ zadal abstraktny vstupny
obrazok alebo je vel'mi $pecificky a neuréity. Dal§im pripadom méze byt situacia ak pouZi-

vatel’ chce nahl'adové obrazky vygenerovat’ pomocou Specifického objektu.
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Obr. 28. Graficky névrh nastavovania ohniskového bodu.
Na vyvoj webovej aplikacie som si vybral programovaci jazyk TypeScript, ktory vyvija
audrzuje spolo¢nost’ Microsoft. Ako podporu pre programovaci jazyk TypeScript som zvolil
vel'mi populérny open-source webovy framework Angular. Tuto kombinéaciu som si vybral
kvoli predoslej znalosti a jednoduchosti pouzivania. Pouzil som verziu Angularu 7.0.6. We-
bova aplikacia komunikuje pomocou API s multimedialnou kniznicou DAM. Z tohto do-

vodu sa vSetky akcie vykonané pouzivatel'om ukladaju a posielaji do multimedialnej kniz-

nice [26].

5.3.1 Implementacia webovej aplikacie

Webov1 aplikéciu som vytvoril aby pouzivatel’ mal moznost’ upravovat’ ohniskovy bod pre
zvoleny obrazok z medialnej kniznice. Co sa tyka vizualnej stranky aplikacie je velmi jed-
noducha. Po kliknuti na tlacidlo ,,Select asset™ sa vytvori pripojenie s DAM kniZnicou
a otvori sa modalne okno na vyber obrazku. Na vykreslenie kniZnice sa pouziva iframe ele-
ment v HTML. Tento element sa pouziva na vlozenie iného dokumentu do sti¢asného. V mo-

jom pripade pouzivam dokument medialnej kniznici v mojom webovom rieSeni.
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Obr. 29. Vyber obrazku z medialnej kniznice DAM.

Po vybere obrazku sa automaticky zavola poZiadavka na API, ktoré som implementoval
v predchadzajucich kapitolach. Na komunikaciu s API pouzivam Standardnu HttpClient

kniznicu.

const imageData = {'imageUrl': this.image.src};
this.http.post<any>('/smartc/detections’,
JSON.stringify(imageData),
AppComponent.getDefaultIsonContentHeader()).subscribe(data => {
this.drawDetections(data.objects);

s

auVThwWNR

Po ziskani vysledku z poziadavky dostdvam pole ndjdenych objektov s ich stiradnicami vo
formate JSON. Vysledok spracujem a vykreslim ohrani¢ené ramiky na obrazok. Na vykres-
lenie pouzivam element z HTML 5 canvas. Element sa pouziva na kreslenie grafickych tva-
rov na webovych strankach. Nasledujtici kod vykresli ohranicujuce ramiky pre kazdy objekt

na obréazku s ich popisom.

=

const detectionsCanvas = document.getElementById('detections') as HTMLCanvasEle-
ment;
detectionsCanvas.width = this.image.width;
detectionsCanvas.height = this.image.height;
const context = detectionsCanvas.getContext('2d");
context.drawImage(this.image, ©, @, this.image.width, this.image.height);
detects.forEach((detect) => {

context.font = '12px Arial’;

context.fillStyle = '#ffffff';

context.fillText(detect.title, detect.x * this.imageScaling, (de-
tect.y * this.imageScaling) + (20 * this.imageScaling));
10. context.beginPath();

VWoOoONOTUVTDAWN
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11. context.rect(detect.x * this.imageScaling, detect.y * this.imageScaling, de-
tect.width * this.imageScaling, detect.height * this.imageScaling);

12. context.lineWidth = 2;

13. context.strokeStyle = 'black’;

14. context.stroke();

15. }1);

] A Smart Cropping X +

<« C' @ https://develop.brandmaster.com/cropping/

2 Apps | f Facebook » YouTube - YouTub... skola Brandmaster Denteractive B Vipps @8 Devmeeting B Al Build and Deploy... () Audi A4 offers o

Select asset l Load asset

Obr. 30. Vykreslenie ohranicujucich rdmikov vo webovej aplikacii.

Pomocou d’alsej sluzby /smartc/groupObject z API dostdvam suradnice ohniskového bodu
a zoskupeného objektu. Volanie sluzby je vel'mi podobné ako v predchadzajucom pripade.
Aby som ul’ah¢il manipulaciu pre pouZzivatel'ov pri nastavovani ohniskového bodu pouZil
som funkciu t'ahaj a pust'(drag and drop). Danu funkciu som implementoval pomocou kniz-
nice PlainDraggable. Ako predvolené nastavenie ohniskového bodu sa pouzije navrhovany
bod z API. Pri manipulacii s ohniskovym bodom sa automaticky prekresl'uju nahl'ady
v §tvorcom, horizontalnom a vertikalnom formate kvoli vizualizécii a kontrole. Nasledne po
kliknuti na tlacidlo ,,Save* sa odosle poziadavka na medialnu kniZnicu o zmene ohniskového

bodu.
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Obr. 31. Ukazka manipulécie s ohniskovym bodom.

Pri generovani nahl'adov podl'a ohniskového bodu pouzivam taktiez canvas element, kvoli
zachovaniu rozliSenia obrazkov k pomeru rozliSenia monitoru. Na nasledujiicom kodu je

implementacia generickej funkcie na generovanie nahl'adov.

1. private generatePreview(elementId, focalPoint) {

2. const previewHorizontalCanvas = document.getElementById(elementId) as HTMLCanvasElement;

3. const context = previewHorizontalCanvas.getContext('2d");

4. const isHorizontal = previewHorizontalCanvas.width > previewHorizontalCanvas.height;

5. const scaling = isHorizontal ? previewHorizontalCanvas.width / this.image.width : previewHor-
izontalCanvas.height / this.image.height;

6.

7. const scaledImageWidth = this.image.width * scaling;

8. const scaledImageHeight = this.image.height * scaling;

9. const scaledFocalPointY = focalPoint.y * scaling;

10. const scaledFocalPointX = focalPoint.x * scaling;

11.

12. const focalOffset = isHorizontal ? scaledImageHeight / 2 - scaledFocalPointY : scaledImage-
Width / 2 - scaledFocalPointX;

13. const diff = isHorizontal ? (scaledImageHeight - previewHorizontalCanvas.height) / 2 : (scal-
edImageWidth - previewHorizontalCanvas.width) / 2;

14. const diffCanvasWithImage = isHorizontal ? previewHorizontalCanvas.height - scaledImage-
Height : previewHorizontalCanvas.width - scaledImageWidth;

15. let mainCoordinate = - (diff - focalOffset);

16. if (mainCoordinate > 0) {

17. mainCoordinate = 0;

18. } else if (mainCoordinate < diffCanvasWithImage) {

19. mainCoordinate = diffCanvasWithImage;

20. }

21. context.drawImage(this.image, isHorizontal ? © : mainCoordinate, isHorizontal ? mainCoordi-

nate : 0, scaledImageWidth, scaledImageHeight);
22. }
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Square preview Vertical preview

Horizontal preview

Obr. 32. Ukazka ndhl'adov pri zmene ohniskového bodu.

5.4 Nasadenie na server pomocou nastroja Docker

Nemenej dolezitd cast’ celého rieSenia je nasadenie na redlny server. V mojom pripade som
si zvolil Linux server a program Docker. Docker je platforma pre vyvojarov a adminov na
vyvoj, nasadzovanie a spustanie aplikacii pomocou kontajnerov. Samotné kontajnery nie su
nové, ale ich pouzitie na 'ahké nasadenie aplikacii je. M6zeme to chapat’ ako nastroj, ktory
spusti aplikaciu, ale s minimalnymi poziadavkami na konfiguraciu a spravu. V mojom pri-

pade ak vyvijam aplikaciu na r6znych platforméch a konfiguraciach staci si spustit’ pre kazda
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aplikaciu samostatny kontajner. Docker kontajner som pouzil pri nasadzovani API a detek-
tora. InStalécia Docker néstroja na Linux serveri je vel'mi jednoducha a robi sa nasledovnym

prikazom [25].

1. sudo apt-get install docker-engine -y

Po nastaveni servera som musel nastavit’ Docker konfiguraciu pre moj projekt. Vytvoril som

si subor requirements.txt, ktory obsahuje zoznam pouzitych kniznic v projekte.

1. flask
2. numpy
3. awscli
4. opencv-python

V d’alsom kroku konfiguracie je nutné vytvorit’ sibor Dockerfile. Dockerfile je jednoduchy
textovy subor, ktory popisuje, ako ma vypadat’ vysledny obraz projektu. V podstate je to
nahrada za kroky, ktoré sa robia bezne pri konfiguracii projektu na novy server. Dockerfile

pre API a detektor vyzeré nasledovne.

1. FROM python:3.7

2

3. RUN apt-get update \

4. && apt-get install -y \
5 build-essential \

6 cmake \

7 git \

8. wget \

9. unzip \

10. yasm \

11. pkg-config \

12. libswscale-dev \
13. libtbb2 \

14. libtbb-dev \

15. libjpeg-dev \

16. libpng-dev \

17. libtiff-dev \

18. libavformat-dev \
19. libpg-dev \

20. & & rm -rf /var/lib/apt/lists/*

22. ADD . /app

23. WORKDIR /app

24. RUN pip install -r requirements.txt
25. CMD python src/app.py

Nasledne pomocou tohto suboru som schopny vybuildovat’ Docker image. V mojom pripade
som navyse pridal subor docker-compose.yml, kvoli buducej expanzii projektu a podpore
viacerych kontajnerov spustenych v jeden ¢as. V momentalnom Stadiu tento stibor obsahuje

iba konfiguraciu Flask servera, ktory bezi na porte 5000.

1. version: '2'
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2. services:

3 web:

4, build:

5. ports:

6 - "5000:5000"
7 volumes:

8 - .:/app

Po nastaveni konfiguratnych suborov requirements.txt, Dockerfile a docker-compose.yml

mdzem spustit’ server jednoduchym prikazom v prikazovom riadku.

1. docker-compose up
5.5 PouZzitie rieSenia

V momentalnom $tadiu realizécie sa pouziva moje rieSenie pri vyrobe marketingovych ma-
teridlov. Zatial’ len pre testovacie a interné ucely. Na demonstraciu rieSenia som pouzil ob-
razok, kde hlavny objekt sa nachadza na okraji obrazku. Obrazok som nasledne vlozil do
hlavicky testovacieho marketingového materialu. Na obr. 33 je pouzité klasické centrovanie
na stred obrazka bez pomoci detekovanych objektov. Je mozné vidiet’, ze hlavny objekt je

odseknuty.

Marketing material finally made
easy.

> lorem ipsum
> lorem ipsum
> lorem ipsum

> lorem ipsum

More.
Better.
Faster.

brandmaster cheeper

Obr. 33. Marketingovy materidl bez vyuzitia detekcie objektov.
Pri rovnakom testovacom materiali ale s pouzitim rieSenia na detekciu objektov je mozné
automaticky vygenerovat’ nasledovny marketingovy material bez manudlneho zasahu pou-

zivatel'om. A vysledok na obr. 34 je podstatne lepsi a pouziteI'nejsi.
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Marketing material finally made
easy.

> lorem ipsum
> lorem ipsum
> lorem ipsum

> lorem ipsum

More.

Better.

Faster

ll brandmaster  cheeper.

Obr. 34. Marketingovy material s vyuZzitim detekcie objektov.
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ZAVER

Ciel'om diplomovej bolo navrhnut’ a implementovat’ novy spdsob orezdvania a generovania
nahladov z obrazkov, ktoré sa d’alej pouzivaju pri generovani marketingovych materialov.
Ako riesenie pri hl'adani ohniskového bodu na obrazku som si zvolil umelu inteligenciu
a neuroénové siete. Pouzil som algoritmus na detekciu objektov a podl'a ndjdenych objektov

som oznacil ohniskovy bod podl’a ktorého sa orezavaji ndhl'ady.

V teoretickej Casti prace sa nachadzaju znalosti o medialnej kniznici do ktorej sme rieSenie
implementovali. Teoreticka ¢ast’ taktiez popisuje princip umelej inteligencie, neurénovych
sieti, konvolu¢nych sieti a metod detekcie objektov. Posledna Cast’ teoretickej Casti sa zame-
riava na popis kniZznice pouzitej pri spracovani obrazu OpenCV. Popis kniznice obsahuje

modul na podporu a implementaciu hlbokych neurénovych sieti.

V praktickej ¢asti som sa venoval navrhu a implementacii metdd na orezdvanie ndhl'adov
pre obrazky z medialnej kniznice. Implementacia pozostava z troch Casti. V prvej Casti je
implementovany algoritmus na detekciu objektov z obrazkov. V druhej Casti som vytvoril
API prepojenie na komunikaciu medzi webovou aplikaciou a aplikdciou na detekovanie ob-
jektov. V tretej Casti som graficky navrhol a nésledne implementoval webové rieSenie na
nacitanie a ulozenie nastaveni obrazka z medidlnej kniznice. Pre zvoleny obrazok sa auto-
maticky pomocou API spusti detekcia objektov, navrhne sa ohniskovy bod a vygeneruju sa
nahlady. Pouzivatel ma moznost’ manudlne nastavit’ ohniskovy bod pomocou intuitivneho

ovladania, €o spusti novy proces generovania ndhl'adov.

Projekt je v rannom §tadiu realizacie. Momentalne je nasadeny na vyvojarskom serveri a po-
uzivajui ho zvécsa interni zamestnanci spolo¢nosti. Po prvom mesiace pouZivania je odozva
vel'mi dobra a vygenerované nahl'ady sa pouZzivajl pri testovacich alebo prezentacnych mar-

ketingovych materidloch.
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ZOZNAM PRILOH

P 1. Elektronické priloha na CD

PII. Priklady vygenerovanych nahl'adov



PRILOHA P I: ELEKTRONICKA PRILOHA NA CD

Elektronicka priloha na CD obsahuje samotnu pracu vo forméate pdf a kompletné zdrojové

kody.



PRILOHA P II: PRIKLADY VYGENEROVANYCH NAHLCADOV

Pre nasledujtci zdrojovy obrazok (Obr. 35) systém mal za ulohu vygenerovat’ Stvorcovy

nahladovy obrazok.

Obr. 35. Zdrojovy obrazok pre Stvorcovy nahl’ad.

Obr. 36. Stvorcovy nahl'ad pouzitim bezného spdsobu so stredovym ohniskovym

bodom.



Obr. 37. Stvorcovy nahl'ad vygenerovany pouzitim navrhovaného ohniskového

bodu z neurénovej siete pre obr.35.

V d’alSom pripade mal systém vygenerovat’ vertikalny nahl'adovy obrazok pre zdrojovy ob-

razok (Obr. 38.).

Obr. 38. Zdrojovy obrazok pre vertikalny nahl’ad.



Obr. 39. Vertikalny nadhl'ad pouzitim bezného spdsobu so stredovym ohniskovym

bodom.

—

Obr. 40. Vertikalny nadhl'ad vygenerovany pouzitim navrhovaného ohniskového

bodu z neurénovej siete pre obr.38.



V poslednom demonstracnom priklade mal systém vygenerovat’ horizontalny nahl'adovy ob-

razok pre zdrojovy obrazok (Obr.41).

Obr. 41. Zdrojovy obrazok pre horizontalny nahlad.

Obr. 42. Horizontalny nahl'ad pouzitim bezného sposobu so stredovym ohnisko-

vym bodom.



Obr. 43. Horizontalny ndhl'ad vygenerovany pouzitim navrhovaného ohniskového

bodu z neurénovej siete pre obr.41.
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