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ABSTRAKT

Cilem diplomové prace je vypracovani literarni ré8ena téma syntézy neuronovych siti a
vyswétleni  principu algoritmu  Analytického programovaniDale popis pouzité
implementace algoritmu Asynchronniho analytickéhmgpamovani. V praktickéasti jsou
navrzeny experimenty, které maji za ukol zjistitkgu ma implementovany algoritmus

pouZzitelnost viiznych ulohich. A zthto experimerit vyplivajici dopordeni.

Klicova slova: Syntéza neuronovych siti, Asynchronmilysické programovani, U

neuronova s$i Topologie neuronové sit

ABSTRACT

Subject of diploma work is elaboration literary @asch on the topic synthesis neural
network and explication principle algorithm anadytprogramming. Description used
implementation algorithm asynchronous analytic peogning. In practical parts are
designed experiments that be tasked find out, @t\whs implemented algorithm usability

in different exercises. And of these experimengsilteng recommendation.

Keywords: Neural network synthesis, Asynchronouslhdm programming, Artificial

neural network, Neural network topology



UTB ve Zling, Fakulta aplikované informatiky, 2011

Za odborné vedeni, poskytnuti podklgto mou praci a tihivost pri konzultacich dkuiji

vedoucimu bakatéké prace Ing. Bc. Paviu ¥&chovi.



UTB ve Zling, Fakulta aplikované informatiky, 2011 6

ProhlaSuiji, Zze

beru na ¥domi, Ze odevzdanim diplomové/bakaké prace souhlasim se pj@Enim
své prace podle zakoria 111/1998 Sb. o vysokych Skolach a oéména doplini
dalSich zakoh (zdkon o vysokych Skolach), veém pozdjSich pravnich fedpidi,
bez ohledu na vysledek obhajoby;

beru na ¥domi, Ze diplomova/bakatka prace bude uloZena v elektronické p&dob
v univerzitnim informanim systému dostupna k prezeimu nahlédnuti, Ze jeden
vytisk diplomové/bakaigké prace bude uloZzen ¥qmuéni knihovre Fakulty
aplikované informatiky Univerzity TomaSe Bati vergl a jeden vytisk bude uloZen u
vedouciho prace;

byl/a jsem seznamen/a stim, Ze na moji diplomdyakdldskou praci se ph
vztahuje zakorg. 121/2000 Sh. o pravu autorském, o pravech sginiige s pravem
autorskym a o zemé nékterych zakon (autorsky zékon) ve 2ni pozajSich pravnich
predpigi, zejm. 8§ 35 odst. 3;

beru na ¥domi, Ze podle 8§ 60 odst. 1 autorského zakona ni& WTZling pravo na
uzawveni licertni smlouvy o uziti Skolniho dila v rozsahu 8§ 12 tods autorského
z&kona;

beru na ¥domi, Ze podle § 60 odst. 2 a 3 autorského zakartaurnzit své dilo —
diplomovou/bakal&skou praci nebo poskytnout licenci kjejimu vyuZijen
s pedchozim pisemnym souhlasem Univerzity TomaSe BatiZliné, kterd je
opravréna v takovém fipact ode mne pozadovattiméreny gispivek na uhradu
nakladi, které byly Univerzitou TomaSe Bati ve Alina vytvdeni dila vynaloZzeny (az
do jejich skuténé vyse);

beru na ¥domi, Ze pokud bylo k vypracovani diplomové/bakskté prace
vyuzito softwaru poskytnutého Univerzitou TomaSetiBeae Zline nebo jinymi
subjekty pouze ke studijnim a vyzkumnynielim (tedy pouze k nekom®@rimu
vyuziti), nelze vysledky diplomové/bakédhé prace vyuzit ke komanim
acelim;

beru na ¥domi, Ze pokud je vystupem diplomové/baksité prace jakykoliv
softwarovy produkt, povazuji se za gést prace row i zdrojové kody, pap
soubory, ze kterych se projekt sklada. Neodevztiioi sodasti mize byt divodem
k neobhdjeni prace.

ProhlaSuiji,

Ze jsem na diplomové praci pracoval samostatrpouzitou literaturu jsem citoval.
V piipact publikace vysledk budu uveden jako spoluautor.

Ze odevzdana verze diplomové prace a verze eletk@mahrana do IS/STAG jsou
totozné.

Ve ZIing .

podpis diplomanta



UTB ve Zling, Fakulta aplikované informatiky, 2011 7

OBSAH
UVOD ..o oottt ettt ettt et et te et e te et ese et ess st e s s teae e st essste s eteenateeeeseeeenens 9
| TEORETICKA CAST ..ottt eemes ettt n e en et ee e 10
1  LITERARNI RESERSE NA TEMA SYNTEZA NEURONOVYCH SITi ........ 11
1.1 EVOLUCNI VYPOCETNI TECHNIKY —PRINCIPY A APLIKACE......ccuiiuiiniiniiieneeneeneennes 11
1.2 GENETICKE ALGORITMY A GENETICKE PROGRAMOVANI......cuitiiiiiiiieicceeeeen, 11
1.3 UMELA INTELIGENCE (4) teeetttuuutuuuuiaaeseeeeeeeeseeeesesessssnsnnssnaaaseeasaeaaassessssssssnnnnns 11
1.4 UMELA INTELIGENCE L.ttt mrem e et e e et e e et e e eans 12
1.5 SYNTEZA NEURONOVYCH SITi METODOU SYMBOLICKE REGRESE........cceuvvniennenne. 12
1.6 ANALYTICKE PROGRAMOVANIV CH ..o 12
1.7 ANALYTIC PROGRAMMING ....euiinieniiniene et ees e aeas et s s aseaeansanssnsanssssnsansanaanss 13
1.8 ANALYTIC PROGRAMMING - SYMBOLIC REGRESSION BY MEANS OF
ARBITRARY EVOLUTIONARY ALGORITHMS ... ittt vciir e scine e e nnnnn e e snmmnnnannes 13
e = Vo= = N1 AP 13
1.10 OPTIMAL FEED-FORWARD NEURAL NETWORK ARCITECTURES.....ccuvvvivieieeinennns 14
1.11 NEUROEVOLUCIA CEZ ROZSIROVANIE TOPOLOGIE......cuiviininierienieneeneeneeneeneennns 4.1
2 METODA SYNTEZY NEURONOVYCH SITi POMOCI
ANALYTICKEHO PROGRAMOVANI ......ccooiiiiiieris eeeeeeeees e 15
2.1 SOMA: SAMOORGANIZUJICI SEMIGRACNI ALGORITMUS ...eviviiiiieeeeeeeee e 15
2.1.1 Parametry algoritmu SOMA ... e 15
2.1.2  Princip algoritmu SOMA .......cooriiiimmmmm s 6.1
2.1.3  FAZE SOMA ..ot eemee ettt ettt ar s 16
2.2 PRACE SDISKRETNIMI HODNOTAMI DSH ...cuiniiiii e 17
2.3 ANALYTICKE PROGRAMOVANI.....cutitii it ee e e s e e ee s e s e s e s ensenaenns 18
2.3.1  Zakladni prinCip AP ... 18
2.3.2  POSIENA BVOIUCE .......eieeeiieiiee et ettt e et e e e e e vennans 21
2.3.3  COSETUNCHON c.uutceiieeee e e et e e 21
2.4 SYNTEZA NEURONOVYCH SITI POMOCIAP ...cviiiieiii e 21
2.4.1 GFS U SyNtézy NEUrONOVESIL........ccoeiiiiiiiiieccee e 22
3 EXISTUJICI ASYNCHRONNI PROGRAMOVA IMPLEMENTACE
SYNTEZY NEURONOVYCH SiTl...ccviiiieeciieeeeeeeeeee e, 24
I PRAKTICKA CAST ..ottt ettt 5.2
4 NAVRH EXPERIMENT U ZAM ERENYCH NA SYNTEZU

NEURONOVY CH SIT i uieee i e ee e e et e e aeeee e e e eeeeeeeeaeeeesaaneees 26



UTB ve Zling, Fakulta aplikované informatiky, 2011 8

4.1  ZAVISLOSTI NA POCTU TRENINKOVYCH DAT .ceieiiiiiiiiieeeeeesiieeeeeaesssnseeeeeeneennes 26
4.2  ZAVISLOSTINA POCTU VSTUPU SYNTETIZOVANE NEURONOVE SiE .evvvveeeiiieieeen.. 27
4.3  ZAVISLOSTI NA SLOZITOSTI A TYPURESENE ULOHY.....ccuvviiiiieeesiiiiieeeeessnnnnneneaeeans 29
5  STATISTICKE VYHODNOCENI PROVEDENYCH EXPERIMENT U.......... 34
5.1  ZAVISLOSTI NA POCTU TRENINKOVYCH DAT ...uiiiiiiieeessiiiiieeeeeeeesnsieneeeeesssnneenns 34
5.1.1 Hloubka si¢ v zavislosti na p&u tréninkovych dat..................coo oo 34
5.1.2 Cas vypa@tu NS v zavislosti na @tu tréninkovych dat ......................... 38.
5.1.3 Pcatet pokus v zavislosti na p&tu tréninkovych dat...............eeeeveeees i 42
5.1.4 USetenycas pro tizny paet procesar v zavislosti na péu TD............... 42
5.2  ZAVISLOSTI NA POCTU VSTURU SYNTETIZOVANE NEURONOVE SIE ...ccovvviiieeeennns 44
5.2.1 Hloubka si¢ v zavislosti na p&tu vstugi NS............ooooiiiiiiiiiiiiiiee, 44.
5.2.2 Cas vypa@tu NS v zavislosti na @ou VStui NS ..........ccoeveeveririeeeeeenene, 48
5.2.3 Patet pokus vypaitu NS v zavislosti na tu vstugi NS............oooevnnnns 49
5.2.4 USetenycas pro fizny paet procesar v zavislosti na pétu vstug
N S ettt ettt e ——————— e e e e e e e r e e e e e n b b r et e aaaanraraeenas 52
5.3  ZAVISLOSTI NA PRUBEHU APROXIMOVANE FUNKCE.......uuvtttteeeiiirereeeeessannnnneeeaeeans 54
531 I:IIoubka NS na @henu fUNKCE ... e 54
5.3.2  CaS VYPBIU NS ....ooiiiiiiiiiiiiiiiiee e e e e immmmms bt ereeeaeaaaeaeeaaaeseenans 56
5.3.3  POELPOKUS ..o 58
5.3.4 USetenycas pro izny paet ProCESAT.......uuvurriiiiiieeeeeeeeeeeiaaaaeinnnnieeens 59
5.4  ZHODNOCENI VYSLEDKU DOSAZENYCH VEXPERIMENTECH A DOPORUENI
Z NICH VYPLIVAJICT 1.ttttiiieesieiitie e ettt s e e s st e e e e e e st e e e e e s snnnnneeeeeeans 61
5.4.1 Experimenty STznym p@Eem TD .......ccccoiiiiiiiiiiiiiiiieieeee e e e eeree e 61
5.4.2 Experimenty sttznym p@&tem vstugi syntetizované NS ..............ccccoeeeen. 62
5.4.3 Experimenty sttznymi piibéhy aproximovanych funkci....................... 62
5.4.4 Cas uSdeny na dzném pétu ProCeSal .............cceevvevereereeeeeeieeeereeene 63
ZAVER ..ottt a ettt 64
ZAVER V ANGLI CTINE ..coiiiiiicieieeeee et 65
SEZNAM POUZITE LITERATURY ....ocuiiiiieiiisieieie sttt 66
SEZNAM POUZITYCH SYMBOL U A ZKRATEK .....ccvovivieeeeeeeeeees e eeen e 68
SEZNAM OBRAZK U ...ttt ettt 69

SEZNAM TABULEK ..o 70



UvoD

Umélé neuronové sit mohou principield napodobit funkce nervovych soustav Zivych
organisnii. Konvertni pcitae pracuji s pedem danym algoritmem. Neuronovéé sit
pracuji bez algoritmu a jejich funkce je zaloZermaprincipu é@eni. St je schopna se

postupr prizpusobit kieSeni dané ulohy.

Z&kladnim prvkem neuronové &ife neuron. Funkce neuronoveé &sie ovlivréna
piedevsim jeji topologii a Zgobem, jakym jednotlivé neurony transformuji sigrdéry
se S&fi ze vstuf sit na jeji vystupy. Pod pojmem topologie neboli stmu& neuronové sit

je mysleno konkrétni umisti neurotd v siti a jejich vzajemné propojeni.

Kazda neuronova tijako celek realizuje ditou transformani funkci. Tedy pevadi
(transformuje) hodnoty vstupnich weh na hodnoty vystupni. Kazda ri@ma neuronova

sit’ tedy realizuje jednu konkrétni matematickou funkci

Implementace algoritmu asynchronniho Analytickéinogpamovani popsana v této praci
umi neuronovou 8i nejenom nakit tedy adaptovat jeji vahy, ale také syntetizovat
optimalre jeji strukturu. Vyuziva k tomu schopnosti Analjého programovani hledat
matematické funkce. Jak jiz byfe¢eno, takovou matematickou funkci je také neuronova
sit. Analytické programovani je metodou symbolickéresg a pro sy béh potebuje

ngjaky evolwni algoritmus. V této praci je pouzit evohi algoritmus SOMA.

Prace si dale klade za cil navrzeni a provedenkrarpnfi s touto implementaci a

vypracovani konkrétnich dopdeni pro praci s timto algoritmem.
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1 LITERARNI RESERSE NA TEMA SYNTEZA NEURONOVYCH
SITI

1.1 Evoluéni vypocetni techniky — principy a aplikace

[1] ZELINKA, Ivan, et al. Evolgni vypaetni techniky — principy a aplikace. Vyd. 1.
Praha : BEN technicka literatura, 2008.

Asi nejrozsahlejSi a nejobsahlejSi publikacgeském jazyce podavajici kompletriepled

o evoli&nich vypa@etnich technikach a optimalé&gch metodach. Kniha obsahuje také
¢ast, kde je popis principu algoritmu SOMA. Dalezpe také porrné rozsahla kapitola
tykajici se evoluce symbolickych struktugetre® symbolické regrese a Analytického
programovani. Dale také genetické programovani amgtickd evoluce. Publikace
obsahuje také malou kapitolu o syntéze neuronositthCela kniha je velmi ddéb activeé

napsana a rozhodistoji za pozornost.

1.2 Genetické algoritmy a genetické programovani

[2] HYNEK, J. Genetické algoritmy a genetické prgiovani. 1.st ed. 2008. ISBN
978-80-247-2695-3.

Kniha Josefa Hynkaimasi uceleny pohled na problematiku genetickygordimi. Jsou v
ni vyswtleny principy fungovani genetickych algoriigncesty k efektivnimu vyuzivani

evoluinich technik a genetické programovani.

Souasti jsou i piklady konkrétnich probléta rozbor iznych algoritni pouzitelnych pro

jejich reSeni.

1.3 Uméla inteligence (4)

[3] MARIK, V.; STEPANKOVA, O.; LAZANSKY, J. Umela mteligence (4). 1.st ed.
2003. ISBN 80-200-1044-0.

Kniha kolektivu autok Maiik, Sg&pankova, Lazansky z vicedilné rozsahlé série knih o
umelé inteligenci. V tomtoctvrtém dilu je ¥novano gkolik kapitol neuronovym sitim.
Celkem asi 100 stran ze 470ti, ve kterych je uvoghibblematiky neuronovych siti, popis

raiznych modael siti, komprese dat a také aproximace funkci nexwymi sitmi.



1.4 Uméla inteligence |
[4] ZELINKA, I. Umeld inteligence I. 1st ed. 199&BN 80-214-1163-5.

Tato skripta autora Ivana Zelinky jsou vystiza stréiné napsanym ale, obsahlym
vykladem neuronovych siti. Vy&eni jejich funkci, popisu modil ale také navrzeni

optimalni topologie a gradientni a evaéhil algoritmy @eni neuronovych siti.

V dalSic¢asti je popisovanaifprava tréninkové mnoziny, optimalni stateni a obec¥si
piiklady pouziti. Tyto skripta Ize dopadiiti jako velmictivé a zajima¥ napsané i kdyz, v

nekterych \&cech trochu stitné.

1.5 Syntéza neuronovych siti metodou symbolické regrese

[5] VARACHA, Pavel. Syntéza neuronovych siti metodou syiok® regrese. Zlin,
2006. 83 s. Diplomova prace. UTB.

Tato diplomova prace se zabyva syntézou NS pomati@iho prohledavani za pomoci
Analytického programovani. Jedna se o praci, kjerasi nejblize tématieSenému zde
v této diplomové praci. Da $&i, Ze tato prace na ni navazuje a snazi seiibpdinatky

z oblasti syntézy NS a pouzitelnosti Analytickélmogramovani. Motivaci je automatizace
syntézy NS a nalezeni dosud neznanigdeni. Zarovevsak klade dalSi otazky tykajici se
syntézy NS. Naipklad jak zhodnotit kvalitu nalezenyateSeni které usgne eSi dany

problém nebo pro jaké typy problérje tato metoda pouzitelna.

1.6 Analytické programovani v C#

[6] KASPRIKOVA, Eva. Analytické programovani v C#. Zlin, 20067 s. Diplomovéa
prace. UTB.

V této diplomové praci jsou popsany algoritmy symbolické regrese. A to Genetické
programovani, Gramaticka evoluce a Analytické progpvani. Jako evaini algoritmus
pro chod Analytického programovani je popisovan&if@ncialni evoluce a algoritmus
SOMA. Souasti prace je také popis implementace Analytickgtagramovani v jazyce

C# a vyhodnoceni vysledls touto implementaci dosazenych.



1.7 Analytic programming

[7] OPLATKOVA, Zuzana. Analytic programming. ZIi@003. 73 s. Diplomova prace.
UTB.

Diplomova prace zabyvajici se tématem Analytickgitogramovani. Je zde srovnani
metody genetického programovani s Analytickym paogsvanim pomoci simulaich
testi provedenych natyiech problémech popsanych J.Kozou v [ 9]. Vysledichtb
simulaci ukazuji, Ze Analytické programovani jevei@elné s genetickym programovanim.
Vyhodou Analytického programovani vSak je, Ze nadibod genetického programovani

|ze pouzit jakykoliv evoléni algoritmus.

1.8 Analytic programming - Symbolic regression by meansf arbitrary

evolutionary algorithms

[ 10] ZELINKA, Ivan; OPLATKOVA, Zuzana; NOLLE, LatsAnalytic programming.

2004. Symbolic regression by means of arbitranjugianary algorithms, s. 44-56.

Clanek gredstavujici Analytické programovani jako novou rdetsymbolické regrese.
Demonstruje hlavni pravidla Analytického programmiva jeho schopnosti syntetizovat
vhodna ieSeni. Srovnava také Analytické programovani stggyen programovani a
gramatickou evoluci. Pro Analytické programovank@e pouzita diferencialni evoluce a

algoritmus SOMA.

1.9 Probenl

[12] PRECHELT, L. Probenl - A Set of Neural Netwddenchmark Problems and
Benchmarking Rules. [online]. Available from www: ttg//digbib.ubka.uni-

karlsruhe.de/volltexte/39794>

Jedna se oidezitou publikaci autora Lutze Prechelta, ktef@dklada jednak pravidla a
dohody pro provéashi experimentu s neuronovymi &fti, ale také osahuje odkaz na
konkrétni realna data vhodné pro testovani vykoeuranovych siti. Jde v podstab
povinnou ¢etbu pro toho, kdo chce seriézprovadt néjaké experimenty s vykonem
ucicich algoritni na neuronovych sitich. Tedy tak, aby byly srovnéte a

reprodukovatelné.



1.100ptimal feed-forward neural network arcitectures

[13] BABIS, G., GEORGIOPOULOS, .M. Optimal feedaard neural network
architectures. [online]. Available from WWW:

http://www.cse.unr.edu/~bebis/optimal_arch.pdf

Clanek Gerge Bebise a Michaela Georgiopoulose zgilojvae nalezenim optimalni
topologie pro neuronové &its dogednym Sfenim. Jsou zde uvedeny také zajimavé
algoritmy pro automatické nalezeni vhodné topolajie pro konkrétnireSeny problém.
Tedy algoritmy modifikace 8dvé architektury. A to konstruktivni a destruktivmitoda.
Jde o postupné budovani a testovani struktury N®epahensSi po &sSi (konstruktivni)

nebo od velké po mensi (destruktivni).

1.11 Neuroevolucia cez rozSirovanie topologie

[ 14] KRISKA, J., MAKULA, M. Neuroevollcia cez rozdvanie topoldgie. [online].
Available from  www:  <http://hilbert.chtf.stuba.skKV/download/kuzv-kriska-

makula.pdf>

Jedna se olanek Jozefa KriSka a Mateje Makula popisujitisiup NEAT, tedy evokni
adaptaci topologie a vah neuronove gi&inajici od minimalni mozné topologie a jeji
postupné rozgpvani.

Pro lepSi efektivitu zapracovali do svého algoritzpiisob jak identifikovat shodnost ggn

ochranu novychc¢asti genu a minimalizaci jejich struktury. Provedéké rkolik

experiment.



2 METODA SYNTEZY NEURONOVYCH SIiTi POMOCI
ANALYTICKEHO PROGRAMOVANI

2.1 SOMA: SamoOrganizujici se Migrani Algoritmus

SOMA je algoritmus, ktery je zaloZzeny podébjako DE na vektorovych operacich.
Pracuje také s populacemi podéhako GA. Neni vSak ty@na vzdy nova populace, ale
pracuje se v miggaich kolech. Kdy je populace pouziegkupena. iesrEjSi je tedyradit

tento algoritmus mezi memerickéhejnové algoritmy.

Na rozdil od GA v algoritmu SOMA neprobiha v migman kole KiZeni rodéd, ale je
kooperativié prohledavam prostor v3ech moznydieseni. Ridi se tedy principy
odpozorovanymi ze spoluprace inteligentnich biakgth jediné pii migraci v krajire.

Jedinci se tedy vzajemrovliviuji pri hledani nejlepSihdesSenicimz vznika v algoritmu

SOMA samoorganizace.

2.1.1 Parametry algoritmu SOMA

Béh SOMA je ovliviovan nastavenim svych paranietkteré se &i na dva druhy a to
fidici a ukodovaci. Ridici parametry maji vliv na kvalitugbu algoritmu a ukofovaci
maji vliv na ukogeni kEhu algoritmu, utuji tedy kdy uz je hledan&Seni dostateé
piesne.
e PathLength € (15]. Délka cesty ufuje, jak daleko se jedinec zastavi od vedouciho
jedince. Pokud je PathLength=1, pak se zast@sdrp na pozici vedouciho jedince.

Pokud je PathLength=2, pak se zastavi za vedowamgem ve stejné vzdalenosti,

ve které od § stal. \&tSinou je dostatma PathLength=3.

e Step € (011 PathLength. Krok uruje, jak jem# bude prozkouméana cesta

jedince. Ri nizké hodnat tohoto parametru bude tedy cesta jedince prozkoama

podrobrji z hlediska moznychkeSeni.

e PRT €[0]l]. PRT je perturbace. Timto parametrem je awdwan perturbéni
vektor. Perturbace v SOMA je obdobou mutace u &kgsh GA. Je to tlezity

parametr a wuje, zda se aktivni jedinec pohybujgmpo k vedoucimu jedinci. Pro
PRT=1 se SOMA chové pouze podle deterministickyravidel.



2.1.2

D je dimenze telové funkce. Tento parametr j&enieSenym problémem.
PopSizee [10...]. Paet jedindi v populaci

Migrace €[10...]. Je ekvivalentem pdu generaci u GA. Udava tedy qeb

migracnich kol v algoritmu.

MinDiv je ukortovaci parametr. Minimalni diverzita definuje, jajeymaximalni

rozdil mezi nejlepSim a nejhorSim jedincem povaieh je algoritmus ukaen.

Princip algoritmu SOMA

Jak jiz bylo nazngeno, SOMA pracuje v migtéaich kolech a tyto migetami kola jsou

podobné generacim v GA. Jedinci jsou vSak v kazaéigracnim kole gemigovani

pomoci sekvence pozic do finélni pozice. Tyto sakegsou pditdny k pozici vedouciho

jedince a peet kroki v sekvenci je dan hodnotou parametru Step.

2.1.3

Faze SOMA

Zde je popsana zakladni verze strategie SOMA dlim®ne [ 11]:

1.

Definice parametri. Pred startem algoritmu je pochopitélpoteba nadefinovat

vSechny parametry a&@élovou funkci.

Tvorba populace. Paiateni populace je pomoci specimenu nahodn

vygenerovana.

Migra éni kola. Kazdy jedinec je ohodnoceriglovou funkci a dle hodnotélové
funkce je zvolen vedouci jedinec. Potom seénpa ostatni jedinci pohybovat
smérem k vedoucimu jedinci pomoci skokVelikost skok je dana parametrem
Step. Po kazdém skoku jedinec @jie svoji aktualni hodnotucélové funkce a
pokud je zatim nejlepsi, tak si ji zapamatuje. Popg skocich poktaje, dokud
neni dosazeno pozice dané parametrem PathLengthlogaZeni této pozice se
jedinec vraci do mista skoku s nejlepSi hodnottelo¥é funkce. VSichni jedinci
krom¢ vedouciho jsou tedyipmistni. Pred tim, RZ jedinec zéne skakat s¥rem

k vedoucimu jedinci je vygenerovan prazdny PRTwvektdimenzi D. K tomu je
vygenerovandada nahodnychliisel o pétu D. Tyto nahodnéisla se porovnavaji

se zadanym parametrem PRT. Jestli je N-té ndh¢idieé\&tsi, nez PRT, potom je



N-ty parametr PRTvektoru nastaven na nulu, jinakjednicku. PRTvektor se
potom nasobi vektor udavajici pohyb jedincetem k vedoucimu. V dimenzich,
kre je v PRTvektoru nula je tedy pohyb jedince ztera Tomuto ruSeni pohybu
jedince smirem k vedoucim se préwika perturbace. Pokud by tato perturbace

neexistovala, choval by se algoritmus determirkgtic

4. Testovani ukortovacich parametmi. Zde je testovano zda je rozdil meazi
nejlepSim a nejhorSim jedincem mensi, nez MinDivtaké zda byly vykonany
migracni cykly v patu, jenzZ je dan parametrem Migrace. Pokud neniiZathshto

podminek spléna pokréuje se krokem 3.

5. Stop.Navrat nejlepsiho jedince.

2.2 Prace s diskrétnimi hodnotami DSH

Obecr jsou evolgni algoritmy schopné pracovat s binarnimi, realnyaiaiselnymi, ale
také s diskrétnimi hodnotami. Pro mnozinu diskigtriiodnot, naip {-1; 3.14; true; false;
20} je sestaven cettselny index, ktery odpovida konkrétni hodnatdiskrétni mnoziny.
Parametr jedince v evalnoim algoritmu je potom sestavenézhto cel@iselnych index,
které nabyvaji hodnot {1, 2, 3, 4, 5 ... }. S takovyedincem sestavenym z nahradnich
celatiselnych hodnot se potom v evéhim algoritmu normaka pracuje. Rozdil je jenom
v ohodnoceni &elové funkce, do které se dosadi konkrétni diskréimdnota

reprezentovana celtselnym indexem v parametru jedince. Tento prinvggtihuje

Jedinec {x11 xz: xat x4\ x5| J(El "'}
.
Diskrétni b
v i {-1 .‘.44.3:'5, 9{;3, 2%1, True, Fa‘!se, -€5.4-4_, ;0.01, -
Celoéiselny index {1 ,2 '3. 4,5, 6, 7 8 }
|

Ne Ano

Syntetizovany B ARy Mgy =%

: 4T -
Program - funkce Sm(xz)t

Obrazek 1 Princip DSH [1]



2.3 Analytické programovani

Analytické programovani je experimentalni metodardu je mozné brat jako alternativu
ke GP (genetickému programovani) a GE (gramatickduei). GP i GE jsou podrokn
popsany naip v [1] GP potom také v [2]. Na rozdil od GP a G&k AP neni vazano na
jeden konkrétni evolini algoritmus. AP tedy neni samostatny ewnlualgoritmus, ale
spiSe transformace z mnoZingjakych symbolickych objekt do mnozZiny konstrukci
(prograntl), které je mozné zthto zakladnich symbolickych objékzkonstruovat. AP
tedy pro suj béh potebuje rjaky evolwni algoritmus, jako vhodné se jevi DE

(diferencialni evoluce) nebo SOMA [5].

2.3.1 Z&kladni princip AP

AP bylo inspirovano jednak GP a také numerickymiodami v Hilberto¥ funkcionalnim
prostoru. Stej# jako GP je i AP zaloZzeno na mno&ifunkci, operatar a terminah coz
jsou jiz zmigné zakladni symbolické objekty. Z Hilbertovych foyé je pak pevzata
mysSlenka funkcionalniho prostoru a budovani vyséefimkce pomoci prohledavani tohoto
prostoru. U AP se jedn& o evohi prohledavani. V mnozénvsech moznych funkci, které
lze sestavit ze zakladnich symbolickych ohjekSak budou zcela jisttaké funkce
patologické, tedy takové, které by principialnemohly fungovat. Wazeni takovych

funkci z evolgni syntézy je Ukolemdaglové funkce.
e Funkce: Sin, Cos, Tan, Tanh, And, Or, ...
e Operatory: +, -, *, /, dt, ...
e Termindly: 2, 87, 1.345, x, t ...

U AP se takovato mnoZina objékhazyva GFS (general funkcional set). V AP se tyto
objekty setidi podle potu argument. Paiet argumerit je potom ugujicim faktorem pro
pouziti symbolického objektu. Podle o argument je tedy vytvdena hierarchicka
struktura podmnozin. Jednotlivé podmnoziny obsahnljjekty se stejnym @bem

argument Obrazek 2. Tyto podmnoziny jsou oZeay GFS,, (mnoZina vSech objekt
GFS), GFS,,, (terminaly, tedy funkce sO argumenty[;FS, (funkce s jednim

argumentem)GFS,,  (operatory, tj. funkce se éma argumenty).



GFSall

User_ funkcion

GFS2arg

GFS1arg
sin

GFS0arg
2.13

t

Obrazek 2 Hierarchie GFS podlecpwargument

Zakladni princip AP je zaloZzen na DSH (Discrete Bandling) manipulaci s diskrétnimi

mnozinami. Syntéza vyslednych funk&Zbzpaatku v GFS,,, ale postup# se zansiuje

all

na objekty z oblasti funkci s nizSimgbem argumerit

Toto je provadno pomoci mapovacich operaci, které transformdjhf@ na pouZzitelnou
funkci. Toto mapovani je sloZzeno ze dviasti a to DSH a bezfmostnich procedur. Je
totiz nezbytné zajistit, Ze kazdy jedinec bude egpntovat jednozgaou a nedefektni

funkci.

Nejlépe os¥tli mapovani jedince na funkctiglad prevzaty z [1] :



Parametry jedince {1, 6, 7, 8, 9, 9} jsou v AP pouzZity jako
ukazatelé do GFS a procedurou série zobrazeni m1 - m5 je
vytvofen vysledny program sin(tan(t)+cos(t)).

m1 m3 mb5
v

: Yi 4
Jedinec= {1, 6, 7, 8, 9, 9} ]
! N A sin(tan(¢)) + cos(?)
m2 m4
m1 m3 m5
[T m—— St 1= L~
| Yi v, v
GFS,, = {+, -, /, *, d/dt, sin, cos, tan, t, Q, mod, ...}
I $ . 2
m2 m4

Obrazek 3 Mapovani celtselného jedince pomoci AP na funkci [1]
Prvni parametr jedince méa hodnotu 1. Je tedy vypréni objekt zGFS,, coz je operator

+, ten chapeme jako funkci dvou argunierite tedy nutné zjistit, které dalSi dva objekty

budou zGFS

i Vybrany jako argumenty. Jsou to indexy 6 a 7. @enaml je mapovani
prvniho argumentu operatoru +m j@ mapovani druhého argumentu. V tomtgpacdc
jsou to funkce sin &os, které maji po jednom argumentu. Nasleduje magor&a m4
argumeni téchto dvou funkci. Mapovanin 3ikazuje na funkcitar, ktera tedy bude
argumentem funkcein am 4 namapuje jako argument funkces terminalt. Zbyva tedy

doplnit argument funkcgar pomoci m5 coz je opt terminél t. Jedinec {16,7899}
potom odpovida vyrazsin(tanf)) + cosf .)Toto neni jedinA mozZna reprezentace jedince,
pokud bude pi@di funkci vGFS,, jiné, bude jina také reprezentace jedince. Takouoh

vhikat také patologii jedinci. Aby ktomu nedoch&zelo slouzi pfajiz zmininé
bezpénostni procedury, které neustaléiirvzdalenost do konce celselného jedince. A
podle této vzdalenosti secuje z jaké podmnoziny GFS se budou funkce map®aktud

je jiz konec jedince blizko jsou vybirany funkcepadmnoziny GFS s menSim dtem
argumeni. Pokud by byla vigdchozim fikladé na posledni pozici jedince ne 9, ale 3.
Pak by do funkcear bylo namapovano /, které ma vSak dva argumengnikia by tak

patologicka funkcesin(tan(??))+ cost ) Zbyva-li tedy posledni volny index a posledni



funkce s chyljicim argumentem, pak je vybran objekt z podmnoz@ksS,, . Timto

zpisobem je vyraz uz#en a neni patologicky.

2.3.2 Posilena evoluce

Béhem evoluce jsou syntetizovanizr¢ UsgSni jedinci. Nkteré uspsngjsi jedince je
mozné pouzit k posileni probihajici evoluce. Pprspa@iva v tom, Ze vybrani jedinci jsou
pifidani do mnozZiny terminal Tedy do GFS. Vyr jedinal je fizen uZivatelem

nastavenym prahem a aktualni hodnotou CF (Costtiem)gedince. AP potom v dalSi

evoluci pracuje s takto posilenou mnozinou GFS lolyga ¢cast&né UsgSnaiesSeni.

Takto posilené AP je schopné ndgSeni mnohem rychleji. Tento fakt byl verifikovan

aspeSnymi simulacemi [5].

2.3.3 Cost function

AP lze pouzit na evotimi hledani funkce, kterd co nejlépe prolozi zadbody. Jako
vhodna CF je potom séet absolutnich hodnot rozdilu zadanych badhodnot aktuath
hodnocené funkce ¥¢hto bodech. AP se snaZi minimalizovat tento road#édy proloZzit

funkci co nejlépe zadané body.

2.4 Syntéza neuronovych siti pomoci AP

Zakladem pouziti AP pro syntézu NS je vhédivolena mnozina GFS a definovani CF.

Nejprve je aleifeba oswtlit vztah mezi NS a funkcemi.

Kazdou konkrété nawtenou NS je mozné chapat jako konkrétni matematiékokci. NS

totiz nedl& nic jiného, nez Zetj¥azuje vstupnim hodnotdm hodnoty vystupni.

Potom kazda je&tnenadend NS odpovidariteé funkci f*. Syntéza NS, tedy hledani

struktury si¢ je vlastré hledani vhodnéf © z mnoziny ¥id funkci F . Mnozina tid funkci
F obsahuje vSechnyidy, které vzniknou kombinacemi bazovych funkci.uténi NS
znamena nalezeni vhodnych konstant, které odliujkce f ztidy f . Vysledna

nawena NS se potom rovna funkéi.



2.4.1 GFS u syntézy neuronové sit

Pro syntézy neuronové &ipomoci AP je dlezité zvolit vhodnou mnoZinu bézovych
funkci. Zakladnim stavebnim kamenem neuronovgjsineuron. Jakoipnosova funkce
se v neurongasto pouziva sigmoida odvozena od chovani gkytd neurof v mozku.
GFS by tedy mda obsahovat sigmoidu. DalSi s@sti neuronové sitjsou vstupni
nezavisle pronné X, které GFS také musi obsahovat a také kayskaneprezentujici
prahy a vahy neuronu. Prahy a vahy je alégtat na neuron¢jek navazat a k tomu bude

v GFS slouzit funkce + a * .

Na zaklad této uvahy je mozné sestavit zakladni a Upl@hsS={sig,+,*, X,K . GES je

Upln& z toho hlediska, Ze je moZzné pomodesit syntézu NS.

y
GFS
sig syntéza
5 pomoci AP
X
w2
K wi
x1 X2

Obrazek 4 Syntéza neuronu pomoci AP

Takova definice GFS vSak tbe syntetizovat nejenom klasické NS, ale také
pseudoneuronové nebo Uplneneuronové funkce. Tato otazka bydestcne réSena v [5].
Timto zpisobem se budou kombinovat vlastnosti NS spolu smatickymi

transformacemi.

Tento zfisob vytvdeni GFS samdejmeé neni jediny mozny.

Vhodnym uspgadanim prvik z GFS , ={+*, X,K} vynikne [5] Obrazek 5:
K[2] * X[2] + X[2] + K[2]

Coz je subfunkce, kterou Ize povazovat za linedewniron, jehoz ignosovou funkci je

piimka a jeji sklon a posunuti ouivji dale konstanty K.



Wi1
Wi1

X1

Obrazek 5 Linearni neuron
DalSi moznosti rive byt mnozina prik GFS,s ={*, X,K} pomoci ni nize vzniknout
subfunkce:

X[1] * X[2] * K[1]

Coz Ize povazovat za nasobici neuron [5], kterlagikké teorie NS nezname. Je to jakysi

pseudoneron Obrazek 6.

w2
W1

X1 X2

Obrazek 6 Nasobici pseudoneuron



3 EXISTUJICIi ASYNCHRONNIi PROGRAMOVA IMPLEMENTACE
SYNTEZY NEURONOVYCH SITi

Implementace Asynchonniho algoritmu syntézy NS pdmAP je naprogramovana
v jazyce C# na platfortn .NET. Tento jazyk kombinuje vlastnosti znamych ebibpw
orientovanych jazyk a pidava v nim vlastnosti nové. Pro tuto implementaczejména

dulezita podpora vicevlaknového zpracovani.

Algoritmus AP patebuje ke svémudhu rgjaky evolweni algoritmus. V této implementaci

je pr&¥ pouzita asynchonni verze algoritmu SOMA. Asynchiast algoritmu spiva

v tom, Ze neni dokavano celé migrni kolo a pak vybiran novy leader, ale novy leader
je volen hned po ohodnoceni kazdého jedince. Jegiczpracovani jsou rovnaime
roz&leni mezi vice procés Kazdy takovy jedinec reprezentuje jednu struktiNg.
Takova NS je vzdy naena pomoci TD a dalSiho algoritmu SOMA a ohodnocena
Gcelovou funkci. Hned po tomto ohodnoceni je hodpat@vnana s aktualnim leaderem a

pokud je lepSi nahradi dosavadniho leadera. Ttta@iznazatuje Obrazek 7.

Lepsi
™~ Leader

vysledek?
T

) C) () yslede
D T 0 s

Leadrem

VNN

Jedinec
algoritmu
SOMA = NS
Eekajici na
zpracovani

Viakno
procesoru

Obrazek 7 Princip asynchronniho ¥ leadera v algoritmu SOMA

Béh algoritmu jefizen pomoci zastavovaciho kritéria minimalni glabathyby NS.
Vnitini bkéh SOMA, ktery @i NS je zastaven, pokud se v aktudlnim migha kole
nepod# snizit globalni chybu NS nebo je dosazeno mendbaini chyby, nez je

zastavovaci kritérium.
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4 NAVRH EXPERIMENT U ZAM ERENYCH NA SYNTEZU
NEURONOVYCH SIiTi

Cilem experimerit s implementaci algoritmu asynchronniho analytickgtogramovani je
nahlédnout na pouzitelnost této implementace \nyjeél uloh&ch. Vzhledem k tomu, Ze se
jedna o stochasticky algoritmus, g@dbkazda uloha minimaéndesetkrat pro ziskani dat na

statistické vyhodnoceni.

4.1 Zavislosti na paitu tréninkovych dat

Jak se ukazuje v experimentech na realnych ulohéestovaciho benchmarku Probenl [8]
je globalni chyba naené NS do zrnmé miry zavisla na @tu tréninkovych dat.
ZjednoduSea Izefici, Zec¢im vice tréninkovych dat, tim mensSi je globalnilzhgié. A to
jak na tréninkovych, tak i validaich a testovacich datech. Je tedy Zadouci, altgzyNS
probihala s pokud mozno dostaté velkou mnozinou tréninkovych dat. Vzhledem ke
strukture pouzitého algoritmu je pragplodobné, Zz&as potebny na syntézu NS poroste
s mnozstvim tréninkovych dat lineé&rnOtazkou v3ak je, jak se budeémit struktura

syntetizované sit Parametrem vystihujicim slozitost struktury N$leubka sit.

DalSim sledovanym parametrem je maximalnégbaréninkovych dat, ktery se da jest
rozume pouzit. Ulohy z benchmarku Probeni obsahtifiliginé 350 az 4000 tréninkovych
dat. Pro kvalitni nateni NS o vice vstupech na realnou tlohu by mola&tst00 az 600
TD.

Pro experimenty s gtem TD byly zvoleny d¥ funkce, z nichZ jedna ma slag#i a jedna
jednodussi gibeh na sledovaném intervalu. Jedna se tedy o Ulohoxiepace. Jsou to

funkce o jedné prosmné, proto syntetizovand NS bude mit jeden vsieden vystup.

Jednodussi funkce ma tvel, =3*a®-2*a a jeji pfb&h na intervalu<-11> je na

Obrazek 8
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Obrazek 8 HRibéh funkce f,=3*a’>-2*a pro
experimenty stiznym pa&tem TD

Slozitjsi funkce ma tvarf, = 2* a® —3* a® + a a jeji piibeh na intervalu< —11> je vidt

na Obrazek 9.

A
~10 ~05 A 05 UO
it

—02f

Obrazek 9 Ribeh funkce f, =2*a°-3*a’+a
pro experimenty siznym pa@&tem TD
Cilem experimerit je otestovat 10 az 1000 TDiié&mz se daigdpokladat, Ze 1000 TD

jiz bude gilis pro syntézu NS v rozumnétase.

4.2 Zavislosti na paitu vstupa syntetizované neuronove sit

Pro realné uplatmi je dilezité kolik miZze mit syntetizovand NS vstiupTato vlastnost je
danaieSenym problémem. Jéepneé, Ze slozitost ita ¢as potebny k syntéze a néeni

NS bude s fibyvajicim pa&tem vstug rast. Cilem experimeitje tedy nahlédnout na tyto
zavislosti a utit kolik maximalre vstupi si€ je jeSt rozunt pouzitelnych pro realnou

Ulohu a vypdet syntézy ve zvladnutelnérmase. Aby vSak byly vysledky statisticky



porovnatelné Zasoveého hlediska praizné pd@ty vstupi NS a tim i dimenze problému je
zvolen pro vSechny experimenty stejnyc@b tréninkovych dat. Rowi byla pro

experimenty pouzita stejna konfigurac&ipae na kterém éxzely.

Jako zaklad byla zvolena funkde = 3* a® —2* a , ktera je pouZita i pro experimenty se
zavislostmi na p&tu TD. Pro roz§ovani do dalSich dimenzi je jako zavislost v dalSi
dimenzi zvolena afi stejna funkce. Tedy pro dva vstupydidimenzetreSené ulohy) ma
funkce tvar f,=3*a®-2*a+3*b®-2*b jejiz prtibch na intervalua=<-11> a
b=<-11> je na Obrazek 10. Profit vstupy ma potom funkce tvar

f,=3*a’-2*a+3*b*-2*b+3*c®-2*c atd.

Obrazek 10 Ribeh funkce f, ve dvou rozrarech

DalSi sada experimehts pa@tem vstu@i NS ma za ukol nahlédnout na vliv pouzité
zakladni GFS. Je mozné, Ze roeBi GFS bude mit pozitivni vliv na rychlost syntézy
tedy i maximalni mozny @get vstum NS, kterého je mozné dosahnout.

Prvni sada experimehfje navrzena &FSL={Weighlnput NeuronPlus J druha sada s
GFS2 ={Weighlnput NeuronPlus,Sin} . Samozejm¢ pokud ma mit syntetizovand NS

vice vstul, obsahuje fslusna GFS také petny péet vstupnich neurdn



4.3 Zavislosti na slozZitosti a typureSené ulohy

Toto je asi nejife postizitelna otazka.iPieSeni ulohy v praxi samigmé dopedu
nezname, jak @béh funkce aproximované neuronovou siti vypada. Zngmeyp ulohy,
tedy zda se jednd o aproximaci, klasifikaci, predi&pod. Dale zname pet vstuf a
vystupi NS. Vhledem ktomu, Ze klasifikai uUloha ma binarni vystupy, bude
pravdpodobrd NS ktera ji ieSi méd nara@&nad na syntézu. Proto jsou provad
experimenty zagiené na aproximaci pro dosazeni §8ich vysledk. Je navrZzena sada
matematickych funkci, které jsou intuitérséazeny podle slozitosti svéhoupehu na
testovacim intervalu. Nelze vSak degu fict, ktera funkce bude jak n&ma z hlediska

syntézy NS, ktera ji aproximuije.
Jsou to tyto funkce jedné prémmé a jejich pibéhy na intervalu< -11> :

- fo, = sin(x)
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Obrazek 11 Funkcéd,, =sin(x )

- fo, = cOSK)
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Obrazek 12 Funkcd,, = cosi )
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Obrézek 13 Funkcd, = 2x°

- f,, = arctanfx)
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Obrézek 15 Funkcd,, = 2x* — 2x



- f e = sin(x?) cosx*)x
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Obrazek 16 Funkcd , = sin(x*) cos*)x
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Obrazek 17 Funkcd,, = 2x° —3x® + x
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Obrazek 18 Funkcd , = sin(x®) cos® + x)x
DalSi je sada funkci dvou prémmych :
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Obréazek 20 Funkcd,, = X + y*

foos = X3SINEGX) + y° + y°

Obrazek 21 Funkcé,,, = x> sin(6x) + y* + y*

fo0s = SINEBX) COSEX + 3y)
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Obrazek 22 Funkcé ,, = sin(3x) cos@x + 3y

fo0s = SIN(GX) COSEX + 6Y)

Obrazek 23 Funkcé . = sin(6x) cosGx+ 6y



5 STATISTICKE VYHODNOCENiI PROVEDENYCH
EXPERIMENT U

Statistické vyhodnoceni experiménpro nahlédnuti na chovani algoritmu asymetrické

implementace syntézy NS.

5.1 Zavislosti na patu tréninkovych dat

Z hlediska pétu TD bZely pokusy na dvoujadrovém procesoru Intel CoreDib
s frekvenci jader 1,8Ghz. Jako ukowaci kritérium je pouZzita hodnota globalni chyby
0,03. A vzdy je pouzita GFS1.

5.1.1 Hloubka sité v zavislosti na pd&tu tréninkovych dat

Jak jiz byloteceno, hloubka sitje zajimavym parametrem aujicim slozZitost vysledné
syntetizované NS. IdealrNS feSi Ulohu s dostateou gresnosti globalni chyby a zardve
je Zadouci, aby ta co nejmensi slozitost. ¥ahto experimentech je vZzdy aproximovana
stejna funkce, ale &ni se pdet TD. TD jsou vlasté funkéni hodnotou aproximované
funkce v fiznych bodech na daném intervalu. Struktura NS Oy tesla byt ve vSech
piipadech fiblizné stejna. Takovych vysledkbylo dosazenoijblizné pro 200 az 400 TD.
Mensi pdéet TD znamenaiejme nejisty vysledek, protoze roste odchylka hloubk$ N
mezi jednotlivymi pokusy. Velky get TD znamena nejmensi odchylku, ad@sova

narainost vypdtu je jiz nednosna.

Tabulka 1 Hloubka sitv zavislosti na p&u tréninkovych datf, = 3* a® - 2* a

Pocet tréninkovych dat 10 30 50 200 400| 1000
Hloubka sité pramér 5,1 4,5 6,6 6,38 4,5 5
Hloubka sité MIN 2 2 2 2 2 2
Hloubka sité MAX 15 11 20 13 7 7
Hloubka sité odchylka 3,65 2,66 4,82 4,56 2,06 2,16
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Graf 1 Hloubka sé v zavislosti na p&u tréninkovych dat.

Hodnoty MIN, MAX a pamér f, =3*a’-2*a
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Graf 2 Hloubka sé& v zavislosti na p&u tréninkovych dat.
Hodnoty odchylkyf, =3*a® - 2*a

Z Tabulka 1 a fislusnych graf je vidkt, Ze s pibyvajicim mnozZstvim TD roste
pravdpodobnost, Ze bude syntetizovana NS s nejjednodtrsiturou, protoze odchylka
hloubky sit mezi jednotlivymi pokusy klesa. Zaravge ale vidt, Ze res Gzny paet TD
byla vZzdy v gkterém pokusu nalezena NS s minimalni hloubkou t&rék aproximuje

danou funkci se zadanougsnosti.



Poznamka: V pribéhu pokus se naskytla filezitost pro zajimavé srovnani vyslégko
400 TD na dvoujadrovém procesoru Pentium D 3GHz@uhdrovém Core 2 Duo. Je
trochu zarazejici, ze vysledky jsou gomd odliSné a demonstruje jeabulka 2 Nabizi se

otdzka, zda mé& pouzity procesor takovy vliv nelio gilem nahody.

Tabulka 2 Srovnani pro dvoujadrové Pentium 4 a ghdvavy Code 2 Duo na 400 TD

Procesor Core 2 Duo | Pentium D

Hloubka sité pramér 4,5 7,38
Hloubka sité MIN 2 2
Hloubka sité MAX 7 25
Hloubka sité odchylka 2,06 7,81

Hodnoty hloubky sé& pro f, v Tabulka 3 a k niislusné grafy potvrzuji, Ze odchylka
v hloubce sit mezi jednotlivymi pokusy skute¢ klesa v zavislosti na mnozstvi TD. Pro
200 a 400 TD v8ak nebyla syntetizovana NS s nejimeaZnou strukturou.
Tabulka 3 Hloubka sit v zavislosti na p&u tréninkovych dat

f,=2*a°-3*a’+a

Pocet tréninkovych dat 10 100 200 400 1000
Hloubka sité primér 5,6 3,9 4,66 5 3,33
Hloubka sité MIN 2 2 4 4 2
Hloubka sité MAX 15 6 6 6 4
Hloubka sité odchylka 4,1 2,2 2 2 1,9
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Graf 3 Hloubka sé& v zavislosti na p&u tréninkovych dat.

Hodnoty MIN, MAX a pamer pro f, =2*a*-3*a’+a
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Graf 4 Hloubka sé& v zavislosti na p&u tréninkovych dat.

Hodnoty odchylky hloubky sit mezi jednotlivymi pokusy
prof,=2*a>-3*a’+a
Tabulka 4 srovnava hodnotydgonérné hloubky sit a odchylky pro funkcef, a f,. Je

vidét, Zze vysledky jsou podobné. Agstoze f, ma slozi¢jSi pribeh v nekterych gipadech

je prameérna hodnota hloubky dokonce mensi nez je tonfy.u

Tabulka 4 Hloubka sitv zavislosti na p&u tréninkovych dat.
Srovnani pimérné hloubky a odchylky, =3*a®-2*a a

f,=2*a°>-3*a’+a.

Pocet tréninkovych dat 10 200 400 1000
Hloubka sité primér 1 5,1 6,38 4,5 5
Hloubka sité pramér 2 5,6 4,66 5 3,33
Hloubka sité odchylka 1 3,65 4,56 2,06 2,16
Hloubka sité odchylka 2 4,1 2 2 1,9
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Graf 5 Srovnani @imérné hloubky st pro f, =3*a’*-2*a a

f,=2*a°-3*a’+a
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Graf 6 Srovnani odchylky hloubky &ipro f, =3*a*-2*a a

f,=2*a°-3*a’+a

5.1.2 Cas vypatu NS v zavislosti na pétu tréninkovych dat

Zde se potvrzuje donnka, Zecas potebny k vyp@tu poroste se zvySujicim se gbem
TD priblizné linearre. A to jak pamérnd hodnota, tak hodnota maximalni. Toto se
potvrdilo pro ol testované funkce. Zde jéeba si u¢domit, Ze ¢asy jsou v tabulce

uvedeny v milisekundach a tykaji se dawi jedné struktury NS. Je to tedigs vypdtu

jednoho pokusu o syntézu vysledné NS. MSjvhodnota funkce s je 3751578ms coz



piedstavuje vice nez hodinu. U funkde je to potom 2672406ms tedyilpizné tii ¢tvrté

hodiny.

Tabulka 5Cas vyp@tu NS v zavislosti na @tu tréninkovych datf, = 3* a® - 2*a

Pocet

tréninkovych

dat 10 30 50 200 400 1000
Cas pramér 649,14 | 2190,21| 2930,38| 14029,53| 25226,36 49964,73
Cas MAX 35859,38| 121375 |167843,75| 715546,88| 1252750 | 3751578,13
Cas odchylka | 2201,32| 7509,41| 10392,84| 48162,32| 89940,61| 202207,58
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Graf 7Cas vyp@tu NS v zavislosti na gtu tréninkovych dat.
Hodnoty ptimér a odchylka prof, = 3* a® —2* a
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Graf 8 Cas vyp@tu NS v zavislosti na @tu tréninkovych dat.

Vyvoj maximalni hodnoty prof, =3*a® - 2*a

Tabulka 6 Cas vypétu NS vzavislosti na m@tu tréninkovych dat
f,=2*a°>-3*a’+a
Pocet tréninkovych dat 10 100 200 400 1000
Cas priimér 555,39 7023,86 | 12579,69 23230,4 59556,29
Cas MAX 36671,88 | 295484,38 | 724812,5 | 1192453,1 | 2672406,25
Cas odchylka 2124,91| 23186,96|43520,46| 87414,39| 211811,27
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Graf 9Cas vyp@tu NS v zavislosti na gtu tréninkovych dat.

Primérny ¢as a odchylka prd, = 2*a® -3*a° +a.
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Graf 10Cas vyp@tu NS v zavislosti na gou tréninkovych dat.
Vyvoj maximalni hodnotyasu prof, =2*a°-3*a°+a.
Tabulka 7Cas vypd@tu NS v zavislosti na @tu tréninkovych dat. Srovnani

primérnéhocasu vypétu NS prof, =3*a®*-2*a a f, =2*a*-3*a’ +a.

Pocet tréninkovych dat 10 200 400 1000
Cas primér 1 649,14 14029,53 25103,33 49964,73
Cas primér 2 555,39 12579,69 23230,4 59556,29
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Graf 11Cas vyp@tu NS v zavislosti na @tu tréninkovych dat
Srovnani pimérnéhocasu vypstu NS prof, =3*a®-2*a a

f,=2*a°>-3*a’+a.



5.1.3 Poket pokusi v zavislosti na pd&tu tréninkovych dat

Tabulka 8 P&et pokus v zavislosti na p&u tréninkovych dat pro

f,=2*a°>-3*a’+a

Pocet tréninkovych dat 10 100 200 400 1000
Pocet pokusd pramér 7141,1| 5089,7| 5278,17 5501 | 5038,34
Pocet pokusl odchylka 1198,978 | 628,41| 498,27 | 345,67 618,6
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Graf 12 Poet pokusd v zavislosti na pétu tréninkovych dat pro

f, =2*a°-3*a’+a. Hodnoty piiméru a odchylky.

5.1.4 USefreny ¢as pro rizny pofet procesoi v zavislosti na pétu TD

Tato statistika ukazuje, kolik je mozné ugetasu naizném pdétu procesar. USeteny
¢as jak prof, tak pro f, je pro kazdy peet TD @iblizn¢ konstantni. Poginé efektivni se
zda byt vypdet na osmi procesorech, protozeasar20% oprotiétyifem procesdm je

nej\wetsi. Samoiejme, Ze hodnoty jsou pouze hypotetické. Ve sknbsti EZel vypaet na

dvoujadrovém procesoru.

Tabulka 9 USéeny ¢as pro @izny paet procesar - raizny paet TD pro

f,=3*a’-2*a

Pocet TD 10 30 50 200 400 1000
Pro 2 procesory 18,43%| 18,41%| 20,25%| 18,45% 18,9% | 18,83%
Pro 4 procesory 39,44%| 40,01%| 42,78% | 39,93%| 41,34%| 42,58%
Pro 8 procesort 60,22% | 60,48%| 62,56%| 59,75%| 62,12%| 63,46%




Pro 16 procesoru | 76,26% 76,7%| 78,02%| 75,86%| 77,84%| 78,32%
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Graf 13 USatnycas pro fizny paet procesar - rizny paet

TD pro f, =3*a’-2*a

Tabulka 10 USéeny ¢as pro fizny paet procesar - rizny paet

TDpro f,=2*a*-3*a’+a

Pocet TD 10 100 200 400 1000
Pro 2 procesory 18,92 19,31 17,65 22,34 20,14
Pro 4 procesory 39,78 40,74 40,09 42,83 41,96
Pro 8 procesor( 60,6 60,56 60,93 63,53 62,69
Pro 16 procesortl 76,45 76,35 76,36 78,7 77,85
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Graf 14 USaeny¢as pro fizny paet procesar - rizny paet

TDpro f,=2*a*-3*a’+a

5.2 Zavislosti na pditu vstupi syntetizované neuronoveé sit

Vysledky €chto experimerit byli ziskany nattyfjadrovém procesoru Xeon, nejsou tedy

z hlediska dosazenyatasi primo porovnatelné sipdchozimi, protoZe se jedna o zhruba

trojnasobny vykon.

5.2.1 Hloubka sité v zavislosti na p@tu vstupa NS

S @ibyvajicim pd@tem vstufi NS samoejmé prudce roste hloubka a tim také sloZitost
struktury vysledné syntetizované NS. Z hodnot otghyaloubky NS mezi jednotlivymi
pokusy experimeitje vidét, Ze rozdily mezi jednotlivymi vyslednymi struké&umi jsou

znaneé. Proto je pdeba pro nalezeni dobrého vysledku z hlediska jedlrtosl struktury

NS syntézu opakovat.

Tabulka 11 Hloubka sitv zavislosti na p&u vstugi NS — GFS1

Pocet vstupu 1 3 4 5 6
Hloubka sité primér 7,92| 127,5| 48,9 82,9 413,25| 475,13
Hloubka sité MIN 2 31 14 169 221
Hloubka sité MAX 21 96 262 731 1036
Hloubka odchylka 5,94| 118,48 | 22,29| 88,56| 226,11| 241,5
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Graf 15 Hloubka sétv zavislosti na p&u vstugi NS — hodnoty
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Graf 16 Hloubka s#tv zavislosti na p&tu vstugi NS — hodnoty

odchylky —

V Tabulka 12 a na ni navazujicich grafech je zajgnsrovnani vysledkhloubky NS pro

GFS1 a GFS2. Z hlediskatpnérné hodnoty se ukazuje jako lepSi pouZiti GFS20A t

hlavré pro mensi

GFS1

dosazené hodnoty hloubky NS s vice ysiglmi dolie se pro GFS2

vyviji také hodnota odchylky, pokud ma NS vice pétu

Tabulka 12 Hloubka sitpro mizny paet vstugi. Porovnani GFS1 a GFS2




Pocet vstupl 1 2 3 4 5 6
Hloubka sité priimér GFS1 7,92 127,5 48,9 82,9| 413,25 475,13
Hloubka sité primér GFS2 0,4 8,1 108| 204,67| 360,14 273
Hloubka sité MIN GFS1 2 23 31 14 169 221
Hloubka sité MIN GFS2 0 3 20 49 94 209
Hloubka sité MAX GFS1 21 423 96 262 731 1036
Hloubka sité MAX GFS2 2 13 288 446 596 388
Hloubka odchylka GFS1 5,94 118,47 22,29 88,56| 226,11 241,5
Hloubka odchylka GFS2 0,66 2,85 87,05| 134,44 147,08 70,95
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Graf 17 Hloubka sétpro rizny paet vstug. Porovnani GFS1
a GFS2 z hlediska fomérné hodnoty.
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Graf 18 Hloubka sét pro rizny paet vstugi. Porovnani hodnot
MIN pro GFS1 a GFS2.
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Graf 19 Hloubka sétpro mtizny paet vstug. Porovnani hodnot

MIN pro GFS1 a GFS2.
Graf 20 ukazuje jak se vyvoj odchylky pro GFS2 ggittod hodnot dosazenych s GFS1.
To by mohlo znamenat pebu mén opakovani syntézy pro nalezeni NS d&sp feSici

dany problém s vice vstupy a minimalni strukturou.
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Graf 20 Hloubka sét pro rizny paet vstugi. Srovnani hodnot
odchylky pro GFS1 a GFS2.

5.2.2 Cas vypatu NS v zavislosti na pétu vstupii NS

Tabulka 13Cas vyp@tu NS v zavislosti na @ou vstugi NS s GFS1.

Pocet vstupl NS 1 2 3 4 5 6
Cas pramér 10498,34| 992,16 791,84 686,68 452,07 515,52
Cas MAX 706234,38 | 2132,12| 80687,5| 29890,625| 35468,75 54125
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Graf 21Cas vyp@tu NS v zavislosti na gtu vstug NS s GFS1

— maximalni hodnoty
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Graf 22Cas vyp@tu NS v zavislosti na @tu vstug NS s GFS1

— pramérné hodnoty

5.2.3 Poket pokusai vypocétu NS v zavislosti na pétu vstupa NS

Tabulka 14 a z ni vychézejici grafy ukazuje, Ze @restum s pouzitim GFS1 nastava
dramaticky naist patu pokusi potebnych pro syntézu NS. Ztohoto hlediska dalSi

navyseni p&u vstupi jiz prakticky neni mozné.

Tabulka 14 Péet pokus vypoctu NS v zavislosti na @ou vstugi NS s GFS1.

Pocet vstupl 1 2 3 4 5 6
Pocet pokusl pramér | 6964,25| 105316,7 | 54171,2| 105672,5| 482349,25| 4163710

Pocet pokust odchylka | 1198,44 | 93785,35| 18597,67 | 100176,58 | 257926,73 | 295870,63
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Graf 23 P¢et poku$ vypoitu NS v zavislosti na @tu vstupi
NS s GFS1 — hodnoty {iméru
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Graf 24 P¢et poku$ vypaitu NS v zavislosti na @tu vstupi
NS s GFS1 — hodnoty odchylky

V Tabulka 15 a navazujicim grafu je srovnanétpgokusi pro GFS1 a GFS2. Z grafu je
patrné, jak velky je rozdil v ndéstu p@&tu pokus$ pii pouziti GFS2 oproti GFS1.iP
pouziti GFS2 by nejspiS bylo moZznécpbvstup jeSt navysit bez dramatického ri&tu

poctu pokusi.

Tabulka 15 P&u pokusi pro rizny paet vstugi. Srovnani GFS1 a GFS2.



Pocet vstupl 1 2 3 4 5 6

Pocet pokusl
pramér 6964,25 | 105316,7 54171,2| 105672,5| 482349,25| 4163710

Pocet pokusU
pramér sin 3807,2| 14404,2|116786,22 | 233755,66 | 423022,85 380707

Pocet pokusl
odchylka 1198,44 | 93785,35| 18597,67 | 100176,58 | 257926,73 | 295870,63

Pocet pokusl
odchylkasin | 1180,26 | 2866,06| 87853,53| 143739,97 | 165356,55| 103870,97
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Graf 25 P¢tu pokusi pro rizny paet vstugi. Srovnani GFS1 a
GFS2 — piimérné hodnoty

Jak ukazuje Graf 26 tak také odchylka ¥tech pokug mezi jednotlivymi opakovanimi
syntézy dosaZzena s GFS2 nerostecsgno vstup tak jako v pipadt pouZziti GFS1.



350000

Odchylka

300000

250000

200000

Pocet pokust odchylka

N\
150000 === Pocet pokusl odchylka
sin
100000 /
50000 J
0 ‘ : . . Poéet vstupl

0 2 4 6 g NS

Graf 26 Potu pokusi pro mizny paet vstugi. Srovnani GFS1
a GFS2 — hodnoty odchylky.

5.2.4 USetteny ¢as pro rizny pofet procesoi v zavislosti na pdétu vstupia NS

Hodnoty uSeenéhocasu vzhledem k @tu pouzitych procesérpotrebného pro syntézu
NS v zavislosti na ptu vstupi NS ukazuje Tabulka 16 a Graf 27. Jsou to hodnoty
dosazené s pouzitim GFS1. Jegvjde efektivita vice procesos @ibyvajicim mnozstvim
vstupi mirrg klesa. S tim, Ze je zde patrny mirny zlom na htdtiech vstug, pak jiz je

zda se vyuziti vice procesokonstantni.

Tabulka 16 USéeny cas pro fizny paet procesar - rizny paet vstupi.

Vysledky dosazené s GFS1.

Pocet vstupu 1 2 3 4 5 6
Pro 2 procesory 19,63%| 14,83%| 11,23%| 11,24%| 11,84%| 11,64%
Pro 4 procesory 41,58% | 33,09% 25,9% | 25,76%| 27,19%| 26,73%
Pro 8 procesor 62,09% 52,7%| 43,62%| 43,52%| 45,33%| 44,72%
Pro 16 procesorl 77,14% 70%| 61,25%| 61,09%| 62,97%| 62,44%
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Graf 27 USaenycas pro fizny paet procesar - rizny paet

vstupi. Vysledky dosazené s GFS1
Pri pouziti GFS2 je situace trochu odliSna. Jak uj@Zabulka 17 a Graf 27, tak zde neni
patrny zadny zlom, ale hodnoty u&stéhocasu pro vice procesormirré klesaji pro

vSechny hodnoty @tu vstup.

Tabulka 17 USeéeny ¢as pro fizny paet procesar - rizny paet vstup.
Vysledky dosazené s GFS2.

Pocet vstupl 1 2 3 4 5 6
Pro 2 procesory 19,55% | 15,46% | 13,22%| 12,05%| 13,04%| 10,92%
Pro 4 procesory 41,37%| 33,92%| 30,01%| 27,58%| 29,49%| 25,26%
Pro 8 procesort 60,94% | 54,02%| 48,86%| 45,79% | 48,42%| 42,78%
Pro 16 procesorli | 76,54% | 71,16%| 66,35%| 63,42%| 66,09%| 60,32%
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Graf 28 USatny ¢as pro fizny paet procesar - rizny paet

vstupi. Vysledky dosazené s GFS2.

5.3 Zavislosti na priabéhu aproximované funkce

Experimenty probihaly pro sadu funkci o jedné proné a pro sadu funkci o dvou
proménnych. Funkce v s&djsou v pdadi, jak se intuitivaé jevily podle slozZitosti svého
pribéhu na zkoumaném intervalu.¢které funkce se v3ak ukazaly slé@t na syntézu,
néz by se dalo podle jejich fioéhu aekavat. VSechny experimenty v této kapitole

probihaly s GFS1 a nastavenym zastavovacim krnitégiebalni chyby na 0,03.

5.3.1 Hloubka NS na pribéhu funkce

Tabulka 18 Hloubka NS praizné pfibehy funkci jedné progmné

Funkce fol1 |[fo2 |f03 fo4 |fo5 |[foe |[f07 |f08

Hloubka pramér 1,1 1| 15,1 1| 1,2 1| 3,5| 15,8
Hloubka MAX 2 1 30 1 3 1 5| 40
Hloubka MIN 1 1 4 1 1 1 3 8
Hloubka odchylka | 0,3 0| 7,34 0| 0,6 0| 0,67 8,5
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Graf 30 Hloubka NS praizné ptibéhy funkci jedné prognné
hodnoty MAX, MIN a ptimérna hodnota

Tabulka 19 Hloubka NS praizné pfibehy funkci dvou

proménnych

Funkce

fo1l f02 fO3 fo4 | f0O5

Hloubka pramér

68,7 33| 59,7|238,2| 449,4

Hloubka MAX

174 95 109| 338 506

Hloubka MIN

21 5 34| 190 405

Hloubka odchylka

459| 27,6 22,9| 42,1| 35,3
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Graf 32 Hloubka NS pro aené pfbehy funkci dvou

promennych hodnoty MAX, MIN a pimérn& hodnota

5.3.2 Cas vypatu NS

Tabulka 20Cas vyp@tu NS pro fizné peibéhy funkci jedné prognné

Funkce fol f02 fo3 fo4 fo5 fo6 fo7 fo8

Cas pramér 4551 4678 2715 6598 6498 | 5814| 3924| 2083
Cas MAX 131234 | 169125 | 163187 | 154984 | 157890 | 159453 | 140281 | 150750
Cas odchylka | 12696| 12713 9510| 15400 15521 | 14595| 11825 7832




Tabulka 21Cas vyp&tu NS pro tizné phibshy funkci
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Graf 33 Cas vyp@tu NS pro #izné paibshy funkci jedné

promenné — hodnoty MAX, pmméru a odchylky

dvou prongnnych

Funkce foo1 fo02 foo3 foo4 foo5
Cas pramér 258 276 252 221 205
Cas MAX 88625 | 75562 | 89312 | 88890| 160203
Cas odchylka 741 746 593 445 418
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Graf 34 Cas vypd@tu NS pro @zné pfibéhy funkci dvou

proménnych — hodnoty fimeéru a odchylky
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Graf 35 Cas vyp@tu NS pro @izné pfibehy funkci dvou
proménnych — hodnoty MAX

5.3.3 Poket pokusi

Tabulka 22 P&et pokus pro rizné piibehy funkci jedné prognné

Funkce fo1 fo2 fo3 fo4 fos fo6 fo7 fo8
Pocet pokusl
pramér 2860 | 259310137 | 2459 | 2727| 2325| 3448| 8554
Pocet pokusl
odchylka 401 401| 3346 534 597 612 668 | 1348
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8000 / \ /r
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Graf 36 Poet pokus pro mzné pfibehy funkci jedné
promenné — hodnoty @iméru a odchylky



Tabulka 23 Pé&et pokus pro rizné pfibehy funkci dvou

promegnnych

Funkce fol f02 fo3 fo4 fo5
Pocet pokusl

pramér 50609 | 28817 | 45689183348 | 345683
Pocet pokusl

odchylka 28148 | 19562 | 11199 25872 | 26417
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Graf 37 Pdet pokus pro mzné ptibéhy funkci dvou
proménnych — hodnoty mmeéru a odchylky

5.3.4 UsSefreny ¢as pro nizny pofet procesoi

Jak ukazuje Tabulka 24 a Graf 38, tak et cas na fizném pdétu procesar je na

raznych pfibézich funkce jedné proénné [iblizné stejny.

Tabulka 24 USdéeny ¢as podle p&u procesal pro rizné pfibéhy funkci jedné

proménné

Funkce fo1 fo2 fo3 fo4 fo5 fo6 fo7 fo8
Pro 2
procesory |19,95% | 20,08% | 18,66% | 16,92% | 17,89% | 18,27% | 19,25% | 20,53%
Pro 4
procesory [41,91%| 42,39% | 39,86% | 38,82% | 39,47% | 39,68% | 40,96% | 43,26%

Pro 8
procesorl | 62,63% 62,2% | 60,15% | 58,88% | 59,51% | 59,93% | 61,07% | 62,83%

Pro 16
procesort | 77,54% | 77,69% | 75,58% | 74,42% | 75,31% | 75,36% | 76,51% | 77,88%
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Graf 38 USatny ¢as podle p&tu procesal pro rizné pfibehy

funkci jedné prorgnné
Tak jako pro funkce jedné pramné je i pro funkce dvou pramnych usdeny ¢as na
raizném pdtu procesal pro vSechny gibehy funkci @iblizne stejny. V tomto fipadt je
shoda dokonce ¥adu jednoho procenta. Vysledky ukazuje Tabulka &sad 39.

Tabulka 25 USdéeny ¢as podle p&tu procesar pro
razné pibéhy funkci dvou prorénnych

Funkce foo1 f002 foo3 foo4 f005
Pro 2

procesory |14,82%|15,21% | 14,93% | 14,77% | 15,02%
Pro4

procesory |32,95%|33,49% | 33,29% | 33,01% | 33,47%
Pro 8

procesorl |52,51% | 53,2%| 52,97%| 52,65% | 53,19%
Pro 16

procesorll | 69,76% | 70,44% | 70,17% | 69,91% | 70,41%
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Graf 39 USaeny cas podle pétu procesar pro rizné
prabéhy funkci dvou prorénnych

5.4 Zhodnoceni vyslediki dosaZzenych v experimentech a dopodeni

z nich vyplivajici

5.4.1 Experimenty s niznym poftem TD

Z experiment s fiznym pa@tem TD vypliva, Ze s pouzitou implementaci algotitra
pouziti stolniho dvoujadrového §itece je mozné pracovatiiplizné s 200 az 400 TD.
Tento pdet TD je dostat@y i pro rekteré realné ulohy s testovaciho benchmarku Probenl
[8].

Pokud bereme jako é&fitko kvality syntetizované NS malou sloZitost jsjruktury i
dosazeni zadaného kritéria globalni chyby. Nenidwiopracovat sifiS malym p@tem

TD, protoZe potomiasto neni dosazeno minimalni struktury v malénitupgokusi o

syntézu. Je potoniigba vice opakovani syntézy a z nich vybirat vhodwSu

Z hlediska¢asu patebného pro vyptet syntézy na stolnim dvoujadrovémciati se
ukazuje poet TD nad 600 az 800 jakorilis velky. Roli zde samdejm¢ hraje také
slozitostieSené ulohy. Pro syntézu NS s jednim vstupem jenénpduzit az 800 TD. Pro
sloZitsj3i ulohy s vice vstupy jerdba zvazit kolik TD Ize pouzi€im slozigjsi je feSena

Uloha, tim mé& TD je jeS¢ mozné pouZzit. Pro 1000TD a procesor Intel Coreud d



1,8GHz trval vypeet funkce f,=3*a’-2*a v priméru 36,8 hodin a pro

f, =2*a°>-3*a’+a to bylo v piméru 41,6 hodin.

5.4.2 Experimenty s niznym poftem vstupa syntetizované NS

Tyto experimenty byly zadtené na to, jak sloZitou Ulohu je z hlediska&tpovstugi NS
mozné syntetizovat s pomoci pouzité implementageramu. Z vysledi vypliva, ze
maximum vstup NS vhodnych pro pouzity algoritmus je 6.a@P€rna hodnota hloubky
site je pro 6 vstup, 400TD a funkci
f=3a-2a+30°-2b+3c®-2c+3d°-2d +3e®> -2e+3f>-2f spouzitim GFS1
475,13 a s pouzitim GFS2 273. S pouzitim GFS2reyrg mohlo byt pouzito i 7 vstup

Ukazuje se, Ze pro vice vstuplS prudce roste hloubka &g tim také slozitost struktury
NS. Roste také rozmanitost syntetizovanjebeni. Vzhledem k velké slozZitosti struktury
takto vzniklych NS nabyva naukzitosti poteba vybrat NS s co nejvice Uspornou

strukturou. Je potom p@ba vice opakovani syntézy, aby takova NS bylazeabke

Celkovy ¢as potebny pro vypoet syntézy NS s&Sim pdtem vstufi také dramaticky
roste. Pro 6 vstup NS je jiz poteba nejméa ¢ctyijadrovy procesor. Na&tyijadrovém
procesoru Xeon byl gmérny ¢as vypdtu pro 6 vstup, 400TD a funkci
f =3a®-2a+30°-2b+3c®-2c+3d°-2d + 3¢’ -2e+3f°-2f s GFS1 19,5 hodinas
GFS2 11,5 hodin.

Ze srovnani pouziti GFS1 a GFS2 je lepSi pouzitt&BFprotoze ve &Sir¢ ohledi dava

VvV pouzité implementaci algoritm@téi vykon.

5.4.3 Experimenty s raiznymi prabéhy aproximovanych funkci

Tyto experimenty probihaly s 8ma sadama funkci, kdy jedna byla pro funkce jedné
proménné a druha pro funkce dvou prémych. Slo o to, zda lzegmk intuitivne
odhadnout na zaklagribehu funkce slozitost vygidu syntézy. V experimentu s funkcemi
jedné prominné se jedna funkce ukazala pro syntézu amé®i, neZz se na pohled podle
svého piibéhu zdala. V experimentu s funkcemi o dvou pganych se v podstapotvrdil

pocateEni predpoklad o narmosti vypa@tu podle piéibéhu funkci.

Pro funkce jedné proénné a 100TD se pmeérné hloubka NS pohybla v rozmezi 1 aZz 15,8

a pro funkce dvou pro#gnnych v rozmezi 33 az 238,2.



Doba vypd@tu byla pro funkce jedné pramné a 100TD v rozmezi 0,23 az 0,28hod. Pro
funkce dvou prorgnnych a 100TD v rozmezi 0,55 az 4,92 hodin.

Je vidt, Ze se sloz§Sim piibéchem funkce roste jak hloubka vyslednés,siak take
celkovycas potebny na syntézu a také odchylky ve strigtuysledné NS. Je proto vhodné
zkusit na zaklagl hodnot TD odhadnout fo¢h funkce reprezentované riamou NS. A

zvazit jak bude NS n&¢od na syntézu pouzitym algoritmem.

5.4.4 Cas uSefeny na nizném pditu procesoti

Ve vSech experimentech se ukazuje, Ze s rostoozitasti tlohy¢as usSaeny na ézném
poctu procesar zistava bd’ stejny, nebo klesa #adu rékolika procent. Maximalh o
15%.



ZAVER

Cilem prace bylo provedeni experimiens implementaci algoritmu asynchronniho
Analytického programovani. Padla se owiit pouZzitelnost tohoto algoritmu pro syntézu a
naweni neuronovych siti aproximujicich funkce vicenmfonych a to az do dimenze 6.
Pro aproximaci dchto funkci se ukazala jako lepSi rdesia mnozina GFS2, ktera

poskytuje prokazatetn lepSi vysledky jak z hlediska Uspe&j$i struktury vyslednych

neuronovych siti, tak z pohledu rychlejSiho Wtpo

Z hlediska potu tréninkovych dat je algoritmus nejvh@jii pro dlohy s 200 az 400
tréninkovymi daty. Réemz je pi vybéru ulohy teba pihlédnout také k p&iu vstup
aproximované funkce a pouZzitému procesoru, na kiergpaiet polEzi. Nactyfjadrovém
serverovém procesoru Xeon byl algoritmus pouZzitalrgro aproximaci Sestirozémé

funkce s 400 tréninkovych daty.

DalSi &c, ke které jeieba i vybéru ulohy vhodné pro tento algoritmugitpédnout je
sloZitost ptibéchu apoximavané funkce. Je dobré odhadnout sloZitpsichu

aproximované funkce na zaktaklonkrétnich hodnot tréninkovych dat.

Predstavenou implementaci algoritmu asynchronniho yWokého programovani je
mozné doportit pro ulohy aproximace do Sesti vstup 200 az 400 tréninkovymi daty a
piesnosti globalni chyby okolo hodnoty 0,03. Je viaba davat pozor na slozitost
pribéhu aproximované funkce. Déle je mozné dopnoouziti rozStené mnoziny GFS2 a

alespa ctyfjadrového procesoru.



ZAVER V ANGLI CTINE

Subject of this work was conduct an experiment withplementation algorithm
asynchronous analytic programming. Succeed verability hereof algorithm for
synthesis and precept neural network approximdtioation of several variables namely
until dimension 6. To approximation these functstrowed like better extensive set GFS2
that the provides demonstrably better results hovthe part of saving structure resulting

neural network, so from look quicker calculation.

On the part of the number of training dates is @iy optimal for exercise with 200 as far
as 400 training dates. Whereas stand by selectientiee possibly also have a respect to of
the number of entrances approximate function aed psocessor, whereat calculation will
run. On four-core server processor Xeon was algoritisable and for approximation six

dimension function with 400 training dates.

Next thing, to which it is necessary at selectiotereise suitable for this algorithm
consideration is complication course approximatifunction. Is good estimate

complication course approximate function on theugds concrete values of training dates.

Superior implementation algorithm asynchronous malprogramming it is possible
recommend for exercise approximation to the sixyanith 200 as far as 400 training data
plus exactness global errors round values 0,03hé&wit is possible recommend using

extensive set GFS2 plus at least four-core processo
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SEZNAM POUZITYCH SYMBOL U A ZKRATEK

NS Neuronova si

TD Tréninkova data.

AP Analytické programovani.
GP Genetické programovani
GE Gramatické evoluce

GE Diferenciélni evoluce

SOMA Samo organizujici se migtai algoritmus
GFS general funkcional set

DSH Discrete Set Handling

CF Cost Function

DE Diferencialni evoluce
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